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Resumo
A osteoporose é sinônimo de fragilidade óssea, e é uma doença silenciosa que muitas vezes
só é detectada após já ter causado danos à pessoa que a possui. Essa doença de fragilidade
óssea torna a fratura mais comum e mais danosa aos seus portadores, e por isso é uma
questão de saúde pública. Identificar a doença em estágio inicial é essencial para ajudar a
evitar seus danos, e nessa tarefa a inteligência artificial e o aprendizado de máquina têm
demonstrado grande ajuda nos últimos anos. Os algoritmos de aprendizado de máquina
podem prever o risco de osteoporose analisando as imagens do paciente provenientes
de exames de rotina, como radiografias panorâmicas, que são exames frequentemente
solicitados em Odontologia.

A metodologia proposta conta com um processo de dois passos, que é composto por
preprocessamento de imagens e aprendizado de máquina. O preprocessamento de imagens
consistiu em transformar as imagens panorâmicas dentais originais em regiões de interesse
reduzidas, mais específicas para a classificação. A etapa de aprendizado de máquina con-
sistiu em fornecer essas imagens preprocessadas para algoritmos computacionais as clas-
sificarem. Este trabalho propõe uma arquitetura de Rede Neural Convolucional (CNN),
comparada com Support Vector Machine (SVM) e Random Forest (RF), que visa identi-
ficar sinais de osteoporose nesse tipo de imagem, com objetivo de melhorar os resultados
de uma técnica de referência, a CNN do artigo [1], ao utilizar a estrutra CNN modifi-
cada para realizar uma detecção semi-automática de osteoporose com alta sensibilidade e
utilizar o método RF para complementá-la com uma técnica com especificidade alta.

Na sensibilidade, a CNN customizada proposta obteve 77,19%, enquanto que a CNN de
referência obteve 70,18%. Na especificidade, a Random Forest proposta obteve 75,95%,
enquanto que a CNN de referência obteve 22,78%. Combinando esses resultados, con-
seguimos melhorar o que é obtido pela técnica de referência para o conjunto de dados
apresentado, que é bastante desafiador, de pacientes idosos de comunidades carentes, em
imagens analógicas com diversos artefatos e características que dificultam a classificação.
O presente estudo pode ser um importante passo inicial para desenvolver uma forma de
classificação semi-automática da osteoporose em exames de rotina de forma oportunística.

Palavras-chave: osteoporose, redes neurais convolucionais, cnn, aprendizado de máquina,
inteligência artificial, random forest, svm
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Abstract
Osteoporosis is synonymous with bone fragility, and it is a silent disease that is only
commonly detected after it has already caused damage to the person who has it. This
disease of bone fragility makes fractures more common and more harmful to patients, and
therefore it is a public health issue. Identifying the disease at an early stage is essential to
help prevent its damage, and in this task artificial intelligence and machine learning have
shown great help in recent years. Machine learning algorithms can predict osteoporosis
risk by analyzing patient images from routine exams such as panoramic radiographs,
which are exams frequently requested in Odontology.

The proposed methodology has a two-step process, which consists of image preprocess-
ing and machine learning. Image preprocessing consisted of transforming the raw original
dental panoramic images into reduced, more specific, and clearer regions of interest for
classification. The machine learning step consisted of providing these preprocessed im-
ages for computational algorithms to classify them. This work proposes a Convolutional
Neural Network (CNN) architecture, compared with Support Vector Machine (SVM) and
Random Forest (RF), which aims to identify signs of osteoporosis in this type of image,
with the aim of improving the results of the reference technique, the CNN from the article
[1], using the modified CNN structure to perform a semi-automatic detection of osteo-
porosis with high sensitivity and using the RF as a complementary method with high
specificity.

In sensitivity, the proposed customized CNN obtained 77.19%, while the reference
CNN obtained 70.18%. In specificity, the proposed Random Forest obtained 75.95%,
while the reference CNN obtained 22.78%. Combining these results, we were able to
improve what is obtained by the reference technique for the presented data set, which is
quite challenging, from elderly patients from poor communities, in analog images with
several artifacts and characteristics that make classification difficult. The present study
may be an important initial step to develop a form of semi-automatic classification of
osteoporosis in routine exams in an opportunistic way.

Keywords: osteoporosis, convolutional neural networks, cnn, machine learning, artificial
intelligence, random forest, svm
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Capítulo 1

Introdução

A osteoporose é uma doença definida como uma baixa Densidade Mineral Óssea (DMO),
e caracterizada pela deterioração microestrutural do osso, cuja complicação mais comum
são as fraturas, sobretudo as vertebrais. Embora estejam associados a comorbidades
significativas, ela frequentemente não recebe atenção clínica, por não demonstrar sinais
físicos relevantes em seus estágios iniciais, e por isso é chamada de doença silenciosa.
Obter um diagnóstico radiográfico preciso é importante para identificar esta doença. [2]

A Fundação Internacional de Osteoporose (IOF) aponta estudos epidemiológicos sobre
a osteoporose [3] que indicam que a doença afeta uma em cada três mulheres e um em cada
cinco homens com mais de 50 anos em todo o mundo, resultando em mais de 8,9 milhões
de fraturas anualmente em todo o mundo, ou seja, uma fratura por osteoporose a cada 3
segundos. Usando a definição de osteoporose da OMS, a doença afeta aproximadamente
6,3% dos homens com mais de 50 anos e 21,2% das mulheres na mesma faixa etária
globalmente. Com base na população mundial de homens e mulheres, isso sugere que
aproximadamente 500 milhões de homens e mulheres em todo o mundo podem ser afetados
pela osteoporose. [4] Sendo assim, a osteoporose é uma doença relevante para a saúde
pública.

Cada pessoa possui uma característica de densidade mineral óssea, e os estudos a res-
peito da baixa densidade mineral óssea na esfera da saúde apontam que esta disfunção
pode se manifestar por alguns fatores sistêmicos do corpo, e com isso, atualmente duas
categorias de osteoporose foram identificadas: primária e secundária. A osteoporose pri-
mária é a forma mais comum da doença e inclui a "osteoporose pós-menopáusica"(tipo
I) e a "osteoporose senil"(tipo II). O tipo I está associado à perda dos hormônios de es-
trogênio e androgênio, resultando em aumento da renovação óssea, com reabsorção óssea
excedendo a formação óssea e perda predominante de osso trabecular em comparação
com o osso cortical. O tipo II, que representa a perda óssea gradual relacionada à idade
encontrada em ambos os sexos causada pela senescência sistêmica, é induzida pela perda

2



de precursores de células-tronco, com perda predominante de osso cortical. [5]
Existe também a diferenciação dos graus de baixa DMO entre osteopenia, outra con-

dição mais leve que a osteoporose, e a própria osteoporose, que pode ser dada por um
índice numérico aferido ou uma análise clínica do profissional. [6] Para os fins deste es-
tudo, como a osteoporose é o caso extremo identificado pela mais baixa DMO, então o
termo "osteoporose"será utilizado de maneira indistinta com relação à baixa DMO.

A forma mais utilizada para medir a DMO é o exame de Densitometria Óssea (DXA),
com o intuito de diagnosticar a osteoporose e prevenir fraturas ósseas. [1] No entanto,
o custo financeiro de tal exame é relativamente alto e o acesso a máquinas capazes de
realizá-lo é reduzido. [7] Nesse contexto, estudos recentes mostram que as radiografias
panorâmicas dentais podem ser uma forma acessível de diagnosticar sinais de osteoporose,
pois são exames mais baratos e possuem algumas características fortemente relacionadas
à baixa DMO, [8] e além disso podem reduzir a exposição de pacientes a radiação.

O diagnóstico de osteoporose por imagens de radiografias panorâmicas dentais pode
servir como uma espécie de primeira triagem que separa os pacientes que apresentam
indícios de baixa DMO daqueles cuja saúde óssea é muito boa a ponto de descartar essa
hipótese a priori. [9] Estudos indicam que os profissionais da odontologia que analisam
essas imagens radiográficas dentais são capazes de encaminhar seus pacientes com evi-
dência de baixa DMO a profissionais especializados para serem tratados por eles, e isso
aumenta a chance de melhor tratamento, atenuação da ocorrência de osteoporose e pro-
blemas de fratura nesses pacientes. [10] Há também revisões sistemáticas e estudos de
acurácia diagnóstica para osteoporose a partir de radiografias panorâmicas dentais. [11]

Estudos têm demonstrado que quanto mais precoce a disfunção causada pela osteopo-
rose é diagnosticada, menores são seus impactos e maiores são as chances de tratamento.
[12] Mas apesar dos estudos feitos com radiografias panorâmicas dentais apontarem que
esse exame pode auxiliar o diagnóstico de osteoporose precoce, esta não é a sua finalidade
principal. Ou seja, normalmente os sinais de osteoporose não estão entre os índices e as-
pectos verificados pelos profissionais clínicos ao avaliarem esse tipo de imagens. Por isso,
técnicas computacionais de diagnóstico assistido ou diagnóstico semi-automático têm sido
cada vez mais utilizadas nesse nicho da saúde.

Técnicas de aprendizado de máquina são comumente utilizadas para identificar estru-
turas e padrões que o olho humano teria dificuldade para perceber, com maior precisão e
também com menos flutuações em diversos sinais [13]. Esses algoritmos dificilmente po-
dem substituir o especialista humano, mas podem servir de ajuda para aprimorar certas
tarefas como o diagnóstico médico. No problema em questão, um sistema computacional
capaz de indicar a existência de indícios de osteoporose através da radiografia panorâmica
pode levar a uma detecção precoce. [14, 13, 15]

3



No Brasil e países da América do Sul, ainda é comum achar nas comunidades carentes
aparelhos de radiografia analógicos. Estes aparelhos normalmente apresentam uma ima-
gem mais ruidosa que a dos aparelhos digitais mais recentes. Nestas comunidades carentes
também existe uma escassez de acompanhamento médico preventivo. Sendo assim, o pre-
sente trabalho tem como objetivo propor um método para identificação de osteoporose
utilizando imagens panorâmicas dentais analógicas obtidas em comunidades carentes com
população idosa, para realizar uma primeira triagem e posterior encaminhamento para
o especialista médico em osteoporose que possa promover tratamento e evitar fraturas
ósseas. Uma proposta de diagnóstico semi-automático.

1.1 Objetivos

O objetivo geral deste trabalho é propor uma nova técnica que auxilie computacionalmente
a detecção de sinais de osteoporose a partir de imagens radiográficas dentais, utilizando
aprendizado de máquina.

O trabalho também objetiva especificamente:

• Verificar a viabiliade de utilizar imagens obtidas de aparelhos analógicos;

• Focar em pacientes idosos de comunidades de baixa renda;

• Realizar uma segmentação automática da região de interesse;

• Comparar três métodos de aprendizado de máquina supervisionados: Convolutional
Neural Network (CNN), Random Forest (RF) e Support Vector Machine (SVM),
aplicados ao problema apresentado;

• Obter uma alta acurácia, sensibilidade e/ou especificidade.

1.2 Justificativa

Em resumo, a motivação para este trabalho é que a osteoporose é uma doença silenciosa
e de difícil detecção. Sua principal complicação é a fratura óssea, que é um problema
importante. Grandes gastos têm sido gerados na área da saúde em países ao redor de
todo o mundo por causa dessa doença, pois suas consequências são onerosas tanto para
os pacientes quanto para o sistema de saúde.

A osteoporose de tipo I tem relação com o sistema endócrino, então seus sinais podem
ser detectados com exames hormonais. Porém, a osteoporose de tipo II está relacionada
à senilidade, e muitas vezes os pacientes que possuem a doença não apresentam sinais
físicos visíveis em seus estágios iniciais. Uma forma de identificar a doença é o exame de
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densitometria óssea, porém esse exame é caro e na maioria das vezes inacessível, o que
torna necessário buscar alternativas que auxiliem no diagnóstico.

Uma dessas alternativas é o exame de radiografia panorâmica dental, cuja análise opor-
tunística pode fornecer evidências de osteoporose e, assim, possibilitar que os pacientes
que passam por essa triagem inicial sejam encaminhados para profissionais especializados
e recebam tratamento precocemente, aumentando as chances de evitar os riscos que a
doença oferece . No entanto, os profissionais que normalmente avaliam radiografias pa-
norâmicas dentais não observam ou priorizam imediatamente os sinais de baixa DMO, e
sobretudo a análise humana dos indícios de osteoporose podem se tornar subjetivas, con-
tando com a expertise do profissional muitas vezes em detrimento a critérios objetivos ou
numéricos. [16] Para auxiliar na detecção eficaz de sinais de baixa DMO em radiografias
dentais panorâmicas, técnicas computacionais relacionadas ao aprendizado de máquina e
inteligência artificial têm entrado muito em cena, tornando os diagnósticos mais rápidos,
precisos e acessíveis. [1]

1.3 Contribuições

Apresentado este cenário gerado pela doença de osteoporose e as atuais iniciativas para
identificá-la cada vez mais cedo e de forma mais precisa, as melhorias nas técnicas com-
putacionais apresentadas por esse trabalho contribuem para que:

• Os impactos dessa doença sejam reduzidos, e por isso o trabalho é tão relevante;

• Se abra caminho para viabilizar a utilização de imagens obtidas por aparelhos ana-
lógicos, que é o mais comum no Brasil;

• Se possa abranger também pacientes idosos de comunidades de baixa renda;

• Se possa ter um algoritmo que realiza uma segmentação automática de regiões de
interesse em imagens semelhantes;

• Sejam comparados três métodos de aprendizado de máquina supervisionados: CNN,
RF e SVM, aplicados ao problema apresentado, para obter a melhor acurácia, sen-
sibilidade e/ou especificidade.
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Capítulo 2

Fundamentação Teórica

Neste trabalho, a identificação dos sinais de osteoporose em radiografias panorâmicas
consistiu em duas fases principais: a primeira sendo o processamento das imagens e a
segunda a aplicação de uma técnica de aprendizado de máquina para realizar a classifi-
cação dessas imagens. Este capítulo fornece a fundamentação teórica usada em ambas as
fases, primeiro explicando os tratamentos de imagem realizados no conjunto de dados e,
posteriormente, fornecendo bases teóricas necessárias sobre a estrutura do algoritmo de
aprendizado de máquina proposto.

A fase de processamento de imagem é essencial para fornecer melhores entradas para o
algoritmo de aprendizado de máquina, de modo que ambas as fases estão vitalmente liga-
das. Quanto melhores as imagens fornecidas, melhores resultados podem ser alcançados,
dependendo, é claro, da eficiência dos algoritmos computacionais. As seções a seguir des-
crevem alguns princípios que ajudam a definir quão bem uma imagem é pré-processada ou
segmentada e, posteriormente, quão bem o algoritmo de aprendizado de máquina executa
a tarefa de classificação ou identificação de imagens.

2.1 Preprocessamento de Imagens

Esta seção tem como objetivo descrever os princípios das técnicas empregadas para apri-
morar - ou seja, filtrar - as imagens do conjunto de dados, o que as torna propensas a
uma melhor classificação, de forma matemática bastante objetiva.

Uma imagem digital é essencialmente uma matriz de números dentro de um intervalo
especificado. Essa matriz é representada pelo computador como um arquivo e depois
mostrada na tela com características que dependem de algumas informações fornecidas
pelo cabeçalho interno desse arquivo. [17] Dependendo do formato do arquivo, a imagem
pode ser retratada de maneiras diferentes, mas os princípios são os mesmos. Para todos os
propósitos deste trabalho, as imagens podem ser consideradas como matrizes de números
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inteiros, no intervalo (N, M), em duas dimensões. As imagens em escala de cinza possuem
os números da matriz no intervalo (N, M) = (0, 255), e as imagens binarizadas possuem
os número no intervalo (N, M) = (0, 1).

2.1.1 Filtragem

Filtragem é o processo de remover, alterar ou aprimorar características de um sinal, e este
processamento é feito por meio de cálculos matemáticos em cima dos dados que se possui.
No caso de imagens, dependendo de quais características se deseja alterar ou aprimorar,
é feito um tipo diferente de cálculo, que leva os dados da imagem de um estado original a
um estado desejado por meio de equações matemáticas. [18] Por exemplo, pode-se filtrar
uma imagem para enfatizar determinados recursos ou remover outros. As operações de
filtragem em imagens incluem suavização, nitidez, aprimoramento de bordas e conversão
de cores.

Neste trabalho, o foco está nos filtros Finite Impulse Response (FIR), que são uns
dos mais utilizados no processamento de sinais digitais. [19] Em geral, o resultado da
filtragem com filtros FIR pode ser representada pela Equação 2.1. Este tipo de fitros
remove frequências específicas do sinal em sua saída, e também pode ser aplicado a sinais
2-D.

Y (n) =
l∑

l=0
h(l)x(n − 1), n = 1, 2, 3...∞ (2.1)

Neste trabalho, utiliza-se também a filtragem espacial, que se refere às operações
feitas com relação à posição dos pixels na imagem. Isso se opõe à filtragem de frequência,
por exemplo, que considera parâmetros de frequência. A filtragem de domínio espacial
considera a posição absoluta do pixel na imagem, e as operações são feitas na vizinhança
desse pixel, incluindo os pixels ao seu redor na operação. [20]

Dependendo do aspecto que se deseja aprimorar na imagem de entrada, são realizadas
operações matemáticas diferentes. Por exemplo, no realce de borda de uma imagem, o
filtro tem como objetivo evidenciar as linhas de contorno dessa imagem, o que é feito
por meio de um filtro passa-alta. Um filtro passa-alta permite que apenas frequências
superiores a uma frequência de corte estejam presentes na saída, processo que realça a
borda quando aplicado com um filtro laplaciano.

O Laplaciano de uma imagem destaca regiões de rápida mudança de intensidade e,
portanto, é frequentemente usado para detecção de bordas. O L(x, y) Laplaciano de uma
imagem com valores de intensidade de pixel I(x, y) é dado pela Equação 2.2, que se trata
de um filtro passa-alta.
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L(x, y) = ∂2I

∂2x2 + ∂2I

∂2y2 (2.2)

Esses cálculos dependem, é claro, do formato dos números que estão presentes nas ma-
trizes. Por exemplo, a comumente chamada imagem em preto e branco pode ser descrita
de várias maneiras para o computador, alguns exemplos sendo imagens binárias, escala
de cinza de 8 bits, RGB, etc.

2.1.2 Histogramas de Imagens

O histograma de um sinal é a probabilidade que um valor tem de pertencer a uma certa
faixa de intensidades, e é calculado segundo a Equação 2.3.

Pk = nk/N, (2.3)

em que nk é o número de ocorrências da k-ésima intensidade do valor no sinal, k é o
valor de intensidade que vai de 0 a L − 1 e N é o tamanho total de sinal [21].

O histograma pode ser aplicado a imagens, e neste caso, representa a probabilidade
que um pixel tem de pertencer a uma certa faixa de intensidades, é calculado segundo
a Equação 2.3 com as seguintes adaptações: nk é o número de ocorrências da k-ésima
intensidade na imagem, k é o valor de intensidade dos pixels que vai de 0 a L − 1 e N é
o número total de pixels da imagem.

A menor unidade digital de uma imagem é um pixel, e cada pixel é representado
por um número entre um determinado intervalo dependendo do formato da imagem. As
imagens binárias usam 1 bit para descrever cada pixel da imagem, o que as torna reais
imagens em preto e branco. No entanto, as imagens em tons de cinza têm uma faixa mais
ampla de valores para cada pixel. Em tons de cinza de 8 bits, por exemplo, cada pixel
pode ter valores que variam entre 0 (zero) e 255. O número, via de regra, representa a
intensidade da luz naquela imagem. Zero representa ausência total de luz, que é preta;
o número mais alto representa a presença total de luz, que é branca. Em uma imagem
binária, branco é o número 1 (um); em uma imagem em tons de cinza de 8 bits, o branco
é 255.

Preto e branco podem também ser representados por imagens RGB, que possuem três
canais de imagem, um para o vermelho, outro para o verde e o último para o azul. A
adição desses três canais produz a imagem final. Portanto, há mais de uma matriz nesse
caso.

Esta discussão sobre o espaço de cores serviu para introduzir a questão da represen-
tação de imagens em um computador. Neste trabalho, todas as imagens recebidas são
convertidas para escala de cinza de 8 bits, e alguns procedimentos de tratamento de ima-
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gem são feitos com elas em modo binário. No entanto, a escala de cinza pode ser vista
como uma ampla gama de tons de cinza que se aproximam do preto à medida que o
valor do pixel diminui em direção a zero e se aproximam do branco à medida que o valor
aumenta em direção ao máximo - 255 para escala de cinza de 8 bits. Porém, alguns casos
podem se tornar ambíguos, e a conversão de uma imagem da convenção de tons de cinza
para binário, pode depender do critério que se utiliza para considerar um pixel preto ou
branco na binarização.

Existem alguns algoritmos e técnicas para realizar tal conversão, e para essa operação
uma estratégia vital é fazer um histograma da imagem. O histograma da imagem é
a representação gráfica da probabilidade de ocorrência de valores de intensidade de seus
pixels. [21] Em outras palavras, um histograma mostra quantos pixels de cada intensidade
estão presentes na imagem, fornecendo uma maneira de analisar comparativamente a
distribuição de intensidades.

Como método para realçar as bordas de uma imagem, para aumentar o contraste,
uma estratégia é operar no histograma da imagem, usando a equalização do histograma.
A equalização do histograma de uma imagem é um método para equalizar a referida
distribuição de probabilidades de valores de intensidade na imagem. [21]

2.1.3 Método de Otsu para Binarização

Para converter a imagem de outro formato de cor para binário, neste trabalho o método
selecionado foi o proposto por Nobuyuki Otsu [22]. O Método de Otsu é uma solução
utilizada para resolver o problema de binarização, que consiste em achar o melhor limiar
para dividir os pixels entre pretos e brancos vindo de um sistema de cores não-binário.

Com base no histograma cinza 1-D da imagem, este método busca a maior variância
interclasse entre alvo e fundo como princípio para escolher o melhor limiar que os separa no
histograma. Em outras palavras, ele escolhe o limiar que melhor divide as cores extremas
dependendo do histograma da própria imagem, ou probabilidade de ocorrência de cor.
Tal tarefa se torna mais difícil porque a imagem alvo tem cores semelhantes às do fundo,
ou se tem muito ruído que borra o objeto e o fundo juntos. Simplificando, o algoritmo
de Otsu realiza uma busca sequencial completa nos índices do histograma procurando o
limiar k que minimiza a variância intraclasse, definida como uma soma ponderada das
variâncias das classes analisadas. [22] Este algoritmo é representado pela Equação 2.4.

σ2
ω(k) = ω0(k)σ2

0(k) + ω1(k)σ2
1(k), (2.4)

onde os pesos ω0 e ω1 são as probabilidades das duas classes {0, 1} separadas por um
limite k e σ2

0 σ2
1 são variações dessas duas classes. No caso da imagem, as classes são as
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cores preto e branco nas quais os valores de tons de cinza serão definidos.

2.1.4 Segmentação Automática de Imagens

A partir das várias operações de preprocessamento realizadas sobre uma imagem digital,
torna-se mais fácil realizar a identificação e a seleção de regiões de interesse dentro dessa
mesma imagem. Em inglês, as regiões de interesse são chamadas de Region Of Interest
(ROI).

No caso deste trabalho, são realizadas uma sequência de operações para se chegar à
segmentação automática da imagem, melhor detalhadas na Seção 4.1.2.

Com isso, tendo um conjunto original de imagens originais sem tratamento, após o
preprocessamento e a segmentação automática, obtém-se um conjunto com aparência mais
adequada ao uso computacional e já segmentada em regiões de interesse mais eficazes para
a análise.

2.2 Aprendizado de máquina

A proposta principal deste trabalho é desenvolver um algoritmo de aprendizado de má-
quina que receba como entrada uma imagem radiográfica panorâmica dental e forneça
como saída a indicação se há sinais de osteoporose no paciente retratado por tal ima-
gem. É uma abordagem de diagnóstico semi-automática, considerando que o algoritmo
não define resultado final de diagnóstico, mas prevê o encaminhamento a um profissinal
especialista, pois o que esse tipo de algoritmo pode fazer é fornecer uma primeira triagem
do paciente, separando dois grandes grupos: pacientes livres de sinais de osteoporose e
pacientes com sinais de osteoporose. Esse segundo grupo de pacientes, que apresenta
sinais de osteoporose, quando encaminhados aos profissionais adequados para tratamento
precoce, pode reduzir o risco de fratura óssea, que é o principal dano conhecido advindo
da disfunção da osteoporose. [1]

Antes de fornecer uma imagem digitalizada ao algoritmo, este trabalho propôs um
preprocessamento e uma segmentação automática que melhora a imagem e a reduz a
uma região de interesse menor e mais específica, processo descrito na Subseção 4.1.2.
Resumidamente, neste trabalho foram testadas algumas dimensões diferentes de ROI, e
aquela cujos resultados experimentais foram melhores foi utilizada. O que supomos é que
com um de dados muito amplo, é mais difícil detectar padrões, mas restringindo esse
campo a uma região mais específica essa tarefa será mais eficiente. Agora, nesta seção, é
descrito o algoritmo de aprendizado de máquina que recebe a ROI da imagem segmentada
e tenta detectar sinais de osteoporose.
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O aprendizado de máquina é o que possibilita aos humanos ensinar as máquinas a
reconhecer padrões úteis e aprender com as informações resultantes de processos compu-
tacionais. Em outras palavras, aprender significa converter informação em conhecimento,
e aprendizado de máquina é ensinar máquinas a realizar essa conversão. [23] Sendo assim,
o aprendizado de máquina é uma aplicação de Inteligência Artificial (IA) que ajuda pro-
gramas e sistemas de computador a aprender com a experiência, que é feita processando
dados e adquirindo conhecimento desses dados. Cálculos matemáticos e estatísticos são
feitos por computadores em um tempo muito mais rápido do que os humanos, quando
eles são programados corretamente para isso. Assim, o aprendizado de máquina é mais
eficiente com grandes volumes de dados a serem analisados, devido à sua capacidade de
realizar tais cálculos rapidamente. [24] Nosso mundo moderno vem produzindo cada vez
mais dados a cada dia, e isso faz com que seja cada vez mais necessário ter uma maior
capacidade de processamento feita por computadores. [25]

No entanto, os computadores e seus programas precisam ser ensinados por humanos,
eles não podem criar um programa sozinhos e precisam da inteligência humana por trás
fornecendo as métricas de avaliação e os métodos de aprendizado com um objetivo claro.
Sem métricas eficazes, ou sem um objetivo claro, a capacidade computacional pode ser
desperdiçada. Nesse sentido, os computadores são aliados da ciência, por possuírem meios
de realizar cálculos mais rápidos do que nós humanos; no entanto, eles precisam de nossa
inteligência para definir as métricas e os objetivos de seu cálculo.

2.2.1 Tipos de Aprendizado de Máquina

Um dos resultados do aprendizado de máquina é a classificação de dados. Quando de-
finimos as métricas e o objetivo de um algoritmo, e além disso rotulamos os dados que
fornecemos a ele, chamamos isso de aprendizado supervisionado. No aprendizado supervi-
sionado ajudamos o computador a treinar sua capacidade de julgamento ou classificação
fornecendo dados rotulados, ou já classificados, para comparação. Quando não forne-
cemos essa orientação completa e não fornecemos informações mais profundas sobre os
dados para o algoritmo, chamamos isso de aprendizagem não supervisionada. Nesse sen-
tido, existem dois caminhos principais para realizar o aprendizado de máquina: ajudar
o computador a treinar ou não, que correspondem ao aprendizado supervisionado e não
supervisionado, respectivamente. [23]

Existe também a aprendizagem por reforço, que é basicamente o treinamento de al-
goritmos de aprendizado de máquina para chegar a uma sequência de decisões baseado
em premiações ou punições. Essa técnica é utilizada em situações em que a forma ou o
caminho de se chegar a determinado objetivo não são conhecidos, e onde não se sabe o
resultado certo das ações. Portanto, o algoritmo é levado a construir um critério de deci-
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são recebendo premiações pelos seus acertos na direção certa e punições pelos seus erros
quando vai na direção errada. Com isso, no final, procura obter a sequência de decisões
que maximiza as premiações, ou que minimiza as punições.

Alguns algoritmos de aprendizado supervisionado muito utilizados são Support Vec-
tor Machine (SVM), Random Forest (RF), Redes Neurais (RN), Naive Bayes, Decision
Tree e K-Nearest Neighbor. [25] Este trabalho foca em técnicas de aprendizado supervisio-
nado, utilizando os métodos de CNN e SVM mais especificamente, descritas nas subseções
seguintes.

2.2.2 Redes Neurais Artificiais

Redes Neurais Artificiais (RNA), ou simplesmente Redes Neurais (RN), de forma geral,
são uma técnica de aprendizado de máquina que procura imitar os princípios de funcio-
namento e a estrutura do cérebro humano. Faz isso utilizando uma rede de nós análoga
à rede de neurônios cerebral, que se conectam e se comunicam, transmitindo informações
e detectando padrões pertinentes a essas informações passadas. Décadas já se passaram
desde a idealização desta técnica, e com o avanço da tecnologia já deu origem a diversas
variações e melhorias. [26]

Até alguns anos atrás, conjuntos de dados compostos por imagens rotuladas para
aprendizado supervisionado tinham tamanho na ordem de dezenas de milhares de imagens,
como apresenta Alex Krizhevsky et al em 2017 [27], citando alguns conjuntos de dados
bem conhecidas e amplamente utilizados disponíveis para uso público, como NORB [28],
Caltech-101/256 [29] [30] e CIFAR-10/100 [31].

Tarefas simples de reconhecimento podem ser resolvidas muito bem com conjuntos de
dados desse tamanho, especialmente se houver a possibilidade de aumentar os dados pre-
servando as propriedades do rótulo com as transformações. No entanto, para dados mais
complexos, com maior variabilidade, é necessário usar conjuntos de dados maiores [27],
e os problemas de usar conjuntos de dados pequenos para dados complexos e altamente
variáveis são bem conhecidos no campo computacional [32].

Para conjuntos de dados maiores, os métodos de aprendizado de máquina precisam
ter maior capacidade de aprendizado, e aqui as Redes Profundas aparecem como uma
opção mais apropriada, devido à sua característica de amplitude e profundidade variáveis,
mantendo menos conexões e parâmetros [33] [27] [1]. Esses atributos tornam as redes mais
adaptáveis de problema a problema e mais fáceis de treinar comparativamente a outras
técnicas.

Quanto maiores os conjuntos de dados, mais difícil é analisar os dados contidos neles e
extrair informações úteis, que são o cerne de todo processo de aprendizagem. Conjuntos
de dados menores, por outro lado, podem não fornecer dados suficientes para concluir
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as características de todo o universo de onde esses dados vêm. Por exemplo, se um
pesquisador tem apenas 100 imagens dentais para realizar uma pesquisa, esse pesquisador
pode não ter informações que caracterizem corretamente as características de cada ser
humano, que em número são mais de 8 bilhões hoje. Outra maneira de dizer isso é que a
pesquisa pode ser muito específica para seu conjunto de dados.

Esta é uma das motivações para usar redes com mais camadas, [33] tornando-as con-
volucionais em vez de totalmente conectadas. Redes com muitas camadas são frequen-
temente chamadas de redes profundas, e são a base do Aprendizado Profundo ou Deep
Learning (DL).

2.2.3 Redes Neurais Convolucionais (CNNs)

Existem muitos estudos que buscam encontrar a melhor relação entre o tamanho do
conjunto de dados e o número de camadas de uma rede. [34]. Uma conclusão comum
é que para cada problema existe uma configuração específica de arquitetura que fornec
melhores resultados baseados na métrica estabelecida. No entanto, o ponto principal das
Redes Neurais Convolucionais é a possibilidade de lidar com grandes quantidades de dados
em menos tempo computacional, [27] porque uma parte das camadas não está totalmente
conectada, e o número de pesos e parâmetros a serem atualizados em cada iteração é
então menor.

Antes de cada camada, existe a possibilidade de incluir algumas outras técnicas de
processamento que auxiliam na classificação, como janelamento (pooling), retificadores
(ex. Função de ativação Rectified Linear Unit (ReLU)), dropout, log-softmax, que foram
utilizados neste trabalho tendo como base o que é utilizado no estado da arte. [1]

Pooling fornece uma abordagem para reduzir o tamanho dos mapas de recursos sinte-
tizando a presença de recursos em pedaços da entrada. Camadas de pooling podem ser
descritas pelas seguintes relações na Equação 2.5.

Input layer = W1 x H1 x D1,

Output layer = W2 x H2 x D2,

W2 = [(W1 − F )/S] + 1,

H2 = [(H1 − F )/S] + 1,

D2 = D1,

(2.5)

onde W é a largura da camada, H é sua altura e D é sua profundidade ou quantidade
de canais. Além disso, F é a extensão espacial do pooling, ou seja, o tamanho do núcleo
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(kernel), e S é o passo, ou seja, o número de unidades que o filtro de pooling pula antes
de avançar.

Existem apenas duas variações comumente vistas de uma camada de pooling máxima:
uma camada de pooling com F = 3, S = 2 (ou seja, pooling sobreposto) e ainda mais
comumente F = 2, S = 2 configuração, usada neste projeto.

Funções de Ativação são um método para acionar os neurônios em redes neurais. Como
nem todos os nós ou neurônios em uma rede neural convolucional são ativados, deve haver
uma maneira de saber quando esse nó deve estar ativado ou não. A função de ativação é
responsável por traduzir a entrada ponderada somada de um determinado nó na ativação
desse nó. Algumas técnicas de retificação são sigmóide, tangente hiperbólica e função de
ativação linear retificada. Uma unidade que usa a função de ativação linear retificada é
chamada Função de ativação Rectified Linear Unit (ReLU). As duas primeiras abordagens
mencionadas não podem ser usadas em redes multicamadas por causa de sua perda de
impacto do gradiente à medida que ele se aproxima de zero; enquanto o ReLU supera
esse problema de gradiente de fuga, de uma maneira que permite que os modelos tenham
um desempenho melhor e aprendam mais rápido. Por essas razões, ReLU é o principal
método de ativação usado no desenvolvimento de redes neurais e CNNs. [1] A função
ReLU de um array de entrada x pode ser descrita pela Equação 2.6.

ReLU(x) = (x)+ = max(0, x). (2.6)

Dropout é uma técnica que reduz aleatoriamente o número de nós ativos em uma
rede em tempo de execução, o que faz com que a rede varie de iteração para iteração,
proporcionando mais variância e reduzindo o excesso de adequação de um modelo aos
dados utilizados para gerá-lo (overfitting), que é o excesso de adaptação de resultados às
entradas. As redes neurais profundas tendem a se ajustar muito rapidamente aos dados
quando o conjunto de dados é pequeno. Dropout oferece um método computacionalmente
barato de regularização que reduz o overfitting e também melhora o erro de generalização
em redes neurais profundas.

Funções de Perda (Loss Functions) são funções que comparam os valores de saída de
um algoritmo computacional, calculando a diferença ou o erro entre o valor previsto pelo
algoritmo e o valor correto que deveria ser obtido; com isso, mede o quão bem a rede
modela os dados fornecidos como entrada. Ao treinar uma rede, pretende-se minimizar o
erro entre os resultados previstos e os desejados.

Log-softmax é uma adaptação logarítmica do Softmax, um algoritmo que ajuda a clas-
sificar dados de entrada em classes de saída. Softmax é uma função matemática que
converte uma matriz de números em uma matriz de probabilidades, na qual as probabi-
lidades de cada valor são proporcionais à escala relativa de cada valor na matriz. Essa
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função é usada no aprendizado de máquina aplicado também como uma função de ati-
vação. A equação para Log-softmax de um array de entrada x é mostrada na Equação
2.7.

LogSoftmax(xi) = log(Softmax(xi)) = log

(
exp(xi)∑
j exp(xj)

)
. (2.7)

Log-softmax é necessário para realizar o cálculo da probabilidade de que o resultado for-
necido pela rede esteja correto usando a função de perda chamada Negative Log Likelihood
(NLL). Com Log-softmax, a saída da rede é transformada em um array de probabilidades.
Quanto maior a probabilidade de uma classe na matriz, mais provável é para a rede que
a entrada seja um exemplo dessa classe. Em seguida, calcula-se o logaritmo negativo na
maior probabilidade desse array e, consequentemente, quanto menor for esse número final,
mais preciso será o resultado obtido para o esperado no rótulo do exemplo. O cálculo de
NLL é descrito na Equação 2.8.

NLL = −log(max(LogSoftmax(xi))). (2.8)

Os critérios de treinamento foram maximizar a probabilidade da classe c ser verdadeira
nos dados de treinamento, e minimizar a perda de NLLLoss, como calculado na Equação
2.9. Esta função de perda foi proposta pelo artigo de referência [1].

NLLLoss =
c∑

i=1

(−log(LogSoftmax(xi)))
c

. (2.9)

A CNN deste trabalho foi inspirada no artigo [1]. A arquitetura de implementação e
as modificações serão descritas na Subseção 4.2.1.

2.2.4 Support Vector Machine (SVM)

Uma máquina de vetor de suporte (SVM) é uma técnica de aprendizado de máquina
supervisionado que usa algoritmos de classificação para problemas de classificação de dois
grupos. Fornecendo a uma SVM conjuntos de dados de treinamento rotulados para cada
categoria, eles podem categorizar novos dados após treinamento. [35]

A técnica SVM é bastante conhecida por sua capacidade de classificar tanto dados
linearmente separáveis e dados não linearmente separáveis ao aplicar uma função kernel à
equação do hiperplano [35]. Neste método de classificação, queremos atingir um máximo
de distância da margem definida entre dois hiperplanos paralelos, como mostra a Equação
2.10.
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f(xk) =
∑

i∈SV

αiωik(xi, x), (2.10)

com k = {1, ..., K}, x como vetores de características no espaço n-dimencional, e a
função kernel k(xi), em que se define um rótulo de classe f(xk) ∈ {1, 1}) para os pontos
da amostra xk, para obter um hiperplano classificador.

Os limites para a tomada de decisão são definidos como {αiωik(xi, x) + b} = 0. Uma
SVM pega pontos de dados espalhados em um plano e gera um hiperplano, que em duas
dimensões é simplesmente uma linha, que melhor separa os rótulos. Essa linha é o limite de
decisão: qualquer coisa que caia de um lado dela, á classificado como Classe 1 e qualquer
coisa que caia do outro lado, como Classe 2, por exemplo.

As principais funções kernel utilizadas podem ser Gaussiana, Gaussiana de Base Radial
(RBF), Sigmoid, Polinomial e Linear.

Em comparação com algoritmos mais recentes, como Redes Neurais (RN)s, eles têm
duas vantagens principais: maior velocidade e melhor desempenho com um número limi-
tado de amostras (na casa dos milhares). Isso torna o algoritmo muito adequado para
problemas com conjuntos de dados menores.

2.2.5 Random Forest (RF)

Uma floresta aleatória, ou Random Forest (RF), é um classificador que consiste em uma
coleção de classificadores estruturados em árvore de decisão, ou Decision Trees (DT), de
acordo com a Equação 2.11.

h(x, Θk), k = 1, ..., (2.11)

onde os {Θk}, são vetores aleatórios identicamente distribuídos independentes e cada
árvore lança um voto unitário para a classe mais popular na entrada x. [36] O erro de
generalização para florestas converge até um limite à medida que o número de árvores na
floresta aumenta. O erro de generalização de uma floresta de classificadores de árvores
depende da força das árvores individuais na floresta e da correlação entre elas.

A RF estende as ideias de uma árvore de classificação e regressão, na qual o conjunto
de dados é recursivamente dividido de acordo com o limiar da variável de decisão que
melhor separa os dados de treinamento em nós filhos de diferentes classes. [37] Em uma
floresta aleatória, muitas dessas árvores são construídas por meio da agregação bootstrap
(seleção aleatória de pontos de dados da amostra com substituição, também conhecida
como bagging), o que ajuda a evitar o treinamento excessivo do modelo que pode levar
ao overfitting (overtraining).
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Além disso, em cada nó de decisão, o melhor ramo de um subconjunto selecionado
aleatoriamente das possíveis variáveis de decisão é tomado. Isso aumenta a independência
das árvores na floresta. Cada árvore individual pode então produzir uma estimativa
(possivelmente fraca) da probabilidade do classificação do objeto, tomando o conjunto de
variáveis de decisão através dos nós de ramificação da árvore. A probabilidade de saída
dessa árvore é então a proporção de tipos de classe no nó de decisão final. [37]

Portanto, a RF é uma técnica de aprendizado de máquina que consiste construção de
um conjunto de árvores de decisão em tempo de treinamento. Para tarefas de classificação,
a saída da floresta aleatória é a classe selecionada pela maioria das árvores. São utilizadas
em problemas de classificação e regressão. RFs são frequentemente chamadas de modelos
"caixa preta", pois geram previsões razoáveis em uma ampla gama de dados, exigindo
pouca configuração. [37]

A técnica constrói árvores de decisão em diferentes amostras e leva sua maioria de votos
para classificação e média em caso de regressão. Uma das características mais importantes
do RF é que ele pode lidar com o conjunto de dados contendo variáveis contínuas como
no caso de regressão e variáveis categóricas como no caso de classificação, mas costuma
apresentar melhores resultados para problemas de classificação.
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Capítulo 3

Revisão de Literatura

Neste capítulo é apresentada uma revisão da literatura, retratando algumas das aborda-
gens atuais para a questão da identificação da osteoporose por meio de imagens no campo
das ciências da saúde. Em seguida, os artigos foram selecionados relativos ao uso da in-
teligência artificial no auxílio de um primeiro diagnóstico de osteoporose em radiografias
panorâmicas dentais. E, por fim, o artigo principal utilizado como guia para o direciona-
mento deste trabalho foi explorado com mais detalhes, incluindo todos os parâmetros de
sua proposta de estrutura de Rede Neural Convolucional. [1]

3.1 Identificando a osteoporose usando imagens ra-
diográficas

Segundo os Institutos Nacionais de Saúde dos Estados Unidos, a osteoporose e suas con-
sequências podem ser caracterizadas da seguinte forma:

A osteoporose é definida como um distúrbio esquelético caracterizado pelo com-
prometimento da força óssea, predispondo a um risco aumentado de fratura. A
resistência óssea reflete a integração de duas características principais: densidade
óssea e qualidade óssea. A densidade óssea é expressa em gramas de mineral por
área ou volume e, em qualquer indivíduo, é determinada pelo pico de massa óssea e
pela quantidade de perda óssea. A qualidade óssea refere-se à arquitetura, volume
de negócios, acúmulo de danos (por exemplo, microfraturas) e mineralização. Uma
fratura ocorre quando uma força indutora de falha (por exemplo, trauma) é apli-
cada ao osso osteoporótico. Assim, a osteoporose é um fator de risco significativo
para fratura, e deve ser feita uma distinção entre os fatores de risco que afetam o
metabolismo ósseo e os fatores de risco para fratura.
É importante reconhecer uma percepção errônea comum de que a osteoporose é
sempre o resultado da perda óssea. A perda óssea geralmente ocorre à medida que
homens e mulheres envelhecem; no entanto, um indivíduo que não atinge a massa
óssea ideal (ou seja, o pico) durante a infância e a adolescência pode desenvolver
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osteoporose sem a ocorrência de perda óssea acelerada. Portanto, o crescimento
ósseo abaixo do ideal na infância e adolescência é tão importante quanto a perda
óssea para o desenvolvimento da osteoporose.
Atualmente, não há uma medida precisa da resistência óssea geral. A densidade
mineral óssea (BMD) é freqüentemente usada como uma medida substituta e repre-
senta aproximadamente 70% da resistência óssea. A Organização Mundial da Saúde
(OMS) define operacionalmente a osteoporose como densidade óssea 2,5 desvios pa-
drão abaixo da média para mulheres adultas brancas. Não está claro como aplicar
esse critério de diagnóstico a homens, crianças e entre grupos étnicos. Devido à di-
ficuldade de mensuração precisa e padronização entre instrumentos e locais, existe
controvérsia entre os especialistas quanto ao uso continuado desse critério diagnós-
tico. [38]

Portanto, a osteoporose é uma disfunção na densidade mineral caracterizada por de-
terioração microarquitetural dos ossos que leva a uma tendência maior do que o normal
de fratura em caso de acidente, como queda ou esbarrar em um objeto. [38] Além disso,
é uma doença silenciosa, sem sinais físicos visíveis nos pacientes em estágios iniciais da
doença, o que dificulta a detecção antes que tal evento ocorra, tornando-a conhecida pela
pessoa que a possui muitas vezes apenas após uma fratura. [39] Assim, a disfunção da
osteoporose tem dois problemas importantes, segundo o consenso médico o primeiro pro-
blema é a sua detecção; por se tratar de uma doença silenciosa, ou seja, sem sintomas
demonstrados em estágios iniciais, ela é descoberta principalmente quando já existem
consequências concretas. O que leva ao segundo problema, que é o impacto da doença.
Pessoas com osteoporose tendem a sofrer muito mais danos em um acidente do que pessoas
sem essa doença. [38]

Além disso, essa condição também acarreta outros problemas relacionados à qualidade
de vida, tais como capacidade reduzida para realizar atividades da vida diária, má quali-
dade do sono e um alto nível de fadiga [40]. Nesse cenário, tais informações reforçam a
necessidade de estudos que venham a propor métodos válidos para se melhor identificar
sinais de osteoporose em sua fase inicial e, assim, impactar positivamente na vida dos
pacientes.

No campo da informática, o objetivo dos trabalhos não diz respeito à segunda parte
do problema, que são as consequências da osteoporose, e os danos causados pela presença
da osteoporose. No entanto, muito pode ser - e já está sendo - feito em relação à primeira
parte do problema: a detecção da osteoporose. Esta primeira parte da revisão da litera-
tura mostra algumas das abordagens atuais da ciência da computação para enfrentar o
problema da detecção da osteoporose. Estudos têm demonstrado que quanto mais pre-
coce a osteoporose é diagnosticada, menores são seus impactos e maiores são as chances
de tratamento. [12]
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As áreas de Inteligência Artificial com Aprendizado de Máquina e Visão Computa-
cional são especialmente úteis nesta tarefa de detecção, pois através de algoritmos com-
putacionais é possível identificar estruturas e padrões que o olho humano dificilmente
perceberia, com maior precisão e também com menores flutuações. [13] Essas identifica-
ções já estão possibilitando que os médicos recebam um grande auxílio na identificação
não só da osteoporose, mas de um grande número de doenças. [41, 42, 13] Esses algoritmos
dificilmente podem substituir todo o conhecimento humano sobre o universo biomédico e
de outras áreas da saúde, mas podem ser de grande ajuda para buscar detalhes e diagnós-
ticos que poderiam passar despercebidos se um médico não os procurasse especificamente.
Eles também podem ser ótimos primeiros ensaios para direcionar ainda mais os pacientes
para tratamentos específicos. [1, 14] É importante conhecer o que está sendo pesquisado
atualmente no campo biomédico-computacional, e os problemas que estão à frente de suas
descobertas, que são o tema das Seções seguintes.

3.2 Abordagens Estado da Arte na Identificação Com-
putacional da Osteoporose

Algumas das abordagens atuais para a questão da detecção automática de osteoporose
em levante são apresentadas nesta seção. Foram escolhidos artigos e trabalhos escritos até
2017, porque esse campo de pesquisa está emergindo rapidamente e suas descobertas estão
substituindo rapidamente as alcançadas antes delas. Ainda não é um campo de pesquisa
amplamente escolhido, mas já existem alguns trabalhos importantes, que melhoram em
grande porcentagem a acurácia do diagnóstico de osteoporose, principalmente quando
comparada à acurácia humana. [20]

3.2.1 Abordagens de Análise de Textura

A seguir estão alguns dos trabalhos que abordam o tema do diagnóstico de patologias
dentárias por meio da análise de textura.

O artigo Caracterização de Patologias Dentárias Utilizando Imagens de Raios-X Pa-
norâmicos Digitais com base na Análise de Textura [43] sugere que exames radiográficos
dentais de rotina são feitos com equipamentos que geram muito ruído, e que muitas vezes
leva a uma inúmeras dificuldades na detecção de patologias dentárias. A detecção de algu-
mas patologias dentárias pode ser melhorada com a ajuda de computadores. O primeiro
algoritmo apresentado pelo artigo é uma nova abordagem chamada transformação nega-
tiva hibridada. A segunda parte do artigo apresenta uma análise estatística de textura.
A textura das imagens é caracterizada pelo que é chamado de Gray Level Cooccurrence
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Matrix (GLCM). As características de textura obtidas a partir desta análise são energia,
entropia, homogeneidade, contraste e correlação. Esses recursos podem ser usados para
encontrar a textura limites para segmentar melhor as imagens. Os modelos resultantes
do trabalho foram validados com o diagnóstico de radiologistas maxilofaciais.

Técnicas de diagnóstico por imagem atuais e emergentes para avaliação de osteoporose
e risco de fratura [20] é uma revisão feita em 2018 que apresenta alguns dos avanços mais
recentes e de última geração nas técnicas de imagem para diagnóstico osteoporose. Apre-
senta também alguns métodos que têm sido utilizados para segmentar regiões de interesse
de imagens, um passo inicial frequentemente utilizado antes de qualquer algoritmo ser
aplicado a conjuntos de dados. Esta é uma etapa que também foi implementada neste
trabalho, explicada com mais detalhes no Capítulo 3. Além disso, algumas análises de
textura também são apresentadas.

O próximo artigo desta revisão de literatura, Detecção Automática Baseada em Com-
putador e Classificação da Osteoporose em Radiografias Ósseas [44] apresenta uma nova
abordagem para ajudar a diagnosticar osteoporose em radiografias panorâmicas, imagens
que normalmente não têm muita definição visual. O algoritmo proposto é um método
totalmente automático para seleção, classificação e detecção de recursos usando classifi-
cadores de aprendizado de máquina, como Support Vector Machines (SVMs) e Nearest
Neighbors (NNs), resultando em uma precisão relevante de 95 % no diagnóstico.

Por fim, o artigo Classificação da Osteoporose Usando Recursos de Textura [45] apre-
senta uma abordagem para ajudar a diagnosticar a osteoporose usando características de
textura maxilomandibulares. Apenas a olho nu, algumas características podem ser difíceis
de discernir, é quando surgem os computadores, com sua eficiente capacidade de identifi-
car padrões em imagens. O método consiste em filtros Gabor multi-resolução e recursos
de padrão binário local 1D (1DLBP). Os resultados mostram uma acurácia diagnóstica
de 72,71%, que é superior a outros resultados contemporâneos em comparação.

3.2.2 Abordagens de Aprendizado de Máquina

O artigo Classificação da estrutura óssea trabecular de pacientes osteoporóticos usando vi-
são de máquina [46] propõe um método baseado no processamento automático de imagens
de raios-X. Consistiu na validação de desempenho de um método de extração de carac-
terísticas através de quatro classificadores: Support Vector Machine (SVM), K-Nearest
Neighbors (KNN), Naive Bayes e Artificial Neural Networks em imagens do osso calcâ-
neo, com baixo tempo de complexidade. Seus resultados experimentais indicam uma taxa
de classificação de 98% usando o classificador SVM, que foi o mais promissor dos quatro.

Este outro artigo Machine Learning Principles Can Improve Hip Fracture Prediction
[13] apresenta uma abordagem de aprendizado de máquina que comprova a importância
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de prever fraturas de quadril e estima a eficiência dessa previsão em absorciometria de
raios X de dupla energia (DXA ) - escaneou homens e mulheres. Os dados DXA vindos
da Dinamarca entre 1996 e 2006 foram usados para criar 24 modelos estatísticos que
foram construídos em 75% dos pontos de dados por meio de k-5, validação cruzada de 5
repetições e, em seguida, validados nos 25% restantes dos pontos de dados para calcular
a área sob a curva (AUC) e calibrar as estimativas de probabilidade. Para as mulheres,
o melhor modelo foi "bagFDA"(análise discriminante flexível agregada de bootstrap) com
área sob curva (AUC) de 0,91; para os homens, o melhor foi "xgbTree"(eXtreme Gradient
Boosting) com AUC de 0,89. A conclusão apresentada pelo artigo é que o aprendizado
de máquina pode melhorar a previsão de fratura de quadril além da regressão logística
usando modelos de conjunto.

Publicado em 2018, o artigo Octuplet Siamese Network For Osteoporosis Analysis On
Dental Panoramic Radiographs [41], propõe a estrutura para uma Deep Octuplet Siamese
Network (OSN) para criar modelos que predizem osteoporose por meio de recursos extra-
ção, aumento de dados online e ajuste fino com pesos pré-treinados AlexNet. Algumas
estatísticas são mostradas nos resultados deste artigo em que a precisão de algumas outras
técnicas de identificação são avaliadas usando critérios de validação cruzada leave-one-out.

3.2.3 Revisões sobre Identificação Computacional da Osteopo-
rose

A revisão crítica fornecida por Inteligência artificial na identificação de grupos de risco
para osteoporose, uma revisão geral [47] analisa os maiores sistemas que usam inteligência
artificial para identificar grupos de risco para osteoporose ou fratura. Algumas caracterís-
ticas foram estudadas na revisão: abrangência no diagnóstico, baixo custo e capacidade de
identificar fatores somáticos mais significativos. Foi realizada uma pesquisa bibliográfica
nas seguintes bases de dados: PubMed, IEEExplorer Centro Latino-Americano e do Ca-
ribe de Informação em Ciências da Saúde (LILACS), Sistema de Análise e Recuperação de
Literatura Médica Online (MEDLINE), Cumulative Index to Nursing and Allied Health
Literature (CINAHL), Scopus, Web of Science e Science Direct pesquisando os termos
"Neural Network", "Osteoporosis Machine Learning"e "Osteoporosis Neural Network".

O artigo Inteligência Artificial Aplicada à Osteoporose: Uma Comparação de Desem-
penho de Algoritmos de Aprendizado de Máquina na Previsão de Fraturas de Fragilidade a
partir de Dados de Ressonância Magnética [15] identifica os classificadores de aprendizado
de máquina que melhor predizem fraturas ósseas originadas da osteoporose e, por meio
dos dados, destacar os recursos de imagem e regiões anatômicas que mais contribuem para
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o desempenho da previsão. Os três classificadores mais bem qualificados foram árvores
impulsionadas por RUS, regressão logística e discriminante linear.

Oriundo do mesmo autor deste último, esta publicação Inteligência artificial, osteo-
porose e fraturas de fragilidade [48] teve como objetivo avaliar as últimas pesquisas feitas
com a aplicação de inteligência artificial na previsão de osteoporose entre janeiro de 2017
e março 2019. A maior parte dos artigos prevê por classificação ou regressão algum indi-
cador de osteoporose, como massa óssea ou fraturas por fragilidade. Outra grande parte
deles estuda ferramentas usadas para segmentar automaticamente imagens provenientes
de pacientes com risco de osteoporose. A fonte dos dados de imagem vem de várias fontes
hoje em dia: acústica, Ressonância Magnética (RM), Tomografia Computadorizada (TC)
e as radiografias panorâmicas dentais.

3.2.4 Classificação da Osteoporose

Cita-se ainda dois artigos-base deste trabalho, do professor André Leite da Faculdade
de Saúde da UnB, com seus professores colegas, Radiografia panorâmica: instrumento
auxiliar no diagnóstico da osteoporose e Correlations between seven panoramic radio-
morphometric indices and bone mineral density in postmenopausal women. [16, 6] Nestes
trabalhos, procura-se uma correlação entre o Índice Mandibular Cortical, e outros índices,
e a presença da osteoporose nos pacientes. Esse índice, como sendo uma medida objetiva
de distância, por poder ser analisado computacionalmente, foi o ponto de partida e a
premissa do presente trabalho, por se tratar também de radiografias panorâmicas den-
tais. Portanto, deu-se uma abordagem computacional como continuação deste trabalho
importante na área de biomédica.

3.2.5 Revisões sobre Identificação Computacional da Osteopo-
rose

Para concluir esta revisão de literatura, apresenta-se o seguinte artigo, que é a abordagem
que mais se aproxima da proposta deste trabalho. A linha principal deste trabalho é
projetar a estrutura de uma Convolutional Neural Network (CNN) para auxiliar o diag-
nóstico da osteoporose através da avaliação de radiografias panorâmicas dentais. [1] A
forma de diagnóstico do artigo citado é descrita a seguir, em comparação com a forma de
diagnóstico do trabalho presente, que é descrita na Seção 5.1.

A estrutura inicial da CNN do presente trabalho foi estudada e adaptada a partir do
trabalho descrito no parágrafo seguinte. Essas adaptações e detalhes estão comentados
na Seção 4.
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O referido artigo é Osteoporosis detection in panoramic radiographs using a deep con-
volutional neural network-based computer-assisted diagnosis system: a preliminary study
[1], que é um artigo de pesquisa que propõe a estrutura para um Deep Convolutional
Neural Network (DCNN) para auxiliar o diagnóstico de osteoporose com computadores.
Os diagnósticos automatizados foram avaliados através de uma comparação com os diag-
nósticos de radiologistas bucomaxilofaciais, assim como no conjunto de dados do presente
trabalho.

Os critérios de seleção das radiografias panorâmicas foram os seguintes: nenhuma alte-
ração óssea patológica ou histórico de cirurgia na mandíbula; o paciente não ter nenhuma
doença sistemática, exceto osteoporose; e a radiografia panorâmica ser de boa qualidade,
com aparência clara da borda mandibular e posicionamento adequado do paciente.

Primeiramente, cada imagenm do conjunto de dados do trabalho citado foi avaliada
por dois especialistas com mais de dez anos de experiência que as diagnosticaram através
da observação da região cortical inferior do osso mandibular, um método conhecido para
verificar a osteoporose. A forma de classificação das imagens foi a espessura da região
cortical, classificando entre C1, C2 e C3 segundo a classificação de Klemetti et al. [49]
No estudo citado, o diagnóstico de osteoporose foi dado aos pacientes quando os dois
especialistas concordaram com a observação de erosão cortical, ou seja, nas classes C2 e
C3.

O número final de imagens foi de 1.268, provenientes de mulheres com idade média de
52 anos. Entre essas pacientes do sexo feminino, 635 não apresentavam osteoporose e 633
apresentavam. Para obter um diagnóstico auxiliado por computador, as imagens tiveram
que ser segmentadas e reduzidas a uma região de interesse, este é um primeiro passo. O
artigo compara então três estruturas semelhantes, uma treinada com imagens monocen-
tradas do complexo mandibular (SC-DCNN), uma também com imagens monocentradas,
mas com aumento de dados (SC-DCNN (Augment)), e finalmente uma treinada com duas
regiões laterais de interesse da mesma imagem em vez de uma única imagem centrada
(MC-DCNN). Entre todo o conjunto de dados, 200 imagens foram usadas para testar a
estrutura da rede após o treinamento.

Os valores da área sob a curva (AUC) obtidos usando SC-DCNN, SC-DCNN (Aug-
ment) e MC-DCNN foram 0,9763, 0,9991 e 0,9987, respectivamente. Isso mostra uma alta
concordância com os diagnósticos fornecidos pelos profissionais de radiologia. A principal
conquista dessa abordagem é a possibilidade de detectar uma doença de difícil diagnóstico
por meio de um exame comum e rotineiro, que são as radiografias panorâmicas dentais.
Essa abordagem não tem a intenção de substituir os dentistas ou médicos em seu traba-
lho, mas sim fornecer um método fácil e de baixo custo para identificar precocemente a
doença de alto impacto que é a osteoporose.
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Utilizando uma estrutura semelhante, o presente trabalho visa obter resultados apro-
ximados em comparação com este artigo de estado da arte de 2018, mas com a adição de
uma segmentação automática de imagem feita previamente, e com algumas adaptações
em relação aos hiperparâmetros.

Além disso, o presente trabalho busca comparar a estrutura proposta neste referido
artigo com outras configurações de parâmetros da estrutura e com algumas adaptações
relevantes:

• Aplica-se a um conjunto bastante heterogêneo de dados;

• Utiliza radiografias adquiridas de forma analógica, com menor qualidade;

• Aplica-se a pessoas idosas de comunidades carentes, então tem um impacto não só
tecnológico, mas social;

• Compara outras técnicas computacionais à CNN, como SVM e RF, procedimento
que é descrito no Capítulo 4.
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Capítulo 4

Metodologia

A metodologia proposta por este trabalho conta com um processo de dois passos, que é
composto por Processamento de Imagens e Aprendizado de Máquina. O fluxograma de
tais passos é mostrado na Figura 4.1.

Figura 4.1: Fluxograma completo do trabalho.

O Fluxograma pode ser descrito com os seguintes passos:

• Preprocessamento de imagens:

– Primeiramente, são recebidas radiografias panorâmicas dentais originais sem
qualquer tipo de modificação ou tratamento computacional;

– Com o processamento de imagens, essas imagens brutas são transformadas em
imagens processadas e segmentadas para conter apenas a ROI;

• Aprendizado de Máquina:

– As imagens segmentadas são fornecidas ao Algoritmo de Aprendizado de Má-
quina (CNN, RF ou SVM), que extrai informações sobre elas;
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– Essa informação serve como meio de classificação se o paciente representado
pela imagem apresenta ou não sinais da doença osteoporose;

– A cada interação do algoritmo, novas informações são geradas sobre seu de-
sempenho na classificação, e esse feedback é fornecido à rede, possibilitando
ajustes em sua estrutura e seus parâmetros;

– Ao final, o algoritmo fornece os resultados de classificação do conjunto de dados,
que são comparados com os rótulos originais, e dessa comparação derivam as
métricas de acurácia, especificidade e sensibilidade (ver Capítulo 5).

A etapa de Processamento de Imagem, descrita com mais detalhes na Seção 4.1, é
retratada na Figura 4.2.

Figura 4.2: Fluxograma do Processamento de Imagens.

A arquitetura do algoritmo de aprendizado de máquina, descrita com mais detalhes
na seção 4.2, é retratada na Figura 4.3.

4.1 Preprocessamento de Imagens

Para fornecer melhores entradas para algoritmos de aprendizado de máquina, as imagens
biomédicas devem primeiro ser geradas por meio de um exame e depois segmentadas com
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Figura 4.3: Fluxograma do Aprendizado de Máquina.

algum tipo de método computacional, para que o resultado final do processo seja uma
seção que melhor represente a região de interesse dentro da imagem. [20] A primeira parte
deste processo será apresentada na Subseção 4.1.1, e a segunda será melhor explicada na
Subseção 4.1.2.

4.1.1 Aquisição de Imagens

As imagens utilizadas neste trabalho foram as radiografias panorâmicas dentais, comu-
mente solicitadas como exame de rotina na prática dos cirurgiões-dentistas. Um exemplo
da imagem deste exame é mostrado em Figura 4.4.

A Figura 4.4 é um exemplo comum de radiografia panorâmica antiga, quando as
imagens eram impressas em um material especial sensível aos raios X. Nessas imagens
anteriores havia até uma etiqueta com o nome do paciente e outras informações pertinentes
(vista no lado esquerdo da referida imagem), o que nas imagens mais recentes não é
mais feito. Para tornar esta imagem digital, é necessário digitalizar a imagem com um
dispositivo. As imagens do conjunto de dados deste trabalho foram digitalizadas usando
o dispositivo EPSON Expression 16801, usando uma configuração de 600 dpi e formato
jpg.

1Mais informações sobre o dispositivo de digitalização em Epson Expression 1680 website.
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Figura 4.4: Exemplo de uma imagem radiográfica panorâmica digitalizada.

Nas técnicas recentes de aquisição de imagens, as radiografias já são geradas em for-
mato digital, dispensando o processo de digitalização. Um exemplo de uma imagem de
radiografia já digital é mostrado em Figura 4.5.

Figura 4.5: Exemplo de uma Radiografia Panorâmica Dental Digital.

Como regra geral, essas imagens já digitais têm melhor definição do que as origi-
nalmente analógicas que passam por um processo adicional de digitalização. E não há
necessidade de um rótulo na própria imagem, porque os arquivos finais do computador
podem ser nomeados ou rotulados para essa finalidade. Porém, mesmo com todas as
vantagens das radiografias panorâmicas já digitais, devido ao fato de todas as imagens
do conjunto de dados deste trabalho serem do tipo radiografias analógicas, e devido à
dificuldade de aquisição de dados de pacientes nesta localidade, foi utilizada a primeira
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técnica de aquisição. Ou seja, todas as imagens do conjunto de dados deste trabalho
são analógicas posteriormente digitalizadas. Pode ser objeto de futuros estudos realizar
o mesmo procedimento com imagens originalmente digitais para fins de comparação de
resultados.

4.1.2 Segmentação de imagem

Existem muitas abordagens a respeito da imagem biomédica adquirida para analisá-la
e extrair dela informações de saúde. Várias dessas abordagens foram detalhadas em
Capítulo 2.

Uma etapa antes de inserir a imagem no algoritmo de aprendizado de máquina é
comum entre muitas dessas abordagens, que é primeiro segmentar a imagem para que o
algoritmo tenha informações focadas nas quais confiar. [43, 41]

Além disso, a maioria dos artigos e artigos sobre o campo de pesquisa mesclado
computação-biomédica credita a eficiência da saída do algoritmo em quão bem a ima-
gem adquirida inicialmente é segmentada. [1]

Há muitas maneiras de determinar qual parte de uma imagem será cortada dela para
ser analisada mais detalhadamente por um programa de computador. Normalmente, uma
região é selecionada por causa de sua significativa congregação de informações sobre o
tópico em foco. Comumente esta parte da imagem é chamada de Region Of Interest
(ROI).

Alguns trabalhos contam com a textura da imagem para fazer essa segmentação, [20]
outros a realizam definindo uma porção fixa do tamanho inicial. [1] Mas um princípio
comum é frequentemente adotado: que a imagem deve ser segmentada automaticamente,
devido ao fato de que os conjuntos de dados raramente são pequenos. Em vez de cortar
conjuntos de dados que às vezes ultrapassam milhares de imagens uma a uma, é mais
eficiente criar algoritmos de computador que fazem o mesmo trabalho, com menos esforço
bruto.

Assim, a primeira parte deste trabalho foi, após adquirir as imagens para formar o
conjunto de dados, criar um algoritmo computacional que segmente automaticamente as
radiografias panorâmicas para auxiliar a rede de aprendizado de máquina reduzindo seu
campo de possibilidades em cada imagem. Ou seja, um programa que extrai automatica-
mente a ROI da radiografia.

Uma vantagem importante do processo automático de segmentação de imagens é que,
para os propósitos sociais deste trabalho e de muitos outros, é de suma importância que
todas as verificações sejam feitas por computador. O objetivo deste trabalho é criar um
método automatizado para detectar sinais de osteoporose, nas ocasiões em que o dentista
ou radiologista especialista não estaria procurando especificamente por ela. Por exemplo,
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um paciente é encaminhado a uma clínica de radiologia odontológica para realização
de um exame imaginológico para investigação da possibilidade da remoção de dentes não
erupcionados, como terceiros molares. Porém, ao executar automaticamente um programa
computacional usando a imagem de seu exame como entrada, ele também pode ser triado
automaticamente quanto a sinais de osteoporose. Isso poderia evitar a detecção da doença
apenas quando seus danos já foram causados. Ou seja, haveria a possibilidade de usar esta
metodologia para criar um software de diagnóstico semi-automático para osteoporose.

Muitos softwares/programas podem realizar uma tarefa de segmentação de imagem,
mas o MATLAB da MathWorks foi utilizado neste trabalho, na versão 2019-b.

Para a escolha da ROI, foi utilizado um trabalho de referência do Departamento de
Odontologia da UnB. [16, 6] Neste trabalho de referência, propõe-se que a presença da
osteoporose pode ser indicada pela medida da espessura da faixa cortical do osso mandi-
bular inferior na região perpendicularmente abaixo do forame mentual. A espessura dessa
região é considerada um dos principais indicadores ou sinais de osteoporose, comumente
chamada de índice cortical mandibular. Tentamos reproduzir essa ROI com um algoritmo
computacional que a extraísse de forma automática.

Foram testados de forma experimental várias dimensões de ROI, considerando o li-
mite anatômico que abrangesse a faixa cortical perpendicular ao forame mentual. Foram
avaliadas ROIs quadradas, cujas diferentes dimensões variaram entre 150 px e 1200 px.
A região final escolhida e utilizada durante o aprendizado de máquina foi um quadrado
de 819 x 819 px, que forneceu os melhores resultados em testes preliminares da CNN. A
ROI utilizada pode ser vista na Figura 4.20. Um trabalho posterior poderia fazer estudos
mais aprofundados de outras ROIs.

A Figura 4.6 mostra as aparências comuns desta ROI em radiografias panorâmicas.
A imagem foi retirada do trabalho mencionado. [6] Os especialistas em radiologia do
trabalho mencionado ajudaram o presente trabalho como parceiros, como fornecedores
das imagens para o conjunto de dados e também como diagnosticadores das imagens para
a fase de treinamento da rede.

Uma primeira explicação do procedimento de segmentação automática para obter esta
ROI é apresentada a seguir:

1. Converte a imagem para tons de cinza (se já não estiver);

2. Gira a imagem para as proporções horizontal/paisagem (se já não estiver);

3. Remove a etiqueta do paciente (no caso deste trabalho cortando a parte esquerda
da imagem em tamanho fixo);

4. Realça as bordas da imagem usando o filtro laplaciano;
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Figura 4.6: Exemplos de aparência radiográfica do córtex mandibular inferior em radio-
grafias panorâmicas (Fonte: [6]).

5. Melhora o contraste da imagem usando equalização de histograma;

6. Converte imagem em binário usando o limite de tons de cinza do método de Otsu
[22];

7. Calcula a soma dos pixels pretos binários em cada coluna. xbordas = max(∑l
i=0 g(yi))),

em que g(yi) é a quantidade de pixels pretos na coluna i com xbordas, sendo que a
coluna com mais pixels binários que deve representar as bordas externas da mandí-
bula xbordas (o ponto de referência do corte vertical). Esse cálculo é feito de modo
que a imagem recortada fique centralizada com relação ao centro da mandíbula;

8. Calcule a soma dos pixels pretos binários em cada linha da imagem: a linha com mais
pixels pretos binários deve representar a parte mais baixa da sínfise mandibular, ou
mento (o ponto de referência do recorte horizontal);

9. Do mento para cima, 30% da altura da imagem é selecionada para cortar a faixa
horizontal da imagem final;

10. A última parte da segmentação é cortar cada imagem verticalmente mantendo a
mesma proporção em todas elas. Isso é feito escolhendo a largura do corte que
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termina com imagens de mesma proporção, que é 5:1.

Detalhando que: Todos os cortes são feitos com dimensões proporcionais à imagem
original, ou seja, não com tamanho de pixel fixo. Isso torna o algoritmo livre do formato
de imagem específico que foi usado. A partir dessa rotina de segmentação, a imagem de
saída sempre tem uma proporção de 5:1 (largura:altura). Para o algoritmo de aprendizado
de máquina, posteriormente, todas as imagens são reduzidas para ter o tamanho real
de 1000x200 pixels, portanto, manter a mesma proporção era uma forma de manter a
proporção no algoritmo. Este tamanho foi usado no artigo de referência [1].

Esses passos listados foram retratados como imagens para melhor representar o pro-
cesso de segmentação. Após as imagens a seguir, há uma descrição mais detalhada de
cada etapa, com números e justificativas quanto às decisões tomadas ao desenhar a rotina
de segmentação.

Em primeiro lugar, a rotina de segmentação começa com o carregamento de uma
imagem da base de dados usando o MATLAB. Todos os demais procedimentos são feitos
considerando que esta imagem está no modo de cores em tons de cinza, ou seja, uma
matriz m x n que contém valores na faixa de 0 (preto) a 255 (branco). A imagem original
pode estar no formato de cor RGB, por exemplo. Assim, essa transformação é necessária
para que as etapas a seguir funcionem. Uma forma de verificar se a imagem está em tons
de cinza ou RGB é verificar quantas dimensões tem a imagem que representa a matriz. Se
tiver três dimensões, está no modo RGB, então a imagem é convertida em escala de cinza.
Se a matriz tiver apenas duas dimensões, ela será preservada. A conversão da imagem
para tons de cinza corresponde ao Passo 1 da rotina de segmentação. Se a imagem já
estiver no modo de cores em tons de cinza, essa etapa é desnecessária.

A etapa seguinte é girar a imagem para garantir que ela esteja na orientação hori-
zontal/paisagem. Isso é feito por uma simples verificação de qual dimensão da imagem
é maior, altura ou largura. Se a altura for maior, a imagem é girada em 90 graus. Isso
corresponde ao Passo 2 da rotina de segmentação.

Em seguida, retire a faixa da imagem que contém a etiqueta do paciente, muito comum
em imagens analógicas. Nas imagens utilizadas neste trabalho, esses rótulos estavam todos
na parte mais à esquerda da imagem. Isso corresponde ao Passo 3.

O passo 4 corresponde ao realce das bordas da imagem utilizando um filtro laplaciano
multidimensional 3x3 que aproxima a forma do operador Laplaciano bidimensional.

O passo 5 corresponde ao aumento do contraste da imagem utilizando a equalização
do histograma.

O passo 6 corresponde à binarização da imagem em poucos passos. Primeiro, a imagem
é convertida para precisão dupla, então, um limiar de imagem global em tons de cinza é
definido utilizando o método de Otsu [22]. Em seguida, a binarização é realizada através
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(a) Imagem original (b) imagem convertida em tons
de cinza (Etapa 1)

Figura 4.7: Imagens convertidas em tons de cinza e originais lado a lado

Figura 4.8: imagem rotacionada (Etapa 2).

do limiar de Otsu, considerando todos os pixels acima dele como brancos, e abaixo como
pretos.
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Figura 4.9: Imagem sem etiqueta do paciente (Etapa 3).

Figura 4.10: Imagem com bordas aprimoradas (Etapa 4).

Todos os cálculos posteriores são feitos em relação à imagem binária. Na Etapa 7,
para encontrar o mento para o recorte horizontal, a soma dos pixels pretos binários é
calculada para cada linha da imagem. Os pixels pretos neste tipo de imagem representam
uma parte sem osso e os pixels brancos representam partes com osso. Apenas o último
sexto da imagem na horizontal é analisado, pois é onde ficará a região do mento. Neste
cálculo da soma não são considerados os primeiros cinco sextos horizontais da imagem. A
região onde o máximo de pixels pretos é calculado é mostrada na Figura 4.13 dentro das
linhas verdes. A primeira linha horizontal com o maior número de pixels pretos binários
nesta região deve representar o mento. As próximas linhas com a mesma quantidade de
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Figura 4.11: Imagem com contraste aprimorado (Etapa 5).

Figura 4.12: Imagem convertida em binário (Etapa 6).

pixels pretos devem estar acima do mento, portanto, uma maneira de identificar o mento
é obter a primeira linha com a soma horizontal máxima de pixels pretos.

Há um problema com este método: as radiografias panorâmicas são imagens obtidas
normalmente através do escaneamento do paciente de lado a lado da face. Comumente,
há alguma porção de vértebras cervicais e do osso hióide na imagem. Esses ossos laterais
que aparecem podem afetar o cálculo da soma de pixels, mas esse foi o melhor e mais
simples método testado até agora para encontrar o mento automaticamente na imagem.

A ROI da imagem é uma porção definida do mento para cima, correspondendo a uma
faixa com aproximadamente 30% da altura total, porcentagem escolhida experimental-
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Figura 4.13: Gráfico contendo a soma dos pixels pretos binários de cada linha na imagem
(Etapa 7).

mente para se aproximar às ROIs propostas pelos trabalhos de referência. [16, 1] Esse
percentual foi a primeira proposta do nosso algoritmo, mas outros percentuais poderão ser
testados posteriormente. Decidiu-se que uma porcentagem era melhor do que um número
fixo de pixels, para reprodução do experimento com outros conjuntos de imagens. Este
corte horizontal corresponde ao Passo 8, e é representado por Figura 4.14.

Figura 4.14: Imagem binária com a região de recorte marcada por linhas (Etapa 8).

A última parte da segmentação é calcular onde cortar a imagem verticalmente com
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a preocupação de manter a mesma proporção em todo o conjunto de dados. Essa foi
uma escolha feita para este trabalho, pois existem maneiras de usar ROIs de diferentes
tamanhos no algoritmo de aprendizado de máquina por meio de downsampling de imagens
primeiro ou pré-processamento delas. O artigo de referência [1] que orientou este trabalho
utilizou uma proporção de pixels de 1000 x 200 para seu conjunto de dados. Por esta
razão, a proporção da imagem deste trabalho foi de 5:1, para que o down-sample feito
posteriormente fosse menos distorcido, e para que ficasse em escala em todas as imagens.

Assim, a partir do centro da imagem, a região de corte vertical é cinco vezes o tamanho
do corte horizontal. Foi decidido que as referências de corte seriam colocadas em relação
ao centro da imagem. Algumas tentativas de definir o centro da imagem automaticamente
foram feitas, mas o fato é que pouco se ganhou com a outra abordagem que é apenas obter
a metade da dimensão horizontal, em relação ao fato de as radiografias panorâmicas virem
na maioria das vezes já centralizadas. As ROIs cortadas que vieram do cálculo automático
foram piores do que as que usaram o ponto médio real da imagem.

Figura 4.15: Imagem binária cortada (resultado da Etapa 8).

Em outras palavras, a altura de corte horizontal é multiplicada por cinco, este é o
tamanho de corte vertical. Metade dele será usado para cortar à esquerda do centro e
metade à direita. Isso corresponde ao Passo 9.

Após a Etapa 9, a imagem completa da boca tirada do dispositivo de escaneamento
representado pela Figura 4.7 é transformada na ROI representada pelo corte final da ima-
gem na Figura 4.17. Isso conclui o algoritmo de segmentação que foi usado até agora neste
trabalho, que é transformar a imagem da boca cheia em uma porção da boca representada
por uma faixa horizontal logo acima do mento. Essa faixa é o que alimenta a entrada do
algoritmo de aprendizado de máquina.

Outras etapas podem incorporar este algoritmo, a fim de testar o algoritmo de apren-
dizado de máquina não usando uma faixa totalmente centrada, mas dividida com uma
ROI menor de cada lado do osso da mandíbula, mais semelhante à região representada
na Figura 4.6.

O artigo usado como referência para este trabalho [1] já testou a rede com faixas mo-
nocentradas e também com faixas divididas, e em seus resultados, as totalmente centradas
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Figura 4.16: Imagem em tons de cinza com a região de recorte marcada por linhas (Etapa
9).

Figura 4.17: Imagem em tons de cinza cortada - Corte Final (resultado da Etapa 9).

com aumento de dados e as divididas sem essa técnica obtiveram resultados semelhantes.
Para ilustrar como serão as imagens divididas nas próximas fases deste trabalho, duas
imagens usando o algoritmo de segmentação aprimorada já implementado são mostradas
a seguir, Figuras 4.18 a 4.19. Essa metodologia de segmentação automática é vantajosa
pois remove a região central abaixo do mento que normalmente aparece com sobreposição
da coluna cervical.

Figura 4.18: Imagem dividida em tons de cinza com região de corte marcada por linhas.
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Figura 4.19: Imagem dividida em tons de cinza.

Figura 4.20: ROI final de 819 x 819 px da cortical perperndicular ao forame mentual.

4.2 Metodologia Proposta

Assim como foi mencionado na Seção 2.2, a proposta deste trabalho é desenvolver um
algoritmo de aprendizado de máquina que receba como entrada uma imagem radiográfica
panorâmica da boca e forneça como saída a indicação se houver sinais de osteoporose
no paciente retratado por tal imagem. A estrutura para tal algoritmo é descrita nos
parágrafos seguintes.

O conjunto de dados utilizado inicialmente neste trabalho consiste em 340 radiografias
panorâmicas fornecidas e previamente diagnosticadas por especialistas em saúde do De-
partamento de Odontologia da Universidade de Brasília (UnB), por meio dos resultados
de DXA, conforme descrito na Seção 5.1. A amostra foi utilizada em estudos já citados
no presente trabalho, todas aprovadas por comitê de ética e com o consentimento dos
pacientes. [16, 6]

Todas as imagens foram submetidas ao algoritmo de segmentação de imagens des-
crito na Sub-subseção 4.1.2. Esta é a entrada das técnicas de aprendizado de máquina
propostas. Como formas de Aprendizado de Máquina, foram utilizadas a CNN e a RF,
tendo ainda a SVM como técnica comparativa. A linguagem de programação utilizada
foi Python.

40



4.2.1 CNN Proposta

Primeiramente, será descrita a CNN principal deste projeto. O objetivo primário de
uma CNN é receber dados e informações de saída sobre esses dados. No caso de um
problema de classificação de imagens, uma imagem é fornecida como entrada e uma classe
ou a probabilidade de a imagem pertencer a uma classe é fornecida como saída. Isso é
feito enviando os dados brutos dessa imagem por meio de várias camadas que processam
matematicamente esses dados e fornecem um resultado matemático no final.

Assim como descrito na Subseção 2.2.3, entre as camadas deste trabalho, alguns pro-
cessamentos foram feitos entre e fora das camadas, tais como: pooling com tamanho de
janela 2, ReLU, dropout de 50% e log-softmax.

Um exemplo de tal configuração é mostrado na Figura 4.21. Este exemplo de confi-
guração da CNN representa uma implementação comum, e foi utilizado como inspiração
para a arquitetura proposta deste trabalho.
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Figura 4.21: Estrutura da CNN proposta, inspirada no artigo de referência [1].

A estrutura proposta da CNN deste trabalho foi implementada em Python.

# Estrutura da CNN em Python
class CNN(nn.Module):

def __init__(self):
super(CNN, self).__init__()
self.conv1 = nn.Conv2d(1, 5, 5)
self.conv2 = nn.Conv2d(5, 10, 5)
self.conv3 = nn.Conv2d(10, 15, 5)
self.conv4 = nn.Conv2d(15, 20, 3)
self.conv5 = nn.Conv2d(20, 20, 3)
self.pool = nn.MaxPool2d(2, 2)
if downsample_opt == True:

self.fc1 = nn.Linear(540, 100)
else:

self.fc1 = nn.Linear(63360, 100)
self.fc2 = nn.Linear(100, 40)
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self.fc3 = nn.Linear(40, 2)
self.dropout = nn.Dropout(0.5)
self.logsoftmax = nn.LogSoftmax(dim = 1)

def forward(self, x):
x = self.pool(F.relu(self.conv1(x.float())))
x = self.pool(F.relu(self.conv2(x.float())))
x = self.pool(F.relu(self.conv3(x.float())))
x = self.pool(F.relu(self.conv4(x.float())))
x = self.pool(F.relu(self.conv5(x.float())))
x = x.view(x.size(0), -1)
x = self.dropout(self.fc1(x)) # dropout with p = 0.5
x = self.dropout(self.fc2(x)) # dropout with p = 0.5
x = self.logsoftmax(self.fc3(x.float())) # Using log softmax to match NLLLoss

return x

As camadas da CNN de referência podem ser descritas como:

Tabela 4.1: CNN Referência

Camada Entrada Saída Kernel
Conv1 1 canal 5 canais 5x5
Conv2 5 canais 10 canais 5x5
Conv3 10 canais 15 canais 5x5
Conv4 15 canais 20 canais 3x3
Conv5 20 canais 20 canais 3x3
FC1 100 40 -
FC2 40 10 -
FC3 10 1 -

Cada camada de convolução 2D funciona de maneira semelhante a um filtro que possui
vários canais de entrada, vários canais de saída e um tamanho de kernel. Nenhum padding
ou stride foram usados nas camadas convolucionais. O agrupamento entre as camadas
foi de tamanho 2x2. A ativação ReLu também foi usada entre as camadas convolucionais.
Cada camada nesta customização apresentada é descrita como:

1. Camada de Convolução 1: 1 canal de entrada, 5 canais de saída, tamanho do kernel
de 5x5, ReLU 2D, Maxpooling com janela 2x2;

2. Camada de Convolução 2: 5 canais de entrada, 10 canais de saída, tamanho do
kernel de 5x5, ReLU 2D Maxpooling com janela 2x2;

3. Camada de Convolução 3: 10 canais de entrada, 15 canais de saída, tamanho do
kernel de 5x5, ReLU 2D Maxpooling com janela 2x2;
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4. Camada de Convolução 4: 15 canais de entrada, 20 canais de saída, tamanho do
kernel de 3x3, ReLU 2D Maxpooling com janela 2x2;

5. Camada de Convolução 5: 20 canais de entrada, 20 canais de saída, tamanho do
kernel de 3x3, ReLU 2D Maxpooling com janela 2x2.

Após essas camadas, camadas totalmente conectadas foram implementadas com 50%
de dropout. A estrutura tem um filtro log-softmax no final, porque a função de perda
é a função Negative Log Likelihood (NLL), que fornece saída logarítmica.

O tamanho da imagem em pixels não importa para as camadas convolucionais, pois
elas são separadas do tamanho de entrada. As camadas totalmente conectadas funcionam
com matrizes 1-D. A fórmula usada para calcular o tamanho do pixel de uma imagem é:

hl = [(hl−1 − f + 2 ∗ p)/s] + 1, (4.1)

onde hf é a altura da imagem na camada l, f é o tamanho quadrado do kernel do
filtro, p é o padding e s é o stride.

As camadas totalmente conectadas (fully-connected) nesta seção são descritas como:

1. Camada totalmente conectada 1: Pega a saída das camadas convolucionais e a
transforma em um array de tamanho 100;

2. Camada totalmente conectada 2: Pega a saída de tamanho 100 da primeira camada
totalmente conectada e a transforma em um array de tamanho 40;

3. Camada totalmente conectada 3: Pega a saída de tamanho 40 das camadas convo-
lucionais e a transforma em um array de tamanho 2.

Essa matriz de tamanho 2 é então processada por meio de uma função log-softmax
para transformar a resposta em valores da mesma dimensão e forma que a entrada no
intervalo (−∞, 0). Essa transformação é necessária mais tarde no loop de treinamento
para calcular a função de perda, que é NLL.

Todo esse processamento é feito através da Computação Acelerada por GPU, utili-
zando o toolkit CUDA. Isso é feito para acelerar os cálculos e é uma prática comum no
aprendizado de máquina.

4.2.2 Treinando e Testando a Rede

O processo de treinamento da CNN consistiu em fazer um loop do conjunto de dados
comparando esses dois valores para prever se o paciente tem osteoporose ou não, e com-
parar esse valor único posteriormente também com o rótulo de diagnóstico anterior que
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a imagem possui. Essa comparação origina um erro, que no aprendizado de máquina é
calculado usando o que é chamado de função de perda. A perda acumulada no final
de um loop de treinamento fornece um vislumbre de quão bem a rede está aprendendo a
prever o diagnóstico com base apenas na imagem e em seus próprios parâmetros internos,
sem ajuda humana.

No entanto, sempre na fase de treinamento de aprendizado de máquina, existe o perigo
de que a rede esteja aprendendo a prever resultados muito específicos para esse conjunto
de dados exclusivo, não para todas as imagens que ele pode receber. Isso torna necessário
ter outra fase no desenvolvimento da rede que é a fase de testes. Nesta fase, a rede é
submetida a um conjunto de dados diferente daquele que treinou. Isso geralmente é feito
separando o conjunto de dados original em dois por uma proporção escolhida. O conjunto
de dados de treinamento geralmente é maior que o de teste.

Também é possível introduzir uma etapa de validação durante o treinamento para
simular a fase de teste, para períodos de treinamento mais longos. Isso torna o processo
ainda mais inteligente e eficiente, e já é uma prática comum. Isso foi feito neste projeto.

A fase de treinamento consistiu em uma primeira etapa de treinamento real e uma
segunda etapa de validação, que faz com que a rede avalie seu desempenho em diferentes
imagens do treinamento. O treinamento aconteceu em loops por todo o conjunto de
dados de validação de treinamento, um ciclo que geralmente é chamado de "época"no
aprendizado de máquina. Um número anterior de épocas é definido para o treinamento e
ele percorre o conjunto de dados até que esse número de épocas termine.

Após o treinamento, a rede foi submetida a teste, ou seja, outro conjunto de dados
diferente das fases de treinamento e validação. Este teste é o resultado real que diz se
a rede será capaz de funcionar em uma imagem geral fornecida a ela posteriormente em
uma aplicação real.

A arquitetura CNN foi treinada, validada e testada usando o seguinte conjunto de
dados de tamanho 324*, dividido em três grupos diferentes:

• Imagens para a fase de treinamento;

• Imagens para a fase de validação;

• Imagens para a fase de testes.

* O tamanho original do conjunto de dados selecionado era de 340 imagens, porém,
após uma triagem aprofundada e alguns testes, 16 destas não foram consideradas apropri-
adas para o treinamento por conterem muitos artefatos que atrapalhariam na classificação.
Isso acontece em parte por causa da má qualidade das imagens que são analógicas e pos-
teriormente digitalizadas, e também pela má qualidade dos aparelhos comuns em nosso
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país. Porém, para suprir essa deficiência de imagens, o conjunto foi duplicado ao dividir
as imagens em dois lados, como mostrado na Figura 4.19.

Assim como já foi descrito nas seções anteriores, as imagens foram previamente di-
agnosticadas por especialistas em radiologia odontológica e receberam um rótulo que as
classificava entre duas classes: de quem possui ou não osteoporose, com critérios que
podem ser revistos na Seção 5.1.

O conjunto de dados de treinamento foi balanceado para ter o mesmo número de
imagens de cada uma das duas classes. Ou seja, 100 pacientes com osteoporose e 100
pacientes sem osteoporose, escolhidos aleatoriamente. Em vez de passar por cada imagem
individualmente, ou seja, uma abordagem ao vivo, este trabalho implementou a abor-
dagem de mini-lote, sendo cada mini-lote de tamanho 4. O tamanho do mini-lote foi
determinado pela capacidade computacional máxima disponível no computador que foi
usado nas execuções. Tudo foi implementado em Python, com aceleração de GPU usando
o kit de ferramentas CUDA.

Aqui estão alguns outros parâmetros de treinamento usados:

• Inicialização de pesos usando o método uniforme de Xavier;

• Otimização usando algoritmo Adam com taxa de aprendizado lr = 0, 001.

Em trabalhos futuros, poderia ser utilizada também uma CNN pré-treinada, utilizando
algum conjunto de dados maior de outra aplicação, e depois adaptado a esta problemática
pelos treinamentos e testes com o conjunto de dados descrito.

4.2.3 SVM Proposta

A técnica SVM possui menos parâmetros de configuração que a CNN. Não foram trazidas
inovações para esta técnica, e sim, ela foi utilizada como uma forma de comparação de
resultados e segundo parâmetros sugeridos na biblioteca de aprendizado de máquina do
Python chamada Scikit-Learn [50]. Para este trabalho, foram utilizadas as configurações
a seguir na SVM:

# Estrutura da SVM em Python
x_train,y_train = acquire_data()
param_grid={

'C':[0.001,0.01,0.1,1,10,100,1000],
'gamma':[0.001,0.01,0.1,1,10,100,1000],
'kernel':['rbf','poly']}

svc=svm.SVC(probability=True)
model=GridSearchCV(svc,param_grid)
model.fit(x_train,y_train)
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Nestas configurações, foi utilizada a Classificação Suporte-C2, com busca de configu-
rações ótimas utilizando3, da biblioteca scikit learn.

Nesta busca por hiperparâmetros ótimos, a grade de parâmetros utilizada foi o pa-
râmetro de regulação C = [0, 001; 1000], com passo aumentando em potências de 10;
gamma = [0, 001; 1000], com passo aumentando em potências de 10; e o kernel entre
rbf (função de base radial) e poly (polinomial). Nesses passos consiste o "treinamento"do
algoritmo SVM proposto como técnica comparativa adicional.

Para esta técnica, foi utilizada uma SVM de várias dimensões, fornecendo a ela como
entrada cada imagem como dado e o diagnóstico como objetivo de classificação.

4.2.4 Random Forest (RF) Proposta

A técnica Random Forest também é mais fácil de configurar que a CNN computacio-
nalmente. Não foram trazidas inovações para esta técnica, e sim, ela foi utilizada como
uma forma de comparação de resultados e segundo parâmetros sugeridos na biblioteca de
aprendizado de máquina do Python chamada Scikit-Learn [50]. Para este trabalho, foi
utilizado o classificador RandomForestClassifier4.

# Estrutura da RF em Python
x_train, y_train = acquire_data()
best_n = 0
best_acc = 0.0
best_model = RandomForestClassifier(n_estimators=10)

# Loop
for i in range(10, 201, 5):

model = RandomForestClassifier(n_estimators=i)
model.fit(x_train, y_train)

current_acc = model.score(x_test, y_test)

if(current_acc >= best_acc):
best_acc = current_acc
best_n = i
best_model = model

Para a RF, foi feito um loop com estimadores entre 10 e 200, com passo de 5, calculando
o melhor número de estimadores e salvando sua acurácia e seu modelo final.

2 Função sklearn.svm.SVC
3 Função sklearn.model_selection.GridSearchCV
4 Função sklearn.ensemble.RandomForestClassifier
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Para esta técnica, foram fornecidas como entrada cada imagem como dado e o diag-
nóstico como objetivo de classificação.
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Capítulo 5

Resultados

Neste trabalho é proposto um algoritmo de segmentação automática como etapa de pré-
processamento nas imagens. Foram estudadas diversas técnicas de aprendizado de má-
quina supervisionado para obter os melhores resultados dado o caso específico já mencio-
nado de imagens de baixa qualidade e pacientes de uma população bem específica descrita
em 5.1.

Para avaliar os algoritmos, compara-se os seus resultados com os rótulos recebidos,
obtendo os valores de:

• Verdadeiros Positivos (VP);

• Verdadeiros Negativos (VN);

• Falsos Positivos (FP);

• Falsos Negativos (FN).

E então, para cada um se calculou três métricas:

• Acurácia = (V P + V N)/(V P + V N + FP + FN);

• Sensibilidade = (V P )/(V P + FN);

• Especificidade = (V N)/(V N + FP ).

A proposta deste trabalho é melhorar os resultados da técnica de referência, a CNN
do artigo [1], ao utilizar a estrutra CNN para realizar uma detecção automática de osteo-
porose com alta sensibilidade e utilizar o método RF para um sistema com especificidade
alta.

A estrutura da rede proposta neste trabalho partiu dos parâmetros propostos no artigo
de referência já mencionado, porém, nem todas as características eram favoráveis a essa
estrutura proposta. Uma grande diferença é o conjunto de dados, que no artigo em
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questão era digital, de boa qualidade, bem enquadrado e homogêneo, e neste trabalho
eram imagens analógicas obtidas com aparelhos antigos, sem padrão de enquadramento e
escaneadas, o que faz com que sejam bastante heterogêneas e muito pouco regulares.

Essa diferença nos dados gerou a necessidade de algumas mudanças na rede para os
resultados da classificação serem melhores. Estas adaptações podem servir para uma
situação específica em que a obtenção de imagens tenha características semelhantes às
descritas na Seção 5.1. Ainda existem regiões do país e outros países com métodos de
obtenção das radiografias mais obsoletos e analógicos como os do que geraram o conjunto
de dados deste trabalho, então cremos que o estudo pode ter relevância ainda maior para
casos onde as imagens obtidas não tenha alta qualidade.

Para avaliar os resultados do trabalho, será comentado o conjunto de dados e em
seguida o resultado comparado das técnicas já descritas de aprendizado de máquina.

5.1 Conjunto de Dados

O conjunto de dados utilizado neste trabalho consiste em radiografias panorâmicas dentais
fornecidas e previamente diagnosticadas por especialistas em saúde do Departamento de
Odontologia da Universidade de Brasília (UnB). O conjunto de dados foi aprovado pela
comitê de ética, o que é sempre um requisito para esse tipo de trabalhos com dados de
pacientes reais. Estas imagens já serviram de estudos na área da odontologia [16, 6], e
com este trabalho multidisciplinar, passam a ser estudadas também computacionalmente.

Nos trabalhos mencionados de onde os dados foram aproveitados, inicialmente foram
selecionadas 493 mulheres do programa de prevenção e diagnóstico de osteoporose da
Secretaria de Saúde do Distrito Federal (Brasil), entre 2005 e 2007. Dessas mulheres, 351
foram incluídas neste estudo. Os participantes deveriam ser mulheres, ter 45 anos e estar
na pós-menopausa. Foram excluídas mulheres pós-menopáusicas com diagnóstico prévio
de osteoporose ou qualquer outra doença óssea metabólica, ou aquelas que faziam uso de
medicamentos que afetassem o metabolismo ósseo. Este estudo foi aprovado pelo Comitê
de Ética em Pesquisa da Universidade de Brasília (Brasil), e o consentimento informado
foi obtido de todos os indivíduos. A população escolhida é de uma região com poucas
condições financeiras dos arredores do Distrito Federal.

Todas as 351 mulheres foram submetidas a DXA da coluna lombar (L1-L4) e quadril.
O DXA foi realizado usando um QDR 1000 (Hologic, Waltham, MA). O T-score é uma
medida que avalia o desvio padrão em relação ao pico médio de massa óssea em mulher
jovem, e o Z-score avalia em relação à massa óssea média de uma mulher de idade, sexo
e etnia iguais à da paciente. [38] Os seguintes critérios de classificação foram utilizados
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nos diagnósticos, tendo como base os valores de DMO, e de acordo com os critérios da
Organização Mundial da Saúde (OMS):

• DMO normal: T-score maior que ou igual a -1,0;

• Osteopenia: T-score entre -1,0 e -2,5;

• Osteoporose: T-score menor que ou igual a -2,5.

Portanto, a osteoporose foi definida como uma DMO de T-score menor que ou igual
a -2,5 na coluna lombar ou no quadril, associada a uma análise da história clínica da
paciente. Porém, o diagnóstico de osteoporose também pode ser feito pela presença de
fratura por fragilidade, principalmente na coluna, no quadril, rádio distal e sacro. [38]
Para os fins deste trabalho, e considerando um balanceamento de dados, as pacientes com
osteopenia foram agrupadas às pacientes com DMO normal.

Antes de serem preprocessadas para serem utilizadas nos presente projeto, as imagens
foram triadas, e 11 delas foram excluídas do conjunto por serem consideradas inaptas
para classificação. Sendo assim, o conjunto final é composto por 340 pacientes. Todas as
imagens escolhidas foram submetidas aos algoritmos de segmentação de imagens descritos
anteriormente. Esta é a entrada da CNN e da RF propostas. Suas saídas são uma
matriz de dois valores contendo a probabilidade de que o paciente representado por aquela
imagem tenha ou não osteoporose.

As arquiteturas foram treinadas, validadas e testadas usando o seguinte conjunto de
dados de tamanho 340. Como as imagens são divididas em regiões esquerda e direita, o
conjunto duplica de tamanho, indo para 680 entradas, divididas em três grupos diferentes:

• 237 (x2 = 474) imagens na fase de treinamento (70%);

• 35 (x2 = 70) imagens na fase de validação (10%);

• 68 (x2 = 136) imagens na fase de testes (20%).

Essa porcentagem de divisão dos dados foi escolhida de forma arbitrária. Não existe
uma divisão ótima firmemente estabelecida na literatura, e sim algumas divisões sugeridas
e que são adaptáveis a cada problema computacional. Utilizamos também, além dessa
divisão, formas de cross-validation que permitem intercâmbio entre as imagens em cada
grupo de treinamento, validação e testes, para que a rede teste várias combinações de
imagens a cada execução. Ou seja, as imagens não são divididas de forma fixa nesses
grupos, mas de forma dinâmica em tempo de execução computacional.

O conjunto de dados de treinamento foi balanceado para ter o mesmo número de ima-
gens de cada uma das duas classes. Ou seja, 100 pacientes com osteoporose e 100 pacientes
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sem osteoporose, escolhidos aleatoriamente. Este trabalho implementou a abordagem de
mini-lotes, (mini-batches), sendo cada mini-lote de tamanho 4. O tamanho do mini-lote
de processamento foi determinado pela capacidade computacional máxima disponível no
computador que foi usado nas execuções. Também foram utilizadas técnicas de aumento
de dados nas execuções em tempo de treinamento para aumentar a variabilidade dos
dados.

(a) Paciente edêntulo total (b) Paciente edêntulo parcial

(c) Imagem com artefatos (d) Imagem com contraste ruim

Figura 5.1: Diferentes problemas nas imagens da base de dados.

As figuras mostradas na Fig. 5.1 retratam alguns exemplos das diferentes dificuldades
encontradas no conjunto de dados, tanto na variedade de pacientes quanto na técnica de
aquisição. Esses problemas dificultam a identificação e a classificação das imagens pois
poluem a imagem com informações indesejadas. Poderia ser feita em trabalhos futuros
uma divisão de grupos baseada no status dentário, utilizando por exemplo o edentulismo,
ou falta de dentes, como um critério de divisão dos grupos, entre outros.

Portanto, esse trabalho tem uma relevância social importante por lidar com imagens
específicas de um contexto social do Brasil. Quando comparado com as imagens de alta
qualidade do artigo de referência, por exemplo, os resultados da técnica de referência
não alcançam resultados melhores que os da técnica proposta. Esse conjunto de dados
específico do nosso projeto pode ter relevância por ser mais aplicável a regiões com a
forma de obtenção de imagens mais obsoleta.

5.2 Melhorias propostas

Para melhorar os resultados de acurácia obtidos com o conjunto de dados mencionado,
também foram realizadas algumas tentativas:

• Data augmentation em forma de rotação, espelhamento e filtro blur. Essas técnicas
melhoraram os resultados e foram levadas adiante até o fim dos experimentos;
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• Aumento do número de classes para 3 em vez de 2. Essa mudança não melhorou os
resultados e foi abandonada depois de ser testada;

• Outras configurações de hiperparâmetros na rede CNN para melhorar a estrutura
de referência. Vários testes experimentais foram feitos com esses hiperparâmetros,
utilizando princípios do estado da arte. O que obteve melhores resultados, e mais
abrangentes, foi o apresentado no Capítulo 4;

• Ensemble juntando as três técnicas avaliadas (CNN, SVM e RF), utilizando rea-
mostragem com o objetivo de tornar os resultados estatísticos mais genéricos (cross-
validation). Essa tentativa de juntar os resultados em uma técnica só não melhorou
os resultados, mas foi implementada de forma superficial, sem aprofundamenteo,
e foi abandonada depois de ser testada. Porém, pode ser melhorada para tentar
aumentar a acurácia nos resultados.

5.3 Resultados Comparativos

Foram utilizadas as seguintes estrutura de aprendizado de máquina para este trabalho:

• A estrutra da CNN de referência [1];

• A estrutra da CNN proposta;

• Random Forest (RF);

• Support Vector Machine (SVM), para obter mais resultados comparativos.

Tabela 5.1: Resultados CNN Referência no conjunto de dados do trabalho

Algoritmo Acurácia Sensibilidade Especificidade
CNN Referência 0,4265 0,7018 0,2278

Depois de obter tais resultados, foram testados também como forma de comparação
outras três configurações de algoritmo, descritas na Seção 4.2. Os resultados obtidos
foram os seguintes:

5.4 Discussão dos Resultados

Analisando a Tabela 5.2, o algoritmo de melhor acurácia foi a RF, o de melhor sensibili-
dade foi a CNN Proposta deste trabalho (customizada), e o de melhor especificidade foi
também a RF.
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Tabela 5.2: Resultados Comparativos no conjunto de dados do trabalho

Algoritmo Acurácia Sensibilidade Especificidade
CNN Referência 0,4265 0,7018 0,2278
CNN Customizada 0,4485 0,7719 0,2152
SVM 0,5294 0,4912 0,5570
RF 0,6397 0,4737 0,7595

Ou seja, com o conjunto de imagens utilizado, as técnicas propostas obtiveram resul-
tados mais eficazes que o método que utiliza a configuração da CNN de referência [1]. A
CNN de referência foi adaptada para o nosso problema, e comparada com os nossos algo-
ritmos, apresentou resultados menos eficazes. Apesar de o resultado de acurácia não ser
o mesmo obtido pela técnica de referência com seu próprio conjunto de dados, comparati-
vamente é possível verificar que o método proposto tem aplicabilidade para um conjunto
de dados como o descrito e utilizado neste trabalho.

Além disso, é um bom resultado ter um algoritmo com boa sensibilidade e um al-
goritmo com boa especificidade, porque ambas as métricas são vantajosas em aplicações
biomédicas. Sensibilidade é a capacidade de um teste classificar corretamente um indi-
víduo como "doente". A capacidade de um teste classificar corretamente um indivíduo
como livre de doença é chamada de Especificidade. [51] Para o caso do presente traba-
lho, consideramos que é vantajoso ter um teste com alta Sensibilidade, para identificar
indivíduos classificados como doentes, em aplicações oportunísticas de testes rotineiros.

As técnicas SVM e RF tiveram menos customização de hiperparâmetros que a CNN.
Como a principal técnica, adaptada de um trabalho de referência, foi este algoritmo,
então os maiores trabalhos de refinamento foram realizados a partir dela, e as outras
duas técnicas foram utilizadas mais como forma de comparação de algoritmos. Então
em trabalhos futuros poderia ser aprofundada a customização da SVM e da RF. Mesmo
com uma configuração básica da RF, seus resultados foram comparativamente melhores
em acurácia e especificidade com relação à CNN. Então, melhorar seus hiperparâmetros
poderia dar resultados ainda melhores em trabalhos futuros.
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Capítulo 6

Conclusão

No trabalho foi apresentada uma técnica automática para detecção de osteoporose em
imagens digitalizadas provenientes de teste de radiografias panorâmicas analógicas dentais
em pacientes idosos de uma comunidades carente. O resultado não mostra uma acurácia
alta, porém, conseguimos uma especificidade e sensibilidade acima de 70% utilizando os
dados de imagem deste trabalho.

• Na acurácia, a Random Forest proposta obteve 63,97%, enquanto que a CNN de
referência obteve 42,65%;

• Na sensibilidade, a CNN customizada proposta obteve 77,19%, enquanto que a CNN
de referência obteve 70,18%;

• Na especificidade, a Random Forest proposta obteve 75,95%, enquanto que a CNN
de referência obteve 22,78%.

Combinando esses resultados, conseguimos melhorar o resultado que é obtido pela
técnica de referência aplicando-a ao conjunto de dados descrito na Seção 5.1.

Uma grande contribuição que o presente trabalho faz é no aspecto da segmentação
automática das imagens, pois consegue obter a ROI automaticamente de várias imagens,
e de forma rápida. Esse fator poderia ser de interesse em aplicações odontológicas.

A base de dados utilizada é bastante desafiadora, mostrado pelo baixo desempenho
de uma técnica previamente apresentada na literatura. Porém, representa uma situação
real no Brasil e em países em desenvolvimento. Os pacientes da base são principalmente
idosos, com baixa dentição, com vários artefatos metálicos em várias imagens, sem contar
que as imagens adquiridas são de baixa qualidade e originalmente analógicas. Todos esses
são fatores que dificultam a classificação das imagens. Porém, este já é um primeiro passo
para atenuar os problemas de osteoporose no Brasil.

As técnicas SVM e RF poderiam ser melhoradas também, para obter um maior refina-
mento dos hiperparâmetros, para serem testadas com outras configurações e classificações.
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Como trabalhos futuros podemos realizar um junção (ensemble) destas e outras técni-
cas de aprendizagem de máquina para verificar a possibilidade de um aumento na acurácia
e nos resultados em geral. É possível também fazer uma validação cruzada mais robusta
para testar a configuração proposta com várias configurações do algoritmo.

Além disso, é possível realizar um melhor refinamento de hiperparâmetros das redes
CNN e RF de forma sistemática para aumentar o aprendizado. Isso pode ser feito cri-
ando por exemplo um algoritmo genético que torne as modificações dos parâmetros mais
sistemáticas e automatizadas, potencializando o campo de busca de novos parâmetros.

Também é possível aproveitar a segmentação automática para testar outras ROIs do
osso mandibular. Inclusive, levando o algoritmo proposto de segmentação automática das
imagens para outras aplicações, poderia ser usado para identificar regiões de outros tipos
de imagem, para outras doenças ou outras aplicações de outras áreas.
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