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ii



UNIVERSIDADE DE BRASÍLIA – UNB
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RESUMO

Danos estruturais induzem mudanças na flexibilidade local do sistema que podem gerar desloca-
mentos e vibrações indesejáveis. A análise estatı́stica do recurso dinâmico da estrutura permite
discriminar a condição estrutural atual e prever sua vida útil por perı́odos curtos ou longos. Sob
condições não danificadas e danificadas, dois ı́ndices de danos(DI) construı́ram o conjunto de
dados da frequência natural e da função de resposta de frequência(FRF), analisados em dois
tipos de danos, o primeiro dano gerado numericamente através da alteração de profundidade da
trinca em uma viga metálica engastada. No segundo dano gerado experimentalmente através da
perda de massa de uma viga metálica engastada reforçada com massas. Como o dano influência
diretamente a vibração do sistema, o DI pode detectar danos e quantificar sua severidade. Neste
trabalho, o monitoramento estrutural de vigas em balanço é realizado por algoritmos de apren-
dizado de máquina (ML), através da abordagem multiclasse e usando o conjunto de dados de
teste, os algoritmos usados foram k-vizinhos mais próximos (kNN), Máquina de Vetor de Suporte
(SVM), Árvore de Decisão (DT), Floresta Aleatória (RF) e Bayes Ingênuo (NB). Os desafios do
uso dessas técnicas, desempenho e implementação de cada método são discutidos. O monitora-
mento estrutural realizado com o algoritmo ML alcançou excelentes métricas ao inserir o conjunto
de dados gerado pela simulação, até 100%, e até 64% tendo como conjunto de dados de entrada
fornecido a partir de testes experimentais. Demonstrando que o algoritmo ML pode classificar
corretamente a condição de integridade da estrutura.

Palavras-chave: Aprendizado de máquina, monitoramento de integridade estrutural, detecção de
danos, algoritmo de aprendizado supervisionado.
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ABSTRACT

Structural damage can cause changes in a system’s local flexibility, resulting in unwanted dis-
placements and vibrations. Statistical analysis of dynamic structural features enables us to
differentiate between the current structural condition and predict its lifespan for short or ex-
tended periods. Two damage indexes are used to build a dataset from the beam’s natural
frequency and frequency response function(FRF) under both undamaged and damaged con-
ditions, analyzed in two types of damage, the first numerically generated damage by changing
the crack depth in a cantilevered steel beam. The second experimentally generated damage
through the mass loss of a cantilevered steel beam reinforced with masses. As the damage
can directly impact system vibration, the DI can detect damage and measure its severity. In
this work, we use machine learning (ML) algorithms, through the multiclass approach and use
the test dataset, such as k-nearest neighbors (kNN), Support Vector Machine (SVM), Decision
Tree (DT), Random Forest (RF), and Naı̈ve Bayes (NB), to monitor the structural integrity of a
cantilevered beam. We discuss the challenges of using, performing, and implementing each
method. The structural monitoring performed with the ML algorithm achieved excellent metrics
when inputting the simulation-generated dataset, up to 100%, and up to 64% having as input
dataset provided from experimental tests. Demonstrating that the ML algorithm could correctly
classify the health condition of the structure.

Keywords: Machine learning, Structural Health Monitoring, Damage detection, Supervised
learning algorithm.
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NB Bayes Ingênuo, do inglês Naı̈ve Bayes
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EMD Decomposição de modo empı́rico, do inglês Empirical Mode Decomposition

DWT Transformada Wavelet Discreta, do inglês Discrete Wavelet Transform

SRN Spiking Redes Neurais

xv



SEM Método dos Elementos Espectrais, do inglês Spectral Element Method
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GAC Critério de Amplitude Global , do inglês Global Amplitude Criterion

AIGSC, AIGAC Integração Média GSC/GAC, do inglês Average Integration GSC/GAC
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1 INTRODUÇÃO

1.1 CONTEXTUALIZAÇÃO E MOTIVAÇÃO

Dano pode ser considerado qualquer alteração na flexibilidade local de uma estrutura que
crie deslocamentos e vibrações indesejáveis (LéORNAD et al., 2001), reduzindo assim a ri-
gidez e aumentando o amortecimento na estrutura, devido a sobrecarga, fadiga e eventos
extremos. A presença de dano em sistemas aeroespaciais, civis e mecânicos podem com-
prometer seu funcionamento e gerar riscos futuros. Neste contexto, a detecção precoce do
dano e a avaliação periódica da integridade estrutural são necessárias para que o sistema
opere corretamente e para que os danos sejam identificados, monitorados e corrigidos. Desta
forma, muitas técnicas de Monitoramento da Integridade Estrutural, do inglês Structural Health
Monitoring (SHM), tem sido usadas para identificar e validar danos offline, quase em tempo
real e online. Essas técnicas, usam tecnologias que combinam sensores modernos e algo-
ritmos computacionais inteligentes. A extração de informações sensı́veis a danos e a análise
estatı́stica dessas medidas permitem discriminar a condição estrutural atual para perı́odos
curtos ou longos (FARRAR; WORDEN, 2013; SILVA, 2017). O SHM fornece meios práticos
para avaliar e prever o desempenho estrutural sob condições operacionais (PATHIRAGE et
al., 2018) e possibilita o desenvolvimento de sistemas de controle integrados a estrutura a
ser monitorada, devido ao desenvolvimento de materiais funcionais. Além de ser usado para
validação, aquisição, e análise de dados, utilizadas para facilitar nas decisões de gerência do
ciclo de vida de sistemas.

As técnicas de SHM, tem sido tema de grandes interesse na engenharia. Isso pode ser
atribuı́do aos elevados custos de manutenção e reparo. Por ano estima-se gasto na ordem que
ultrapassam US $ 200 bilhões em manutenção de equipamentos e instalações. Manutenção
e reparos representam cerca de um quarto dos custos operacionais de aeronaves comerciais
(GIURGIUTIU, 2014a). Associado a danos que se propagam ao longo da estrutura tem-se
acidentes catastrófico e em última instância perda de vidas. Em 2018, parte do viaduto no
Eixão Sul - Brası́lia desabou devido a vários problemas dos quais variavam desde infiltrações
e corrosão da armadura de proteção até descolamentos do concreto e fendas abertas, figura
1.1a . A principal causa apontada pelos laudos técnicos foi a falta de manutenção adequada
por parte da equipe responsável, felizmente não teve nenhuma vı́tima (RELATóRIO-UNB,
2018). Quando se trata de sistemas mecânicos, um dos casos de acidentes mais famoso
que gerou grande repercussão na mı́dia foi da descompressão explosiva no vôo 243 da Aloha
Airlines em 1988, Figura 1.1b, o qual foi causado por manutenção insatisfatória da aeronave
(AIRCRAFT, 1988).
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(a) Viaduto que desabou no centro de Brası́lia, em 2018.

(b) Descompressão explosiva no vôo 243 da Aloha Airlines
em 1988.

Figura 1.1. Acidentes que ocorreram por falta de manutenção.

A melhoria da segurança é sem dúvida essencial, tal prática pode ajuda a evitar acidentes
e prolongar a vida útil de uso de equipamento e estruturas. De acordo com esse preceito,
é de interesse geral que os danos estruturais sejam identificados de forma simples, rápida e
eficiente, para que acidentes como esses não ocorram. Assegurar a integridade de estruturas
significa evitar perdas, tanto econômicas quanto humanas. Contudo, segurança, confiabili-
dade, alto desempenho em operação e redução nos custos de manutenção são os principais
benefı́cios concedidos pelas técnicas de SHM. Estas podem ser baseadas em inspeções vi-
suais, tais como, radiografia e o ultra-som. No entanto, essa técnica precisa de um prévio
conhecimento do local do dano para gerar resultados confiáveis. As técnicas baseadas em
vibrações, que levam a resultados conclusivos, mesmo quando o local do dano não está
acessı́vel ou é até mesmo desconhecido. Isto porque um dano, tem o poder de alterar as
propriedades fı́sicas de um sistema, resultando na mudança da resposta dinâmica.

1.2 TÉCNICAS DE MONITORAMENTO DA INTEGRIDADE ESTRUTURAL

A identificação de danos geralmente é realizada no contexto de uma ou mais ações direta-
mente relacionadas, que incluem: Monitoramento de Condição, do inglês Condition Monitoring
(CM), Avaliação não destrutiva, do inglês Non-destructive Assessment (NDE)- também comu-
mente chamado de Teste não destrutivo, do inglês Nondestructive testing (NDT), Monitoramento
de saúde e uso, do inglês Health and usage monitoring system (HUMS), Controle estatı́stico
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de processos, do inglês Statistical Process Control (SPC), Prognóstico de danos, do inglês
Damage Prognosis (DP) e SHM, sendo este último uma área de crescente interesse tanto
na pesquisa acadêmica quanto industrial, considerado importante nos últimos anos devido à
sua capacidade de adquirir, validar e analisar dados técnicos que facilitem a decisão do ciclo
de vida da estrutura (AVCI et al., 2021; CHEUNG et al., 2008; FARRAR; WORDEN, 2013). O
foco principal de cada uma dessas áreas está na avaliação e acompanhamento da integridade
estrutural de um sistema. Portanto, todas essas áreas são agrupadas nas técnicas de SHM.

As técnicas SHM, tem a função de detectar e interpretar mudanças na estrutura, com o intuito
de obter alto desempenho em operação e consequentemente reduzir custos com manutenção,
aumentando assim a segurança e confiabilidade da estrutura. Rytter (RYTTER, 1993) propôs
quatro nı́veis para diferenciar os diversos métodos de monitoramento, separados de acordo
com a dificuldade de implementação:

• Nı́vel 1: detecta a presença do dano na estrutura;

• Nı́vel 2: detecta e localiza o dano;

• Nı́vel 3: detecta, localiza e quantifica o dano;

• Nı́vel 4: detecta, localiza, quantifica e prevê a vida útil restante do equipamento.

Inman (INMAN, 2001), propôs mais três nı́veis de classificação, baseados na utilização de
materiais inteligentes, englobando técnicas de auto-reparo e controle:

• Nı́vel 5: adiciona ao nı́vel 4 as estruturas inteligentes para auto-diagnóstico de danos;

• Nı́vel 6: adiciona ao nı́vel 4 as estruturas inteligentes e sistemas de controle para formar
um conjunto capaz de realizar um auto-reparo estrutural;

• Nı́vel 7: adiciona ao nı́vel 1 um sistema de controle ativo e estruturas inteligentes para
formar um conjunto simultâneo de controle e monitoramento.

Algumas técnicas de SHM podem ser baseadas em inspeções visuais ou em sinais de vibração,
sendo os sinais de vibração considerados mais versáteis. Os sinais de vibrações para monito-
ramento estrutural passou a ser usado no fim dos anos 70 e começo dos 80, particularmente
nas indústrias aeroespacial e petrolı́feras off-shore. Os primeiros estudos foram baseados
em modelos numéricos e na medição das propriedades modais do sistema, em condições
saudáveis de funcionamento e desconhecidas (FARRAR C. R.; DOEBLING, 1999). Os si-
nais de vibrações podem ser separados em relação ao domı́nio do tempo (os observadores
de estado, wavelet e as baseadas em séries temporais), da frequência (impedância elétrica
e ondas de Lamb) e o domı́nio modal (frequências naturais e na forma dos modos de vi-
brar). As medições de vibração são realizados no domı́nio do tempo, a partir deste, os dados
são convertidos para o domı́nio da frequência ou modal, através da transformada de Fourier
(MARQUI, 2007). Em ambos os casos, materiais piezoelétricos podem ser utilizados como
sensores e atuadores.

3



A primeira etapa do SHM é a detecção de danos, seguida de avaliação e monitoramento. Por-
tanto, uma das técnicas que estão ganhando grande destaque nos últimos anos é o uso do
SHM com algoritmos de Aprendizado de máquina, do inglês Machine Learning (ML), que é
usado para classificar os dados que foram treinados para gerar o resultado mais provável e va-
lidar o modelo com base em dados de conjuntos não vistos. Os algoritmos de ML fornecem as
ferramentas necessárias para aprimorar os recursos dos sistemas SHM e fornecer soluções
inteligentes para os desafios do passado. Ele oferece soluções eficientes para construir mo-
delos ou representações para mapear padrões de entrada em dados de sensores medidos
para alvos de saı́da para uma avaliação de danos em diferentes nı́veis (RYTTER, 1993). O
conceito de ML entra no paradigma de seleção de recursos e modelagem estatı́stica para
discriminação de recursos, conforme descrito em (MACHADO; ADHIKARI; SANTOS, 2017a;
KURIAN; LIYANAPATHIRANA, 2020). O recurso pode ser extraı́do usando técnicas baseadas
em visão computacional, incluindo câmeras ou imagens digitais, e técnicas baseadas em sen-
sores, que contêm as informações do sistema de vibração, por exemplo, parâmetros modais.

O foco deste trabalho está nas técnicas baseadas em sinais de vibração de sistemas e es-
truturas. Métodos de identificação de danos usando caracterı́sticas de vibração estrutural são
amplamente utilizados porque mudanças nos parâmetros fı́sicos estruturais, como rigidez e
massa, também alteram as caracterı́sticas de vibração estrutural. Portanto, algumas técnicas
de monitoramento estrutural são usadas para adicionar uma mudança de massa transversal
auxiliar na estrutura para aumentar os efeitos de descontinuidades na resposta dinâmica e
facilitar a identificação e localização do dano. Zhang, Lie e Xiang (2013), propôs usa a curva
de deslocamento de frequência com uma massa auxiliar em uma estrutura para detecção
de danos (Nı́vel 2). Wang, Lie e Zhang (2016), usou um método nominado Frequency
Shift (FRESH) para explicar o comportamento dinâmico de estruturas fundidas com massa au-
xiliar. O método é considerado racional e computacionalmente operacional na identificação da
perda. As vigas danificadas através de trincas são comumente mais usadas para estimação
de dano (Nı́vel 1). A identificação de danos em vigas usando ML foi explorada por Ghadimi
e Kourehli (2017), neste estudo, os autores implementaram uma máquina de aprendizagem
extrema modificada para uma viga simplesmente apoiada, uma viga em balanço e uma viga
fixa-simplesmente apoiada, com e sem efeito de ruı́do, e pórticos usando frequências naturais
e formas modais. Os resultados indicaram que o método proposto é muito rápido e preciso
no problema de detecção e estimativa de fissuras em estruturas de vigas e pórticos (Nı́vel 2).
Gillich N.; Tufisi (2022) identificou a localização e a severidade de uma viga em balanço a par-
tir da frequência natural. A viga apresentou diferentes nı́veis de fixação (fixação ideal e não
ideal), e os resultados mostraram que os erros na estimativa da localização e severidade da
fissura (Nı́vel 4) utilizando Redes Neurais Artificiais, do inglês Artificial Neural Networks (ANN)
foram menores em comparação com o algoritmo Floresta de decisão, do inglês Random Fo-
rest (RF).

Diferentes classificadores estatı́sticos como Bayesiano, k vizinho mais próximo, do inglês K-
Nearest-Neighbor (kNN), RF e Máquina de Vetores de Suporte, do inglês Support Vector
Machine (SVM) foram usados em Rathod, Mukherjee e Deng (2020) para identificar danos
em uma placa por meio de sensores que extraem sinais subtraı́dos da linha de base. Os
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autores descobriram que os classificadores SVM e RF funcionaram melhor no conjunto de
dados construı́do, pois a taxa de erro foi a menor (Nı́vel 1). Liu e Meng (2005), descobriram
que o SVM é um método promissor para diagnosticar o dano. Eles aplicaram o SVM para
identificar e localizar danos em vigas em balanço, com e sem ruı́do (Nı́vel 2). Ashigbi et al.
(2021) implementou um sistema de inferência fuzzy para prever a profundidade e a localização
da trinca ao longo de quinze vigas rachadas, onde apenas uma estava intacta. As entradas
para o sistema Fuzzy foram a primeira frequência natural e a curtose do sinal de resposta
de vibração. Um conjunto de regras Fuzzy foi estabelecido por aprendizado de máquina a
partir dos conjuntos de dados experimentais e aplicado a funções de pertinência triangulares,
gaussianas, trapezoidais e em forma de sino. Este método demonstra uma solução prática
para abordar a avaliação contı́nua de danos e a tomada de decisões, ambos componentes
crı́ticos da estratégia SHM (Nı́vel 4).

1.3 METODOLOGIA

No SHM, uma abordagem tı́pica é monitorar, localizar, categorizar e estimar a severidade do
dano estrutural como um todo. Portanto, ainda é um grande desafio estabelecer um algoritmo
de monitoramento de aprendizado de máquina com uma forte capacidade de generalização
para sinais de monitoramento baseados em vibração de monitoramento multitarefa. Conside-
rada a escassez de investigações voltadas ao estudo de SHM utilizando ML que alcance o
Nı́vel 3: detectar e quantificar o dano, conclui-se que este trabalho possui clara contribuição
neste sentido. A geração de uma base de dados, que contenha todas as variáveis de inte-
resse, medidas de forma precisa e refinada, foi uma contribuição fundamental para ampliar o
conhecimento do problema.

A metodologia empregada neste trabalho está baseada na técnica de SHM baseada em sinais
de vibrações, considerada na literatura a mais versátil. A figura 1.2 ilustra o passo a passo
esquematizando a metodologia deste trabalho. Onde inicia-se pela aquisição da resposta
dinâmica da estrutura por uma interface de simulação e outra experimental. Seguido pela
estimação e averiguação para normalização usando ı́ndice de dano, além da geração do
banco de dados para alimentar os algoritmos de ML. O último passo é a fase de treinamento
e teste dos algoritmos e utilização dos dados de teste para identificar e quantificar danos na
estrutura.
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Figura 1.2. Fluxograma do processo de avaliação de danos usando conjunto de dados
de simulação numérica e experimental.

Portanto, para resolver o problema da pesquisa de como chegar ao Nı́vel 3 do SHM, sendo
este identificação e quantificação de dano, realizou-se uma avaliação em estrutural do tipo
viga metálica com diferente tipos de dano. O estudo dividiu-se em duas etapas:

• a primeira é a avaliação através da simulação numérica, onde a modelagem da viga
metálica foi realizada através do método dos elementos espectrais. Dois parâmetros
modais (frequência natural e a Função de resposta em frequência (FRF)) foram utili-
zados para extrair caracterı́stica da estrutura. Os ı́ndices de dano(DI), apresentado no
capı́tulo 3, foram utilizados então como dados para alimentar os algoritmos de ML, para
frequência natural e para FRF.

• a segunda avaliação se dá através de sinais de vibrações experimentais em uma viga
metálica reforçada com ı́mãs, os dados foram extraı́dos usando um sensor acelerômetro
na extremidade livre e aplicando uma força com martelo modal próximo a extremi-
dade engastada. A aquisição do sinal das FRFs foi realizado no programa Polytec.
A estimação do ı́ndice de dano foi realizado através do Critério de Garantia de Res-
posta de Frequência, do inglês Frequency Response Assurance Criterion (FRAC). No
capı́tulo 4, apresenta-se detalhadamente como foi gerado os dados. Posteriormente os
dados coletados foram organizando em uma tabela dividindo em saudável e danificado
(quantidade de dano) e por fim avaliação da robustez dos algoritmos de ML: kNN, SVM,
Árvore de Decisão, do inglês Decision Tree (DT), RF e Bayes Ingênuo, do inglês Naı̈ve
Bayes (NB) para o caso estudado.

1.4 OBJETIVOS

O objetivo deste trabalho reside em utilizar o SHM juntamente com cinco algoritmos de ML
supervisionados para alcance do Nı́vel 3: detectar e quantificar o dano da estrutura do tipo
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de viga metálica e viga metálica reforçada com ı́mãs através da sua resposta dinâmica. Bem
como avaliar a eficiência dos algoritmos ML em SHM e verificar a sua acurácia e robustez
para detecção e quantificação do dano para o caso de multiclasse .

1.4.1 Objetivos Especı́ficos

1. Modelar numericamente a viga metálica com e sem trinca usando o método do elemento
espectral;

2. Avaliar o dano na viga metálica reforçada com ı́mãs experimentalmente alterando a
perda de massa do reforço da estrutura;

3. Analisar o melhor ı́ndice de dano utilizando os parâmetros de vibrações do sistema.

4. Avaliar cinco algoritmos de aprendizado de máquina supervisionados para detecção e
quantificação de danos estruturais que são descritos com dados numéricos e experi-
mentais no contexto do SHM. Os algoritmos kNN, SVM, DT, RF e NB são usados neste
trabalho.

1.5 ESTRUTURA DO TRABALHO

Esta dissertação está organizada da seguinte forma:

Este primeiro capı́tulo é uma introdução do assunto estudado, traz uma contextualização e
motivação para realização do trabalho, além de algumas técnicas de SHM que são mais estu-
dadas. Nesta seção é apresentada a estrutura do trabalho.

O capı́tulo 2, apresenta uma revisão bibliográfica dos trabalhos publicados sobre os assuntos
estudados. Os trabalhos mais utilizados para o desenvolvimento deste trabalho estão listados
neste capı́tulo.

O Capı́tulo 3 traz uma fundamentação teórica explicando a formulação e como funciona a
detecção de trincas utilizando o elemento espectral de vigas, a formulação do ı́ndice de dano,
tanto para frequência natural, como para função de resposta em frequência e posteriormente
apresentação dos algoritmos de ML que foram estudados.

O Capı́tulo 4 , os resultados obtidos pelo método número e expõe a geração de dados do
processo de modelagem dinâmica e proposta dos ı́ndices de dano selecionados e avaliação
dos algoritmos de ML.

No Capı́tulo 5, os resultados do ensaio experimental são apresentados, bem como as respec-
tivas análises. Por fim, o Capı́tulo 6, apresenta as conclusões inferidas para este trabalho e
proposta para trabalhos futuros.
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2 REVISÃO BIBLIOGRÁFICA

Nas últimas décadas, com a crescente complexidade dos problemas a serem tratados com-
putacionalmente e com a evolução do big-data gerado por diferentes setores, tornou-se clara
a necessidade de ferramentas computacionais mais sofisticadas, reduzindo a necessidade
de intervenção humana. O ML, entra para solucionar esse problema, pois funciona como
uma disciplina que faz uso de toda uma série de procedimentos e algoritmos para identifi-
car padrões, agrupamentos ou tendências. Descreve como aprender e como fazer previsões
sobre dados, extrai informação útil para análise de dados, de maneira totalmente automática
(NELLI, 2015; MEHTA P., 2019).

As técnicas de ML focam mais nas previsões, onde a meta é encontrar uma função a partir dos
dados de treinamento que possa ser utilizada para prever um rótulo ou valor que caracterize
um novo exemplo, com base nos valores de seus atributos de entrada. Para isso, cada objeto
do conjunto de treinamento deve possuir atributos de entrada e saı́da. Dessa forma, utiliza-se
o modelo estimado em dados não vistos anteriormente, chamados de dados de teste, então,
pode-se comparar os dados de saı́da do modelo com o dado real a fim de avaliar a acurácia
e outras métricas, isto é, quão próximo do real, as previsões chegam, consequentemente
melhor será o modelo, quando se aproxima dos dados reais (FACELI K., 2011).

Os principais algoritmos de aprendizado são os métodos supervisionado, não supervisionado
e semi-supervisionado e aprendizagem por reforço (MALEKLOO et al., 2021; SANTOS E. FI-
GUEIREDO, 2016). O aprendizado supervisionado, precisa de um supervisor externo que
conheça a saı́da desejada pra cada evento, neste caso esse supervisor pode avaliar e rotular
os valores de saı́da, por exemplo, um conjunto de dados de condições danificadas e não dani-
ficadas, inicialmente o supervisor rótula as condições antes de treinar o algoritmo. As tarefas
mais comuns de aprendizado supervisionado são a de classificação de grupo e análise de re-
gressão. Os algoritmos não supervisionados são quando os algoritmos de ML não fazem uso
de atributos de saı́da, é recomendado como exemplo quando apenas os dados da estrutura
não danificada estão disponı́veis para treinamento, onde os métodos de detecção por agru-
pamento ou associação são as principais classes de algoritmos usados nessa situação. Uma
tarefa descritiva de agrupamento de dados, tem por meta encontrar grupos de objetos seme-
lhantes no conjunto de atributos. Outra tarefa descritiva é encontrar regras de associação que
relacionam um grupo de atributos a outro grupo de atributos (FACELI K., 2011).

No aprendizado semi-supervisionado, os dados são misturados entre classificados e não clas-
sificados. Essa combinação de dados rotulados e não rotulados é usada para gerar um mo-
delo apropriado para a classificação dos dados. Na maioria das situações, os dados rotulados
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são escassos e os dados não rotulados são abundantes. O alvo do semi-supervisionado
classificação é aprender um modelo que irá prever classes de futuras dados de teste melho-
res do que o modelo gerado usando os dados rotulados sozinho. O método de aprendizado
por reforço visa usar observações coletadas da interação com o ambiente para tomar ações
que maximizem a recompensar ou minimizar o risco (MOHAMMED M., 2017).

2.1 APRENDIZADO DE MÁQUINA PARA MONITORAMENTO DE INTEGRIDADE EM ES-
TRUTURA SEMELHANTE EM VIGAS

Nesta seção é apresentado uma revisão bibliométrica dos principais algoritmos tanto supervi-
sionados quanto não supervisionados para SHM em estruturas semelhantes a viga, os artigos
foram separados de acordos com os nı́veis de SHM. Na literatura entre os anos de 1996 a
2022, foram encontrados aproximadamente 92 artigos relacionados a este estudo. A seleção
das pesquisas foi realizada por meio do processo Proknow-C (ENSSLIN L.; PACHECO, 2012;
ENSSLIN S.R.; PEREIRA, 2014), que é um método robusto de seleção de artigos de re-
ferências teóricas.

O método Proknow-C consiste em seis etapas principais, mostradas na Figura 2.1. A etapa 1
seleciona palavras-chave de acordo com o tópico de pesquisa, bancos de dados de pesquisa,
perı́odo de tempo e outros filtros limitantes. O processo Proknow-C determina que o número
de artigos originados na primeira etapa deve estar entre 2.000 e 10.000 (ENSSLIN L.; TASCA,
2010). Assim, o repositório bruto foi composto por 8.538 artigos. A etapa 2 é filtrar artigos
e revistas, incluindo áreas de engenharia civil, mecânica e aeroespacial, o repositório bruto
consistia em 109 artigos. O passo 3 é a leitura dos tı́tulos de todos os artigos para selecionar
aqueles alinhados com o tema da pesquisa. O processo Proknow-C determina que o número
de artigos filtrados com tı́tulos alinhados deve ser inferior a 1.000 (ENSSLIN L.; TASCA, 2010).
Assim, o repositório de tı́tulos alinhados foi composto por 92 artigos. O passo 4 é selecionar os
artigos mais citados com base em uma regra de representatividade, como Pareto, os artigos
que compõem 80% das citações são selecionados para os repositórios, chegando a 25 arti-
gos; posteriormente, cria-se um repositório de autores, com artigos selecionados pelo método
de Pareto, e analisam-se artigos com autores de maior relevância, chegando a 6 artigos; além
de incluir artigos dos últimos dois anos, chegando a 36 artigos. O passo 5 é ler resumos
de artigos representativos e artigos recentes para selecionar os mais alinhados. Assim, o
repositório foi composto por 67 artigos. A etapa 6 é a verificação da disponibilidade e leitura
sistemática do conjunto final de artigos selecionados. Por fim, a seleção final após todas as
etapas do processo bibliométrico Proknow-C foi de 17 artigos.
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Figura 2.1. Etapas do processo Proknow-C.

A coleta de dados foi realizada no mês de maio de 2022, na plataforma Web of Science.
Entre 2018 e 2021, o número de estudos relacionados aumentou acentuadamente, com 13
publicações em 2018 e mais de 26 publicações em 2021. A Figura 2.2 mostra uma evolução
ascendente do uso de técnicas de ML aplicadas no monitoramento de estruturas semelhantes
a vigas.
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Figura 2.2. Evolução da aplicação ML em SHM ao longo dos anos.

Na Tabela 2.1, apresenta o número de publicações referentes a cada paı́s, com os Estados
Unidos à frente na produção cientı́fica com 7 publicações, seguido da Inglaterra, Colômbia,
Irã e Espanha, com 3, 2, 2 e 2 publicações, respectivamente.
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Tabela 2.1. Paı́ses de publicações aderentes ao tema

Paı́ses Quantidade de artigos

Estados Unidos 7
Inglaterra 3
Colombia 2
Irã 2
Espanha 2
Australia 1
Brasil 1
França 1
Alemanha 1
Italia 1
Nova Zealandia 1
Qatar 1
Coreia do Sul 1
Vietnã 1

A figura 2.3 mostra os 10 principais periódicos internacionais em que foram publicados
pelo menos 2 artigos cientı́ficos. Destaca-se a revista cientı́fica Sensor com um total de 7
publicações que abordam o tema.

0 1 2 3 4 5 6 7
Números de publicações

Sensors

SHM- an Internacional Journal

Mechanical Systems And Signal Processing

Smart Structures And Systems

Applied Sciences-Basel

Structural Control & Health Monitoring

Measurement

Automation In Construction

Journal Of Bridge Engineering

Sensors And Smart Structures Technologies

Figura 2.3. Os 10 principais periódicos nos quais os estudos filtrados foram publicados.

Uma rede bibliométrica realizada no VOSviewer exibe a ligação entre o SHM e o algoritmo ML
mais utilizado. O VOSviewer é uma ferramenta para mapear a rede de tópicos com base na
distância entre dois nós do assunto, onde a distância entre os nós indica a intensidade de seu
relacionamento e o tamanho do nó representa a ocorrência. A Figura 2.4 mostra uma visão
ampla dos tópicos mais discutidos na literatura que nos permitem entender profundamente as
tendências de pesquisa na área de SHM e ML. SHM, identificação de danos e detecção têm os
eventos de link mais altos com os métodos ML. Os algoritmos supervisionados mais usados
mostrados na Fig. 2.3 são SVM, DT, RF, ANN e kNN. Os algoritmos não supervisionados
são agrupamento k-means (KM), autoencoders e redes neurais. Neste sentido, guiados pela
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relevância e abrangência da literatura foram escolhidos as técnicas de ML utilizadas neste
trabalho aplicada ao monitoramento de estruturas.

Figura 2.4. Mapa de rede ML e SHM relacionando as palavras-chave presentes na
literatura.

Os principais trabalhos encontrados à analise são apresentados nesta seção subdividida em
algoritmos supervisionados e não- supervisionados. Como exposto no capı́tulo 1, o SHM
pode ser dividido em nı́veis, desta forma os artigos pesquisados foram divididos de acordo
com os nı́veis de SHM.

2.1.1 Algoritmos supervisionados

Sun, Santos e Caetano (2022a) usou a série temporal original de pesagem em movimento do
trem codificada em imagens para identificar danos na ponte. Eles usaram AdaBoost, SVM,
kNN e modelo de Classificação Linear (LC) e descobriram que o SVM leva a uma maior
precisão de previsão e menor tempo computacional (Nı́vel 1). Iyer et al. (2021) implementou
um sistema multi-robô com codificação de imagem capaz de monitorar e detectar defeitos de
superfı́cie em trilhos de trem, incluindo fraturas, agachamentos, ondulações e ferrugem. Os
resultados foram comparados a quatro algoritmos de aprendizado de máquina, Redes Neurais
Convolucionais, do inglês Convolutional Neural Networks (CNN), ANN, RF e SVM. Verificou-
se que o modelo CNN superou todos os algoritmos em análise. Portanto, o sistema proposto
ajudou a eliminar a necessidade de inspeção visual, pois o mecanismo de alerta automatizado
permitiu o rastreamento visual e baseado em localização em tempo real da detecção de falhas
nas linhas ferroviárias (Nı́vel 2).

Farrar C.R. (2007) usaram redes neurais, SVM e Algoritmos Genéticos, do inglês Genetic Al-
gorithms (GA) aplicados em SHM. Mais tarde, Nick W. (2015) estendeu o aplicativo ML em
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SHM usando classificadores gaussianos, SVM, RF e algoritmos Adaboost no monitoramento
(Nı́vel 1). Kurian e Liyanapathirana (2020) usaram três algoritmos de ML, kNN, SVM e RF,
para prever danos em estruturas de concreto com a ajuda da tecnologia de sensores. O algo-
ritmo classificador de RF gerou boas previsões em condições danificadas e não danificadas
com boa precisão em comparação com outros algoritmos (Nı́vel 1). Pratico et al. (2020) usou
oito classificadores ML (ou seja, percepção multicamada, CNN, RF e Classificador de Vetor
de Suporte, do inglês Support Vector Classifier (SVC)) para uma assinatura vibroacústica es-
pecı́fica em diferentes pavimentos de estradas rachadas, onde o classificador SVC tiveram
maior acurácia entre os métodos (Nı́vel 1). Daneshvar e Sarmadi (2022) propuseram um
novo método de detecção de danos multiplicando a densidade local de cada feição por seu
valor mı́nimo de distância nas amostras de treinamento. Além disso, eles consideraram a
regra do vizinho mais próximo de uma classe, calculada por meio de um novo método pro-
babilı́stico sob a teoria dos Valores Extremos Semi-paramétricos, do inglês Semi-parametric
Extreme Values (SEV). Estudos comparativos em duas pontes revelaram que o método SEV
é superior aos detectores de anomalias conhecidos, agrupamento de KM, modelo de mistura
gaussiana (GMM) e ANN, fornecendo menores taxas de erro e fornecendo melhor detecção
de danos (Nı́vel 1). O Particle Swarm Optimization and Support Vector Machine (PSO-SVM),
estudado por Cuong-Le et al. (2021), mostrou ser uma boa técnica para identificar danos em
estruturas treliçadas e pórticos usando parâmetros modais. He et al. (2021) combinou Redes
Neurais Convolucionais Profundas, do inglês Deep Convolutional Neural Networks (DCNN) e
Transformada Rápida de Fourier, do inglês Fast Fourier Transform (FFT) para detecção de da-
nos em um prédio de três andares. O resultado experimental mostrou que o método proposto
alcança alta precisão em comparação com algoritmos clássicos de aprendizado de máquina
como SVM, RF, kNN e eXtreme Gradient boosting (xgboost) (Nı́vel 1).

De acordo com Sun, Santos e Caetano (2022b), os algoritmos de aprendizado supervisionado
mais usados na construção de projetos estruturais e avaliação de desempenho de estruturas
são Regressão Linear, Regressão de Kernel, Algoritmos Baseados em Árvores, Regressão
Logı́stica, SVM, kNN e Redes Neurais. Vitola et al. (2017) e Tibaduiza et al. (2018) utilizaram
diferentes tipos de algoritmos kNN, aplicando uma rede de sensores piezoelétricos para obter
o banco de dados. No trabalho de Vitola, os autores inspecionam e avaliam os danos em um
perfil retangular de alumı́nio, uma placa de alumı́nio e uma placa composta. Os resultados
mostram que o kNN fino e o kNN ponderado tiveram melhor desempenho entre os algoritmos
estudados (Nı́vel 1). No artigo de Tibaduza, os autores analisaram uma estrutura sanduı́che
composta de Polı́mero Reforçado com Fibra de Carbono (PRFC) e uma placa composta de
PRFC, obtendo resultados semelhantes ao Vitola de acordo com o kNN. De Lautour e Omen-
zetter (2010) usaram a classificação supervisionada do vizinho mais próximo e a quantifição
do vetor de aprendizado para estudar uma estrutura de rack de laboratório de 3 andares assu-
mindo um estado não danificado e vários estados danificados. Os resultados mostraram que
ambas as técnicas de classificação foram capazes de classificar os danos (Nı́vel 1).

Salehi et al. (2018) estudaram três métodos de algoritmos supervisionados (SVM, kNN e ANN)
para avaliar o desempenho da abordagem de detecção de danos no estabilizador de asa de
aeronave submetido a carregamento dinâmico. Os resultados demonstram que a metodologia
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SHM desenvolvida usando ML detecta eficientemente danos em uma nova rede de senso-
res autoalimentada, mesmo com ruı́do e dados binários incompletos (Nı́vel 1). Coelho, Das
e Chattopadhyay (2009) apresentou uma metodologia para mineração de dados de sinal do
sensor em uma estrutura SHM para classificação de danos usando SVM. Uma estrutura de
árvore de decisão hierárquica foi construı́da para classificação de danos, e experimentos fo-
ram conduzidos em estruturas metálicas e mistas. Eles também demonstraram que usar uma
estrutura de árvore binária reduz a intensidade computacional de cada classificador suces-
sivo e a eficiência do algoritmo. Os resultados obtidos com essa classificação mostram que
esse tipo de arquitetura funciona bem para grandes conjuntos de dados, pois é necessário
um número reduzido de comparações (Nı́vel 1). Tsuchimoto K. e Kitagawa (2004) propôs um
sistema de detecção de danos estruturais que usa frequências naturais em uma estrutura de
cinco andares, modelada com um sistema de cisalhamento de cinco massas, os locais de
danos foram detectados pela primeira vez globalmente usando o método de ANN. A falha foi
identificada localmente pela determinação de mudanças na excentricidade da estrutura entre
os centros de rigidez e peso devido ao dano. A ANN apresentou boa acurácia na detecção de
danos (Nı́vel 2).

2.1.2 Algoritmos não-supervisionados

Abdeljaber et al. (2018) usaram CNN para identificar danos em uma estrutura de quatro
andares, usando caixas danificadas e não danificadas, onde 1D-CNN foi considerado bem-
sucedido (Nı́vel 1). Ebrahimkhanlou e Salamone (2018) implementaram autoencoders e uma
CNN para localizar fontes de Emissões Acústicas (EA). Eles usaram sensores em placas
de metal, com reforços conectados por rebites, para localizar danos e trincas de fadiga si-
muladas experimentalmente por testes de trincas Hsu-Lapis Nielsen. Os resultados mos-
tram que ambas as redes de aprendizado profundo podem aprender a mapear sinais de
EA para suas fontes (Nı́vel 2). Manjurul Islam e Kim (2019) propuseram uma detecção de
dano baseada em uma DCNN, que consiste em um sistema neural totalmente convolucional
com uma estrutura de classificação de codificação semântica que detecta danos e decodifica
com precisão. Os resultados experimentais indicam que o método proposto é altamente efi-
caz para a classificação de fissuras (Nı́vel 3). Mansouri Nejad et al. (2021) combinou ANN
com Decomposição de modo empı́rico, do inglês Empirical Mode Decomposition (EMD) e
Transformada Wavelet Discreta, do inglês Discrete Wavelet Transform (DWT) processando
respostas de aceleração medidas em uma plataforma semelhante a uma jaqueta offshore. Os
resultados indicaram que o DWT, em comparação com o EMD, possui um método de pro-
cessamento de sinal mais confiável na detecção de danos devido à melhor redução de ruı́do
(Nı́vel 1).

Nunes et al. (2021) implementou uma metodologia que combina métodos de classificação de
ANN supervisionados e não supervisionados (k-means clustering) para construir um classi-
ficador hı́brido. A robustez da abordagem proposta é avaliada por meio de dados obtidos a
partir de simulações numéricas e testes experimentais realizados em laboratório e in situ. O
classificador hı́brido teve um bom desempenho, identificando comportamentos previamente
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conhecidos e detectando novas condições estruturais (Nı́vel 2). Dang Mohsin Raza (2021)
aplicou quatro algoritmos proeminentes de aprendizado profundo, percepção de várias ca-
madas, rede de memória de longo prazo, 1D-CNN e CNN, para detectar danos estruturais
usando dados brutos. São investigados uma viga contı́nua 1D sob excitação aleatória, uma
estrutura de aço 2D submetida a movimento do solo por terremotos e uma ponte estaiada
3D sob cargas veiculares. Os resultados enfatizam a alta confiabilidade da 2D-CNN e o bom
equilı́brio entre a precisão e a complexidade da Memória Longa de Curto Prazo e da 1D-CNN
(Nı́vel 2). Yuan et al. (2020) apresentou resultados preliminares de modelagem dinâmica de
estruturas de vigas usando ANN informada por fı́sica. Os autores também incorporaram co-
nhecimento de domı́nio de NDI/SHM (inspeção visual, impacto) no pipeline de aprendizado de
máquina para avaliar o paradigma de detecção de medições de campo completo sem contato
para danos (Nı́vel 1).

Novos algoritmos foram testados para buscar eficácia na identificação de danos. Bull et al.
(2019) usou um algoritmo de classificação on-line para aplicar os dados da ponte Z24, um
conjunto de dados de usinagem de EA e medições de teste de vibração do solo. Eles desco-
briram que o aprendizado ativo melhora o desempenho da classificação online para detecção
de danos e classificação em experimentos (Nı́vel 3). Fathalizadeh Najib e Salehzadeh Nobari
(2021) estudaram um novo modelo de entrada exógena com um procedimento baseado em
um modelo autorregressivo não linear. Eles investigam o método usando o modelo de ele-
mentos finitos de uma viga conectada a um suporte rı́gido considerando uma camada adesiva
flexı́vel. O método proposto é vantajoso no banco de dados de padrões de danos e no pro-
cesso de identificação de danos com base em um modelo do mundo real e no reconhecimento
de padrões (Nı́vel 1).

Zanatta F. Barchi e Acquaviva (2021) detectou danos à infraestrutura em uma ponte rodoviária
e propôs uma nova abordagem SHM usando Spiking Redes Neurais (SRN) aplicada a dados
de sistemas microeletromecânicos (MEMS). O SRN pode efetivamente discriminar se uma
estrutura está em uma condição saudável ou danificada com um nı́vel de precisão semelhante
do ANN (Nı́vel 2). Perry, Guo e Mahmoud (2022) usaram um modelo de Processo Gaussiano
para prever fatores de intensidade de tensão em um fluxo de trabalho automatizado para
avaliar o mecanismo de fratura de estruturas de aço usando imagens de inspeção. Um U-
Net foi projetado para encontrar a localização do pixel de uma rachadura. O fluxo de trabalho
proposto permite uma inspeção fácil de trincas de aço e prevê a propagação de trincas a partir
de uma coleção de imagens brutas (Nı́vel 3).

2.2 MÉTODO DO ELEMENTO ESPECTRAL

O método do elemento espectral (SEM) foi proposto a partir da solução analı́tica da equação
de deslocamento de onda escrita no domı́nio da frequência (DOYLE, 1997; LEE, 2009). Uma
das maiores vantagens do SEM é o pequeno número de elementos necessários para repre-
sentam um sistema. Esse recurso leva a um nı́vel de eficiência computacional significativo em
análises dinâmicas e de propagação de ondas onde uma discretização fina é normalmente
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necessária seguindo as abordagens convencionais baseadas em elementos finitos. No traba-
lho atual baseado no SEM, as funções de forma do elemento são obtidas a partir da solução
exata de equações diferenciais e as soluções do sistema dinâmico são escritas na frequência
domı́nio. Esta caracterı́stica melhora a precisão da solução do sistema dinâmico (MACHADO
et al., 2022).

Devido ao SEM ser a solução exata das equações diferenciais que regem o problema, tornou-
se uma técnica adequada para modelar a detecção de danos estruturais. Em geral, as
alterações nas propriedades estruturais globais ou locais podem estar associadas a uma
imperfeição ou dano. Este comportamento pode ser explicado pela presença de uma fis-
sura ou trinca na estrutura introduzindo uma flexibilidade local que afeta a sua resposta.
Também gera mudanças mais evidentes nas ondas elásticas que se propagam na estrutura.
A propagação de ondas elásticas em uma estrutura danificada em bandas de média e alta
frequência usando SEM foi apresentada por Krawczuk, Palacz e Ostachowics (2002), Palacz
e Krawczuk (2002), Ostachowicz (2008), Machado, Appert e Khalij (2019), Dutkiewicz e Ma-
chado (2019) e Zhang et al. (2018). Palacz (2018) publicou uma visão geral dos métodos
espectrais para modelar e usar a propagação de ondas em problemas de detecção de danos.
Ng, Veidt e Lam (2011), Flynn et al. (2012), Machado e Santos (2015), Machado, Adhikari e
Santos (2017b) e Machado, Adhikari e Santos (2018) propuseram uma detecção de danos
estruturais incluindo parâmetros aleatórios e modelos estocásticos.

2.3 ÍNDICE DE DANO

Dano é a mudança feita em um sistema que afeta adversamente seu desempenho atual
ou futuro (FARRAR; WORDEN, 2006). Este conceito de detecção de dano envolve uma
comparação entre dois estados diferentes de um sistema. Várias abordagens têm sido desen-
volvidas para definir e extrair caracterı́sticas de sinal, por sua vez, identificar danos estruturais,
e dentre essas técnicas, destacam-se os ı́ndices de danos. Índices de dano ou ı́ndice de dano
(DI), é associado ao algoritmo de detecção de dano que consiste em comparar dois sinais e
retornar um valor escalar, que indica um nı́vel de dano presente na estrutura. O desenvolvi-
mento de DIs e algoritmos de identificação de danos continua sendo uma área aberta para a
aplicação prática do monitoramento estrutural (HO; EWINS, 2000; GIURGIUTIU, 2014b).

Su e Ye (2009) enumerou caracterı́sticas de sinais de ondas Lamb que podem ser usadas no
desenvolvimento de DIs, incluindo tempo de propagação, valor quadrático médio da raiz Rizzo
e Lanza (2006), Ghaffarzadeh et al. (2016), variação de sinal Rizzo e Lanza (2006), amplitude
pico a pico Su e Ye (2009), taxa de atenuação da energia de deformação (SHARMA; RUZ-
ZENE; HANAGUD, 2006; APETRE et al., 2008), impedância local Lee e Staszewski (2003),
entre outros. A comparação do método DIs para realizar a detecção de dano apresenta
complicações relacionadas à escala e amplitudes ou a inexistência de magnitude, o que di-
ficulta sua avaliação. Numerosos DIs foram propostos usando a propagação de ondas no
domı́nio do tempo. A raiz do desvio quadrado médio (RMSD) ou também chamada de norma
euclidiana Giurgiutiu e Roges (1998), Park, Yun e Roh (2006), Su e Ye (2009), DeLuca et al.
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(2020), o desvio percentual médio absoluto (MAPD) Tseng e Naidu (2002) covariância (COV)
Monnier (2006) e o desvio do coeficiente de correlação (CCD) Tseng e Naidu (2002), Giurgiu-
tiu (2014b), Stawiarski e Muc (2019) são as DIs mais utilizadas. Barreto et al. (2021) propu-
seram DIs normalizadas que avaliam sinais da estrutura no domı́nio do tempo. Eles também
investigam o efeito do ruı́do nas medições na estimativa de DIs. Em Sinou (2009) é apresen-
tando um revisão de trabalhos que utilizam parâmetros modais de estruturas e sistemas, bem
como diversas técnica de DIs que utilizam caracterı́stica dinâmica.

OWOLABI G.; SWAMIDAS e SESHADRI (2003) e KIN e STUBBS (2003) utilizaram respostas
dinâmicas medidas de vigas danificadas para detectar a presença de uma trinca e determinar
sua localização e tamanho. Maia J. M. M. Silva (2003), Maia N.M.M. (2011) propuseram
um indicador de quantificação de dano relativo usando uma adaptação do RVAC. Técnicas
vastamente abordadas na literatura são a função de correlação de forma global (GSC), a
função de correlação de amplitude global (GAC), a primeira função de correlação de amplitude
global (AIGSC) e a segunda função de correlação de amplitude global (AIGAC) Zang C. e
Imregun (2001), Critério de garantia de resposta de frequência (FRAC) Heylen e Lammens
(1996b), Critério de garantia de domı́nio de frequência (FDAC), Critério de garantia de vetor de
resposta (RVAC) PASCUAL R.; GOLINVAL e RAZETO (1997), PASCUAL e GOLINVAL (1999),
e Método de curvatura de resposta de frequência (PALACZ; KRAWCZUK, 2002). Todas essas
usam a diferença entre estruturas FRF danificadas e não danificadas para localizar ou estimar
danos (SINOU, 2009).
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3 FUNDAMENTAÇÃO TEÓRICA

Buscando obter o modelo para os problemas estudados, este capı́tulo apresenta a teoria base
da simulação numérica de viga saudável e viga trincada utilizando pra simulação Método dos
Elementos Espectrais, do inglês Spectral Element Method (SEM), para normalização dos da-
dos gerados foi estudado dois tipos de ı́ndices de danos, relacionado aos parâmetros mo-
dais(frequência natural e FRF), e a teoria base dos algoritmos de ML abordados.

3.1 MÉTODO DO ELEMENTO ESPECTRAL

A formulação de um modelo para uma estrutura usando o SEM é similar ao Método dos Ele-
mentos Finitos. O SEM consiste no deslocamento exato da equação de onda da solução
analı́tica no domı́nio da frequência, tornando-o mais adequado para resolver o problema da
trinca. A vantagem do SEM é o número reduzido de elementos necessários para modelar o
sistema em comparação com outros métodos computacionais e a solução exata do comporta-
mento de um viga em alta frequência pode ser obtida com baixo esforço computacional. SEM
tem sido usado em muitas aplicações de dinâmica estrutural, transmissão aérea (SOARES
Y.M.F, 2022), material inteligente (MOURA B.B., 2022; MACHADO M.R., 2022), monitora-
mento estrutural (MACHADO M.R.; DOS SANTOS, 2021), entre outros.

3.1.1 Elemento Espectral

Os deslocamentos nodais são v̂ e ϕ̂ e as forças nodais V̂ e M̂ presentes na viga de compri-
mento L. A Figura 3.1 ilustra um modelo de elemento espectral de viga saudável de dois nós
com dois graus de liberdade por nó e duas cargas nodais por nó.

Figura 3.1. Elemento espectral de viga de dois nós (MACHADO M.R.; DOS SANTOS,
2021)

A viga é assumida como esbelta com deslocamento nodal transversal e rotacional, cisa-
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lhamento e forças nodais de momento. Desprezando as deformações de cisalhamento, a
equação diferencial do movimento em sua forma espectral pode ser escrita como

d4v̂

dx4
− k4v̂ = F, (3.1)

A solução geral da equação (3.1) para este elemento é dada por

v̂(x,Ω) = a1e
−ikx + a2e

−kx + a3e
−ik(L−x) + a4e

−k(L−x), (3.2)

onde,
e(x,Ω) = [e−ikx e−kx e−ik(L−x) e−k(L−x)] ,

a = [a1 a2 a3 a4]
T ,

sendo L o comprimento da viga. Os números de onda, k, k1 e k2 são dados por

k2 ≡
√

Ω2ρA

EI
, k1 = ±k, k2 = ±ik, (3.3)

onde Ω é a frequência circular, E é o módulo de Young, A é a área da seção transversal, ρ é a
densidade, I é o momento de inércia e i =

√
−1. Usando um módulo de Young complexo, Ec =

E(1 + iη), introduz-se amortecimento estrutural interno onde η é o fator de perda estrutural
histerética. Os deslocamentos nodais espectrais e as rotações nodais espectrais de um viga
de Euler-Bernoulli podem ser alocados a um vetor de deslocamento d como no nó 1 (x = 0) e
no nó 2 (x = L)

d =


v̂1

ϕ̂1

v̂2

ϕ̂2

 =


v̂(0)

v̂′(0)
v̂(L)

v̂′(L)

 =


e(0,Ω)

e′(0,Ω)

e(L,Ω)

e′(L,Ω)

 (3.4)

onde a = HB(Ω)
−1d, e

HB(Ω) =


1 1 e−ikL e−kL

−ik −k ike−ikL ke−kL

e−ikL e−kL 1 1

−ike−ikL −ke−kL ik k

 .

O deslocamento dependente da frequência dentro de um elemento é interpolado a partir do
vetor de deslocamento nodal d, eliminando o vetor constante, é expresso por

v̂ = e(x,Ω)H−1
B (Ω)d. (3.5)

As forças de cisalhamento e os momentos de flexão definidos para a viga estão relacionados
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às forças e momentos definidos em uma forma nodal espectral como

f =


V̂1

M̂1

V̂2

M̂2

 =


−V (0)

−M(0)

V (L)

M(L)

 =


−v̂(0)′′′

−v̂(0)′′

v̂(L)′′′

v̂(L)′′

 . (3.6)

onde, ao aplicar condições de contorno,

f = EI


−ik3 k3 ie−ikLk3 e−kLk3

k2 −k2 e−ikLk2 −ekLk2

ie−ikLk3 −ekLk3 −ik3 k3

−e−ikLk2 e−kLk2 −k2 k2

a = G(Ω)a. (3.7)

Ao relacionar as forças nodais com o deslocamento nodal, tem-se

f = G(Ω)H−1
B (Ω)d = SB(Ω)d (3.8)

onde SB(Ω) = G(Ω)H−1
B (Ω) é a matriz de rigidez dinâmica do elemento espectral de viga de

Euler-Bernoulli.

3.1.2 Elemento Espectral de Viga com trinca

A trinca é modelada pela flexibilidade adimensional local representada por θ que é calculada
pelo teorema de Castigliano e pela lei da mecânica da fratura (TADA H.; PARIS, 1973). O
elemento contém dois nós com dois graus de liberdade cada, onde L é o comprimento, L1 é a
posição da trinca em relação ao nó 1 e a é a profundidade do a trinca, ilustrada na Figura 3.2.

Figura 3.2. Elemento espectral de viga rachado com dois nós (MACHADO M.R.;
DOS SANTOS, 2021)

Para a viga trincada, a solução da Eq. (3.1) é dada por

v̂l(x) = A1e
−i(k1x) +B1e

−(k2x) + C1e
−ik1(L1−x) +D1e

−k2(L1−x) (3.9)

v̂r(x) = A2e
−ik1(L1+x) +B2e

−k2(L1+x) + C2e
−ik1(L−(L1+x)) +D2e

−k2(L−(L1+x)) (3.10)
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onde v̂l e v̂r são os deslocamentos verticais à esquerda e à direita da trinca, respectivamente.
Os coeficientes A1;B1;C1;D1;A2;B2;C2 e D2 são determinados por condições de contorno,
da equação 3.11, 3.12 e 3.13.

Os coeficientes de ai, (i = 1 : 8) podem ser calculados como uma função dos deslocamentos
espectrais nodais, levando em conta as condições de contorno para o elemento. Assim, para o
elemento de viga trincado devem ser consideradas as condições de contorno nas extremidade
da viga e na posição da trica conforme segue:

• No lado esquerdo do elemento para (x = 0):

v̂l(x) = v̂1,
∂v̂l(x)

∂x
= ϕ̂1 (3.11)

• Na posição da trinca são considerados o deslocamento e a rotação para v̂l(x) então x =
L1, e para v̂r(x) onde x = 0,

v̂l(x) = v̂r(x)
∂v̂r(x)
∂x − ∂v̂l(x)

∂x = θ ∂2v̂r(x)
∂x2

∂v̂l(x)
∂x = ∂2v̂r(x)

∂x2

∂3v̂l(x)
∂x3 = ∂3v̂r(x)

∂x3

(3.12)

• No lado direito do elemento, assim (x = L− L1)

v̂r(x) = v̂2,
∂v̂r(x)

∂x
= θ̂2 (3.13)

A partir dos deslocamentos e das cargas nodais, obtém-se a matriz de rigidez de forma se-
melhante ao elemento espectral de viga saudável. No entanto, a matriz de rigidez dinâmica
do elemento espectral de viga rachado é escrita como

v̂1

θ̂1

0

0

0

0

v̂2

θ̂2





1 1 a b 0 0 0 0

−ik −k ika kb 0 0 0 0

a b 1 1 −a −b −c −d

iak − aθk2 bk − bθk2 −ik − θk2 −k − θk2 −ika −kb ikc kd

−k2a k2b −k2 k2 k2a −k2b k2c −k2d

−ik3a −k3b −ik3 k3 −ik3a k3b k3c k3d

0 0 0 0 f g 1 1

0 0 0 0 −ikf −kg ik k





a1

a2

a3

a4

a5

a6

a7

a8


(3.14)

onde a = eikL1 , b = e−ikL1 , c = e−ik(L−L1), d = e(L−L1), f = e−ikL, g = e−kL.

A Equação 3.14 recai na formulação geral do elemento, onde d = H1
c (Ω)a. Os coeficientes ai,

(i = 1 : 8) podem ser relacionados aos deslocamentos espectrais nodais pelas relações:
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ai = H−1
ci (v̂1) +H−1

ci2 (θ̂1) +H−1
ci3 (v̂2) +H−1

ci4 (θ̂2) (3.15)

Neste ponto, a matriz Hc(Ω)originalmente de dimensão 8x8 se reduz a uma matriz 8x4. Este
processo se dá conforme a na Equação 3.15, onde H1

cij (i= 1, 8; j = 1, 2, 7, 8) representa
os elementos da matriz inversa da Equação3.14. As forças espectrais nodais podem ser
representadas pela diferenciação dos deslocamentos espectrais v̂l e v̂r com relação a x, e
então podem ser representadas como no caso geral, tal que f = Gc(Ω)a e na forma matricial
como:


f̂1

f̂2

f̂3

f̂4




ik3 −k3 ik3a k3 0 0 0 0

−k2 k2 ik2a k2 0 0 0 0

0 0 0 0 ik3f ik3g −ik3 k3

0 0 0 0 −k2f k2g −k2 k2





a1

a2

a3

a4

a5

a6

a7

a8


(3.16)

A partir das cargas e deslocamentos nodais, Equação3.14 e Equação3.16, a matriz de ri-
gidez dinâmica dependente da frequência do elemento de viga de Euler-Bernoulli com uma
trinca transversal aberta e não propagante pode ser calculada relacionando a forca com o
deslocamento nodais,

f[4x1] = Gc(Ω)[4x8]H
−1
c (Ω)[8x4]d = S−1

c (Ω)[4x4]d (3.17)

sendo uma matriz 4x4 que descreve a matriz de rigidez dinâmica da viga trincada.

O coeficiente de flexibilidade da trinca θ é obtido pelo método de Castigliano, onde a flexibili-
dade na posição da trinca para um elemento espectral de viga unidimensional pode ser obtida
por

c =
72π

bh2

∫ ā

0
āf2(ā)dᾱ (3.18)

onde c coeficiente utilizado para obter a flexibilidade da fissura, b é a base e h é a altura da
seção transversal da viga; α é a variação da profundidade da trinca; M é o momento fletor na
posição da trinca e f é uma função de correção do fator de intensificação de tensão do modo
I que é escrito como

f(
α

h
) =

√
2h

πα
tan(

πα

2h
)
0.923 + 0.199(1− sin(πα/2h))4

cos(πα/2h)
(3.19)

e ā = a/h e ā = ᾱ/h flexibilidade sem dimensão local é dada por

θ =
EIc

L
(3.20)
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3.2 MÉTODOS DE ÍNDICE DE DANO USANDO PARÂMETROS MODAIS

Algumas técnicas de detecção de danos conseguem localizar e quantificar os danos ocorridos
em uma estrutura usando as mudanças observadas em suas caracterı́sticas dinâmicas. A
vibração é utilizada como indicador sensı́vel à integridade estrutural e pode ser usada para
monitorar o surgimento de dano, neste caso a detecção de danos é realizada comparando-
se dois estados da estrutura, uma considerada ı́ntegra e a outra danificada por meio de sua
assinatura de vibração. A identificação de danos por métodos vibracionais se baseia no fato
de que o dano causa mudanças nas propriedades fı́sicas de uma estrutura, como massa,
amortecimento e rigidez, alterando a resposta dinâmica como a frequência natural, frequência
de ressonância, forma do modo e FRF. Portanto, as mudanças nas caracterı́sticas dinâmicas
podem ser utilizadas como indicadores de danos quando comparadas à resposta original.
Neste trabalho, o foco está nos ı́ndices de danos baseados em frequência natural e FRF.

3.2.1 Índice de dano baseado na frequência natural

A mudança na frequência natural é utilizada em métodos de detecção de danos para averi-
guar a integridade da estrutura. Quando existe um dano na estrutura a rigidez é reduzida e
consequentemente a frequência natural diminui. A vantagem dessa técnica é que as medidas
podem ser realizadas de forma rápida e fácil, tornando-se muito barata para procedimentos
experimentais, devido ao grande número de pontos que são gerados. Além disso, é usado
os desenvolvimentos analı́ticos ou modelos de elementos finitos para obter o comportamento
dinâmico global do sistema não danificados. Permitindo assim a medição de pontos para
detecção rápida e eficiente das alterações em frequências, e a identificação da localização e
severidade do dano (SINOU, 2009).

Lifshitz e Rotem (1969) realizou uma das primeiras pesquisas que propunha usa a mudança
na frequência natural por meio de mudanças nos módulos dinâmicos para detectar danos
em elastômeros. Hearn e Testa (1991) demonstraram que a mudança na i-ésima frequência
natural pode ser aproximado pela equação 3.21, a expressão assume que o dano não altera
a matriz de massa.

∆ω2
i =

(ϵN (Φi))
T∆kn(ϵN (Φi))

ΦT
i MΦi

(3.21)

onde, M é a matriz de massa, Φi define o vetor de forma do modo, ith e ϵN (Φi) o elemento
vetor de deformação que é calculado a partir das formas de modo. kn é a mudança na matriz
rigidez devido à presença de danos.

Alguns pesquisadores comparam a frequência natural da estrutura não danificada e danifi-
cada, relacionado a diminuição associada a frequência. Deste modo, as frequências naturais
normalizadas que definem a proporção de danos frequência natural para a frequência natural
não danificada da estrutura pode ser dada pela equação 3.22.

NNFi =
ωdanificada
i

ωnão−danificada
i

(3.22)
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onde,ωdanificada
i e ωnão−danificada

i defino a i-ésima pulsação da estrutura não danificada e da-
nificada, respectivamente. Também pode ser estudado as mudanças percentuais nas nas
frequências naturais %Ci (equação 3.23), proposta por Sinou e Lees (2005).

%Ci = 100×
ωnão−danificada
i − ωdanificada

i

ωnão−danificada
i

(3.23)

Nos dois casos, as frequências naturais da estrutura não danificadas precisam ser cuidadosa-
mente estimadas para poder mostrar com precisão se as frequências medidas foram menores
do que esperado. Quando a estrutura tem pequenas trincas ou locais especı́ficos da trinca,
variação percentual das frequências naturais pode ser muito baixa e inferior a 1%. Os resulta-
dos clássicos indicaram que a trinca tem baixo efeito se estiver situada próxima a um nó dos
modos de vibração. A diminuição do fator %Ci é mostrada se a trinca estiver localizada onde o
momento fletor do modo ith é maior. Em seguida, aumente a profundidade da trinca, diminua
o fator %Ci , indicando perda de rigidez para a viga danificada.

Outro método semelhante ao anterior para estimar a severidade e a localização da trinca
considera apenas a frequência das estruturas danificadas. Diante disso, é necessário o co-
nhecimento das propriedades do material, como o módulo de Young e a densidade. Sinou
(2007) definiu outro indicador baseado nas mudanças na razão de frequências, descrito na
equação 3.24

%Ψdanificada
i,j = 100×

(
ωnão−danificada
i − ωdanificada

i

ωnão−danificada
j − ωdanificada

j

)
(3.24)

Uma das vantagens desse fator %Ψdanificada
i,j é que a razão de frequências para as estru-

turas não danificadas. Messina A. e Williams (1992) propuseram o Critério de Garantia de
Localização de Danos, do inglês Damage Location Assurance Criterion (DLAC) com base
sobre as mudanças nas frequências naturais, ver equação 3.25

DLAC(i) =

∣∣∆ωA
T∆ωB(i)

∣∣2
(∆ωA

T∆ωA)(∆ωB(i)T∆ωB(i))
(3.25)

onde, ωA é o vetor de mudança de frequência experimental, ωB a mudança teórica para dano
que está situado na i-ésima posição.

Os valores da DLAC variam entre zero(indica nenhuma correlação) e um (correlação exata).
Neste caso, a posição é definida quando a posição de ith dá altos valores para o DLAC.
Para danos múltiplos Messina A. e Contursi (1998) estendeu o DLAC, criando o Critério de
Garantia de Localização de Danos Múltiplo, do inglês Multiple Damage Location Assurance
Criterion (MDLAC)(equação 3.26), o objetivo é encontrar o vetor variável δxi que torna o
MDLAC igual a um, onde

MDLAC(i) =

∣∣∆ωA
T Scδxi

∣∣2
(∆ωA

T∆ωA)((Scδxi)T (Scδxi))
(3.26)
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onde Sc define a matriz de sensibilidade que contém as derivadas de primeira ordem de n

frequências naturais em relação a m variáveis de dano x.

3.2.2 Índice de dano baseado na função de resposta em frequência

Danos estruturais podem ser detectados usando a FRF que é uma razão entre a resposta
da estrutura e a força aplicada, para classificar o estado danificadas e não danificadas. Os
métodos disponı́veis na literatura que usam a diferença entre estruturas FRF danificadas e
não danificadas para localizar ou estimar danos, são eles: FRAC, Critério de Garantia de
Amplitude de Frequência, do inglês Frequency Amplitude Assurance Criterion (FAAC), Critério
de Forma Global , do inglês Global Shape Criterion (GSC), Critério de Amplitude Global ,
do inglês Global Amplitude Criterion (GAC), Integração Média GSC/GAC, do inglês Average
Integration GSC/GAC (AIGSC, AIGAC) e Índice de Danos de Monnier, do inglês Monnier’s
Damage Index (Di).

O FRAC é um ı́ndice de dano que representa a correlação entre os sinais FRF de teste e
referência (SAEED Z.; BERRUTI, 2021), onde uma correlação forte é indicada por 1 (nenhum
dano é encontrado), enquanto a correlação mais baixa é indicada por 0 (severidade do dano).
O FRAC é definido por

FRACij(ω) =
∥Hd

ij(ω)(H
u
ij(ω))

∗∥2

[Hu
ij(ω)(H

u
ij(ω))

∗][Hd
ij(ω)(H

d
ij(ω))

∗]
(3.27)

Outro indicador de dano que utiliza a função de correlação no domı́nio da frequência é o FAAC
(ZANG C.; IMREGUN, 2001; POLICARPO H.; MAIA, 2013), que é uma medida de diferenças
de amplitude, esta segue a mesma ideia do anterior, podendo ser denotado como

FAACij =
2
∥∥∥Hd

ij(ω)
(
Hu

ij(ω)
)∗∥∥∥[(

Hu
ij(ω)

)(
Hu

ij(ω)
)∗]

+
[(

Hd
ij(ω)

)(
Hd

ij(ω)
)∗] (3.28)

O GSC e GAC proposto por Zang C. e Imregun (2001), Zang e Imregun (2003), Zang C. e
Imregun (2003) foram utilizadas como ı́ndice de danos. Tanto o GSC quanto o GAC devem
retornar valores entre zero e um para todas as frequências da mesma forma que o FRAC
e FAAC visto anteriormente. Os indicadores GSC e GAC são definido pelas Eq. (3.48) e
Eq. (3.49)

GSC(ω) =
∥H∗

u(ω)Hd(ω)∥2

[H∗
u(ω)Hu(ω)]

[
H∗

d(ω)Hd(ω)
] (3.29)

GAC(ω) =
2 ∥H∗

u(ω)Hd(ω)∥
[H∗

u(ω)Hu(ω)] +
[
H∗

d(ω)Hd(ω)
] (3.30)

Além de GSC e GAC, Zang C. e Imregun (2003) calcula um único valor do ı́ndice de danos

25



definido como Integração Média das FunçõesGSC e GAC, definida nas Eq. (3.50) e Eq. (3.32)

AIGSC(ω) =
1

N

N∑
i=1

GSC(ωi) (3.31)

AIGAC(ω) =
1

N

N∑
i=1

GAC(ωi) (3.32)

onde N é o número da faixa de frequência. Os indicadores AIGSC e AIGAC são reais cons-
tantes entre zero e um para indicar dano total ou estrutura sem dano. ODiMonnier (2006)
(Eq. (3.33)) e sua versão modificada proposta por Banerjee S. e Mal (2007), Banerjee S. e
Mal (2009) (Eq. (3.34)). Ambos os DIs representa a diferença normalizada nos módulos entre
duas FRFs em dois estados estruturais diferentes e retornam um único valor real entre zero
e a unidade para uma determinada banda de frequência de interesse. No entanto, valores
mais próximos de zero representam danos menores (sem indicação de dano ou saudável)
enquanto que valores mais próximos de 1 representam danos maiores (danificado).

DI =

∑nc
i=1

∥∥∥Hu
ij(ω)H

d
ij(ω)

∥∥∥∑nc
i=1

∥∥∥Hu
ij(ω)

∥∥∥ nc = 1, 2, 3...n. (3.33)

DIs =

∥∥∥∥∥∥∥1−
(
Hd

ij(ω)
)T

∗Hd
ij(ω)(

Hu
ij(ω)

)T
∗Hu

ij(ω)

∥∥∥∥∥∥∥ (3.34)

onde, nc é a banda de frequência capturada do espectro, T indica a transposição do vetor
FRF.

3.3 ETAPAS DO APRENDIZADO DE MÁQUINA

As etapas do ML usadas para identificar e quantificar os danos, são apresentados na Fi-
gura 3.3. O processo começa com a extração do conjunto de dados, apresentada na seção 4,
seguida da divisão dos dados para treinamento e teste, para este trabalhado foi usado 80%
e 20%, respectivamente, e aplicação do algoritmo ML para classificar e fornecer informações
sobre a identificação do dano e quantificação. Toda a implementação do ML de detecção de
danos usando o aprendizado de máquina foi realizado com o pacote scikit− learn (PEDRE-
GOSA et al., 2011) em Python.
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Classificação:
K Vizinho mais próximo

Árvore de Decisão
Floresta Aleatória

Máquina de Vetor de Suporte
Naïve Bayes

Etiquetas

Coleta de 
dados

Começar

Extração de recursos

Dados de treinamento (80%) Dados de teste(20%)

Algoritmos de Aprendizado de Máquina

Modelo

Rotulos esperados

Terminar

Figura 3.3. Fluxograma da utilização do algoritmo ML no processo SHM.

A ferramenta disponı́vel no pacote Scikit − learn disponibiliza uma classificação binária ou
multiclasse, onde está última é uma tarefa de classificação com múltiplas classes. Para o uso
adequado desta ferramenta é primordial que o modelo seja selecionado corretamente, e só
assim deve-se decidir qual tipo de algoritmo, supervisionado ou não supervisionado, que me-
lhor abordará o problema. Então, escolhe-se um subconjunto de variáveis para treinar esses
modelos sem nenhum ajuste de hiperparâmetro, buscando a melhor métrica, geralmente com
menor tempo de treinamento(GéRON, 2019). Nesse contexto, as métricas de performance
são essenciais em várias etapas do processo de modelagem, por exemplo, na seleção do tipo
de modelo, na avaliação do modelo final, no monitoramento, entre outras. Dessa forma, é
necessário escolher a métrica adequada para o tipo de modelo e para o contexto.

Existem quatro métricas de avaliação, incluindo Acurácia (equação 3.35), Precisão (equação
3.36), Recall (equação 3.37) e F1-sore (equação 3.38), para avaliação da performance de um
modelo de classificação. Dessa forma, escolhe-se o melhor para avaliar o modelo de acordo
com o contexto do problema. O scikit− learn apresenta algumas formas de computar as qua-
tro métricas a partir do parâmetro average da função precisionrecallfscoresupport disponı́vel
na biblioteca. Os valores do parâmetro utilizados foram micro, macro e none. Com o valor
micro, computa-se as métricas contando o verdadeiros positivos, os falsos positivos, os verda-
deiros negativos e os falsos negativos de forma global sem distinguir por classe, por exemplo,
anomalia e não anomalia. Por outro lado, o valor macro calcula as métricas para todas as
classes, então, faz uma média aritmética entre os valores das classes. Por fim, o valor none
apenas calcula as métricas para cada classe sem fazer nenhuma ponderação (PEDREGOSA
et al., 2011).

Acuracia(y, ŷ) =
V P + V N

V P + FP + V N + FN
(3.35)

Precisao(y, ŷ) =
V P

V P + FP
(3.36)
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Recall(y, ŷ) =
V P

V P + FN
(3.37)

F1 = 2× Precisao×Recall

Precisao+Recall
(3.38)

onde y e ŷ representam os rótulos verdadeiros e os rótulos previstos. verdadeiros positivos
(VP) e falsos positivos (FP) são o número de verdadeiros positivos e são o número de falsos
positivos. verdadeiros negativos (VN) e falsos negativos (FN) são verdadeiros negativos e
falsos negativos, respectivamente.

O desempenho geral do algoritmo é avaliado pela precisão, que é a proporção de condições
de saúde e danos que foram classificadas corretamente. Portanto, apenas a precisão não
fornece informações suficientes para diagnosticar possı́veis erros cometidos pelos algoritmos.
Portanto, para entender as métricas de classificação, é necessário compreender a matriz de
confusão. A matriz de confusão é usada para rastrear a classificação do conjunto de dados,
possui linhas e colunas que representam a previsão de classe da severidade do dano. Esta
matriz permite compreender os padrões de detecção de danos e erros de classificação das
técnicas de ML. Os elementos da matriz indicam as condições dos dados como VP, VN, FP e
FN. A diagonal da matriz de confusão representa a taxa correta de detecção de dano. Assim,
o modelo ideal possui valores altos na diagonal e valores mı́nimos nas demais. A Figura 3.4
apresenta um exemplo de matriz de confusão para um algoritmo.

 R
ea

l

Si
m

N
ão

Sim Não

Valor Previsto

VP

FP

FN
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Figura 3.4. Matriz de confusão.

3.4 ALGORITMOS DE APRENDIZADO DE MÁQUINA

Nesta seção é apresentado os principais algoritmos de ML supervisionados, que foram estu-
dados no trabalho, sendo eles kNN, SVM, DT, RF e NB.

3.4.1 Classificador K-vizinho mais próximo

KNN é um dos métodos de aprendizado supervisionado mais simples (CUTLER; DICKEN-
SON, 2020a; MALEKLOO et al., 2021), é amplamente usado para reconhecimento de padrões
(KURIAN; LIYANAPATHIRANA, 2020). kNN pode ser usado para classificação e regressão,
onde dados com rótulos discretos geralmente usam classificação e dados com regressão de
rótulos contı́nuos. O algoritmo k-NN, em sua versão mais simples, considera apenas exata-
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mente um vizinho mais próximo, que é o ponto de dados de treinamento mais próximo do
ponto que queremos prever. A previsão é então simplesmente a saı́da conhecida para este
ponto de treinamento. Dependendo do valor de k, cada amostra é comparada para encontrar
similaridade ou proximidade com k amostras vizinhas. Por exemplo, quando k = 3, as amos-
tras individuais são comparadas com as três amostras mais próximas e, portanto, a amostra
desconhecida é classificada de acordo com a figura 3.5. A escolha ótima do valor de k é
altamente dependente dos dados, em geral, um maior suprime os efeitos do ruı́do, mas torna
os limites de classificação menos distintos.

Novo Ponto de Dados

Classe A

Classe B

Figura 3.5. Classificador K-Vizinho Mais Próximo.

A classificação é calculada a partir de uma votação por maioria simples dos vizinhos mais
próximos de cada ponto: a um ponto de consulta é atribuı́da a classe de dados com mais
representantes dentro dos vizinhos mais próximos do ponto, e para isso, utiliza-se uma métrica
entre os pontos espaços (CUTLER; DICKENSON, 2020a). As métricas mais comuns usadas
na literatura são Euclidiano, a distância entre dois vetores, Braycurtis, a distância entre duas
matrizes 1-D, Manhattan, a distância entre dois pontos é a soma das diferenças absolutas de
suas coordenadas cartesianas.Cosseno, a métrica de distância é usada principalmente para
calcular a similaridade entre dois vetores. É medido pelo cosseno do ângulo entre dois vetores
e determina se dois vetores estão apontando na mesma direção.

Euclideano − d(xi, yi) =

√√√√ d∑
l=1

(xli − yli)
2 (3.39)

Braycurtis − d(xi, yi) =

∑
|xi − yi|∑
|xi + yi|

(3.40)

Manhattan − d(xi, yi) =

n∑
i=1

|xi − yi| (3.41)

Cosine − d(xi, yi) =

∑n
i xiyi√∑n

i x
2
i

√∑n
i y

2
i

(3.42)

onde xi e yi são objetos representados por vetores no espaço ℜd, e xli e yli são elementos dos
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vetores, que correspondem aos valores da coordenada l (atributos). Após identificar as k clas-
ses de dados mais próximas, o maior número de classes é determinado como a nova classe
de dados. A classe a ser determinada depende do valor de k, e a precisão da classificação
pode mudar de acordo com o valor de k. Assim, com o hiperparâmetro definido como ’k=3’, os
valores da função peso são definidos como uniformes, representando que todos os pontos em
cada vizinhança são ponderados igualmente. O tamanho da planilha que afeta a construção
e a velocidade da consulta é definido como 30.

3.4.2 Árvore de Decisão e Floresta Aleatória

O algoritmo supervisionado de árvore de decisão pode visar variáveis categóricas, como a
classificação de uma declaração danificada ou não danificada e variáveis contı́nuas como re-
gressão para comparar o sinal com o estado saudável do sistema (MALEKLOO et al., 2021).
Aprender uma árvore de decisão significa aprender a sequência de perguntas se/senão que
nos leva à resposta verdadeira mais rapidamente. Uma árvore contém um nó raiz represen-
tando os recursos de entrada e os nós internos com informações de dados significativas. Cada
nó (também chamado de folha ou nó terminal) representa uma pergunta que contém a res-
posta. O processo interativo é repetido até que o último nó (nó folha) seja alcançado de forma
que o nó se torne impuro, de acordo com o esquema da figura 3.6 (CUTLER; DICKENSON,
2020b).

Nó Raiz

Nó Decisão

Nó Término Nó Decisão

Nó Término Nó Término

Nó Decisão

Nó Término Nó Término

DIVISÃO

A

B C

RAMIFICAÇÃO/ SUB-ÁRVORE

Figura 3.6. Esquema do classificador árvore de decisão.

Os dados ficam na forma de recursos binários em nosso aplicativo e um procedimento de
classificação é executado. No entanto, para casos de múltiplos danos a seleção de nó raiz e
nó interno não é trivial. Os resultados satisfatórios do algoritmo de aprendizado por árvore de
decisão irá depender do critério de escolha dos atributos, a seleção desses critérios é feita de
acordo com medidas estatı́sticas de seleção de atributos mais relevantes para a classificação,
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tais como Entropia e Índice de Gini (MALEKLOO et al., 2021), descritas a seguir

1. Entropia é o ganho de informação esperada, que caracteriza a impureza de uma coleção
arbitrária de exemplos. O cálculo da entropia total de um conjunto, é referente ao seu
atributo que delimita a classe das amostras, sendo a classificação final, definido na
equação 3.43. A equação 3.44 refere-se ao cálculo da entropia para cada atributo de
decisão utilizado para classificar suas amostras.

info(S) = entropia(S) = −
k∑

j=1

(
Cj

S

)
× log2

(
Cj

S

)
(3.43)

info(S,A) = −
m∑
i=1

(
Si

S

)
× info(Si) (3.44)

Onde:

Cj : quantidade de amostras da classe.

S: quantidade total das amostras.

Si: quantidade de amostras para a partição.

m: quantidade de partições.

info(Si): entropia total para a partição.

2. Índice de Gini é uma medida bastante conhecida, proposta por Corrado Gini, em 1912.
Se trata de um ı́ndice de dispersão estatı́stica que mede a heterogeneidade dos dados.
A equação 3.45 é o ı́ndice Gini, indicado para um conjunto de dados S, que contém n

registros, cada um com uma classe C − i. Se o conjunto S for particionado em dois ou
mais subconjuntos Si, O ı́ndice Gini dos dados particionados será definido pela equação
3.46 .

gini(S) = i−
K∑
i=1

p(Ci|n)2 (3.45)

gini(S) =

K∑
i=1

ni

n
gini(Si) (3.46)

Onde:

pi: probabilidade relativa da classe Ci em S.

n: número de registros no conjunto S.

K: número de classes.

ni: número de registros no subconjunto Si.

Quando todos os registros pertencem a mesma classe, o ı́ndice é igual a zero. Em compensação,
quando o ı́ndice se aproxima de um, os registros são distribuı́dos entre as classes. Quando
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utiliza o critério Gini, podem utilizar o menor valor do ı́ndice para a classificação, tendendo a
isolar em um ramo os registros que representam a classe mais frequente. Enquanto, que o
critério de entropia ,balanceia-se o número de registros em cada ramo.

O algoritmo floresta aleatória é um classificador de conjunto que consiste em muitas árvores
de decisão, onde a saı́da da classe é o nó composto por árvores individuais. O RF tem alta
precisão de predição, estabilidade robusta, boa tolerância a dados ruidosos e a lei dos grandes
números eles não superajustam, e tem sido usado para detecção de danos estruturais e tem
mostrado um melhor desempenho (ZHOU Q.; LEI, 2013). A principal vantagem do RF em
relação ao DT é que cada árvore é construı́da a partir de um conjunto de dados de treinamento
e a divisão de nós também acontece para um subconjunto aleatório de atributos. No final, um
simples a média de todas as previsões pode ser usada para encontrar a mais resultados
prováveis do modelo. RF funciona melhor se as árvores não são fortemente dependentes
uns dos outros e mostram um fraco correlação entre os atributos selecionados na divisão nó.
Ao contrário de DT, RF não é de todo interpretável e, para grandes conjuntos de dados, eles
podem levar muito tempo para treinar.

Os parâmetros desses algoritmos são caracterizados pelo número de árvores na floresta de
cem e a profundidade máxima definida para três. A divisão mı́nima da amostra é dois, o
que denota o número mı́nimo de amostras necessárias para dividir um nó interno. A folha de
amostras mı́nimas representa as amostras de treinamento em cada ramificação direita e os
valores da folha de amostra mı́nima são definidos como um. O valor máximo dos recursos é
definido como ’auto’, representando o número de recursos a serem considerados ao procurar
a melhor divisão.

3.4.3 Máquina de Vetor de Suporte

As máquina de vetores de suportes são técnicas de aprendizado de máquina supervisionadas
desenvolvidas a partir da teoria de aprendizado estatı́stico que podem ser usadas para a
classificação e regressão de dados agrupados. No caso de classificação linear, com duas
classes, seja {(xi, yi), ..., (xn, yn)}, um conjunto de dados de treinamento com n observações,
onde xi representa o conjunto de vetores de entrada e yi(+1,−1) é o rótulo de classe de xi,
o hiperplano é uma linha reta que separa as duas classes com uma distância marginal (como
visto na Fig. 3.7). O propósito de um SVM é construir um hiperplano usando uma margem,
definida como a distância entre o hiperplano e os pontos mais próximos que se encontram ao
longo da linha marginal denominados como vetores de suporte (OTCHERE T. O. ARBI GANAT;
RIDHA, 2020).

Pode-se definir o hiperplano pela Eq. (3.47), onde temos o produto escalar entre x e w adici-
onado ao termo b:

D(x) = wT .x+ b = c for − 1 < c < 1 (3.47)

onde x representa os pontos dentro do hiperplano, w são os pesos que determinam a orientação
do hiperplano e b é o bias ou deslocamento do hiperplano. Quando c = 0, o hiperplano de
separação está no meio dos dois hiperplanos com c = 1 e −1.
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Figura 3.7. Operação do algoritmo SVM.

O objetivo de um SVM é maximizar a margem de separação de dados da minimização de ||w||.
Este problema de otimização pode ser obtido como o problema de programação quadrática
dado pela Eq. (3.48).

min
||w||2

2
s.t yi(w

T .xi + b) ≥ 1 for i = 1, 2, ..., n (3.48)

onde ||w|| é a norma euclidiana.

Em situações reais, os aplicativos geralmente não são separáveis linearmente, isso ocorre
devido à presença de ruı́do nos dados ou o problema pode ser não linear. A adoção de
margens suaves relaxa as restrições impostas ao problema de otimização com a introdução
de variáveis de folga, permitindo que alguns dados tenham uma ou poucas instâncias mal
classificadas com menos violações de margem. No SVM, para controlar a minimização de
erros e a maximização da margem de classificação, é usado o parâmetro C, chamado de
penalidade ou regularização. O valor de C controla a margem, o número de vetores de suporte
e os erros de treinamento e teste, tendo grande influência no desempenho de classificação
do SVM. Pequenos valores de C maximizam a margem que pode levar ao underfitting e um
grande valor de C minimiza a margem que pode levar ao overfitting (THARWAT, 2019).

O SVM pode ser aplicado a problemas de classificação não linear usando funções kernel,
onde projeta o espaço amostral em um espaço dimensional superior onde os dados são li-
nearmente separáveis. Os núcleos mais usados são Polinomial (Eq.3.49) e Função de base
radial Gaussiana (RBF) (Eq.3.50) (THARWAT, 2019),

M(xi, yi) = ((xTi yi) + 1)d (3.49)

onde xi e yi são vetores no espaço de entrada, e d é o grau do núcleo polinomial.

M(xi, yi) = e−γ∥xi−yi∥2 (3.50)

onde γ é um parâmetro positivo para controlar a influência de novos recursos no limite de
decisão, e ∥xi − yi∥2 é a distância euclidiana entre xi e yi.
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Os hiperparâmetros de configuração deste algoritmo usaram a função de kernel linear, rbf e
poly, e uma pesquisa de grade para determinar o C=100, que é um parâmetro de penalidade.
A estratégia multiclasse utilizada foi um contra um.

3.4.4 Bayes Ingênuo

Os métodos Bayes Ingênuo são um conjunto de algoritmos de ML, sendo um método de
classificação probabilı́stico baseado no teorema de Bayes com a suposição de independência
entre atributos, considerada uma técnica simples para construção de classificadores com mo-
delos que atribuem rótulos de classes a instâncias do problema, representadas como vetores
de valores de atributos, onde os rótulos de classes são desenhados de algum conjunto finito.
O teorema de Bayes estabelece a seguinte relação, dada a variável de classe y e vetor de
caracterı́stica dependente através x1, xn (ZHANG, 2004).

P (y|x1, ..., xn) =
P (y)P (x1, ..., xn|y)

P (x1, ..., xn)
(3.51)

Os classificadores Bayes Ingênuo funcionam muito bem em muitas situações reais, pois ele
requer uma pequena quantidade de dados de treinamento para estimar os parâmetros ne-
cessários. Além de serem extremamente rápidos em comparação com métodos mais sofisti-
cados. Foi escolhido três classes de Bayes Ingênuo no scikitlearn, Gaussian-NB, Multinomial-
NB e Bernoulli-NB(FLACH; LACHICHE, 2004). Em seguida, cada classe foi descrita detalha-
damente:

1. Gaussiano-NB implementa o algoritmo Gaussian Bayes Ingênuo para classificação, as-
sumindo uma distribuição gaussiana, equação 3.52

P (xi|y) =
1√
2πσ2

y

exp

(
−(xi − µy)

2

2σ2
y

)
(3.52)

Os parâmetros σy e µy são estimados usando a máxima verossimilhança.

2. Multinomial-NB implementa o algoritmo para dados distribuı́dos multinomialmente, pode
ser usada para classificar textos. A distribuição é parametrizada por vetores θy =

(θy1, ..., θyn), onde n é o número de recursos e θyi é a probabilidade P (xi|y) de ca-
racterı́stica aparecendo em uma amostra pertencente à classe. Os parâmetros θy é
estimado por uma versão suavizada de máxima verossimilhança, ou seja, contagem de
frequência relativa (MCCALLUM; NIGAM, 1998).

θ̂yi =
Nyi+α
Ny+αn (3.53)

onde Nyi =
∑

xϵT xi é o número de vezes que o recurso i aparece em uma amostra de
classe y no conjunto de treinamento T , e Ny =

∑n
i=1Nyi é a contagem total de todos os

recursos para a classe y. α ≥ 0 é considerado piores de suavização, α = 1é chamado
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de alisamento de Laplace, enquanto α < 1é chamado de alisamento de Lidstone.

3. Bernoulli-NB implementa os algoritmos com distribuições multivariadas de Bernoulli,
isto significa, que pode haver vários recursos, mas cada um é considerado uma variável
de valor binário (Bernoulli, booleano)(MCCALLUM; NIGAM, 1998). BernoulliNB pode
funcionar melhor em alguns conjuntos de dados, especialmente aqueles com documen-
tos mais curtos. É aconselhável avaliar ambos os modelos, se o tempo permitir. A seguir
está a equação 3.54

P (xi|y) = P (xi = 1|y)xi + (1− P (xi = 1|y))(1− xi) (3.54)

Os classificadores Bayes Ingênuo são altamente escaláveis, exigindo um número de parâmetros
lineares no número de variáveis em um problema de aprendizado. O treinamento de máxima
verossimilhança pode ser feito avaliando uma expressão de forma fechada, ou seja, pode-se
trabalhar com o modelo ingênuo de Bayes sem aceitar a probabilidade bayesiana ou usar
qualquer método bayesiano. Uma vantagem do Bayes Ingênuo é poder treinar um modelo
com um pequeno número de amostras (RUSSELL S., 2003).
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4 RESULTADOS SIMULAÇÃO NUMÉRICA

Os dados são essenciais para ciência e aprendizado de máquina, por essa razão precisam ser
os mais confiáveis possı́veis. É recomendado que as amostras de dados sejam maiores de
que 50 elementos, ou seja, quanto mais dados, a amostra é considerada mais significativo em
relação a todo o conjunto de elementos. Gerar um conjunto de dados confiáveis começa pela
definição e identificação de um problema, definido no capitulo 1. O problema se baseia em
alcançar o nı́vel 3 do SHM em vigas metálica engastada, a partir disso, os dados são extraı́dos
da estrutura usando parâmetros modais e posterior normalização dos dados usando alguns
ı́ndices de dano, detalhados na seção 2 do capı́tulo 3. O processo de normalização se dá
por alterar a escala para que o menor valor seja 0(zero) e maior valor 1(um). Isso não altera a
relação entre os dados, mas influência no estudo, pois alguns algoritmos não funcionam bem
se os valores máximo ou mı́nimos não estiverem normalizados. Desde modo, percebe-se a
importância de tratar e preparar os dados para a escolha certa do algoritmo. Neste capitulo
é mostrado o tratamento dos dados da simulação numérica e o resultado do monitoramento
estrutural via algoritmos de ML.

4.1 CONJUNTO DE DADOS

Os métodos de detecção de danos foram aplicados para identificar e quantificar danos estru-
turais por meio de alterações na assinatura do comportamento dinâmico do sistema. Quando
uma trinca se propaga em uma estrutura, ela modifica a rigidez local, o amortecimento e a
massa, alterando a resposta dinâmica e os parâmetros modais do sistema. Portanto, es-
sas mudanças nas caracterı́sticas dinâmicas podem ser usadas como indicadores de danos
quando comparados ao sinal original. Assim, os ı́ndices de danos baseados na frequência
natural das vigas e na FRF são usados para detecção de danos neste trabalho.

O sistema simulado é uma viga em balanço modelada pelo método dos elementos espectrais,
brevemente descrito na seção 1 do Capı́tulo 3. A viga é excitada com uma força unitária
aplicada na extremidade livre, e a resposta é obtida no mesmo ponto. A viga tem comprimento
L = 1m, largura de 0,01 m e altura de 0,03 m. A trinca localiza-se em L1 = 0, 5L, e a
profundidade da trinca varia de 5 a 35% da seção transversal da viga. As propriedades do
material são módulo de Young de 2,1 GPa e densidade de massa de 7800 kg/m3. A trinca
estrutural reduz a rigidez do sistema induzindo uma mudança nas frequências de ressonância,
que podem afetar diferentes formas modais dependendo da localização da trinca. A Figura 4.1
demonstra o efeito de uma trinca com diferentes graus de severidade na resposta dinâmica
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da viga, sendo que neste caso as formas quarto, quinto e sexto modo foram as mais afetadas
pelo dano. Além disso, os FRFs e as frequências naturais, estimados a partir da resposta
dinâmica, são empregados para calcular os DIs.
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Figura 4.1. Projeto esquemático da viga em balanço, a forma modal e as FRFs de
inertância para diferentes nı́veis de profundidade de fissura.

O Índice de dano (DI) é formulado comparando-se um sinal de referência, geralmente de-
rivado do sistema considerado sem danos ou com assinatura saudável, ao fornecido pelo
sistema na presença de descontinuidade ou dano(BARRETO et al., 2021). Várias aborda-
gens do DI foram desenvolvidas para extrair caracterı́sticas de sinal em diferentes domı́nios
visando a identificação de dano estrutural com base em um indicador que descreve o dano,
detalhados na seção 2 do capı́tulo 3. Os DIs estão associados às técnicas de estimativa para
quantificação de danos e revelam informações importantes sobre o estado de saúde estrutu-
ral. Portanto, a DI se apresenta em valores entre zero à um, onde a um não acusa nenhum
dano. Um valor menor até zero indica a presença de uma trinca e sua severidade dentro do
cenário de análise. Este trabalho utiliza o DI como informação de estrutura para os dados de
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treinamento e teste nos algoritmos multiclasse de ML. A trinca na estrutura reduz sua rigidez
induzindo uma mudança nas frequências de ressonância, que podem afetar diferentes formas
modais dependendo da localização da trinca.

4.1.1 Conjunto de dados 1: DI estimado a partir da frequência natural

Numerosos métodos consideraram mudanças de frequência natural para detectar anomalias
e danos estruturais. Danos estruturais reduzem sua rigidez local e induzem uma mudança
de frequência natural (MACHADO M. R.; SANTOS, 2018). Uma maneira de formular o DI a
partir da normalização da frequência natural é descrita por (SINOU, 2009), que relaciona a
frequência natural do sistema não danificado com o estado sob dano. Assim é empregado
para criar um indicador para classificar a integridade da estrutura, visto na equação 3.23do
capı́tulo 3.

O conjunto de dados foi construı́do usando três frequências naturais da viga metálica engas-
tada, que para o estado não danificado são ω4 = 865 Hz, ω5 = 1430 Hz e ω6 = 2136 Hz,
relacionado às formas do quarto, quinto e sexto modo. Na elaboração do conjunto de dados,
valores aleatórios de DIs foram gerados para o treinamento e teste de algoritmos de ML em
um total de 200 amostras. A flexibilidade da fissura empregada para modelar a trinca foi con-
siderada como variável aleatória modelada com distribuição normal e coeficiente de variação
de 10%. Table 4.1 lista as frequências naturais da viga danificada com uma profundidade de
trinca de 5, 10, 15, 20, 25, 30 e 35% e seus respectivos DIs.

Tabela 4.1. Obtenção das frequências naturais saudáveis e danificadas e cálculo do
ı́ndice de dano

Profundidade da fissura
Frequência Natural(ω)(Hz) Índice de Dano(DI)

ω4 ω5 ω6 DI(ω4) DI(ω5) DI(ω6)

Sem Dano 865 1430 2136 1 1 1
5% 863 1429 2132 0.997 0.999 0.998

10% 860 1426 2124 0.994 0.997 0.994
15% 852 1421 2104 0.985 0.994 0.985
20% 849 1419 2099 0.981 0.992 0.983
25% 841 1412 2080 0.972 0.987 0.973
30% 816 1389 2025 0.943 0.971 0.948
35% 803 1377 2000 0.928 0.963 0.936

O conjunto de dados consiste em três frequências naturais (ω4, ω5, ω6) para a viga intacta
e danificada considerando toda a profundidade da trinca, três clusters de DI (DI1,2,3), e a
classificação dos múltiplos diz respeito à severidade do dano. A Figura 4.2 mostra um gráfico
de dispersão do cluster de conjuntos de dados correlacionados de DIs para as trincas de
tamanho 5, 10, 15 e 20%. Particularmente, as Figs. 4.2a e 4.2c apresentam a correlação
entre DI1 e DI2, Figs. 4.2b e 4.2d correlacionam DI3 e DI2, todos calculados para as formas
quarto e quinto modo. Dos pontos de nuvem, não é claro a classificação da severidade da
trinca em até 10%. Para profundidade de trinca de 15 e 20%, temos os pontos espalhados pela
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faixa de DIs. Portanto, não está claro, a priori, se o algoritmo ML pode classificar corretamente
a severidade do dano. DI entre 1 a 0,98 é considerado um estado saudável da estrutura, e
valores de DI mais baixos indicam uma condição danificada.

0.96 0.97 0.98 0.99 1.00
DI2

0.965

0.970

0.975

0.980

0.985

0.990

0.995

1.000

D
I 1

5% Dano
10% Dano
15% Dano
20% Dano

(a) DI(ω4)

0.960 0.965 0.970 0.975 0.980 0.985 0.990 0.995 1.000
DI2

0.965

0.970

0.975

0.980

0.985

0.990

0.995

1.000

D
I 3

5% Dano
10% Dano
15% Dano
20% Dano

(b) DI(ω4)

0.970 0.975 0.980 0.985 0.990 0.995 1.000
DI2

0.970

0.975

0.980

0.985

0.990

0.995

1.000

D
I 1

5% Dano
10% Dano
15% Dano
20% Dano

(c) DI(ω5)

0.975 0.980 0.985 0.990 0.995 1.000
DI2

0.970

0.975

0.980

0.985

0.990

0.995

1.000

D
I 3

5% Dano
10% Dano
15% Dano
20% Dano

(d) DI(ω5)

Figura 4.2. Correlações de DIs para profundidade de trinca de 5, 10, 15 e 20%
estimadas com ω4 e ω5.

A Figura 4.3 mostra um gráfico de dispersão do conjunto de dados correlacionado obtido para
a viga danificada com profundidade da trinca de 25, 30 e 35%. Figure 4.3a exibe a correlação
DI1 e DI2 calculada com a quarta frequência natural, Fig 4.3b com a quinta frequência natural
e Fig 4.3c com a sexta frequência natural. Nas profundidades de trincas de 25, 30 e 35%, os
DIs tendem a se reunir em torno de 0,97, 0,95 e 0,92, respectivamente. Ainda assim, uma
estimativa falso positiva pode acontecer no processo de prognósticos devido à alta correlação
de pontos para todas as frequências naturais. A partir de então, seguindo os valores de DI,
o conjunto de dados foi rotulado em quatro classes de integridade, 25-Dano, 30-Dano e 35-
Dano. DI superior a 0,98, compreendendo a severidade da trinca entre 1 a 20%, foi assumida
condição de saudável da estrutura.
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Figura 4.3. Correlações de DIs para profundidade de trinca de 25, 30, 35% estimadas
com ω4, ω5 e ω6.
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4.1.2 Conjunto de dados 2: DI estimado a partir do FRF

A função de resposta também tem sido usada para detectar danos estruturais e calcular
ı́ndices de danos. O FRAC (HEYLEN; LAMMENS, 1996a) é usado neste trabalho. FRAC
é um ı́ndice de dano que correlaciona sinais da FRF, onde uma forte correlação é indicada
por uma unidade, o que representa estado sem dano. Em contraste, a menor correlação, ten-
dendo a zero significa condição de dano e sua severidade. A equação (3.27) formula o FRAC
que compara o sinal FRF da viga trincada (Hd

ij) e da viga ı́ntegra indicada por (Hu
ij). Como

uma trinca influencia diretamente a vibração do sistema, o DI pode detectar e quantificar o
dano. O ı́ndice compara os FRFs da viga em condição trincada e intacta, portanto, toda as
informações de resposta de energia do espectro é incorporado no FRAC.

Os FRAC DIs foram calculados usando o FRF da viga em condições intactas e danificadas
para o dimensionamento da trinca da viga 10, 15, 20, 25 e 30% da seção transversal da
viga. Nesta simulação, 3% e 5% de ruı́do branco foi incorporado nas FRFs para investigar
a robustez do algoritmo ML na detecção de danos. A Figura 4.4(a-f) mostra a correlação
entre FRAC DI2 e DI1,3 obtida com o conjunto de dados contendo 150 amostras para cada
severidade da trinca. Ao contrário das frequências naturais DI, o FRAC DI obteve uma melhor
classificação dos pontos de nuvens em relação à severidade da trinca e DI. A partir dos pontos
da nuvem, os DIs associado a severidade da trinca seguem uma tendência ao redor da faixa
de dano correspondente. Portanto, espera-se que o algoritmo ML classifique corretamente a
severidade do dano, onde DI entre 1 a 0,98 é considerado um estado saudável da estrutura,
profundidade de trinca de 10, 15, 20, 25 e 30% estão associados a 0,0 0,95, 0,8, 0,7, 0,6 e 0,5,
respectivamente. A partir de então, seguindo os valores DI, o conjunto de dados multiclasse
foi rotulado como integridade, 10-Dano, 15-Dano, 20-Dano, 25-Dano e 30-Dano.
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Figura 4.4. Correlações FRAC DIs para profundidade de trinca de 0, 10, 15, 20, 25 e
30% estimadas com FRFs sem ruı́do e com ruı́do.
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4.2 AVALIAÇÃO DO DANO UTILIZANDO DADOS DE SIMULAÇÃO NUMÉRICA

Cada algoritmo possui hiperparâmetros que devem ser configurados e testados para seu de-
sempenho ideal nos casos de aplicação. No caso SVM, a função de kernel linear, rbf e poly
foi usada e uma pesquisa de grade foi usada para determinar os parâmetros de penalidade
como C=100. A estratégia multiclasse utilizada foi um contra um. A tolerância para o critério
de parada é definida como 1e−3, suficiente para satisfazer o critério de erro. Para o KNN, o
número de vizinhos é definido como k=3 e a métrica é definida como euclidiana, braycurtis,
manhattan e cosine. O valor dos pesos da função é definido como uniforme, o que significa
que todos os pontos em cada vizinhança são ponderados igualmente e o tamanho da folha
que afeta a construção e a velocidade da consulta é definido como 30. No RF e DT, o número
de árvores na floresta é 100 e a profundidade máxima é definida como 3. A divisão mı́nima da
amostra é definida como 2, que denota o número mı́nimo de amostras necessárias para dividir
um nó interno. A folha de amostra mı́nima representa as amostras de treinamento em cada
uma das ramificações certas e os valores mı́nimos de folha de amostra são definidos como
1. O valor máximo de recursos é definido como ’auto’, representando o número de recursos
a serem considerados ao procurar a melhor divisão , e foi utilizado o critério ı́ndice de Gini
e Entropia. Na classe Bayes Ingênuo, o caso Gaussiano-NB, Bernoulli-NB e Multinomial-NB
foram definido.

4.2.1 Detecção de dano usando frequência natural-DI

A quantificação do dano usando a frequência natural-DI considerou a viga em condição intacta
e danificada com severidade da trinca de 25, 30 e 35%, incluindo, portanto, quatro classes na
identificação do dano. A tabela 4.2 detalha a comparação da acurácia de detecção de dano,
os algoritmos foram avaliados segundo as configurações,

O resultado da classificação do algoritmo definido para dados de teste é avaliado pelo critérios
métricos Acurácia, Precisão, Recall e F1 score, o valor de acurácia está mostrado na Tabela
4.2, no gráfico 4.5, 4.6 e 4.7 são mostrados os valores de Precisão, Recall e F1 score. A pre-
cisão métrica representa quão bem o modelo adivinhou corretamente todas as classificações
de classes positivas. A recall representa o número de classes positivas previsões feitas de to-
dos os exemplos positivos no conjunto de dados, e o F1-score é a média entre a precisão e o
recall. A comparação da acurácia da estimativa de detecção de danos varia entre 15% a 85%
entre os algoritmos de ML para as frequências naturais dos três DIs, ω4, ω5 e ω6. No caso das
métricas(kernel) de SVM, Linear, alcançou maior acurácia com 88%, 55% e 68% para DI(ω4),
DI(ω5), DI(ω6 ), respectivamente. A métrica de maior acurácia no KNN foi a euclidiana com
70% para as três frequências naturais de DIs. Nos algoritmos de RF e DT, a melhor métrica foi
de Entropia variando de 62% a 85%. Dentre todos os algoritmos o que teve maior robustez foi
NB Gaussiano, com 90%, 62% e 73% para DI(ω4), DI(ω5), DI(ω6). As métricas precisão, recall
e F1-score seguiram o resultados de acurácia, validando a estimativa de dano do algoritmo.
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Tabela 4.2. Resultado da comparação de acurácia entre as métricas de cada algoritmo
de ML proposto, usando frequência natural DI.

Algoritmos de ML Métricas
Acurácia(%)

DI(ω4) DI(ω5) DI(ω6)

SVM
Linear 88 55 68
Poly 85 62 73
Rbf 85 65 70

KNN

Euclidiano 70 70 70
Braycurtis 68 68 68
Manhattan 68 68 68
Cosine 28 40 28

NB
Gaussiano 90 62 73
Bernoulli 15 15 15
Multinomial 15 15 15

RF
Gini 85 65 73
Entropia 85 68 73

DT
Gini 78 65 62
Entropia 80 65 62
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Figura 4.5. Correlação de precisão para as frequências naturais de DIs.
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Figura 4.6. Correlação de recall para as frequências naturais de DIs.
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Figura 4.7. Correlação de F1-score para as frequências naturais de DIs.

Os resultados de acurácia estão diretamente ligados ao conjunto de dados, desta forma como
visto na figura 4.3, a correlação dos dados do DI(ω4), mostra uma melhor classificação dos
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pontos de nuvens em relação à severidade da trinca e DI. Portanto, os algoritmos SVM Linear,
KNN Euclideano, NB Gaussiano, RF Entropia e DT Entropia se mostraram robustos e eficazes
para esta aplicação.

Portanto, apenas essas métricas não fornecem informações suficientes para diagnosticar
possı́veis erros associados a estimação feita pelos algoritmos. Assim, a matriz de confusão
também é usada para rastrear a classificação do conjunto de dados. Neste caso, foi mostrada
a matriz de confusão dos algoritmos considerados mais robustos no estudos, SVM Linear,
kNN Euclideano, NB Gaussiano, RF Entropia e DT Entropia. As Figuras 4.8, 4.9 e 4.10 mos-
tram as matrizes de confusão contendo valores e porcentagens preditas pelos algoritmos de
ML. Onde, as Figuras 4.8(a, c, e) são estimadas pelo SVM, Figuras 4.8(b, d, f) pelo KNN,
Figuras 4.9(a, c, e) com Bayes Ingênuo, Figuras 4.9(b, d, f) usando RF, e Figuras 4.10(a-c)
pela árvore de decisão.

A acurácia do algoritmo da SVM Linear para DI(ω4) atingiu 88% devido a dois erros de
classificação na amostra para a condição de 25 danos, com quatro amostras assumida como
sem dano e uma amostra sem dano classificada como 25 danos. Para kNN Euclideano, a
acurácia foi de 70% no DI(ω4), DI(ω5) e DI(ω6) devido a erros de classificação em todas as
amostra, para a condição de 25 danos, com três amostras assumida como sem dano e uma
amostra classificada como 30 danos, para a condição de 30 danos, com uma amostra as-
sumida como 35 dano, para a condição de 35 danos, com uma amostra assumida como 30
dano e para condição de sem danos, com uma amostra assumida como 25 dano, analisando
a matriz de confusão da Figura 4.8(b). No algoritmo NB Gaussiano, RF Entropia e DT Entro-
pia as acurácias foram de 90%, 85% e 80%, respectivamente devido a erros de classificação
na amostra para a condição de 25 danos e para condição sem dano. Portanto, as melhores
acurácias foram alcançadas nos dados de classificação da amostra DI(ω4), o algoritmo NB
Gaussiano foi considerado mais robusto, em comparação com os outros algoritmos estuda-
dos.
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(a) SVM- DI(ω4)

25% Dano 30% Dano 35% Dano Sem Dano
Rótulos previstos

25
%

 D
an

o
30

%
 D

an
o

35
%

 D
an

o
Se

m
 D

an
o

Ró
tu

lo
s v

er
da

de
iro

s

11
27.50%

1
2.50%

0
0.00%

3
7.50%

0
0.00%

8
20.00%

1
2.50%

0
0.00%

0
0.00%

1
2.50%

9
22.50%

0
0.00%

2
5.00%

0
0.00%

0
0.00%

4
10.00%

0

2

4

6

8

10

(b) kNN- DI(ω4)
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(c) SVM- DI(ω5)
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(d) KNN- DI (ω5)
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(e) SVM- DI (ω6)
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Figura 4.8. Matriz de confusão da classificação multiclasse classificação de danos da
frequência natural DI usando a, c, e) SVM, b, d, f) kNN
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(b) RF-DI(ω4)
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(c) Bayes Ingênuo-DI(ω5)
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(d) RF-DI(ω5)
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(e) Bayes Ingênuo-DI(ω6)
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(f) RF-DI(ω6)

Figura 4.9. Matriz de confusão da classificação multiclasse classificação de danos da
frequência natural DI usando a, c, e) Bayes Ingênuo, b, d, f) RF.

48



25% Dano 30% Dano 35% Dano Sem Dano
Rótulos previstos

25
%

 D
an

o
30

%
 D

an
o

35
%

 D
an

o
Se

m
 D

an
o

Ró
tu

lo
s v

er
da

de
iro

s

10
25.00%

0
0.00%

0
0.00%

5
12.50%

0
0.00%

9
22.50%

0
0.00%

0
0.00%

0
0.00%

1
2.50%

9
22.50%

0
0.00%

2
5.00%

0
0.00%

0
0.00%

4
10.00%

0

2

4

6

8

10

(a) Árvore de Decisão-DI(ω4)
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(b) Árvore de Decisão-DI(ω5)
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(c) Árvore de Decisão-DI(ω6)

Figura 4.10. Matriz de confusão da classificação multiclasse classificação de danos da
frequência natural DI usando a-c) Árvore de Decisão.

4.2.2 Quantificação da severidade do dano usando FRAC-DI

A avaliação do dano pelo FRAC-DI considerou a viga intacta e danificada com severidade
de fissura de 10, 15, 20, 25 e 30%, totalizando seis classes para a identificação do dano.
De acordo, com a tabela 4.3, as melhores métricas de cada algoritmos são SVM Poly, kNN
Euclideano com 95%, 97% e 98% para sem ruı́do, 3% ruı́do e 5% ruı́do, respectivamente. RF
Gini e DT Gini variando 88% a 97% e NB Gausiano com 95%, 93% e 90% para sem ruı́do,
3% ruı́do e 5% ruı́do, respectivamente. Todas as técnicas de ML alcançaram boa detecção e
quantificação de danos, com alta precisão quando os dados são afetados por ruı́do e quando
não são afetados. No entanto, os resultados indicam que SVM Poly e kNN Euclideano podem
detectar eficientemente o dano, incluindo sua severidade, com e sem ruı́do. As métricas
precisão, recall e F1-score seguiram o resultados de acurácia, validando a estimativa de dano
do algoritmo, mostrados nos gráficos 4.11, 4.12 e 4.13. Os algoritmos SVM Poly, kNN
Euclideano, NB Gaussiano, RF Gini e DT Gini são considerados mais robustos, pelo fato dos
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dados na figura 4.4 seguirem uma tendência ao redor da faixa de DI correspondente, sendo
melhor classificado nos pontos de nuvens em relação à severidade da trinca.

Tabela 4.3. Resultado da comparação entre as métricas de cada algoritmo de ML
proposto, usando FRAC DI.

Algoritmos de ML Métricas
Acurácia(%)

Sem ruı́do 3% ruı́do 5% ruı́do

SVM
Linear 97 97 90
Poly 95 97 98
Rbf 93 97 92

KNN

Euclideano 95 97 98
Braycurtis 95 97 95
Manhattan 95 97 95
Cosine 38 40 35

NB
Gaussiano 95 93 90
Bernoulli 12 12 12
Multinomial 12 12 12

RF
Gini 95 98 95
Entropia 93 97 95

DT
Gini 83 93 93
Entropia 87 93 95
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Figura 4.11. Correlação de precisão, usando FRAC DI.
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Figura 4.12. Correlação de recall, usando FRAC DI.
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Figura 4.13. Correlação de F1-score, usando FRAC DI.

A matriz de confusão fornece informações detalhadas sobre o desempenho dos classificado-
res ML em rotular a condição estrutural da viga. As Figuras 4.14, 4.15 e 4.16 mostram as
matrizes de confusão multiclasse do conjunto de dados da viga sem ruı́do e contaminado com
ruı́do de 3% e 5%. Onde Figuras 4.14(a, c, e) são estimados com SVM, Figuras 4.15(b, d,
f) de kNN, Figuras 4.16(a, c, e) com Bayes Ingênuo, Figuras 4.9(b, d, f) usando RF, e Figu-
ras 4.16(a-c) Árvore de decisão. A matriz diagonal representa os valores corretos, então a
acurácia de SVM Poly, kNN Euclideano, NB Gaussiano e RF Gini para os dados sem dados
são 95% devido a um erro de classificação na amostra para a condição de 30 danos, com três
amostras assumida como 25 danos. Portanto, todos os algoritmos são considerados robustos
para ambos os conjuntos de dados com e sem ruı́do. Mas os algoritmos SVM Linear e kNN
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Euclideano, alcançaram resultados melhores em relação aos outros algoritmos.
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(a) NB-DI (sem ruı́do)

10% Dano 15% Dano 20% Dano 25% Dano 30% Dano Sem Dano
Rótulos previstos

10
%

 D
an

o
15

%
 D

an
o

20
%

 D
an

o
25

%
 D

an
o

30
%

 D
an

o
Se

m
 D

an
o

Ró
tu

lo
s v

er
da

de
iro

s

12
20.00%

0
0.00%

0
0.00%

0
0.00%

0
0.00%

0
0.00%

0
0.00%

7
11.67%

0
0.00%

0
0.00%

0
0.00%

0
0.00%

0
0.00%

0
0.00%

9
15.00%

0
0.00%

0
0.00%

0
0.00%

0
0.00%

0
0.00%

0
0.00%

14
23.33%

0
0.00%

0
0.00%

0
0.00%

0
0.00%

0
0.00%

3
5.00%

5
8.33%

0
0.00%

0
0.00%

0
0.00%

0
0.00%

0
0.00%

0
0.00%

10
16.67%

0

2

4

6

8

10

12

14

(b) RF-DI (sem ruı́do)
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(c) NB-DI (3% de ruı́do)
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(d) RF-DI (3% de ruı́do)
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(e) NB-DI (5% de ruı́do)
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(f) RF-DI (5% de ruı́do)

Figura 4.15. Matriz de confusão da classificação de dano de classificação multiclasse de
FRAC DI com e sem ruı́do usando a, c, e) Bayes Ingênuo, b, d, f) RF.
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(a) SVM-DI (sem ruı́do)
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(b) k-NN-DI (sem ruı́do)
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(c) SVM-DI (3% de ruı́do)
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(d) k-NN-DI (3% de ruı́do)
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(e) SVM-DI (5% de ruı́do)
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(f) k-NN-DI (5% de ruı́do)

Figura 4.14. Matriz de confusão da classificação de dano de classificação multiclasse de
FRAC DI com e sem ruı́do usando a, c, e) SVM, b, d, f) KNN.
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(a) DT-DI (sem ruı́do)
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(b) DT-DI (3% de ruı́do)
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Figura 4.16. Matriz de confusão da classificação de dano de classificação multiclasse de
FRAC DI com e sem ruı́do usando a-c) Árvore de Decisão.
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5 RESULTADOS DO ENSAIO EXPERIMENTAL

Este capı́tulo apresenta todo procedimento experimental referente a uma viga em balanço
reforçada com massa. O objetivo do experimento é analisar o comportamento dinâmico do
sistema ao retirar certa quantidade de massa. Essa perda de massa é considerado dano
estrutural. Os ensaios experimentais, tem o intuito de obter as caracterı́sticas da resposta
do sistema, dados pela FRF. O sistema foi excitado usado martelo de impacto. O martelo de
impacto produz uma excitação do tipo transiente, imposta manualmente. Com o sistema de
aquisição, contendo pelo menos dois canais de entrada, um medindo a resposta de vibração,
geralmente com um acelerômetro, e outro com a força de impacto de entrada, obtendo assim
uma FRF. As FRFs obtidas nas diversas aquisições de dados são submetidas ao processo de
averaging (média), pois este procedimento permite reduzir o nı́vel de ruı́do presente nos dados
(LIMA, 2006). Uma vez coletada as FRFs os DIs são estimados a base de dados montada,
para então alimentar os algoritmos de ML e prosseguir com o monitoramento da estrutura.

5.1 APARATO EXPERIMENTAL

O ensaio experimental foi realizado em uma barra chata laminada em balanço, realizado
no Laboratório de Vibrações do Departamento de Engenharia Mecânica da Universidade de
Brası́lia. A configuração experimental é mostrada na figura 5.1 , a qual consiste em uma viga
de aço em balanço de comprimento L = 0, 38m, largura de 0,0254 m e altura de 0,00475 m.
As propriedades do material são módulo de Young de 2,1 GPa e densidade de massa de 7800
kg/m3.
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Figura 5.1. Viga fı́sica anexada com massas (topo). Amostras de localização de massas
aleatórias para cada massa anexada (inferior).

As massas de reforço é constituı́da de seis ı́mãs de niódio que compreende 10,41% da massa
total da viga reforçada, que pesa 429,37g. A viga é excitada perto da borda engastada com
um martelo de impacto (PCB 086CO3), e a resposta de aceleração é adquirido na borda livre
da viga por um acelerômetro (PCB 353B03). O sistema de aquisição é o PolytecSoft que
fornece as FRFs de inertância. O dano na estrutura é considerado pela perda da massa do
reforço. Duzentas e oito medições foram realizadas na viga, considerando estado saúdavel
e danificado. Em cada medição, as seis massas são posicionadas em locais diferentes ao
longo da viga, conforme mostra a figura 5.1(Inferior). A posição das massas é considerada
uma variável aleatória de distribuição uniforme. O valor médio é o valor determinı́stico das
posições das massas mostrado na figura 5.2a, e o coeficiente de variação é assumido como
sendo 10%.

A Figura 5.2 mostra a estrutura intacta e os três estados danificados da viga com armadu-
ras considerando a perda de massa do reforço. A figura 5.2a mostra a representação es-
quemática do experimento quando a viga está em boas condições. As seis massas estão
localizadas em posições com distâncias iniciais de 5cm da aresta fixada. Assim, as massas
1, 2, 3, 4, 5 e 6 estão localizadas nas posições determinı́sticas de L1 = 5cm, L2 = 10cm,
L3 = 15cm, L4 = 20cm, L5 = 25cm, L6 = 30cm, respectivamente. A Figura 5.2a mostra
a condição da primeira viga danificada com uma perda de massa de 2,96% da massa total,
onde a massa da posição 1 foi removida. A Figura 5.2b mostra uma segunda condição de
viga danificada com uma perda de massa de 5,92% da massa total. Neste caso, as massas
das posições 1 e 3 foram retiradas. A Figura 5.2c mostra a condição da terceira viga dani-
ficada com uma perda de massa de 8,84% da massa total. As massas das posições 1, 3 e
5 foram retiradas. Um total de 280 amostras de FRFs foram medidas considerando todas as
condições do viga.
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(a) (b)

(c) (d)

Figura 5.2. Representação gráfica dos testes realizados no experimento. (a) Viga intacta
com massas reforçada; (b) Viga danificada com perda de massa de 2,96% da massa

total; (c) Viga danificada com perda de massa de 5,92% da massa total; (d)Viga
danificada com perda de massa de 8,84% da massa total.

A perda de massa reforçada com viga reduz sua rigidez e massa, induzindo mudanças nas
frequências de ressonância e afetando a resposta dinâmica. A Figura 5.3 mostra o efeito
da perda gradual de massa na resposta de inertância da viga considerando a massa em
uma posição aleatória. A Figura 5.3a mostra as FRFs de inertância das vigas em condição
não danificada, Fig. 5.3b para a viga danificada com perda de massa de 2,96% da massa
total, Fig. 5.3c para a viga danificada com perda de massa de 5,92%, e Fig 5.3d para a viga
danificada com perda de massa de 8,84%. Da mesma forma que o caso numérico, o dano
influencia a resposta dinâmica de vigas fı́sicos em faixas de frequência mais altas. Assim, para
o cálculo do DI, utilizamos uma faixa de frequência que compreende as formas de segundo,
terceiro e quarto modo mais impactadas pelo dano estrutural.

57



0 250 500 750 1000 1250 1500 1750 2000
Frequência[Hz]

80

60

40

20

0

20

40
M

ag
ni

tu
de

[d
B]

Aleatoriedades
Saudável

(a)

0 250 500 750 1000 1250 1500 1750 2000
Frequência[Hz]

80

60

40

20

0

20

40

M
ag

ni
tu

de
[d

B]

Aleatoriedades
2,96% de dano

(b)

0 250 500 750 1000 1250 1500 1750 2000
Frequência[Hz]

80

60

40

20

0

20

40

M
ag

ni
tu

de
[d

B]

Aleatoriedades
5,92% de dano

(c)

0 250 500 750 1000 1250 1500 1750 2000
Frequência[Hz]

80

60

40

20

0

20

40

M
ag

ni
tu

de
[d

B]

Aleatoriedade
8,84% de dano

(d)

Figura 5.3. Viga medida experimental com FRFs de inertância de massa reforçada, em
azul a curva é a posição determinı́stica das massas e a curva em cinza considerando a
aleatoriedade na posição da massa. (a) FRFs de viga não danificados; (b) FRFs de viga
danificada com perda de massa de 2,96% da massa total; (c) FRFs de vigas danificadas

com perda de massa de 5,92% da massa total; e (d) FRFs de vigas danificadas com
perda de massa de 8,84% da massa total.

5.2 CONJUNTO DE DIS EXTRAÍDO DE DADOS EXPERIMENTAIS

A mudança nas caracterı́sticas dinâmicas da viga reforçada com massas pode ser usada como
indicador de dano. No estudo numérico, o FRAC (Eq 3.27) mostra-se um melhor indicador de
danos porque usa a energia do espectro para todo o sinal de resposta. Portanto, apenas
o FRAC calcula os DIs usando o conjunto de dados experimental. Os DIs são estimados
correlacionando as condições de vigas intactas e danificadas das FRFs com a remoção de
2,96, 5,92 e 8,84% da massa total da viga. O FRF das posições não danificadas com massas
determinı́sticas é considerado o sinal de referência, correlacionado com as FRFs das posições
não danificadas e danificadas com uma localização de massa aleatória.
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Figura 5.4. Gráfico de dispersão correlacionando o conjunto de dados de amostras de
grupos de FRAC DIs obtido para a viga com massas armadas para diferentes perdas de

massa.

A Figura 5.4 mostra o gráfico de dispersão da correlação entre FRAC DI1 e FRAC DI2 obtido
com o conjunto de dados contendo 280 amostras. Os valores dos DIs agrupam-se em torno
de 0,1 e 0,9, demonstrando que os valores dos dados de DI possuem alta correlação entre
si e podem indicar a geração de estimativas falsas positivas ao utilizar o algoritmo ML. Os
valores DI do conjunto de dados multiclasse foram rotulados como sem danos, 2,96 danos,
5,92 danos e 8,84 danos, que é a entrada de dados dos algoritmos de ML.

5.3 AVALIAÇÃO EXPERIMENTAL DE DANO USANDO VIGA REFORÇADA COM MASSA

A quantificação do dano experimental pelo FRAC DI considerou a viga intacta e danificada
com perda de massa de 2,96, 5,92 e 8,84% da massa total da viga. Quatro classes na
identificação do dano foram ligadas a cada condição de viga. A tabela 5.1 detalha a comparação
das acurácias de detecção de danos. As melhores métricas de cada algoritmos são SVM Poly,
KNN Euclideano e RF Entropia com 64% de acurácia e NB Gaussiano e DT Entropia com 61%
de acurácia. Neste caso, os algoritmos não foram considerados robustos. As métricas pre-
cisão, recall e F1-score seguiram o resultados de acurácia, validando a estimativa de dano
do algoritmo. No gráfico 5.5, os algoritmos SVM Poly, kNN Euclideano, NB Gaussiano, RF
Entropia e DT Entropia tem melhores métricas em relação as outras algoritmos. Portanto, as
métricas de avaliação atingiram mais de 60 % de precisão para todos os algoritmos, o que é
considerado um bom valor para o conjunto de dados do teste experimental.
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Tabela 5.1. Resultado da comparação entre as métricas de cada algoritmo de ML
proposto, usando FRAC DI para ensaio experimental.

Algoritmos de ML Métricas Acurácia(%)

SVM
Linear 54
Poly 64
Rbf 61

KNN

Euclideano 64
Braycurtis 64
Manhattan 64
Cosine 14

NB
Gaussiano 61

Bernoulli 14
Multinomial 14

RF
Gini 61
Entropia 64

DT
Gini 61
Entropia 57
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Figura 5.5. Correlação de acurácias para as três frequências naturais de DIs

A Figura 5.6 mostra as matrizes de confusão contendo valores e porcentagens preditas pelas
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técnicas de ML. Onde Figura 5.6(a, b, c, d, e) são estimados com SVM Linear, KNN Euclide-
ano, NB Gaussiano, RF Entropia e DT Entropia. Os resultados mostram que mais amostras
foram classificadas erroneamente, exceto para o algoritmo SVM Linear, KNN Euclideano e
RF Entropia teve a melhor acuraria, de 64%, devido a cinco erros de classificação na amos-
tra para a condição de 8,87 danos, com três amostras assumida como 5,92 danos. Para a
condição de 5,92 danos, com uma amostra assumida como 8,87 danos e duas amostras as-
sumindo 2,96 dano. Para a condição de 2,96 danos, com duas amostras assumindo 5,92 dano
E para a condição de sem danos, com duas amostras assumindo 5,92 dano. Portanto, para
dados gerados experimentalmente os algoritmos não são classificados corretamente, devido
a presença de ruı́do.
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(c) NB-DI
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(d) RF-DI
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Figura 5.6. Matriz de confusão da classificação de dano de classificação multiclasse de
FRAC DI a) SVM, b) k-NN, c) NB, d) RF e f) DT.

A utilização da FRF na identificação dos danos se mostrou eficaz pois incorporam toda ener-
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gia do espectro na construção do DI, o que por sua vez carrega uma maior sensibilidade que
quando usado somente valores de frequência natural. Os algoritmos utilizados para o mo-
nitoramento estrutural das vigas com diferentes tipos de dano foram capazes de identificar
e quantificar as anomalias. Tais ferramentas se mostraram com grande potencial e acurácia
para aplicação em SHM. Um grande desafio é a aquisição e obtenção de dados, pois em um
processo de SHM a quantidade de dados serão na ordem de centenas, o que para alguns ca-
sos podem sem insuficientes para o treinamento e testes quando escolhido um monitoramento
estrutural utilizando algoritmos de ML.
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6 CONCLUSÃO

Este trabalho investiga seis técnicas de ML supervisionadas (k-NN, SVM, NB, RF e DT), ava-
liando as métricas que existem dentro de cada algoritmo de ML, para detectar dano em uma
viga em balanço para simulação numérica para diferentes nı́veis de fissura e uma avaliação
experimental com viga reforçada em balanço com massa, usando duas assinaturas baseadas
em vibração, a frequência natural e FRF. Os métodos de vibração foram calculados usando
o método do elemento espectral para simulação numérica os ı́ndices de dano foram usados
na estimativa, DI frequência natural e FRAC. Os algoritmos ML foram treinados e avaliados
através do conjunto de dados para determinar a condição estrutural da viga. A análise dos
algoritmos de ML inclui a acurácia e a matriz de confusão na avaliação da detecção de danos.
Os resultados numéricos demonstram que o FRAC DI realizou a classificação do conjunto de
dados melhor do que a frequência natural DI, para simulação numérica, devido esse preceito
o FRAC foi usado para normalizar os dados do experimento. Para o primeiro tipo de dano, o
algoritmo NB Gaussiano, detecta e quantifica com precisão os dados aplicados a frequência
DI Já SVM Poly e KNN Euclideano detecta com precisão dados com e sem ruı́do, aplicando
o FRAC DI. Embora o valor de precisão tenha atingido mais de 60% para os testes experi-
mentais, deve-se notar que esse valor pode ser afetado pelo pequeno número de amostras, o
que pode resultar em algoritmos não gerando um padrão de dados. No geral, os resultados
sugerem que a combinação de técnicas de ML e assinaturas baseadas em vibração pode efe-
tivamente detectar danos na estrutura analisada. Estudos futuros com tamanhos de amostra
maiores podem ajudar a melhorar a precisão das métricas de ML ao usar dados experimen-
tais, como otimizar os hiperparâmetros dos algoritmos.

6.1 PROPOSTAS PARA TRABALHOS FUTUROS

Este estudo pode ser utilizado como base para contı́nuos trabalhos nesta linha, de Monitora-
mento da Integridade Estrutural utilizando Aprendizado de Máquina. Ideias que surgiram ao
longo deste trabalham e passam a ser sugestões para os próximos trabalhos são:

• Aplicar ferramenta digital twin para gerar mais dados;

• Modelar numericamente a viga reforçada alterando posicionamento da massa de reforço
da estrutura;

• Localizar dano usando os algoritmos de ML;

• Aplicar para diferentes tipos de danos, para gerar uma padronização;
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• Aplicar as técnicas de ML em outras estruturas;

• Aplicar algoritmos supervisionado de regressão;

• Avaliar o dano utilizando redes neurais.
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