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RESUMO 

PREVISÃO DA RESISTÊNCIA A COMPRESSÃO DO CIMENTO PORTLAND 

COMUM COM UTILIZAÇÃO DE TÉCNICA DE MACHINE LEARNING 

Autora: Jéssica Fall Nogueira Chaves 

Orientador: Prof. Dr. João Henrique da Silva Rêgo 

Coorientador: Prof. Dr. Francisco Evangelista Júnior 

Programa de Pós-graduação em Estruturas e Construção Civil  

Brasília, março de 2022. 

A previsão da resistência à compressão de materiais cimentícios utilizando modelos de 

aprendizado de máquina (ML, sigla do termo na língua inglesa, Machine Learning) é um 

recurso de grande interesse para aplicação na área de Engenharia Civil. O ML vem sendo 

aplicado para estimar a resistência à compressão de argamassas e concretos mundialmente. 

Porém, a partir de uma revisão sistematizada da literatura, notou-se uma carência de trabalhos 

com o enfoque da sua aplicação para previsão do comportamento mecânico do cimento 

Portland comum (CPC). Portanto, o objetivo da pesquisa foi a previsão da resistência à 

compressão aos 28 dias do CPC com as técnicas de ML Random Forest (RF) Neural 

Networks (NN) a partir de resultados experimentais de trabalhos científicos que 

caracterizaram amostras de CPC, coletados na literatura aberta. Em adição, foi realizada uma 

análise exploratória desses dados e a estimativa dos 4 compostos principais do CPC através 

do cálculo potencial de Bogue. A performance do treinamento foi verificada através de três 

critérios estatísticos, coeficiente de determinação (R²), erro quadrático médio (RMSE) e erro 

quadrado médio (MSE). Como resultado, o modelo de RF e NN obtiveram performances 

satisfatórias e os valores obtidos dos critérios estatísticos para o treinamento e teste da RF 

foram, respectivamente, R² (0,93 e 0,65), RMSE (2,00 e 4,50) e MSE (6,80 e 31,22), e para 

o treinamento e teste da NN foram, respectivamente, R² (0,96 e 0,64), RMSE (0,85 e 4,86) e 

MSE (1,72 e 35,10). Os resultados atingidos pelas duas técnicas foram similares e ao analisá-

los, foi possível perceber que a previsão da resistência à compressão do CPC a partir de dados 

da literatura é possível, o que pode trazer incremento na indústria do cimento, propondo um 

método alternativo da avaliação dessa propriedade.  

Palavras-chave: Cimento Portland Comum, Machine Learning, Materiais Cimentícios, 

Resistência à Compressão, Random Forest, Neural Networks 
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ABSTRACT 

FORECAST OF COMPRESSION STRENGTH OF ORDINARY PORTLAND 

CEMENT USING MACHINE LEARNING TECHNIQUE 

Author: Jéssica Fall Nogueira Chaves 

Advisor: João Henrique da Silva Rêgo, DSC. 

Co-advisor: Francisco Evangelista Júnior, DSC. 

Postgraduate Program in Structures and Civil Construction  

Brasilia, march of 2022  

The prediction of the compressive strength of cementitious materials using Machine 

Learning (ML) models is a resource of great interest for application in Civil Engineering. 

The ML has been applied to estimate the compressive strength of mortars and concretes 

worldwide. However, based on a systematic review of the literature, there was a lack of 

studies focusing on its application to predict the mechanical behavior of ordinary Portland 

cement (OPC). Therefore, the objective of the research was to predict the compressive 

strength at 28 days of OPC with the techniques of ML Random Forest (RF) Neural Networks 

(NN) from experimental results of scientific works that characterized samples of OPC, 

collected in the literature. open. In addition, an exploratory analysis of these data was 

performed and the estimation of the 4 main compounds of the OPC through the Bogue 

potential calculation was performed. The training performance was verified through three 

statistical criteria, coefficient of determination (R²), mean squared error (RMSE) and mean 

squared error (MSE). As a result, the RF and NN models obtained satisfactory performances 

and the values obtained from the statistical criteria for training and testing the RF were, 

respectively, R² (0.93 and 0.65), RMSE (2.00 and 4.50) and MSE (6.80 and 31.22), and for 

the training and testing of the NN they were, respectively, R² (0.96 and 0.64), RMSE (0.85 

and 4.86) and MSE (1 .72 and 35.10). The results achieved by the two techniques were similar 

and when analyzing them, it was possible to perceive that the prediction of the compressive 

strength of OPC from literature data is possible, which can bring an increase in the cement 

industry, proposing an alternative method of assessment of that property. 

Keywords: Ordinary Portland Cement, Machine Learning, Cementitious Materials, 

Compressive Strength, Random Forest, Neural Networks 
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SiO2 – Óxido de silício 

Skewness – Amplitude  

SO3 – Óxido sulfúrico  

TiO2 – Óxido de titânio  
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1 INTRODUÇÃO 

1.1 IMPORTÂNCIA DO TEMA 

O concreto se baseia na combinação de proporções de cimento Portland (CP), 

agregados e água. Desde seu advento tornou-se um dos materiais mais consumidos 

mundialmente devido suas diversas aplicações na construção civil, tendo como objetivo 

principal resistir às tensões de compressão desenvolvidas em uma estrutura. A resistência 

à compressão desse compósito é resultado da mistura de seus materiais constituintes, e o 

cimento Portland é o grande responsável para o desenvolvimento dessa importante 

propriedade, através das reações químicas de seus compostos durante a hidratação.  

O CP é o material de engenharia mais amplamente usado e tornou-se uma base 

para a sociedade moderna devido à sua combinação única de processabilidade no estado 

plástico, propriedades mecânicas e resistência à água no estado endurecido (MENON et 

al., 2019). O ganho da resistência dos elementos estruturais está intimamente ligado a 

hidratação dos compostos do cimento, envolvendo múltiplas reações químicas e o 

cimento Portland comum (CPC) é o cimento considerado mais puro, uma vez composto 

somente por clínquer e uma pequena quantidade de sulfato de cálcio com função de 

controlar a pega. Nesse contexto, a determinação da resistência à compressão é relevante 

para o controle de qualidade dos materiais cimentícios. Aos 28 dias é considerado que o 

processo de hidratação do cimento se encontra avançada e espera-se que a resistência 

especificada em projeto seja atingida. Logo, essa propriedade trata-se de um critério 

importante para indicação de conformidade e é comumente empregada no ramo da 

construção civil e nas pesquisas científicas.  

Muitas equações empíricas já foram desenvolvidas e analisadas para a previsão 

das propriedades mecânicas de diferentes tipos de matrizes cimentícias por diferentes 

pesquisadores como Ujhelyi (1988), Dewar (1999), Popovics e Ujhelyi (2008) e  Thomas 

et al. (2011), desde formulações desenvolvidas apenas com o cimento Portland comum, 

tratando-se do cimento puro, até as misturas com materiais cimentícios suplementares 

(MCS).  De acordo com Yeh (2007), os métodos de regressão foram alternativas 

empregadas por diversos autores para prever parâmetros mecânicos de formulações com 

cimento, como o concreto. Nas últimas décadas, as técnicas de aprendizado de máquina 

(ML, sigla do termo na língua inglesa, “Machine Learning”) surgiram como uma 

ferramenta na qual os dados experimentais podem ser usados para classificar, prever ou 

projetar determinados fatores e comportamentos. 
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O ML é um tipo de técnica de inteligência artificial que está intimamente 

relacionada ao reconhecimento de padrões e estatísticas computacionais (VAKHARIA e 

GUJAR, 2019). Inicialmente, foi amplamente utilizado em áreas distintas para diferentes 

tipos de análises e após seu conhecimento, essa ferramenta possibilitou a previsão de 

propriedades importantes de diversos tipos de materiais. As abordagens baseadas no 

aprendizado de máquina surgiram como caminhos promissores em acelerar o 

desenvolvimento de estratégias inovadoras para diferentes tipos de formulações 

(LYNGDOH et al., 2020). 

 

1.2 MOTIVAÇÃO DA PESQUISA 

O presente trabalho segue as linhas de pesquisa “Tecnologia, Processos, 

Componentes e Materiais de Construção” e “Métodos Numéricos e Computacionais 

Aplicados à Engenharia” do Programa de Pós-graduação em Estruturas e Construção 

Civil (PECC) da Universidade de Brasília (UnB). Ao longo dos últimos anos, pesquisas 

utilizando o Machine Learning (ML) foram desenvolvidas no PECC, abordando análises 

nas áreas de Estruturas e Gestão, como os trabalhos realizados por Marcy (2017) e Barros 

(2019). Entretanto, o ML ainda não foi aplicado em pesquisas com materiais cimentícios.  

Com intuito de avaliar a importância atual da temática envolvendo a utilização do 

ML para previsão do comportamento mecânico de materiais cimentícios, realizou-se uma 

revisão sistematizada da literatura (RSL) por meio da base de dados Scopus. As etapas 

empregadas para realização da RSL, após a escolha da base de dados, consistiram na 

definição das strings de buscas, assim como das condições de contorno e do critério de 

seleção. Como condição de contorno, aplicou-se a delimitação da busca o idioma inglês, 

e não foi delimitado intervalo de tempo, em anos, para as publicações. O critério de 

seleção consistiu na aderência à temática dos títulos, resumos e palavras-chaves após 

leitura.  

Foram realizadas duas buscas no dia 08 de dezembro de 2021, a primeira com as 

strings “Machine Learning”, “concrete” e “compressive strength”. Como resultados da 

busca, 225 artigos continham as strings, porém a partir da leitura dos títulos e resumos, 

foram sendo descartadas as publicações não aderentes à temática. Ao final da filtragem, 

184 artigos buscaram prever a resistência à compressão com técnicas de Machine 

Learning de diferentes formulações de concreto. Ao se realizar a segunda busca, com as 
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mesmas etapas empregadas anteriormente, porém utilizando as strings “Machine 

Learning” e “cement”, o resultado consistiu em 255 produções publicadas. Entretanto, ao 

fazer a filtragem para verificação da aderência à temática, somente 46 publicações 

utilizavam o Machine Learning aplicado ao estudo de propriedades de pastas e 

argamassas de cimento ao invés do concreto.  

A Figura 1-1 apresenta o gráfico do número de publicações por ano que buscaram 

prever a resistência à compressão do concreto com ML (gráfico laranja) e as que 

associaram o ML ao cimento Portland (gráfico azul). É possível observar que as primeiras 

publicações que tiveram como objetivo prever a resistência à compressão do concreto 

com técnicas de ML foram de 2009 e a partir de 2019 houve um crescimento considerável, 

atingindo o maior número, com 80 publicações, em 2021. Em relação a produção acerca 

do ML aplicado ao cimento Portland, nota-se que a publicação mais antiga é de 2000 e 

que os anos com maior quantidade de pesquisas publicadas foram 2020 e 2021, com 15 e 

13 publicações, respectivamente. 

Figura 1-1 – Gráfico das produções cientificas que associam o ML ao concreto e ao cimento Portland 

entre os anos de 2000 e 2022.  

 

Fonte: Autora 

Ao comparar os resultados das duas buscas percebe-se que o Machine Learning 

foi pouco empregado em pesquisas com a utilização do cimento Portland não vinculada 

a formulações de concreto. Dos 46 trabalhos resultantes da segunda busca, observou-se 

que somente 8 são pesquisas em que o foco é a previsão da resistência à compressão de 

amostras de pastas e argamassas de cimento Portland e apenas 3 especificam que as 
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amostras foram produzidas com o cimento Portland comum (CPC), ou seja, o cimento 

puro. Porém, nessas pesquisas as amostras tiveram parte do teor de CPC substituído por 

materiais cimentícios suplementares, logo, não houve nenhum estudo com foco em 

avaliar a resistência à compressão de amostrar compostas somente pelo CPC. 

Com a ascensão da produção científica acerca do ML aplicado em pesquisas com 

diferentes formulações de materiais cimentícios, o interesse em aprofundar o 

conhecimento da utilização dessa ferramenta para previsão da resistência à compressão 

aos 28 dias do CPC ganha importância no meio científico, visando o enriquecimento da 

compreensão acerca desse material e visto que não há trabalhos com esse enfoque. 

Estudos que utilizam o ML para previsão das propriedades de diferentes tipos de 

concreto e matrizes cimentícias se tornaram presentes na literatura na última década, 

como os trabalhos de Chou et al. (2011), Omran, Chen e Jin (2016), Clayton et al. (2018), 

Washburn et al., (2018), Vakharia e Gujar (2019), Gomaa et al. (2021) Ziolkowski, 

Niedostatkiewicz e Kang (2021), entre outros, que mostram o potencial da utilização 

desse tipo de ferramenta no ramo dos materiais de construção. Um modelo preditivo 

capaz de estimar a resistência a compressão em função das propriedades físico-químicas 

do CPC pode reduzir a natureza empírica e intensiva de trabalhos experimentais, que são 

a base da prática industrial hoje. 

Considerando os diversos dados experimentais existentes disponíveis na literatura 

aberta, o desenvolvimento de ferramentas preditivas robustas para modelar a resistência 

à compressão do CPC se torna possível. Esse novo tipo de abordagem pode trazer um 

grande incremento nas indústrias de produção do cimento, capaz de otimizar o processo 

de caracterização do material sem ter a necessidade de realizar um programa experimental 

em cada caso específico, ganhando-se tempo, evitando desperdícios e concentrando a 

produção para um consumo mais inteligente. 

Portanto, o presente trabalho visa utilizar técnicas de aprendizado de máquina para 

prever a resistência à compressão aos 28 dias do CPC a partir de resultados de 

caracterização físico-química coletados na literatura aberta, trazendo uma avaliação do 

emprego desse método para determinação dessa importante propriedade. 
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1.3 OBJETIVOS 

1.3.1 Objetivo Geral 

O presente trabalho tem como objetivo principal a aplicação das técnicas de 

Machine Learning (ML) Random Forest (RF) e Neural Networks (NN) para a previsão 

da resistência à compressão do cimento Portland comum (CPC) aos 28 dias a partir de 

um conjunto de dados formado por resultados de caracterização físico-química coletados 

em produções científicas. 

1.3.2 Objetivos Específicos 

• Montar um conjunto de dados com as propriedades físico-químicas do CPC 

coletadas em pesquisas científicas publicadas na literatura e realizar uma análise 

exploratória desses dados; 

• Calcular através do Cálculo Potencial de Bogue os 4 compostos principais do CPC 

(C3S, C2S, C3A e C4AF) das amostras do banco de dados montado; 

• Verificar a performance das técnicas Random Forest e Neural Networks para a 

predição da resistência à compressão aos 28 dias do CPC mediante resultados dos 

fatores estatísticos R², RMSE e MSE; 

• Estudar os efeitos que os dados de entrada causam nos resultados dos treinamentos 

individualmente, analisando o fator de importância; 

• Comparação dos resultados obtidos pelas técnicas de ML. 

 

1.4 ESTRUTURA DA DISSERTAÇÃO 

O presente trabalho foi estruturado em cinco capítulos: introdução, revisão da 

literatura, métodos da pesquisa, resultados e discussões, e conclusões. 

No capítulo 1, se contemplam a importância do tema, a motivação da pesquisa, 

incluindo uma revisão sistematizada da literatura para análise do cenário mundial sobre 

o tema de técnicas de Machine Learning aplicadas para previsão da resistência à 

compressão do cimento Portland comum, os objetivos gerais e específicos, e a descrição 

da estrutura do trabalho. 

No capítulo 2 é apresentado um levantamento de informações na literatura acerca 

de temas relevantes para a presente pesquisa, como as propriedades químicas e físicas do 

cimento Portland comum e os efeitos que ocasionam na resistência à compressão aos 28 

dias, a aplicação do Machine Learning para previsão de propriedades dos materiais 
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cimentícios, as principais técnicas empregadas e um levantamento das principais 

variáveis de entrada escolhidas. 

No capítulo 3, se contemplam os métodos da pesquisa empregados para formação 

do banco de dados experimentais e treinamento da técnica de Machine Learning. As 

metodologias adotadas no decorrer da pesquisa são apresentadas por meio de uma 

descrição das etapas. A primeira foi a de busca e coleta dos dados, seguida por uma 

revisão bibliométrica das publicações e análise exploratória dos dados coletados. Em 

seguida, é exposto como foram estimados os 4 compostos principais das amostras de 

cimento Portland comum através do cálculo potencial de Bogue para as amostras 

resultantes da busca e coleta na literatura. Por fim, mostra-se como foi realizado o 

treinamento da técnica e a validação. 

No capítulo 4 de resultados e discussões são apresentados os resultados de cada 

etapa, como a formação do conjunto de dados, análise bibliométrica das publicações e 

análise exploratória dos dados, bem como os valores obtidos pelo cálculo potencial 

Bogue, o treinamento e a validação da técnica de Machine Learning. Por fim, no capítulo 

5 são apresentadas as conclusões da pesquisa e sugestões para trabalhos futuros. 
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2 REVISÃO DA LITERATURA 

O presente capítulo apresenta um levantamento de informações na literatura 

internacional acerca de temas relevantes para o presente trabalho, incluindo a composição 

química e propriedades físicas do cimento Portland comum (CPC), a influência delas na 

resistência à compressão aos 28 dias, e a utilização do Machine Learning para previsão 

de propriedades do cimento. 

 

2.1 CIMENTO PORTLAND 

O cimento Portland comum (CPC) é um material em pó, formado pela mistura de 

clínquer e gipsita, que ao ser misturado à água passa por um processo chamado de 

hidratação, resultando na formação de uma matriz sólida (SOUSA, 2019). O CPC é um 

aglomerante hidráulico, ou seja, endurece em função da sua reação com a água, e forma 

produtos resistentes a ela. Este material, de características bem particulares, se mostra 

cada vez mais essencial para o segmento da construção civil, o que reflete diretamente no 

aumento de sua produção e consumo (NASCIMENTO, 2017).  

Um relatório realizado pela International Energy Agency (IEA, 2018) mostrou 

que a produção global do cimento deve crescer até 2050. Na Figura 2-1 é possível 

observar que mesmo ocorrendo diminuição da produção em alguns países como a China, 

o forte crescimento em outros países asiáticos compensa esse declínio na atividade do 

setor de cimento. 

Figura 2-1 – Produção de cimento por região. 

 

Fonte: IEA (2018) 

Conforme o Sindicato Nacional da Indústria do Cimento (SNIC), no Brasil as 

vendas de cimento, em fevereiro de 2021, totalizaram 4,7 milhões de toneladas, um 
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crescimento de próximo a 14% em relação ao mesmo mês de 2020 (CIMENTO.ORG, 

2021). O histórico de produção do cimento no país possui variações anuais e a Tabela 2-1 

mostra o cenário da indústria nos últimos 10 anos. É possível observar que houve um 

crescimento de 2011 a 2014, que foi o ano de maior produção nesse intervalo com 

71.254.045 milhões de toneladas. Porém, no ano seguinte, em 2015, a produção caiu 

quase 6 milhões de toneladas e em 2016 caiu mais 7,7 milhões. As quedas na produção 

do cimento foi de 2015 a 2018, quando a produção voltou a crescer. 

Tabela 2-1 – Histórico da produção do cimento Portland no Brasil nos últimos 10 anos. 

Ano Produção Total (toneladas) 

2020 61.052.189 

2019 56.611.225 

2018 53.553.194 

2017 54.003.893 

2016 57.556.901 

2015 65.282.970 

2014 71.254.045 

2013 70.160.775 

2012 68.809.299 

2011 64.092.610 

Até abril de 2021 o Brasil produziu mais de 20 milhões de toneladas de cimento, 

3 milhões a mais quando comparado ao mesmo período em 2020 (CBIC, 2021). Em 

relação às vendas do cimento Portland em âmbito nacional, de acordo com o SNIC, o 

volume de vendas em novembro de 2021 totalizou 5,4 milhões de toneladas, um 

crescimento de 1,8% em relação ao mesmo mês de 2020. No acumulado do ano de 2021 

de janeiro a novembro disponibilizado no relatório setorial de novembro do SNIC, os 
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números também foram positivos, alcançando 60 milhões de toneladas, um aumento de 

7% comparado ao mesmo período do ano de 2020. Esse crescimento no quantitativo de 

venda pode ser observada na Figura 2-2 

Figura 2-2 – Quantitativos da venda de cimento até novembro de 2020. 

 

Fonte: SNIC (2021) 

Por se tratar de um dos principais responsáveis pela transformação da mistura dos 

concretos e argamassas, conferindo a ele as propriedades de aglutinação e rigidez 

requeridas, sua utilização é substancial na maioria dos casos. O cimento Portland em 

contato com a água tem suas propriedades reológicas modificadas com o tempo. A 

princípio, forma um material fluido que, devido a reações químicas e físicas, se solidifica 

com o tempo (AGOSTINHO, 2017). A microestrutura da pasta de cimento hidratada se 

desenvolve como resultado de reações químicas entre seus componentes e a água 

(MEHTA; MONTEIRO, 2014). 

 

2.1.1 Composição Química 

O principal constituinte do cimento Portland comum (CPC) é o clínquer, que 

possui como matérias-primas basicamente o calcário, argila ou materiais silicosos, e 

materiais que contenham óxido de ferro e alumínio (NEVILLE e BROOKS, 2013).  

Durante a operação de queima na fabricação do clínquer de cimento Portland, o cálcio se 
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combina com os outros componentes da mistura bruta para formar quatro compostos 

principais que constituem 90% do cimento em massa.  A gipsita (4% a 6%), ou outra 

fonte de sulfato de cálcio, e auxiliares de moagem também são adicionados durante o 

processo de moagem (KOSMATKA; KERKHOFF; PANARESE, 2002). A reação 

química que acontece entre as matérias primas do clínquer gera os seus quatro compostos 

principais, que são o silicato tricálcico ou alita (C3S), silicato dicálcico ou belita (C2S), 

aluminato tricálcico (C3A) e ferroaluminato tetracálcico (C4AF) (GIRARDI, 2014). 

Mehta e Monteiro (2014) propõem que as quantidades de cada composto podem variar 

de 45 a 60%, 15 a 30 %, 6 a 12%, 6 a 8%, respectivamente, e reforçam que a reatividade 

individual desses compostos com a água varia e torna possível alterar as características 

de desenvolvimento da resistência ao modificar suas proporções. 

A alita é o composto mais abundante no clínquer e dá origem a resistência inicial 

do cimento. Tem importante papel no endurecimento e na resistência mecânica do 

cimento às primeiras idades, apresentando alto calor de hidratação e resistência inicial. 

Apresenta-se sob a forma de solução sólida de Ca3SiO5 com proporções variadas de 

elementos menores (Al, Mg, Fe, Na, K, Ti, Mn, P e outros) (KIHARA et al. 1990; 

NEVILLE, 2016; CIRINO, 2016) 

A belita também desempenha importante papel nas resistências mecânicas do 

cimento, sobretudo a idades mais avançadas (acima de 28 dias), uma vez que apresenta 

taxa de hidratação mais lenta. Constitui solução sólida de Ca2SiO4 com diversos 

elementos menores (KIHARA et al., 1990). Os cristais de belita aparecem no clínquer 

com as formas arredondadas e estão diretamente relacionadas às condições de 

resfriamento do processo industrial (BATTAGIN, 2011). 

A fase intersticial, material que preenche os espaços entre os cristais de alita e 

belita, compreende o material que se funde durante o processo de clinquerização. Essa 

fase é formada por aluminatos e ferroaluminatos cálcicos, em solução sólida. O aluminato 

tricálcico é responsável pela pega do cimento, já que é o componente mais reativo do 

clínquer. O ferroaluminato tetracálcico tem importante papel na resistência química do 

cimento, em especial ao ataque de sulfatos às estruturas de concreto. A fase intersticial 

ocorre em proporções que variam de 15% a 20% do clínquer (KIHARA et al., 1990).  O 

C3A possui maior velocidade de hidratação e maior calor de hidratação dentre os 

constituintes básicos do clínquer, pois reage em poucos minutos com a água (TAYLOR, 
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1997). O C4AF contribui de maneira pouco significativa para a resistência do cimento, 

apresentando baixo calor de hidratação (CIRINO, 2016). 

Quando hidratam, ambos C3S e C2S possuem como produtos principais formados 

o silicato de cálcio hidratado (C-S-H), e o hidróxido de cálcio (CH). O C3A reage com a 

gipsita adicionada ao clínquer, formando etringita (AFt) e, em idades avançadas, o 

monossulfato (AFm). O uso da gipsita ocorre, pois em sua ausência o C3A passa por um 

processo de pega imediata no contato com a água, com formação de grandes placas de 

hidratos responsáveis pelo enrijecimento (MEHTA; MONTEIRO, 2014).  

O C-S-H representa um silicato de cálcio amorfo ou pobremente cristalino e 

constitui de 50 a 60% do volume de sólidos de uma pasta de cimento Portland 

completamente hidratada, sendo o principal responsável pelas propriedades mecânicas do 

material. Conquanto, o CH é altamente cristalino e ocorre sob a forma de placas 

hexagonais, e tem sua concentração entre 15 e 20% no cimento hidratado (FREITAS; 

OLIVEIRA, 2016). No entanto, o hidróxido de cálcio não contribui de forma relevante 

para a resistência mecânica do material (MEHTA; MONTEIRO, 2014). Em relação aos 

produtos da fase intersticial, a AFt forma-se nos primeiros momentos da hidratação do 

cimento, sendo a sua reação de formação uma das responsáveis pela pega e 

endurecimento do cimento. Quando o gesso é totalmente consumido na reação química, 

a AFt reage então com o aluminato de cálcio C3A, formando o AFm. Entretanto, de forma 

similar ao hidróxido de cálcio, esses produtos não contribuem de forma relevante na 

resistência mecânica do cimento (THOMAZ, 2011; GOMES; PINTO; PINTO, 2013) 

Os silicatos no cimento não são compostos puros, pois contêm óxidos secundários 

em solução sólida. Ambos, invariavelmente, contêm pequenas quantidades de íons de 

magnésio, alumínio, ferro, potássio, sódio e enxofre. Esses óxidos exercem efeitos 

significativos no arranjo atômico, na forma dos cristais e em propriedades hidráulicas dos 

silicatos. De forma semelhante aos silicatos de cálcio, Mehta e Monteiro (2014) citam 

que nos clínqueres industriais tanto o C3A quanto o C4AF contêm quantidades 

significativas de magnésio, sódio, potássio e sílica em sua estrutura cristalina (NEVILLE, 

2013; MEHTA; MONTEIRO, 2014). 
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2.1.1.1 Principais óxidos 

As proporções das fases presentes no cimento influenciam nas propriedades 

físicas dos materiais cimentícios, como a resistência, tempo de pega, entre outros fatores. 

Uma vez que a composição química do cimento Portland comum e seus hidratos possuem 

influência direta sobre as características de matrizes cimentícias, é de fundamental 

importância sua caracterização e quantificação. A análise quantitativa das concentrações 

dos elementos do cimento é uma etapa amplamente aplicada nas pesquisas que o utilizam 

em seus programas experimentais. Embora o cimento Portland comum consista 

essencialmente de vários compostos de cálcio, os resultados das análises químicas de 

rotina são expressos em termos de óxidos dos elementos presentes (MEHTA; 

MONTEIRO, 2014). A Tabela 2-2 traz uma margem dos limites usuais das concentrações 

dos óxidos no cimento Portland. 

Tabela 2-2 – Limites usuais da composição do cimento Portland. 

Óxidos Teor (%) 

CaO 60 – 67 

SiO2 17 – 25 

Al2O3 3 – 8 

Fe2O3 0,5 – 6 

MgO 0,5 – 4 

SO3 2 – 3,5 

K2O 

0,5 – 1,5 

Na2O 

Álcalis 0,3 – 1,2 

Fonte: NEVILLE, 2016  

 Moreno (2001) expõe uma análise dos principais óxidos presentes no cimento e 

propõe que o dióxido de silício ou sílica, SiO2, é um componente de um grupo vasto de 

silicatos entre as quais estão as argilas. Esse óxido está presente nos cimentos em estado 
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de combinação, e é derivado da argila ou xisto utilizado como um material cru. O óxido 

de alumínio ou alumina, ocorre na natureza como αAl2O3, em seu estado combinado é 

um importante constituinte do cimento. Na forma livre hidratado, é misturado com uma 

porção de óxido férrico e em menores quantidades com óxido de titânio e sílica. O óxido 

férrico ou F2O3, derivado da bauxita, assim como o óxido de cálcio ou cal, sua maior parte 

é derivada da decomposição do carbonato de cálcio. O óxido de magnésio (MgO) está 

presente somente em pequenas quantidades no cimento Portland, sendo derivado do 

carbonato de magnésio presente no calcário original na forma de dolomita, que contém 

CaCO3.MgCO3 ou também em pequenas quantidades na argila. Em seu estado puro e não 

aquecido a uma temperatura muito alta, o óxido de magnésio possui distintas 

propriedades hidráulicas. O óxido de cálcio (CaO) é um aglomerante resultante da 

calcinação de rochas calcárias, quando puras produzem um CaO puro. Porém, nas rochas 

calcárias naturais, pode haver uma pequena proporção de carbonato de magnésio 

(BAUER, 2016). Suas propriedades físicas variam com as impurezas do calcário, grau de 

calcinação e processo de calcinação (UFPR, 2021) 

Os álcalis, óxido de potássio (K2O) e ódio de sódio (Na2O), por serem solúveis e 

reativos estão entre os elementos mais distribuídos na natureza e são encontrados em 

pequenas quantidades em todos os materiais crus utilizados para a manufatura do cimento, 

principalmente nos compostos de argila presentes na mistura de matérias-primas e no 

carvão. Os álcalis do cimento possuem interesse na tecnologia do concreto devido a sua 

reação com agregados reativos, originando a reação álcali-agregado que ocasiona a 

desintegração do concreto (MORENO, 2001). Porém, Neville (2013) cita que eles 

influenciam na velocidade de desenvolvimento da resistência do cimento. Os álcalis no 

clínquer do cimento Portland podem possuir sua quantidade total expressa pelo Na2O 

equivalente, variando entre 0,3 e 1,5%. 

No cimento Portland comum, a origem da maioria dos sulfatos, expressos como 

SO3, é o sulfato de cálcio em uma das muitas formas possíveis, adicionado ao clínquer 

durante a moagem. O objetivo principal da sua adição é retardar a tendência à pega rápida 

do clínquer moído, atribuível à alta reatividade do C3A. O sulfato de cálcio pode ocorrer 

como gipsita (CaSO4.2H2O), gesso de Paris ou hemidrato (CaSO4.1/2H2O), e anidrita 

(CaSO4). Comparado aos compostos do clínquer, a gipsita, a principal forma de sulfato 

de cálcio utilizada na fabricação do cimento, dissolve muito rapidamente em água. O 

hemidrato é até mais solúvel do que a gipsita e está invariavelmente presente nos cimentos 
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devido à decomposição da gipsita durante a operação final de moagem (MEHTA; 

MONTEIRO, 2014). 

Compostos como o dióxido de titânio (TiO2), o pentóxido de fósforo (P2O5) e o 

fluoreto de cálcio (CaF2) também podem estar presentes para o ajuste do material cru 

conforme a especificidade do cimento a ser produzido (MORENO, 2001). A cal livre 

(CaOlivre) forma-se pela descarbonatação do CaCO3 da farinha e serve como parâmetro 

de controle das condições de fabricação do clínquer. O óxido de cálcio livre ou não 

combinado raramente é encontrado em quantidades significativas nos cimentos Portland 

modernos (MEHTA; MONTEIRO, 2014). Teores elevados de cal livre indicam que a 

combinação dos óxidos presentes no forno não foi completa, seja pela má proporção de 

matérias-primas, moagem e homogeneização inadequadas da farinha, seja pelas 

condições de queima insatisfatórias, entre outros fatores. (BATTAGIN, 2011).  O CaOlivre 

fica presente no clínquer, intercristalizado com outros compostos e em função disso, 

hidrata-se lentamente, ocupando um volume maior que o óxido de cálcio livre original. 

De forma similar, o MgO em sua forma cristalina reage com a água lentamente, com isso, 

ambos podem ocasionar uma reação deletéria no cimento, a expansibilidade (NEVILLE 

e BROOKS, 2013). 

Em adição, a perda ao fogo, que indica a extensão de carbonatação e da hidratação 

do óxido de cálcio e magnésio livres devido à exposição ao ar, também é um fator a ser 

caracterizado nas pesquisas com o cimento (NEVILLE, 2016). Normalmente, um alto 

valor de perda ao fogo é uma indicação de reidratação e carbonatação, que podem ser 

causadas por armazenamento impróprio ou prolongado, ou adulteração durante o 

transporte. Os valores da de perda ao fogo variam de 0 a 3% (KOSMATKA; 

KERKHOFF; PANARESE, 2002). A norma Brasileira de cimento, a NBR 16697 – 

Cimento Portland – Requisitos (2018) limita seu valor até no máximo 4,5%. 

Com a finalidade de garantir a proporção dos diferentes componentes químicos, 

utilizam-se nas fábricas de cimento algumas relações que orientam a preparação da 

farinha e definem as características e comportamento da mesma durante a etapa de 

clinquerização. O controle das matérias-primas durante o processo industrial se dá 

fundamentalmente com base em módulos químicos empiricamente criados ao longo de 

décadas da evolução da indústria cimenteira, de modo a manter, o mais constante 
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possível, a química da farinha e a homogeneidade do clínquer. As principais relações 

utilizadas são (MORENO, 2001; BATTAGIN, 2011): 

• Módulo de sílica (MS) 

Relaciona a concentração de sílica (SiO2) com a concentração em peso de Al2O3 

e Fe2O3, ou seja, a proporção de materiais não-fundentes e fundentes. Esse módulo é 

calculado conforme Eq. (1), os valores praticados pelas fábricas estão entre 2,3 e 2,7. 

MS =  
SiO2

Al2O3 + Fe2O3
                                                                                                             (1) 

 

• Módulo de alumina (MA) 

Representada na Eq. (2), esse módulo relaciona a concentração em peso dos 

óxidos alumínio e de ferro na farinha, ou seja, a relação entre os 2 principais fundentes. 

Seu valor tem influência direta na viscosidade da fase líquida. Como referência para o 

valor de MA, é possível citar o intervalo de 1,3 a 1,6. 

MA =  
Al2O3

Fe2O3
                                                                                                                               (2) 

 

• Fator de saturação da cal (FSC) 

Relaciona a concentração em peso de CaO presente no clínquer com os demais 

componentes com os quais ele reage. Calculado conforme Eq. (3), normalmente seu valor 

está entre 92 e 96%. Quanto menor a quantidade de CaO e maior a de SiO2, menor a 

resistência mecânica do cimento (MORENO, 2001). 

FSC =  (
CaO

2,8SiO2 + 1,18Al2O3 + 0,65Fe2O3
)  x 100                                                     (3) 

 

As razões expressas acima, são úteis não somente porque estão prontamente 

ligadas à composição da mistura a serem atingidas, portanto dá-se alguma indicação ou 

inclinação do potencial de qualidade do cimento, mas também porque estão 

proximamente associadas às características de clinquerização e ao processo como um 

todo. 
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2.1.2 Quantificação da composição química do cimento Portland  

Para o controle da fabricação do clínquer, na qual se procura um processo 

completo de sinterização, técnicas de análises qualitativas e quantitativas das fases 

formadas são utilizadas. Os métodos de análises quantitativas permitem aperfeiçoar o 

processo e direcionar a produção de um clínquer para finalidades específicas (GOBBO, 

2009). Entre os métodos quantitativos que são aplicados ao estudo das fases de cimento, 

Gómez de La Torre (2003) separa em métodos indiretos, baseados em dados de análises 

químicas, e os métodos diretos, que se baseiam na medida de uma propriedade inerente à 

fase, como a susceptibilidade magnética ou estrutura cristalina. 

Atualmente, são aplicadas diversas técnicas para determinação da composição do 

cimento Portland, porém, a espectroscopia por fluorescência de raios-X (XRF) e a 

difração de raios-X (DRX) são amplamente utilizadas para caracterização dos óxidos 

presentes em amostras de cimento Portland. A difração de raios-X com o método de 

Rietveld e a espectroscopia por fluorescência de raios-X aliado ao cálculo Potencial de 

Bogue são utilizadas em estudos com o cimento Portland comum para quantificação dos 

seus 4 compostos principais (C3S, C2S, C3A e C4AF).  

 

2.1.2.1 Difração de Raios-X pelo método de Rietveld 

A difração de raios-X (DRX) é uma das técnicas analíticas mais proeminentes na 

caracterização de materiais cristalinos de granulação fina, como os cimentos 

(SNELLINGS, 2016). É uma técnica desenvolvida recentemente, em relação às demais, 

e vem sendo aplicada para controle de produção de cimentos com maior intensidade nas 

últimas décadas. A princípio foi utilizada exclusivamente para análises quantitativas de 

cal livre pelo método de curva de calibração. Nos últimos anos o método de Rietveld vem 

sendo aplicado juntamente ao DRX para análises quantitativas das fases do clínquer do 

cimento Portland para controle de qualidade (GOBBO, 2009).  

De acordo com Snellings (2016), a difração de raios-X por um material cristalino 

produz um padrão de DRX que consiste em picos de intensidades variáveis em ângulos 

de difração característicos. O ângulo de difração ou posição dos picos é determinado pela 

simetria e o tamanho da célula unitária através da lei de Bragg, enquanto as intensidades 
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dos picos se relacionam com a natureza e a disposição dos átomos dentro da célula 

unitária do material cristalino. Desta forma, o DRX produz padrões de posições de pico 

e intensidades relativas que caracterizam diferentes estruturas cristalinas e permitem 

identificar sua presença em amostras desconhecidas. 

O nível de vitrificação pode ser determinado por este método, mas apenas 

qualitativamente, por meio da análise dos picos produzidos pelo DRX. Embora esta seja 

uma técnica qualitativa, em geral, quanto menor a incidência de picos bem definidos no 

gráfico resultante do ensaio (apresentando uma curva mais suave, porém, cheia de 

“ruídos”), maior é o grau de vitrificação do produto (ANDRADE, 2017). Com isso, o 

método de Rietveld é utilizado para se fazer a análise quantitativa a partir dos 

difratogramas resultantes do ensaio de DRX. 

Analisando todo o padrão difratométrico e utilizando as intensidades individuais 

de cada passo angular, o método de Rietveld permitiu o refinamento de estruturas 

cristalinas complexas, e vem sendo aplicado para determinação da proporção de fases a 

partir do difratograma com precisão reconhecida. Ao contrário dos outros métodos 

baseados na integração da intensidade de picos característicos de fases, o método 

desenvolvido por Hugo Rietveld se baseia na simulação de todo o difratograma. O 

procedimento permite refinar não somente os parâmetros geométricos das fases presentes, 

mas também considera as características cristalográficas (GOBBO, 2009). 

O refinamento de Rietveld é comumente utilizado em pesquisas por fornecer um 

meio de medir a intensidade padrão e calcular o conjunto de padrões mais adequado com 

base em modelos de estrutura cristalina modificados. O método funciona gerando um 

padrão teórico baseado em modelos estruturais para cada uma das fases e, a seguir, 

compara esse padrão calculado com o observado (STUTZMAN; FENG; BULLARD, 

2016). As diferenças entre os dois podem ser reduzidas alterando alguns dos parâmetros 

do modelo. O procedimento de refinamento envolve minimizar a soma das diferenças 

ponderadas e quadradas entre as intensidades de pico observadas e calculadas ponto a 

ponto ao longo de todo o padrão de difração (SNYDER; BISH, 1989). 

 

2.1.2.2 Cálculo Potencial de Bogue 

Em 1929 R. H. Bogue publicou um estudo em que desenvolveu um método para 

a obtenção da composição das fases do clínquer estimada estequiometricamente a partir 
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de análises químicas com aproximações que assumem os seguintes critérios (GOBBO, 

2009 e SHIM et al., 2021): 

• A composição dos quatro componentes principais do cimento Portland são C3S, 

C2S, C3A e C4AF, com as estequiometrias teóricas; 

• Todo o Fe2O3 presente reage com Al2O3 e CaO para se transformar em C4AF; 

• O Al2O3 que resta reage com o CaO para produzir C3A; 

• O CaO restante reage com SiO2 e se transforma em C3S e C2S. 

Shim et al. (2021), citam ainda que após essas reações, eventualmente, o CaO não 

reagido permanece não combinado (CaOlivre) e o MgO continua essencialmente não 

combinado. Com suas composições químicas definidas, os modelos para calcular suas 

quantidades de acordo com os óxidos brutos iniciais de CaO, SiO2, Al2O3 e Fe2O3 

proposto por Bogue (1947) são apresentados a seguir nas Eq. (4), (5), (6) e (7), a partir 

dos critérios citados. 

C3S = (4,071 %CaO)– (7,6024 × %SiO2)– (6,7187 × %Al2O3)– (1,4297 %Fe2O3)            (4) 

C2S = (2.8675 × %SiO2) − (0.7544 × %C3S)                                                                   (5) 

C3A = (2,504 × %𝐴𝑙2𝑂3)– (1,6920 × %Fe2O3)                                                               (6) 

C4AF = 3,0432 × %Fe2O3                                                                                                       (7) 

É importante ressaltar que os modelos citados acima são válidos apenas quando o 

Módulo de Alumina (MA) é maior ou igual a 0,64. Se MA for menor que a 0,64, os C3S 

e C2S serão formados da mesma forma, mas o C3A não será formado. De fato, forma-se 

aluminoferrita de cálcio (LABIDI et al., 2019). 

No cimento produzido comercialmente, o gesso também é adicionado para 

retardar a pega, como o principal componente do gesso é o CaO e SO3, os modelos devem 

ser modificados para considerar também sua composição. Embora usado corretamente na 

indústria, Gobbo (2009) cita que esse método apresenta diversas limitações por se tratar 

das condições de clinquerizção observadas em clínqueres comerciais. Esse método leva 

em consideração uma temperatura de clinquerização próxima a 2.000 ºC, perfeita 

combinação dos óxidos, a existência de equilíbrio entre C2S, C3S e a fase líquida, e que 

este estado é mantido durante o resfriamento. 

O cálculo restringe a constituição dos clínqueres aos compostos C3S, C2S, C3A e 

C4AF na forma pura, sendo que despreza a existência de elementos menores, como P2O5, 

TiO2, MgO, K2O, Na2O, entre outros, que podem perfazer proporções de cerca de 8 a 9% 
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do clínquer, bem como a presença de sulfatos alcalinos. Outra aproximação é que todo o 

MgO é calculado como na forma de periclásio. Em adição, os erros que podem ser 

cometidos nos cálculos de composição potencial dependem da precisão inerente aos 

resultados das análises químicas elementares. Os cálculos potenciais de Bogue devem ser 

utilizados como uma primeira aproximação, visto que as condições de equilíbrio químico 

que invariavelmente lastreiam os cálculos potenciais, não são comumente obtidas nos 

clínqueres industriais.  

Para a aplicação do cálculo Potencial de Bogue, os óxidos das amostras de cimento 

devem ser mensurados e técnicas de caracterização química quantitativas tornam-se 

necessárias. A fluorescência de raios-X (FRX) é uma técnica analítica que pode ser 

utilizada para determinar a composição química de uma ampla variedade de tipos de 

amostras, incluindo sólidos, líquidos, pastas e pós soltos. É uma técnica não destrutiva 

que permite identificar os elementos presentes em uma amostra (análise qualitativa), 

assim como estabelecer a proporção (concentração) em que cada elemento se encontra 

presente na amostra (CONRAD; JULIUS-MAXIMILIANS, 2007). 

A FRX é uma técnica elementar baseada na medida da intensidade dos raios-X 

característicos emitidos pelos elementos químicos da amostra (ASFORA, 2010). Essa 

técnica é capaz de detectar e quantificar as concentrações químicas de elementos em uma 

ampla variedade de tipos de amostras, se tornando relevante para a caracterização de 

materiais (NASCIMENTO-DIAS; OLIVERIA; DOS ANJOS, 2017). Com o 

desenvolvimento do conhecimento científico e tecnológico, a FRX começou a chamar a 

atenção de diferentes áreas em virtude do alto potencial que esta técnica possui em 

fornecer informações de maneira não destrutiva (ASFORA, 2010). 

A utilização da FRX para encontrar o percentual e massa dos óxidos do cimento, 

juntamente com o Cálculo Potencial de Bogue, são capazes de fazer uma estimativa dos 

compostos principais de amostras de cimentos. É possível observar o emprego dessas 

técnicas de forma conjunta em pesquisas como Gobbo (2003), Crumbie, Walenta e 

Füllmann (2006), Shim et al. (2021) e Gobbo (2009). Apesar de suas limitações, a 

simplicidade e rapidez são suas principais vantagens, fazendo com que o cálculo potencial 

de Bogue seja bastante útil na indústria e nas pesquisas com cimento Portland. Esse 

cálculo pode ser bastante útil e suficiente para pesquisas que visam um cálculo base dos 

4 compostos principais do cimento. 
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2.1.2.3 Comparação entre as técnicas DRX-Rietveld e cálculo Potencial de Bogue para 

quantificação dos compostos principais. 

Gobbo (2009) aplicou a difração de raios-X e método de Rietveld no estudo de 4 

amostras de clínquer do cimento Portland, entre outros materiais, e utilizou o Cálculo 

Potencial de Bogue para mensuração dos compostos principais do cimento para 

comparação. A técnica de fluorescência de raios-x foi empregada nas amostras de 

clínquer para serem dosados os óxidos SiO2, Al2O3, Fe2O3, TiO2, MgO, CaO, SO3, Na2O, 

K2O, MnO e P2O5. Os cálculos potenciais foram realizados pelo método de Bogue para 

obtenção de valores para C3S, C2S, C3A e C4AF utilizando as Eq. (4), (5), (6) e (7) 

expostas anteriormente. 

Foi investigado as proporções dos compostos do clínquer de 3 amostras de 

cimento Portland com adição de calcário e 1 amostra com clínquer cimento branco, todas 

fornecidas por diferentes fábricas brasileiras A amostra F1 e F2 foram provenientes de 

Ribeirão Preto (SP), a F3 de Rio Branco do Sul (PR) e uma amostra de clínquer de 

cimento branco (CB) de Pedro Leopoldo (MG). Os resultados da quantificação dos 

compostos C3S, C2S, C3A e C4AF com a utilização de DRX-Rietveld, microscopia e 

Bogue estão expostos na Tabela 2-3. 

Tabela 2-3 – Proporções dos compostos do clínquer obtidos por cálculos potenciais (Bogue) e difração de 

raios-X pelo método de Rietveld (DRX) para três amostras de cimento Portland com adição de calcário de 

diferentes fábricas (F1, F2 e F3) e uma amostra de cimento branco (CB). 

Amostra  Método 

% em massa 

Alita (C3S) Belita (C2S) Aluminato (C3A) 
Ferrita 

(C4AF) 

F1 

Bogue 62,4 14,8 9,1 8,4 

DRX 67,5 13,0 4,1 9,1 
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Tabela 2-3 – Proporções dos compostos do clínquer obtidos por cálculos potenciais (Bogue) e difração de 

raios-X pelo método de Rietveld (DRX) para três amostras de cimento Portland com adição de calcário de 

diferentes fábricas (F1, F2 e F3) e uma amostra de cimento branco (CB). 

F2 

Bogue 60,1 16,1 9,1 8,4 

DRX 60,3 19,7 3,6 8,7 

F3 

Bogue 71,7 5,3 9,5 7,9 

DRX 69,1 10,3 3,9 9,0 

CB 

Bogue 75,4 12,8 10,8 0,6 

DRX 73,1 18,4 7,6 - 

Fonte: GOBBO, 2009 (adaptado). 

 A alita obteve teores mais elevados em todas as amostras e uma similaridade de 

resultados pelas duas técnicas. Ao analisar os resultados desse composto por Bogue, a 

amostra F1 foi a que apresentou uma diferença maior entre valores obtidos pelas duas 

técnicas, de 5,1%, em que o resultado por Bogue foi menor que o encontrado por Rietveld. 

De forma inversa, para a mesma amostra, o resultado de Bogue para belita foi superior. 

Já para a amostra F3, o percentual de belita obtido por Rietveld (10,3%) foi superior ao 

encontrado por Bogue (5,3%).  

Os valores obtidos para o aluminato foram os que mais variaram nas duas técnicas 

e os resultados pelo cálculo potencial de Bogue foram superiores em todas as amostras. 

As apurações para ferrita foram similares para a amostra F2, porém nas as F1 e F3 

obtiveram valores com diferenças maiores entre os resultados das duas técnicas. Para a 

amostra de cimento branco (CB), Rietveld não identificou nenhum teor do C4AF, 

enquanto pelo cálculo Potencial de Bogue foi encontrado 0,6% desse composto. Por se 

tratar de um cimento branco, conhecido por não possuir ferro em sua composição, o valor 

para C4AF deveria ser zero. Entretanto, ao analisar a caracterização química das amostras 

do autor, foi verificado que a amostra CB continha 0,2 de Fe2O3. Desta forma, a partir da 

fórmula para obtenção C4AF pelo Cálculo Potencial de Bogue, é encontrada uma 

porcentagem pequena para esse composto. As menores variações entre as técnicas 

observadas pelo autor foram nas amostras F2 e CB. 
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 Crumbie, Walenta e Füllmann (2006) analisaram quimicamente oito clínqueres de 

cimento Portland diferentes produzidos em laboratório usando matérias-primas padrão, 

como calcário, bauxita e óxido de ferro. As análises químicas dos clínqueres foram 

realizadas através da fluorescência de raios-X e os compostos principais foram 

quantificados pelo cálculo potencial de Bogue e DRX-Rietveld, entre outras técnicas de 

quantificação. Os resultados obtidos pelos autores encontram-se na Tabela 2-4 abaixo. 

Tabela 2-4 – Composição das fases do clínquer utilizando o cálculo potencial de Bogue e quantificação 

por análise de Rietveld. 

Amostra  Método 

% em massa 

Alita (C3S) Belita (C2S) Aluminato (C3A) 
Ferrita 

(C4AF) 

CK1 

Bogue 65,2 16,1 5,1 11,0 

Rietveld 79,4 7,5 5,1 7,9 

CK2 

Bogue 68,2 13,0 5,4 10,8 

Rietveld 79,5 7,1 5,3 7,4 

CK3 

Bogue 64,6 16,6 13,2 3,1 

Rietveld 82,9 4,0 3,5 0,1 

CK4 

Bogue 68,1 13,0 12,9 3,0 

Rietveld 85,1 4,1 3,0 0,3 

CK5 

Bogue 65,0 16,3 3,1 11,3 

Rietveld 72,9 13,2 6,5 7,4 

CK6 

Bogue 68,2 12,6 5,1 10,9 

Rietveld 76,3 10,3 6,2 7,0 

Fonte: CRUMBIE, WALENTA E FÜLLMANN, 2006 (adaptado). 
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Tabela 2-4 – Composição das fases do clínquer utilizando o cálculo potencial de Bogue e quantificação 

por análise de Rietveld (continuação). 

Amostra  Método 

% em massa 

Alita (C3S) Belita (C2S) Aluminato (C3A) 
Ferrita 

(C4AF) 

CK7 

Bogue 65,6 15,7 13,0 3,1 

Rietveld 77,5 8,3 12,7 1,3 

CK8 

Bogue 69 12,5 13,1 3 

Rietveld 77,5 8,1 12,8 1,2 

Fonte: CRUMBIE, WALENTA E FÜLLMANN, 2006 (adaptado). 

As quantidades de alita, belita, aluminato e ferrita para os oito clínqueres de 

laboratório, conforme previsto pelo Método de Bogue padrão e medido pela análise de 

DRX-Rietveld, mostram tendências semelhantes, mas há diferenças significativas nas 

quantidades absolutas. Para todos os clínqueres, Bogue calcula menos alita e mais belita 

em comparação a Rietveld. A concordância entre todas as abordagens é satisfatória para 

o aluminato de quase todas as amostras, mas o método de Rietveld mede sistematicamente 

3% em peso a menos de ferrita do que o previsto pelo Método Bogue. Em particular, de 

acordo com os resultados de Rietveld, os clínqueres CK3 e CK4 não apresentam ferrita. 

Ao se comparar, ambas as técnicas possuem efetividade para a análise quantitativa 

dos compostos do cimento Portland. Suas singularidades refletem em resultados 

diferentes na maioria dos casos. Porém, ambas as técnicas são empregadas no processo 

de caracterização química de materiais cimentícios. Apesar de algumas limitações e 

diferenças na quantificação dos compostos, o cálculo potencial de Bogue é simples e mais 

rápido quando comparado à outras técnicas como DRX-Rietveld, que demonstra maior 

precisão em seus resultados. Porém, por ser mais simples, o cálculo potencial de Bogue 

se tornar útil e aplicável para uma primeira análise da quantidade dos 4 compostos 

principais no cimento. 
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2.1.3 Propriedades Físicas 

A distribuição de tamanho de partícula e área de superfície específica são 

parâmetros complementares que fornecem informações sobre a finura de um pó. Eles 

podem ser combinados para obter informações acerca do estado de aglomeração e 

morfologia de um material pulverulento. O estado de aglomeração de um pó influencia 

sua dispersibilidade, seu empacotamento, sua reatividade e, portanto, a reologia de uma 

suspensão. Logo, é de importância crítica na fluidez de materiais cimentícios 

(PALACIOS et al., 2016). A finura é um parâmetro utilizado por diversas pesquisas que 

empregam matrizes cimentícias, pois é uma propriedade que está diretamente relacionada 

com a velocidade de reação de hidratação, possuindo influência comprovada em seu 

comportamento mecânico.  

A finura do cimento está relacionada à superfície específica dos grãos e sua 

determinação serve principalmente para verificar a uniformidade do processo de 

fabricação do material. Normalmente, essa propriedade pode ser medida usando o 

aparelho de permeabilidade ao ar de Blaine, em termos da superfície específica expressa 

como área de superfície total em centímetros quadrados por grama, ou metros quadrados 

por quilograma, de cimento (PALACIOS et al., 2016). 

 

2.1.3.1 Superfície Específica Blaine 

Como a hidratação começa na superfície das partículas do cimento, é a sua área 

superficial total que apresenta o material disponível para hidratação. Portanto, a 

velocidade de hidratação depende da finura das partículas do cimento e, para um rápido 

desenvolvimento de resistências, é necessária uma finura elevada, tornando essa 

propriedade vital para o cimento (NEVILLE, 2016). 

A finura do cimento pode ser medida pela superfície específica e a sua 

determinação serve principalmente para verificação da uniformidade do processo de 

moagem do material. Existem vários métodos para determinar a superfície específica do 

pó de cimento, mas um dos mais utilizados pela indústria é a permeabilidade ao ar, o 

método de Blaine, por ser um método simples e rápido. 

A determinação da superfície específica pelo método de Blaine é expressa como 

área de superfície total, determinada considerando a teoria de Kozeny-Carman que 
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assume a forma esférica e de tamanho único das partículas (PALACIOS et al., 2016). 

Esse ensaio de caracterização é normatizado pela NBR 16372: Cimento Portland e outros 

materiais em pó - Determinação da finura pelo método de permeabilidade ao ar (método 

de Blaine) (2015). A finura do cimento é definida como superfície específica, 

observando-se o tempo requerido para uma determinada quantidade de ar fluir através de 

uma camada de cimento compactada, de dimensões e porosidade especificadas pela 

norma (ABNT NBR 16372, 2015). 

Sob condições normalizadas, a superfície especificada do cimento é proporcional 

a t, onde t é o tempo para determinada quantidade de ar atravessar a camada compactada 

de cimento, sendo a área específica, para um determinado aparelho e porosidade padrão 

de 0,500, dada pela Eq. (8): 

S = K2√t                                                                                                                        (8) 

Onde K2 é a constante (ABNT NBR 16372, 2015). 

A superfície específica do cimento depende do processo de moagem do seu 

principal constituinte, o clínquer, uma vez que quanto maior for o grau de moagem, maior 

superfície específica terá o cimento. A norma brasileira vigente NBR 16697: Cimento 

Portland – Requisitos (2018) não faz referência à superfície específica, e sim a finura 

através da porcentagem de material retido na peneira 75 μm. Entretanto, a norma cita que 

o ensaio de área específica pode ser solicitado e deve ter acordo entre as partes quanto 

aos valores a serem atendidos e métodos de ensaio para sua determinação, conforme o 

tipo de cimento. Porém, a norma anterior, NBR 5732: Cimento Portland comum (1991) 

estabelecia para o CPC os valores mínimos de área específica de ≥ 240 m²/kg, ≥ 260 

m²/kg e ≥ 280 m²/kg, para as classes de resistência de 25, 32 e 40 MPa, respectivamente. 

Desta forma, os valores obtidos para superfície específica pelo método Blaine observados 

em produções científicas podem variar de 250 a 450 m²/kg. 

 

2.1.3.2 Densidade 

A densidade do cimento Portland é usualmente considerada como 3,15, embora, 

na verdade, possa variar. A utilidade do conhecimento desse valor se encontra 

principalmente nos cálculos de consumo do produto nas misturas realizadas com base nos 

volumes específicos dos constituintes. Nas compactações usuais e armazenamento e 
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manuseio do produto embalado, a densidade aparente é de ordem de 1,5. Na pasta de 

cimento, a densidade é um valor variável com o tempo, aumentando à medida que 

progride o processo de hidratação. Esse fenômeno é conhecido pelo nome de retração, 

amplamente investigado principalmente na tecnologia do concreto (BAUER, 2016). Essa 

propriedade é determinada através da NBR 16605: Cimento Portland e outros materiais 

em pó — Determinação da massa específica (2017).  

 

2.1.4 Resistência à Compressão 

A resistência à compressão é um parâmetro fundamental de comparação, sendo 

ainda o requisito mais utilizado na escolha de materiais cimentícios (SOUSA, 2019), 

medida em megapascal (MPa). Essa propriedade indica até qual tensão o material tem 

capacidade de resistir, e essa tensão é a resultante da divisão entre a força e a área em que 

ela atuará.  

Os testes de resistência possibilitam confirmar a tensão máxima que determinado 

material resistirá antes de sofrer ruptura. No concreto, mesmo sem sinais visíveis de 

fratura externa, o corpo de prova é considerado rompido quando não suportar uma carga 

maior, isso devido ao estado avançado de fissuração interna atingido (MEHTA; 

MONTEIRO, 2014). 

A resistência a compressão é uma das mais importantes propriedades para os 

materiais cimentícios endurecidos e vem sendo utilizada também como parâmetro de 

durabilidade. Essa correlação está ligada ao fato de os mesmos fatores que elevam a 

resistência de uma matriz cimentícia também aumentam sua impermeabilidade e sua 

durabilidade. A relação água/cimento, como proposto pela Lei de Abrams, encontra-se 

representada pela equação (9):  

fc =  
k1

k2a/c                                                                                                                       (9) 

Onde, a/c é a relação água-cimento da dosagem, k1 e k2 são constantes empíricas 

e fc é a resistência à compressão do concreto (MEHTA; MONTEIRO, 2014). A relação 

água-cimento das misturas cimentícias torna-se muito importante, pois a quantidade de 

água possui influência na resistência e durabilidade, pois, à medida que a relação a/c 

aumenta a resistência diminui. 

http://www.apl.eng.br/concreto/controle-tecnologico-de-concreto
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A determinação da resistência à compressão de cimento Portland é um importante 

fator para determinar seu comportamento mecânico após a cura, e os 28 dias 

correspondem a idade na qual as reações de hidratação apresentam praticamente seu valor 

final. O desempenho mecânico das formulações cimentícias depende fundamentalmente 

das propriedades físico-químicas dos seus constituintes. Dentre essas características, 

destacam-se a mineralogia do clínquer, a composição química do cimento Portland, a 

superfície específica e a distribuição granulométrica das partículas que o constitui, 

podendo essas influências ocorrerem de forma simultânea. 

A mudança na composição química do cimento causa efeito na resistência à 

compressão, uma vez que as proporções dos diversos compostos variam sensivelmente 

de um cimento para outro. Neville (2016) cita que diferentes tipos de cimentos são obtidos 

por meio da proporcionalidade adequada das matérias-primas. A diferença na composição 

química dos cimentos Portland comuns, ou seja, puros, muda o teor dos compostos 

principais (C3S, C2S, C3A, C4AF), como proposto pela Lei de Bogue. Devido cada 

composto possuir uma reatividade diferente, e formar produtos diferentes, influenciam na 

resistência mecânica de formas distintas. É possível observar essa distinção de 

comportamento na Figura 2-3, que mostra o desenvolvimento da resistência dos quatro 

componentes principais do cimento Portland segundo Bogue (1955). É possível observar 

que o C3S possui grande reatividade e sua resistência à compressão possui alto 

desenvolvimento nas idades iniciais, atingindo ao final um valor próximo aos 70 MPa, 

enquanto o C2S é menos reativo, reagindo e desenvolvendo a resistência mecânica mais 

lentamente. Porém, de maneira semelhante ao C3S, o C2S atinge praticamente o mesmo 

valor final aos 360 dias. Já o C3A, por reagir com a água nas primeiras 24 horas, contribui, 

mesmo que pouco, com a resistência inicial, porém ela não é desenvolvida, se mantendo 

baixa e praticamente constante, assim como a do C4AF. 
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Figura 2-3 – Desenvolvimento das resistências dos compostos puros. 

 

Fonte: BOGUE (1955) 

 Petrucci (1998) menciona que a reação do cimento Portland com a água é um 

efeito da superfície externa para a interna do grão, ou seja, o grau de moagem do cimento 

influenciará na velocidade de hidratação e desenvolvimento da resistência à compressão. 

A Figura 2-4 demonstra o crescimento da resistência à compressão em amostras de CP 

com diferentes superfícies específicas, apresentando que a amostra de 500 m²/kg obteve 

o maior valor de resistência, seguida pela amostra de 400 m²/kg e a que possuiu menor 

valor de resistência foi a com menor área de superfície específica, de 300 m²/kg. Ou seja, 

aquelas possuintes de áreas superficiais maiores também obtiveram valores mais altos de 

resistência à compressão, mostrando a influência dessa propriedade física no 

desenvolvimento da resistência mecânica de materiais cimentícios. Com uma dada 

composição potencial do cimento, alterando-se a superfície específica Blaine do cimento 

de 300 para 500 m²/kg, é possível aumentar a resistência à compressão do material. 
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Figura 2-4 – Desenvolvimento da resistência à compressão de amostras com diferentes superfícies 

específicas.  

 

Fonte: MEHTA,  MONTEIRO (2014)  

 

2.1.4.1 Normas de Determinação da Resistência à compressão 

A determinação desse importante parâmetro mecânico é normalizada 

mundialmente, utilizando corpos de prova de argamassa de cimento. Os Estados Unidos 

da América, por exemplo, possuem a ASTM C109/C109M-20b: Standard Test Method 

for Compressive Strength of Hydraulic Cement Mortar (2021), em que estabelece o 

método de ensaio padrão para determinação da resistência à compressão a 1, 3, 7 e 28 

dias de corpos de prova de argamassa de cimento hidráulico em formato cúbico de arestas 

medindo 50 mm, composto por 1 parte de cimento para 2,75 partes de areia padrão 

graduada e relação a/c de 0,485.  

A norma Europeia EN 196-1: Methods of testing cement. Part 1: Determination 

of strength (2016) descreve o método para a determinação da resistência à compressão 

em 2, 7 e 28 dias das argamassas de cimento através de corpos de provas prismáticos de 

40 mm de largura, 40 mm de comprimento e 160 mm de altura, constituídos por 1 parte 

de cimento para 3 partes de areia de referência normalizada (CEN Standard) e relação a/c 

de 0,5. Similarmente, na China, a norma que estabelece o procedimento de determinação 

na resistência é a GB/T 17671: Method of testing cements--Determination of strength 
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(1999) também utiliza corpos prismáticos de argamassa com mesmas dimensões, relação 

a/c de 0,5 e proporção 1:3 de areia.  

Diferentemente das normas citadas, a norma da Índia para determinação da 

resistência à compressão IS 4031-6: Methods of physical tests for hydraulic cement, Part 

6: Determination of compressive strength of hydraulic cement (other than masonry 

cement) (2005) utiliza cubos de argamassa de 70,6 mm de aresta e estipula somente a 

proporção de 1:3 de areia, mas a quantidade de água é obtida através de uma fórmula de 

porcentagem de massa combinada de cimento e areia, possuindo uma variável P, que 

representa a porcentagem de água necessária para produzir uma pasta de consistência 

padrão determinada conforme descrito em norma de abatimento IS 4031-4: Methods of 

physical tests for hydraulic cement, Part 4: Determination of consistency of standard 

cement paste (1988). Desta forma, a norma indiana não fixa um valor de relação água-

cimento para moldagem dos corpos de prova para determinação da resistência à 

compressão como as demais normas citadas anteriormente. Em adição, a IS 4031-6 

(1988) não fixa idades para rompimento, apenas cita que a água em que os cubos ficam 

submersos para cura úmida deve ser trocada a cada 7 dias. 

No Brasil, o método de ensaio é estabelecido pela ABNT NBR 7215: Cimento 

Portland – Determinação da resistência à compressão de corpos de prova cilíndricos 

(2019). O método compreende a determinação da resistência à compressão de corpos de 

prova cilíndricos de 50 mm de diâmetro e 100 mm de altura. Os corpos-de-prova são 

elaborados com argamassa composta de uma parte de cimento, três de areia normalizada, 

em massa, com relação a/c de 0,48 e rompidos em 3, 7 e 28 dias. 

Além das normas para o ensaio de resistência â compressão, diversos países 

possuem normatização acerca dos critérios de aceitabilidade do material, propondo 

especificações de propriedades físicas, entre elas a resistência à compressão aos 28 dias. 

A norma americana ASTM C150: Standard Specification for Portland Cement (2021) 

requere 28 MPa aos 28 dias para os cimentos Tipo I de uso geral, o cimento enquadrado 

como sendo o cimento Portland comum. Já a norma europeia EN 197-1: Cement - Part 

1: Composition, specifications and conformity criteria for common cements propõe 

resistência aos 28 dias de acordo com as classes de resistência do cimento. Assim, os 

cimentos CEM I 32,5, CEM I 42,5 e CEM 52,5, tanto para resistência inicial ordinária 
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(N) como para alta resistência inicial (R), devem possuir resistência à compressão aos 28 

dias de no mínimo 32,5 MPa, 42,5 MPa e 52,5 MPa, respectivamente.  

De forma similar, os cimentos considerados comuns na Índia também devem 

atingir a resistência aos 28 dias de acordo com sua classe de resistência. Os cimentos 

indianos são conhecidos como classe de resistência (grade) de 43 e 53, possuindo normas 

individuais IS 8112: Ordinary Portland cement 43 grade – Specification (2013) e IS 

12269: Ordinary Portland cement 53 grade – Specification (2013), devendo atingir a 

resistência aos 28 dias de 43 MPa e 53 MPa, respectivamente. No Brasil, o cimento 

Portland comum (CP I) também possui classe de resistência, 25, 32 e 40. A norma 

brasileira NBR 16697: Cimento Portland – Requisitos (2018), assim como a europeia e 

indiana, cita como requisito físico que as três classes de resistência devem atingir aos 28 

dias valores no mínimo iguais a sua classe, ou seja, 25 MPa, 32 MPa e 40 MPa, 

respectivamente. 

A previsão da resistência à compressão a partir de métodos matemáticos vem 

ganhando interesse, uma vez que prever um parâmetro importante e desejado como ele 

pode otimizar o processo e evitar erros. Porém, é de grande importância a escolha de 

dados confiáveis para aplicação dos métodos e a normalização, além da confiabilidade, 

proporciona uma padronização capaz de auxiliar na comparação de resultados. 

 

2.2 MACHINE LEARNING 

Machine Learning (ML), termo em inglês para “Aprendizado de máquina”, pode 

ser explicado como sendo um método que procura respostas por um processo de 

aprendizado através do treinamento de um algoritmo em um banco de dados com soluções 

já definidas. Este aprendizado se dá através do treinamento de um algoritmo feito com os 

dados de entrada, sendo possível, após o treinamento, encontrar soluções para novos 

dados. 

O aprendizado de máquina é um termo geral que descreve algoritmos para 

explorar com eficiência o espaço de propriedade de um sistema e pode ajudar a otimizar 

a caracterização de materiais e a descoberta de relações estrutura-propriedade para novos 

componentes de materiais. Todos os métodos de ML usam um subconjunto dos dados 

disponíveis, chamado de conjunto de treinamento, para descobrir padrões ou 

relacionamentos entre os dados (BULLARD et al., 2019). 
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Os algoritmos de ML são classificados como supervisionados ou não 

supervisionados, dependendo da natureza dos dados disponíveis. O conjunto de 

treinamento para algoritmos supervisionados consiste em valores de entrada e saída 

correspondentes, e o objetivo do algoritmo é identificar uma função que pode prever a 

saída equivalente a novos valores de entrada. Em contraste, o conjunto de treinamento 

para algoritmos não supervisionados consiste apenas em valores de entrada e o objetivo 

é descobrir padrões neles. Vários métodos de aprendizagem supervisionada e não 

supervisionada foram desenvolvidos e são revisados. Há uma terceira classe, 

aprendizagem semi-supervisionada, na qual alguns, mas não todos os valores de entrada 

têm valores de saída correspondentes. Até o momento, os algoritmos de aprendizado 

semi-supervisionado têm visto pouco uso em ciência e engenharia de materiais 

(MUELLER; KUSNE; RAMPRASAD, 2016). 

Para Géron, (2019), técnicas de ML são adequadas para problemas de resolução 

muito complexa por abordagens tradicionais ou que não tenham algoritmos conhecidos 

para resolvê-los. O ML é uma estratégia baseada em dados para caracterização e 

descoberta de materiais, exigindo grandes quantidades de dados de medição para 

treinamento e validação. Das diversas técnicas de ML utilizadas no treinamento de 

algoritmos, Ben Chaabene, Flah e Nehdi (2020) citam que as técnicas mais comuns 

aplicadas para estimar a resistência à compressão de materiais cimentícios são  Neural 

Networks (NN), Support Vector Machines (SVM), Decision Trees (DT) e Evolutionary 

Algorithms (EA). Geralmente, o tamanho do conjunto de dados e o número de parâmetros 

de entrada podem afetar a seleção do modelo mais adequado.  

Através da revisão sistematizada da literatura, citada no tópico 1.2 acerca da 

utilização do ML para previsão da resistência à compressão do cimento, as 8 publicações 

resultantes após a filtragem foram lidas na íntegra para verificar as principais técnicas de 

ML utilizadas pelos autores e as variáveis de entrada escolhidas por eles para o 

treinamento. Vale ressaltar que em todas as pesquisas, valores de resistência à 

compressão, seja por amostras experimentais ou valores coletados na literatura, foram 

empregados como variável de saída, pois tinham como o objetivo prever essa propriedade 

em diferentes idades.  

A Tabela 2-5 resume as variáveis de saída (output) e as técnicas adotadas nos 

estudos analisados. É possível notar, que entre as várias técnicas de ML utilizadas, as 
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mais destacadas foram Artificial Neural Network (ANN) e Random Forest (RF), seguidas 

da Suport Vector Machine (SVM) e Decisions Tree (DT). Esse resultado é consistente, 

pois além de coincidir com o que foi citado por Ben Chaabene, Flah e Nehdi (2020), as 

técnicas de ANN são reconhecidamente capazes de fazer previsões em bancos de dados 

complexos quando devidamente treinadas, assim como as técnicas de SVM. (MUELLER, 

KUSNE, RAMPRASAD, 2016; ASTERIS et al., 2021; KUMAR e NARANJE, 2019; 

CHAVES et al., 2021). Os algoritmos de RF são uma variação da DT e têm ganhado 

destaque em pesquisas com o objetivo de predizer propriedades de materiais cimentícios 

devido à sua alta capacidade de se adaptar a diferentes bancos de dados e fazer previsões 

precisas (CHAABENE, FLAH e NEHDI, 2020; ASTERIS et al., 2021; CHAVES et al., 

2021). 

Tabela 2-5 – Variáveis de saída (outputs) e técnicas de Machine Learning empregadas nas pesquisas 

resultantes da revisão sistematizada da literatura. Artificial Neural Network (ANN), Support Vector 

Machine (SVM), Decision Tree (DT), Random Forest (RF), AdaBoost (ADB), K-nearest Neighbours 

(KNN), Bayes Classifier (BC), Gradient Boosting Regression (GBR), Extrem Gradiente Boosting (XGBR), 

Genetic Algorithm (GA), Particle Swarm Optimization (PSO), Adaptive-Network Based Fuzzy Inference 

Systems (ANFIS). 

Referência Outputs ANN SVM DT RF ADB KNN BC GBR XGBR GA PSO ANFIS 

Asteris et al. 

(2021) 

Resistência 

à 

compressão 
em 

diferentes 

idades 

X X X X X X             

Huang et al. 

(2021) 

Resistência 
à 

compressão 

aos 28 dias 

e 
resistência 

à flexão 

X X                     

Kumar e 

Naranje (2019) 

Resistência 

à 

compressão 

aos 2, 7 e 
28 dias 

X                       

Kumar, 

Naranje e 

Salunkhe 

(2020)  

Resistência 
à 

compressão 

aos 28 dias 

X                       

Marani e Nehdi 

(2020) 

Resistência 

à 

compressão 
aos 28 dias 

    X X       X X       

Oey et al. 

(2020) 

Resistência 
à 

compressão 

aos 28 dias 

    X X   X             
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Tabela 2-5 – Variáveis de saída (outputs) e técnicas de Machine Learning empregadas nas pesquisas 

resultantes da revisão sistematizada da literatura. Artificial Neural Network (ANN), Support Vector 

Machine (SVM), Decision Tree (DT), Random Forest (RF), AdaBoost (ADB), K-nearest Neighbours 

(KNN), Bayes Classifier (BC), Gradient Boosting Regression (GBR), Extrem Gradiente Boosting (XGBR), 

Genetic Algorithm (GA), Particle Swarm Optimization (PSO), Adaptive-Network Based Fuzzy Inference 

Systems (ANFIS) (continuação). 

Referência Outputs ANN SVM DT RF ADB KNN BC GBR XGBR GA PSO ANFIS 

Ozcan et al. 

(2017) 

Resistência 

à 

compressão 

aos 28 dias 

  X   X X   X           

Sevim et al. 

(2021) 

Resistência 

à 

compressão 

em 
diferentes 

idades 

X                 X X X 

A Tabela 2-6 apresenta as principais variáveis de entrada (input) utilizadas em 

cada artigo para treinamento das técnicas de ML para previsão da resistência à 

compressão de amostras com cimento. Os trabalhos com esse foco utilizaram 

principalmente como dados de entradas variáveis como o teor de materiais cimentícios 

suplementares (MCS), composição química do cimento, juntamente com a perda ao fogo, 

e idade da amostra. 

Tabela 2-6 – Variáveis de entrada (inputs) empregadas nas pesquisas resultantes da revisão sistematizada 

da literatura. 

Inputs 
Asteris et 

al. (2021) 

Huang et 

al. (2021) 

Kumar e 

Naranje 

(2019) 

Kumar, 

Naranje e 

Salunkhe 

(2020)  

Marani e 

Nehdi 

(2020) 

Oey et 

al. 

(2020) 

Ozcan et 

al. (2017) 

Sevim et 

al. (2021) 

Composição 

química do 

cimento 

    X X   X   X 

Perda ao fogo     X X   X     

Fator de 

saturação da Cal 
    X           

Superfície 

específica Blaine 
    X X   X     

Teor de cimento         X   X   

Classe de 

resistência do 

cimento 

X X             

Peso do clínquer     X X         

Granulometria     X X         
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Tabela 2-6 – Variáveis de entrada (inputs) empregadas nas pesquisas resultantes da revisão sistematizada 

da literatura (continuação) 

Inputs 
Asteris et 

al. (2021) 

Huang et 

al. (2021) 

Kumar e 

Naranje 

(2019) 

Kumar, 

Naranje e 

Salunkhe 

(2020)  

Marani e 

Nehdi 

(2020) 

Oey et 

al. 

(2020) 

Ozcan et 

al. (2017) 

Sevim et 

al. (2021) 

Aspersão de água 

(fabricação do 

clínquer) 

      X         

Temperatura de 

fabricação do 

cimento 

    X X         

Umidade 

(durante a 

fabricação) 

    X X         

Temperatura de 

cura 
  X             

Idade da amostra X       X   X X 

Tempo de cura   X             

Teor de MCS X X     X   X X 

Relação a/c X X     X       

Relação 

areia/aglutinante 
X               

Caracterização 

do MCS 
  X     X       

Teor de 

superplastificante 
X       X       

Teor de areia         X       

Temperatura de 

teste 
        X       

 

É importante ressaltar que quatro das pesquisas relatadas na Tabela 2-6 utilizaram 

a composição química do cimento como input. Kumar e Naranje (2019), e Kumar, 

Naranje e Salunkhe (2020), empregaram o percentual de massa dos quatro compostos 

principais do cimento (C3S, C2S, C3A e C4AF), e do SO3. Oey et al. (2020) também 

utilizaram o percentual de massa dos quatro componentes principais, além dos óxidos 

SiO2, Al2O3, Fe2O3, CaO, CaOlivre, MgO, SO3, Na2O3, K2O como inputs. Já Sevim et al. 

(2021) utilizaram a soma dos percentuais de massa dos óxidos SiO2, Al2O3, Fe2O3 como 

uma das três variáveis de entrada empregadas. 
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2.2.1 Decision Trees  

Decision Trees (DT), estão entre as abordagens mais antigas de aprendizado de 

máquina, especialmente para problemas de classificação. Historicamente, eles estão entre 

os métodos de ML mais amplamente estudados (MUELLER, KUSNE e RAMPRASAD, 

2016). As DT são semelhantes às Neural Networks no sentido de que a função é 

representada como uma rede de nós conectados. No entanto, em uma DT, a rede assume 

uma estrutura hierárquica semelhante a uma árvore, na qual cada nó pode ter apenas um 

único nó pai, como pode ser observado em um exemplo ilustrado na Figura 2-5. 

Figura 2-5 – Exemplo de árvore de decisão simples em que os nós das folhas estão em preto.  

 

Fonte: MUELLER; KUSNE; RAMPRASAD (2016)  

A avaliação da função começa no nó pai superior, mais conhecido como nó raiz, 

e prossegue pela árvore até chegar a um nó sem filhos, o nó folha. Em cada nó ao longo 

do caminho, existem vários ramos possíveis, cada um dos quais leva a um nó filho 

diferente. A escolha de qual ramificação seguir em cada nó é determinada pelo valor de 

uma das variáveis de entrada. Assim, o conjunto de todos os valores de entrada determina 

o caminho através da árvore, e o valor de saída é determinado pelo nó folha que é 

alcançado no final do caminho. As DT são comumente usadas para classificação, em que 

cada nó folha corresponde a uma classe diferente. No entanto, elas também podem ser 

usados para regressão, em que cada nó folha corresponde a um valor numérico diferente 

(MUELLER, KUSNE e RAMPRASAD, 2016). 
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2.2.2 Random Forest 

A Random Florest (RF) é um algoritmo de aprendizado de máquina 

supervisionado que é construído a partir de algoritmos de DT. É uma técnica de ML usada 

para resolver problemas de regressão e classificação. Ela utiliza aprendizagem por 

conjunto, o ensemble learning, uma técnica que combina muitos classificadores 

regressores para fornecer soluções para problemas complexos (MBAABU, 2020). Esse 

algoritmo de aprendizado de máquina vem sendo amplamente aplicado para resolver os 

problemas de regressão na área de engenharia (MA et al., 2021). 

O algoritmo da Random Forest, termo em inglês para “Floresta Aleatória”, 

estabelece o resultado com base nas previsões das árvores de decisão (DT). Ele prevê 

tomando a média ou média da produção de várias árvores, e ao se aumentar o número de 

árvores aumenta-se a precisão do resultado. A principal diferença entre o algoritmo da 

DT e o algoritmo da RF é que o estabelecimento dos nós raiz e os nós de segregação são 

feitos aleatoriamente no RF.  

Recentemente, houve o crescimento do interesse na ideia do aprendizado em 

conjunto, conhecido como ensemble learning. Dois métodos bastante versados desse tipo 

de aprendizado são o boosting (reforço) proposto por Shapire et al. (1998), e o bagging 

(ensacamento) de Breiman (1996). No boosting, as árvores sucessivas dão peso extra aos 

pontos previstos incorretamente por preditores anteriores e ao final uma votação 

ponderada é feita para a previsão. O bagging é um meta-algoritmo de conjunto que 

melhora a precisão dos algoritmos de aprendizado de máquina com base na premissa de 

que o cálculo não é significativamente aumentado (BBEIMAN, 1996). No caso do 

bagging, as árvores sucessivas não dependem das árvores anteriores - cada uma é 

construída independentemente usando uma amostra de bootstrap aggregating do 

conjunto de dados. No final, uma votação por maioria simples é encaminhada para a 

previsão (LIAW; WIENER, 2002). A RF emprega o método de bagging para gerar a 

previsão necessária, que envolve o uso de diferentes amostras de dados de treinamento 

em vez de apenas uma amostra. (MBAABU, 2020).  

Essa técnica forma novos conjuntos de treinamento por meio da re-amostragem 

do conjunto de dados original por “n” vezes, onde “n” representa o número de amostras 

que existem no conjunto de treinamento original, aleatoriamente com substituição. Em 

outras palavras, a amostra recém-selecionada não é eliminada do conjunto de dados no 
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sorteio seguinte. Como resultado, várias amostras de treinamento são selecionadas duas 

ou mais vezes, enquanto outras não serão selecionadas em um novo conjunto. O bagging 

melhora a precisão da classificação por meio da redução da variância dos erros de 

classificação (ASTERIS et al., 2021). A estrutura principal do modelo RF é apresentada 

na Figura 2-6, em que esse método usa uma coleção de árvores e cada árvore foi 

construída usando amostras guiadas de dados. 

Figura 2-6 – Princípio do modelo do Random Forest.  

 

Fonte: Autora. 

Como o objetivo do presente estudo é prever valores, o método de regressão foi 

escolhido pois, diferentemente dos problemas de classificação que se baseiam na previsão 

de um rótulo, esse método busca prever valores (MBAABU, 2020). Uma regressão de 

floresta aleatória segue o conceito de regressão simples, em que os valores das variáveis 

dependentes e independentes, inputs e outputs, são passados no modelo de RF. Nesse 

caso, cada árvore produz uma previsão específica e a previsão média das árvores 

individuais é o resultado da regressão.  



 

 

39 

 

De acordo com Farooq et al. (2020), o método RF consiste nas seguintes etapas 

principais: 

Etapa 1: Coleção de árvores de regressão treinadas usando o conjunto de 

treinamento. 

Etapa 2: Cálculo da média da saída da árvore de regressão individual. 

Etapa 3: Validação cruzada dos dados previstos usando o conjunto de validação. 

A utilização da RF para previsão de propriedades de materiais cimentícios vem 

ganhando muita atenção de pesquisadores devido suas principais características, a 

velocidade e flexibilidade na criação da relação entre as funções de entrada e saída. Além 

disso, a RF lida com grandes conjuntos de dados com mais eficiência em comparação 

com outras técnicas de aprendizado de máquina (FAROOQ et al., 2020). 

Oey et al. (2020) usaram as técnicas DT e RF para previsão da resistência à 

compressão e tempo de início de pega do CP. Como inputs, foram utilizados a 

composição química, contendo percentual dos óxidos SiO2, Al2O3, Fe2O3, CaO, CaOlivre, 

MgO, SO3, Na2O3, K2O e dos quatro compostos principais do cimento (C3S, C2S, C3A e 

C4AF), perda ao fogo e finura pelo método de Blaine. Todos os ensaios para obtenção 

dessas propriedades foram realizados através dos parâmetros ASTM para padronização 

do banco de dados. Porém, nos resultados obtidos o R², uma métrica estatística bastante 

utilizada para avaliar a precisão dos métodos de ML, foi relativamente baixo. Quanto 

mais próximo de 1 for o R² mais precisa é a previsão do modelo, porém os autores 

atingiram um valor de 0,489 e o justificaram através da grande variedade de dados do 

banco de dados e um baixo número de conjuntos de amostra. No entanto, os autores 

afirmam que com uma melhor escolha dos dados a serem usados no treinamento e 

possível incorporação de um número maior, as técnicas de RF podem se tornar muito 

mais eficientes. Por fim, indicam que a produção de novos estudos com a incorporação 

das condições ambientais e do tipo de cura como variáveis a serem analisadas pelas 

técnicas de ML podem levar a algoritmos com melhor desempenho para predizer 

propriedades no estado fresco dos cimentos. 

O estudo realizado por Marani e Nehdi (2020) utilizou um conjunto de dados com 

154 amostras de materiais cimentícios (argamassa e concreto) com incorporação de 

microcápsulas de materiais de mudança de fase (PCM) para previsão da resistência à 

compressão com a utilização da RF, entre outras técnicas de ML. Os PCM são agentes 
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que intervêm como meios de armazenamento de calor latente. Estes materiais absorvem 

calor, quando fundem, e libertam calor, quando solidificam, sendo estas mudanças de fase 

realizadas a uma temperatura quase constante (GONÇALVES et al., 2017). Esses agentes 

podem ser divididos em diferentes subcategorias com base em sua composição química 

(BAETENS; JELLE; GUSTAVSEN, 2010). 

Desta forma, os autores empregaram como variáveis de entrada o teor de cimento, 

idade da amostra, teor e caracterização do PCM, relação água-cimento, teor de 

superplastificante, teor de areia e agregado graúdo, e temperatura de teste. Para otimizar 

o desempenho dos modelos usados neste estudo, os autores empregaram a validação 

chamada “k-fold cross validation” de 5 vezes.  A Figura 2-7 apresenta os resíduos da 

saída prevista para as amostras de treinamento e teste do modelo de RF. O resíduo de 

cada amostra de treinamento ou teste é a diferença entre o valor previsto e o valor original 

da saída para determinada amostra. No gráfico da Figura 2-7 os resíduos são 

representados pelos círculos azuis para treinamento e verdes para teste. Pode-se observar 

que os resíduos para o modelo de RF aplicado variaram ligeiramente em torno de zero, 

pois estão próximos ao ajuste do modelo, representado pela linha contínua preta. Esse 

resultado denota excelente desempenho de predição. Além disso, os valores de R² obtidos 

dos conjuntos de dados de treinamento e teste foram 0,971 e 0,940, respectivamente.  
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Figura 2-7 – Resíduos da saída prevista para treinamento e dados de teste para o modelo de RF 

 

Fonte: MARANI E NEHDI (2020) 

 Ozcan, Kocak e Glbandilar (2017) tiveram como objetivo de sua pesquisa a 

construção de modelos de ML para avaliar o efeito da escória de alto forno (BFS) e pó de 

borracha de pneu (WTRP) na resistência à compressão de argamassas de cimento. Ao 

total, 12 misturas diferentes com 288 corpos de prova dos resultados experimentais de 

resistência à compressão de 2, 7, 28 e 90 dias de argamassas de cimento contendo BFS, 

WTRP e BFS com WTRP foram usadas no treinamento e teste da Random Forest, Ada 

Boost, Support Vector Machine e Bayes classifier models. Os modelos tiveram quatro 

parâmetros de entrada, a quantidade de cimento Portland, BFS, WTRP e idade da amostra, 

e sua performance foi avaliada através dos parâmetros estatísticos. Os modelos foram 

comparados de acordo com os critérios estatísticos coeficiente de correlação (R²), erro 

percentual absoluto médio (MAPE) e erro quadrático médio (RMSE). A Tabela 2-7 

apresenta os resultados dos parâmetros estatísticos obtidos pelos autores para cada técnica 

de ML utilizada, mostrando que os modelos Ada Boost e Random Forest propostos são 

adequados e preveem os valores de resistência à compressão de 2, 7, 28 e 90 dias muito 

próximos aos valores experimentais.  
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Tabela 2-7 – Os valores estatísticos de resistência à compressão propostos para os modelos de Random 

Forest, Ada Boost, Support Vector Machine (SVM) e Bayes classifier models (Bayes). 

Parâmetro estatístico Random Forest Ada Boost SVM Bayes 

R² 0.9639 0.9831 0.8513 0.5479 

RMSE 5.7291 5.2425 5.8504 11.1276 

MAPE 0.1810 0.1105 0.1848 0.2697 

 Fonte: Ozcan, Kocak e Glbandilar (2017). 

Por fim, em relação aos trabalhos que empregaram a RF para previsão da 

resistência à compressão de amostras cimentícias, Asteris et al. (2021) avaliou a 

resistência à compressão de corpos de prova de argamassas de cimento Portland com 

adição de metacaulim usando modelos de inteligência artificial, entre eles a RF. Os 

autores utilizaram dados laboratoriais da literatura aberta para desenvolver os modelos e 

prever a resistência à compressão das argamassas à base de cimento, utilizando como 

inputs a idade do corpo de prova (dias), a classe de resistência do cimento (MPa), a 

porcentagem de metacaulim em relação ao aglutinante total (%), a relação 

água/aglutinante, o teor de superplastificante (%), e a relação ligante/areia. O output foi 

a resistência à compressão e para avaliar o desempenho do modelo foram empregados os 

parâmetros estatísticos raiz do erro quadrático médio (RMSE), o erro percentual absoluto 

médio (MAPE) e o coeficiente de determinação (R2). Os resultados mostram que RF 

obteve a segunda maior precisão de predição, em que os índices de desempenho com base 

em R2 foram 0,9473 e 0,9439 para as fases de treinamento e teste, respectivamente, como 

pode ser observado nas Figura 2-8 (a) e (b). 
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Figura 2-8 – Resultado dos dados de treinamento (a) e teste (b) para o modelo de Random Forest. 

 

(a) Treinamento 

 

(b) Teste 

Fonte: ASTERIS et al. (2021). 

2.2.3 Neural Networks 

Mcculloch e Pitts (1943) alegam que uma abordagem intuitiva e eficaz para o 

aprendizado de máquina é imitar o cérebro biológico. Essa é a ideia por trás da Neural 

Network (NN), uma classe de algoritmos de aprendizado de máquina em que os neurônios 

artificiais, também conhecidos como nós, são ligados entre si de uma forma que se 

assemelha às conexões entre os neurônios no cérebro, conforme mostra a Figura 2-9. 
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Figura 2-9 – (a) Um perceptron. (b) Uma rede neural multicamadas contendo vários nodos semelhantes a 

perceptrons. Os nós que representam variáveis de entrada (x1, x2, ...) são cinza e os nós com funções de 

ativação (a1, a2, ...) são pretos 

 

Fonte: MUELLER; KUSNE; RAMPRASAD (2016) 

Os valores de entrada (x) são passados diretamente para um conjunto de neurônios 

que compõem a primeira camada da rede neural, e esses neurônios usam funções de 

ativação para calcular os valores de saída que são então usados como valores de entrada 

pelo próximo conjunto de neurônios. Esse processo prossegue por toda a rede até chegar 

a um neurônio que produz o valor de saída final (y). Algumas redes podem ser construídas 

para gerar vários valores. 

De acordo com Rosenblat (1958) uma das redes neurais mais simples, que consiste 

apenas em um único nó, é conhecida como perceptron (Figura 2-9 a). A função de 

ativação de um perceptron compara uma soma ponderada dos valores de entrada a um 

valor limite. Se a soma ponderada for maior que o valor limite, o perceptron produzirá 

“1” como o valor de saída. Caso for menor, o perceptron produz “0” como valor de saída.  

Neural Networks mais complexas, com modificação ou controle de um processo 

usando seus resultados ou efeitos antecipados, podem ser criadas combinando vários nós 

do tipo perceptron em uma rede multicamadas (Figura 2-9 b), chamada as vezes de 

perceptrons multicamadas (WERBOS, 1975). A otimização dos pesos de um perceptron 
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multicamadas é mais complicada do que a de um único nó, mas pode ser realizada de 

forma eficiente usando um algoritmo de retropropagação que minimiza efetivamente a 

perda quadrada usando gradiente descendente. 

As redes neurais têm uma longa história de sucesso na ciência e engenharia de 

materiais, especialmente no desenvolvimento de potenciais interatômicos precisos e no 

mapeamento do comportamento de materiais complexos (tensão de fluxo, 

comportamento de fadiga, microestrutura, etc.) para parâmetros de processamento de 

materiais (tratamento térmico, deformação, trabalho a frio, etc.) (MUELLER, KUSNE e 

RAMPRASAD, 2016). 

 Chopra et al. (2018) tiveram como objetivo utilizar três modelos de ML para a 

previsão da resistência à compressão do concreto nas idades 28, 56 e 91 dias. Os modelos 

utilizados foram Decision Tree, Random Forest e Neural Networks. Como inputs foram 

utilizados a relação água-cimento, traço (cimento:areia:agregado graúdo), conteúdo de 

cimento em kg/m³, enquanto os outputs foram as resistências em 28, 56 e 91 dias. Os 

resultados obtidos pelos autores encontram-se na Tabela 2-8.  

Tabela 2-8 – Resultados do treinamento e teste do modelo NN para resistência à compressão do concreto 

nas idades de 28, 56 e 91 dias. 

Modelo 
Idade de 

cura 

Resultados 

Treinamento 
Resultados Teste 

R² RMSE R² RMSE 

NN 

28 dias 0,9599 0,7251 0,9460 0,8106 

56 dias 0,9769 0,7176 0,9500 0,9100 

91 dias 0,9770 0,8023 0,9562 0,9106 

Fonte: CHOPRA et al. (2018). 

É possível notar que o R² obtido pelos autores, tanto para treinamento como para 

teste, foram maiores que 0,90, indicando previsão eficiente. Um dos principais benefícios 

do NN em comparação com os modelos citado por Chopra et al. (2018) é o fato de essa 

técnica pode aproximar funções altamente não lineares entre recursos de entrada-saída e 

não requer conhecimento prévio da natureza dessa relação. O estudo deles atingiu o valor 
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de R² de 0,9460 (no caso de conjunto de dados de teste de resistência à compressão de 28 

dias do concreto) e o valor de RMSE para o modelo NN é menor que 1. 

Os autores citam que as abordagens da NN combinam a complexidade de muitas 

técnicas estatísticas com técnicas de aprendizado de máquina. Em adição, Chopra et al. 

(2018) afirmam que o melhor modelo possível para a previsão da resistência à compressão 

do concreto é a NN, pois conseguiram fazer a previsão da resistência com alta precisão 

para todas as idades de cura. 

 

2.3 SÍNTESE DA REVISÃO DA LITERATURA 

O cimento Portland comum é um material aglomerante hidráulico composto pelo 

clínquer e uma pequena quantidade de sulfato de cálcio com função de controlar a pega. 

É um produto mundialmente utilizado devido suas diversas aplicações na construção 

civil. Com isso, muitas pesquisas já foram desenvolvidas para estudar suas propriedades 

físico-químicas. A resistência à compressão aos 28 dias é a propriedade mais buscada em 

relação aos materiais cimentícios e está intimamente ligado a hidratação dos compostos 

do cimento, envolvendo múltiplas reações químicas. O clínquer do cimento possui como 

matérias-primas básicas o calcário, argila ou materiais silicosos, e materiais que 

contenham óxido de ferro e alumínio. Esses compostos durante a operação de queima na 

fabricação do clínquer de cimento Portland formam os quatro compostos principais (C3S, 

C2S, C3A e C4AF), em que dois deles são responsáveis pelo desenvolvimento da 

resistência à compressão. Um método utilizado para obtenção da composição dessas fases 

do clínquer é o Cálculo Potencial de Bogue, que estima aproximadamente os teores dos 

4 componentes estequiometricamente a partir de análises químicas, ou seja, os teores dos 

principais óxidos do cimento.  

A literatura possui diversos estudos como Elnemr (2020), Battagin (2009), Mehta 

e Monteiro (2014), Neville (2016), Parrot e Killoh, (1984), Petrucci (1998), Taylor (1997) 

Celik (2009) que mostram a influência das propriedades físico-químicas, como sua 

composição, superfície específica e relação água-cimento, no desenvolvimento da 

resistência à compressão. A determinação dessa propriedade mecânica se tornou um 

importante fator para o controle de qualidade dos materiais cimentícios. A previsão da 

resistência à compressão a partir de métodos matemáticos ganhou interesse, uma vez que 

a previsão de um parâmetro importante esse pode trazer otimização dos processos 
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experimentais que o envolvem e evitar erros. Com isso, equações empíricas e outras 

abordagens já foram empregadas para previsão da resistência à compressão, porém o 

Machine Leanirng (ML) ganhou atenção nas últimas décadas. Essa abordagem pode ser 

explicada como sendo um método que procura respostas por um processo de aprendizado 

através do treinamento de um algoritmo através de um banco de dados com soluções já 

definidas. Com arquitetura similar, tem-se a Neural Networks, que possuiu uma longa 

história de sucesso na ciência e engenharia de materiais. 

As técnicas mais comuns aplicadas para estimar a resistência à compressão de 

materiais cimentícios são a Neural Networks (NN), Support Vector Machines (SVM), 

Decision Trees (DT) e Evolutionary Algorithms (EA). Uma das técnicas mais observadas 

para previsão de materiais cimentícios na revisão da literatura foi a Random Florest (RF), 

que é construída a partir de algoritmos da DT. É uma técnica de ML usada para resolver 

problemas de regressão e classificação. Com isso, a técnica de RF pode lidar com grandes 

conjuntos de dados devido à sua capacidade de trabalhar com muitas variáveis, além de 

ser prática e rápida.  

As características positivas da RF fizeram com que diversos pesquisadores, como 

os citados anteriormente, aplicassem esse modelo para o treinamento de dados com o 

intuito de previsão da resistência à compressão de materiais cimentícios, entre outras 

propriedades, com boa performance. Já a técnica NN têm uma longa história de sucesso 

na ciência e engenharia de materiais, e um de seus principais benefícios é o fato dessa 

técnica poder aproximar funções altamente não lineares entre recursos de entrada-saída e 

não requerer conhecimento prévio da natureza dessa relação. Desta forma, a Random 

Forest e a Neural Networks foram as técnicas escolhidas para o desenvolvimento dos 

modelos para previsão da resistência à compressão do cimento Portland comum aos 28 

dias. 
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3 MÉTODOS DA PESQUISA 

Para realização dessa pesquisa, o cimento Portland comum (CPC) foi escolhido 

pelo fato de esse tipo de cimento não possuir materiais cimentícios suplementares (MCS) 

na sua composição. O CPC é constituído somente pelo clínquer e uma pequena 

quantidade de sulfato de cálcio com função de controlar a pega. A Random Forest foi a 

técnica de Machine Learning escolhida para a modelagem do treinamento devido sua 

praticidade e resultados positivos obtidos em pesquisas com materiais cimentícios. A 

metodologia aplicada para realização da presente pesquisa é dividida em 4 etapas 

distintas, listadas através do organograma da Figura 3-1. 

Figura 3-1 – Organograma da metodologia a ser empregada na presente pesquisa 

 

Fonte: Autora 
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A Etapa 1 consistiu na busca e coleta por dados experimentais de pesquisas 

disponíveis na literatura aberta que utilizaram o CPC e realizaram a caracterização físico-

química para construção de um conjunto de dados. Na Etapa 2 foi realizada uma análise 

exploratória dos dados coletados. Foi realizado o Cálculo Potencial de Bogue a partir dos 

dados coletados para quantificação dos 4 compostos principais do cimento (C3S, C2S, 

C3A e C4AF), caracterizando a Etapa 3. Por fim, a Etapa 4 constitui o treinamento das 

técnicas de Machine Learning, a Random Forest (RF) e Neural Networks (NN). Nessa 

última etapa foi aplicada a validação cruzada para otimização dos modelos e análise de 

efetividade das técnicas para treinamento e teste. As etapas descritas são explicadas em 

maiores detalhes nos tópicos a seguir. 

 

3.1 ETAPA 01 – CONSTRUÇÃO DO CONJUNTO DE DADOS 

Para utilização do Machine Learning (ML) com intuito de prever a resistência à 

compressão aos 28 dias do cimento Portland comum (CPC), dados foram coletados na 

literatura aberta para realização do treinamento das técnicas de ML. As informações 

coletadas formaram o banco de dados e foram divididos em inputs e outputs. Os inputs 

consistem nas variáveis de entrada inseridos para o treinamento das técnicas de ML.  

Como o principal objetivo foi prever a resistência à compressão do CPC aos 28 dias, 

buscou-se utilizar como inputs fatores que possuem influência no desenvolvimento dessa 

propriedade mecânica, conforme expostos no tópico 2.1.4. Isto posto, foram escolhidos 

como inputs: 

• Composição química do CPC: concentrações do óxido de cálcio (CaO), dióxido 

de silício (SiO2), óxido de alumínio (Al2O3), óxido de ferro (Fe2O3), óxido de 

magnésio (MgO), óxido sulfúrico (SO3), óxido de sódio (NaO2), óxido de potássio 

(K2O), óxido de titânio (TiO2), cal livre (CaOlivre), equivalente alcalino (Na2Oeq) 

em porcentagem de massa, incluindo também valores de perda ao fogo; 

• Densidade, em g/cm³; 

• Superfície específica, em m²/kg; 

• Relação água-cimento: valores utilizados de acordo com a norma de determinação 

da resistência à compressão do cimento Portland empregada em cada trabalho. 

Esses parâmetros são investigados e estabelecidos durante a etapa de 

caracterização em grande parte das pesquisas que utilizam o CPC. Vale ressaltar que a 

proporção de areia-cimento, mesmo que sendo um parâmetro de mistura importante de 

materiais cimentícios, não foi colocada como input uma vez que os valores normatizados 



 

 

50 

 

mundialmente são basicamente 2,75 e 3, o que não traria grande significado para o 

treinamento por não ter o poder de distinguir valores diferentes de resistência.   

Caso algum dado não fosse fornecido em algumas das publicações, seja por não 

ter sido investigado ou encontrado pelos pesquisadores, foram adotadas as medianas do 

montante disponíveis dessas variáveis para a realização do treinamento das técnicas de 

Machine Learning. Em adição, é importante informar que caso a pesquisa fornecesse os 

valores de Na2O e K2O, porém não disponibilizasse o teor de Na2Oeq, a porcentagem de 

massa desse óxido foi calculada através da Eq. (10): 

Na2Oeq (%)  =  Na2O% +  [0,658 × K2O%]                                                           (10) 

Os outputs são a camada de saída, o resultado a ser previsto pelas técnicas de ML, 

e consistiram nos valores de resistência à compressão aos 28 dias em MPa. Normalmente, 

a determinação da resistência também é realizada na fase de caracterização do CPC nos 

trabalhos científicos, e a coleta foi restrita a valores obtidos através de métodos de 

determinação normalizados. Ao decorrer desta etapa, uma planilha no Excel foi montada 

manualmente, contendo os inputs e outputs, formando assim o banco de dados. 

A coleta de dados foi realizada na literatura aberta, em trabalhos publicados em 

periódicos de alto impacto, livros, teses e dissertações. O processo de busca e coleta são 

expostos nos subitens a seguir. 

 

3.1.1 Coleta em Periódicos 

Para a busca e coleta de dados experimentais presentes em pesquisas publicadas 

em periódicos e livros internacionais, utilizou-se a plataforma “Portal de Periódicos 

Capes”. Os periódicos internacionais utilizados para pesquisa com sua respectiva 

classificação estão expostos a seguir: 

• Cement and concrete research – A1; 

• Cement and concrete composites – A1; 

• Construction and Building materials – A1; 

• The International Journal of Cement Composites and Lightweight Concrete – A1; 

• Structural Concrete – A2; 

• International Journal of Energy Research – A2; 

• Fire and Materials – A2; 
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• Procedia Engineering – B5; 

• Journal of Building Engineering – B2; 

• Science of the Total Environment – A1; 

• Journal of Materials in Civil Engineering – A1. 

 

A classificação exposta foi pesquisada na Plataforma Sucupira e engloba a 

classificação de periódicos no quadriênio de 2013 a 2016 para área de avaliação 

Engenharias I e Engenharias II. É importante ressaltar que o periódico “The International 

Journal of Cement Composites and Lightweight Concrete” possuiu publicações de 1979 

a 1989, continuando a partir de 1989 como a “Cement and Concrete Composites”. Em 

relação a busca em livros internacionais, o “Calcined clay for sustainble concrete” foi 

utilizado para a busca. Esse livro engloba diversas pesquisas e questões práticas da 

aplicação de adições mineiras como a argila calcinada em matrizes cimentícias. Para 

padronização da busca, em todas as fontes foi utilizado o mesmo processo de análise da 

produção para coleta dos dados, que consistiu em: 

1º) Foi inserido como string de busca “Ordinary Portland Cement”, com o intuito 

de limitar os resultados em pesquisas que continham o CPC nos títulos, resumos e 

palavras-chaves. 

2º) A partir do resultado da pesquisa, em todos os trabalhos foram lidos os títulos, 

resumos, e principalmente, os tópicos de materiais e métodos, com o intuito de verificar 

se a pesquisa realmente utilizou o CPC e se haviam os dados desejados: porcentagem de 

massa dos principais óxidos, densidade, superfície específica, relações água/cimento e a 

resistência à compressão de acordo com as normas do país referente.  

3º) Ao se possuir no mínimo os óxidos CaO, SiO2 e Al2O3, e a resistência à 

compressão aos 28 dias, a pesquisa era selecionada e os dados citados no tópico 3.1 

disponíveis, coletados. 

 

3.1.2 Coleta em teses e dissertações 

Para a busca e coleta de dados em teses e dissertações, foram selecionados os 

seguintes Programas de Pós-Graduação de universidades Brasileiras: 

• Pós-Graduação em Estruturas e Construção Civil da Universidade de Brasília; 
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• Escola Politécnica da Universidade de São Paulo; 

• Instituto Alberto Luiz Coimbra de Pós-Graduação e Pesquisa de Engenharia 

(COPPE) da Universidade Federal do Rio de Janeiro; 

• Programa de Pós-Graduação em Construção Civil da Universidade Federal de 

Minas Gerais. 

De forma a também padronizar a busca, em todos os trabalhos, primeiramente 

foram lidos os títulos e resumos, para verificar se esses trabalhos estavam trabalhando 

com materiais cimentícios. Após essa verificação, o tópico de materiais e métodos dos 

trabalhos foram lidos para confirmação de que o CP I foi utilizado e em busca das 

informações referentes a quantificação química, densidade, superfície específica, relações 

água/cimento, e resistência à compressão. Ao ser confirmada o emprego do CP I e 

identificados os dados desejados, todos foram coletados e inseridos no banco de dados. 

Vale ressaltar, que a coleta se restringiu unicamente aos trabalhos que fizeram o ensaio 

de resistência à compressão conforme a versão da norma brasileira de determinação da 

resistência à compressão do cimento Portland, NBR 7215, vigente na época da realização 

dos ensaios da pesquisa. 

3.2 ETAPA 02 – ANÁLISE EXPLORATÓRIA DE DADOS 

A partir do conjunto de dados montado, foi realizada uma análise exploratória dos 

dados (AED), que tem como finalidade examinar os dados previamente à aplicação de 

qualquer técnica estatística. Desta forma é possível ter um entendimento básico das 

medidas centrais, de dispersão e de distribuição de cada variável e suas correlações aos 

pares no banco de dados montado. Esse tipo de análise se torna importante principalmente 

por se tratar de um conjunto de resultados experimentais de pesquisas internacionais de 

diferentes países do mundo. Para essa etapa, um software interno Tyche (2020) com seu 

módulo de ciência de dados Datum foi usado para obtenção das métricas estatísticas, 

como máximo, mínimo, média e mediana; métricas de dispersão/variabilidade, como 

desvio padrão, coeficiente de variação, intervalo e detecção de outliers; e métricas de 

distribuição de dados, ou seja, intervalo interquartil e assimetria, também foram 

realizadas 

 

3.3 ETAPA 03 – QUANTIFICAÇÃO DOS 4 COMPOSTOS PRINCIPAIS DO CPC 

Devido a sua simplicidade e rapidez, o cálculo potencial de Bogue foi utilizado 

para o calcular os 4 compostos principais do CPC como base para estimativa da 
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composição química das amostras coletadas da literatura. Como explicado em detalhes 

no tópico 2.1.2.2, as equações originais de Bogue (1949) restringe a constituição dos 

clínqueres aos compostos C3S, C2S, C3A e C4AF na forma pura. Como o clínquer é 

desenvolvido pela combinação de cal e sílica, como também cal com alumina e ferro, se 

parte da cal permanecer não combinada, é necessário subtrair esse percentual do teor total 

de CaO no cálculo, a fim de obter a melhor estimativa das proporções dos quatro 

compostos. Desta forma, a Eq. (11) presente no trabalho de Gobbo (2009) foi escolhida 

para o cálculo do C3S, pois considera a subtração da porcentagem de CaOlivre do teor de 

CaO, além de também subtrair a porcentagem de SO3, devido a fração de gesso que é 

adicionado na fabricação do cimento para controle de pega. Da mesma forma, foram 

utilizadas as Eq. (12), (13) e (14) para C2S, C3A, C4AF, respectivamente, também de 

acordo com Gobbo (2009). 

 

C3S = [4,071 × (%CaO −  %CaOlivre)]– (7,6024 × %SiO2)– (6,7187 × %Al2O3) −  

(1,4297 %Fe2O3) − (2,95 × SO3)                                                                                      (11) 

C2S = (2.8675 × %SiO2) − (0.7544 × %C3S)                                                                (12) 

C3A = (2,504 × %𝐴𝑙2𝑂3)– (1,6920 × %Fe2O3)                                                            (13) 

C4AF = 3,0432 × %Fe2O3                                                                                                     (14) 

 

A partir dos resultados de caracterização química das pesquisas, ao fornecerem o 

percentual de massa dos óxidos CaO, SiO2, Al2O3, Fe2O3, CaOlivre e SO3, esses teores 

foram aplicados nas equações acima e os compostos C3S, C2S, C3A e C4AF foram 

calculados para todas as amostras coletadas. 

 

3.4 ETAPA 04 – TREINAMENTO DAS TÉCNICAS DE MACHINE LEARNING 

A metodologia utilizada para construção dos modelos de RF e NN com o intuito de 

prever a resistência à compressão do CPC foi a mesma, esquematizada na Figura 3-2 e 

descrita nos passos a seguir: 

• Passo 1. Preparação do conjunto de dados, em que resultados experimentais com 

o CPC são coletados para construir os modelos de RF e NN.  Os parâmetros para 
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prever a resistência à compressão do CPC incluem 15 variáveis de entrada e 1 de 

saída. 

• Passo 2. Treinamento do modelo ideal, em que o conjunto de dados de 

treinamento é usado para treinar os modelos de RF e NN com uma dada 

arquitetura. 

• Passo 3. Validação dos modelos, onde as amostras com uma única realização são 

usadas para testar e validar os modelos de RF e NN. O desempenho dos modelos 

é avaliado pelos critérios estatísticos R² e RMSE. 

• Passo 4. As etapas 2 e 3 são repetidas N vezes para obtenção do PRESS. 

• Passo 5. Um algoritmo de otimização baseado na evolução diferencial é realizado 

para determinação dos modelos ideais de arquitetura de RF e NN.  

Figura 3-2 – Fluxograma do modelo da Random Forest. 

 

Fonte: Autora. 
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É importante ressaltar que para o algoritmo das técnicas, valores outliers foram 

desconsiderados do conjunto de dados. O treinamento foi realizado através do software 

Tyche (2020) da Universidade da Brasília com seu módulo de Machine Learning em 

linguagem python. 

 

3.4.1 Validação  

A validação em um algoritmo de treinamento possui como objetivo medir sua 

performance através do banco de dados utilizado como entrada. O objetivo dessa 

comparação é determinar qual a melhor proporção do banco de dados que deve ser 

destinada para o treinamento e para a sua validação. A validação é crucial para o 

desempenho dos modelos de aprendizado de máquina, pois pode ajudar a encontrar o 

algoritmo ideal para cada tipo de aplicação (MA et al., 2021). 

 

3.4.1.1 Validação cruzada leave-one-out (LOOCV) 

A validação cruzada leave-one-out (LOOCV) é um tipo de validação cruzada S-

fold com o número de dobras igual ao número de dados disponíveis (S = N), ou seja, ele 

utiliza os dados de treinamento para validar o próprio emulador. Esse método mantém 

um ponto de dados (não visto para o treinamento) a ser previsto pelo modelo treinado 

com os outros pontos de dados N-1 (EVANGELISTA JUNIOR; ALMEIDA, 2021). A 

Figura 3-3 mostra uma esquematização do processo do LOOCV, em que o conjunto de 

dados dividido em 8 partes é treinado sem uma das partes, treinada separadamente. Desta 

forma, a parte separada do conjunto de dados é usado para obter previsões do modelo 

treinado sobre o restante dos dados. A estimativa de erro, em seguida, informa como o 

modelo está se saindo em relação aos dados não vistos. 

Figura 3-3 – Ilustração esquemática da validação cruzada leave-one-out (LOOCV) quando n = 8 

observações. Um total de 8 modelos serão treinados e testados. 

Modelo 1 OUT               

Modelo 2   OUT             

Modelo 3     OUT           

Modelo 4       OUT         

Modelo 5         OUT       

Modelo 6           OUT     

Modelo 7             OUT   

Modelo 8               OUT 
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O intuito da validação, além da avaliação do desempenho da técnica, é determinar 

a melhor proporção do banco de dados que deve ser destinada para o treinamento e para 

a validação do treinamento. Este procedimento é então repetido para os pontos de dados 

N = 8. A quantidade de desempenho, conhecida como PRESS (predicted residual error 

sum of squares), é calculada para cada modelo conforme equação (15): 

𝑃𝑅𝐸𝑆𝑆 =  ∑ (ŷi,−i− yi)
2

 
p
i=1                                                                                            (15) 

em que 𝑦̂𝑖,−𝑖 é a resposta prevista da amostra de dados de retenção e 𝑦𝑖 é a resposta 

observada. Embora o LOOCV seja a validação cruzada S-fold mais demorada, pode ser 

a mais rigorosa e recomendada para pequenas amostras de treinamento. O PRESS  da 

validação cruzada leave-one-out (LOOCV) foi usado para medir o desempenho preditivo 

dos substitutos e garantir que os modelos não fossem super ajustados aos dados durante 

o processo de treinamento (SHAH et al., 2022; EVANGELISTA JUNIOR; ALMEIDA, 

2021; LAPEYRE et al., 2021; SUN et al., 2021; LI et al., 2018). 

 

3.4.1.2 Performance do modelo 

Três critérios estatísticos foram aplicados na presente pesquisa para avaliação do 

erro entre o valor real e o valor previsto da resistência à compressão do cimento Portland 

comum em ambas as técnicas. Foram empregados o coeficiente de correlação (R²), o erro 

quadrado médio (MSE) e o erro quadrático médio (RMSE), calculados conforme as 

equações (15), (16) e (17), apresentadas a seguir respectivamente. De acordo com Legates 

e Mccabe (1999) a avaliação do desempenho do modelo deve incluir medidas de erro 

absoluto e relativo do modelo. 

O R² é usado para examinar a correlação linear entre o valor real e o valor previsto 

no intervalo, ele mede a habilidade do modelo de explicar a variação no resultado, que é 

um indicador de quão preditivo é o modelo. Como intervalo, o valor 0 significa que o 

modelo não pode explicar nenhuma variabilidade no resultado (chance aleatória) e o 1 

significa que o modelo explica todas as variabilidades (modelo perfeito). 

R2 = 1 − (
∑  (ŷi − yi)

N
N−1

2

∑ (N
N=1 yi −  y̅)² 

)                                                                                                 (16) 
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O erro quadrado médio (MSE) mede o erro ao quadrado médio das previsões do 

modelo, calculando a diferença ao quadrado entre o resultado observado (real) e os 

valores previstos e depois é calculada a média. Já o erro quadrático médio da raiz (RMSE) 

representa a raiz quadrada do MSE. O RMSE mede a diferença entre os valores previstos 

pelo modelo e os valores observados (reais). É possível pensar nesse valor como o "desvio 

padrão dos erros".  

MSE =  
1

N
  ∑(ŷ𝑖 − y𝑖)² 

N

i=1

                                                                                                        (17) 

RMSE =  (
1

N
∑ ŷi − yi)²

N

i=1

)

1/2

                                                                                               (18) 

Nas três equações, “n” denota os números no conjunto de dados coletado; 𝑦𝑖 são 

os valores observados da resistência; ŷi são os valores previstos com o treinamento e y̅ é 

a média dos valores previstos  (ASTERIS et al., 2021; SUN et al., 2019; DEROUSSEAU 

et al., 2019).  

Esses índices possibilitam avaliar a qualidade do modelo com boa acurácia e 

promovem a comparação dos resultados com outros modelos. Para os indicadores MSE 

e RMSE, o menor valor denota o melhor desempenho do modelo, enquanto para R², 

quanto maior for seu valor, melhor é o ajuste entre os valores analíticos e os que foram 

previstos. Ou seja, significa que o modelo RF possuiu maior precisão na previsão da 

resistência à compressão do CPC. Em adição, foi escolhido utilizar esses índices pois já 

foram usados para avaliar o desempenho preditivo do modelo de Random Forest em 

muitos estudos na literatura, como Asteris et al. (2021), Marani e Nehdi (2020), Oey et 

al. (2020), Kumar, Naranje e Salunkhe (2020), Kumar e Naranje (2019) e Ozcan, Kocak 

e Gulbandilar (2017), de forma a possibilitar a comparação entre resultados.  
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4 RESULTADOS E DISCUSSÕES 

Neste tópico são apresentados e discutidos os resultados das 4 etapas da presente 

pesquisa. Primeiramente, mostra-se o banco de dados formado a partir do processo de 

busca e coleta em periódicos, livro, teses e dissertações. Em seguida, é apresentada a 

análise exploratória dos dados coletados. Em continuidade, são exibidos os valores da 

quantificação dos 4 compostos principais do CPC (C3S, C2S, C3A e C4AF) obtidos através 

do cálculo potencial de Bogue e da porcentagem dos óxidos disponíveis nas pesquisas 

selecionadas. Por fim, é realizada a análise do resultado do treinamento dos dados através 

da Random Forest e da Neural Network para previsão da resistência à compressão aos 28 

dias do CPC. 

 

4.1 ETAPA 01 – CONSTRUÇÃO DO CONJUNTO DE DADOS 

O conjunto de dados foi formado a partir da leitura de mais de 3 mil produções 

científicas entre março e junho de 2021. Ao total, 101 publicações que utilizaram o 

cimento Portland comum e forneceram o porcentual em massa dos principais óxidos, a 

superfície específica, a relação água-cimento e a resistência à compressão do CPC aos 28 

dias, de acordo com a norma referente do país da publicação, foram selecionadas. As 101 

pesquisas citadas formaram 104 conjuntos de dados, uma vez que três delas 

proporcionaram resultados de 2 amostras distintas com cimento Portland comum de 

forma conjunta. 

Em adição, uma análise das produções selecionadas foi desempenhada para um 

melhor entendimento delas e do cenário científico em relação às pesquisas que empregam 

o cimento Portland comum e possuem a fase de caraterização desse material disponível. 

A Figura 4-1 apresenta a evolução do número de produções científicas publicadas por ano 

entre as 101 publicações. É possível perceber que a partir do ano de 2015 até 2020 o 

número de publicações aumenta. As únicas exceções são 2019 e 2021, em que este último 

ano foi apenas parcialmente decorrido pelo período de coleta dos dados do presente 

trabalho.  
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Figura 4-1 – Número das publicações coletadas por ano. 

 

Fonte: Autora. 

As 101 produções científicas consistiram em 91 artigos publicados em periódicos 

(11 periódicos internacionais), 2 resultados de livros (Calcined Clay for Sustainable 

Concrete), 7 teses/dissertações e 1 trabalho de conclusão de curso. A Figura 4-2 contém as 

principais fontes com seus respectivos números de publicações selecionadas que 

caracterizaram as propriedades físico-químicas do CPC. Construction and Building 

Materials (CBM) se destaca com 32 publicações, seguido por Cement and Concrete 

Research (CCR) e Cement and Concrete Composites (CCC), com 22 e 17 artigos, 

respectivamente. 
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Figura 4-2 – Quantidade de artigos por fonte. Legenda: Construction and Building Materials (CBM), 

Cement and Concrete Research (CCR), Cement and Concrete Compposites (CCC), 

Teses/Dissertações/Trabalho de conclusão de curso (TD), Journal of Building Engineering (JBE), 

Structural Concrete (SC), The International Journal of Cement Composites and Lightweight Concrete 

(IJCL), Fire and Materials (FM), Calcined clay for Sustainable Concrete (CCSC), International Journal of 

Energy Research (IJER), Procedia Engineering (PE), Science of the Total Environment (STE) e Jornal of 

Materials in Civil Engineering (JMCE). 

 

Fonte: Autora. 

O gráfico plotado na Figura 4-3 mostra os dados faltantes no banco montado, em 

que os espaços em branco representam a falta dos dados de determinada variável. É 

possível observar que o TiO2 é o parâmetro que menos foi fornecido nas pesquisas, seja 

por não ter sido investigado ou por não ter sido identificado no ensaio de caracterização 

química, seguido pelos álcalis (Na2O e K2O) e CaOfree. Os valores de resistência à 

compressão aos 28 dias (strength) foi um dos parâmetros que possuiu resultados expostos 

em todas as publicações, assim como os óxidos CaO, SiO2, Al2O3, que dão origem a três 

dos quatro compostos principais do cimento Portland. Porém, o óxido e Fe2O3 que origina  

o quarto composto do principal, o C4AF, não foi disponibilizado ou encontrado em 2 

pesquisas. A determinação da superfície específica (surface) também foi bastante 

investigada e a relação água-cimento (wc) foi na grande maioria estipulada e indicada de 

acordo com as normas de cada país. 

0

5

10

15

20

25

30

35

CBM CCR CCC TD JBE SC IJCL FM CCSC IJER PE STE JMCE

Fontes



 

 

61 

 

Figura 4-3 – Matriz dos dados. 

 

Fonte: Autora. 

Ao total, 15 variáveis de entrada e 1 variável de saída compõem o conjunto de 

dados e estão listadas na Tabela 4-1. As variáveis de entrada são CaO, SiO2, Al2O3, F2O3, 

MgO, SO3, Na2O, K2O, TiO2, CaOlivre, NaO2eq, perda ao fogo, superfície específica, 

densidade e a relação água-cimento. É importante informar que a proporção de areia-

cimento não foi colocada como entrada uma vez que os valores normatizados 

mundialmente são basicamente 2.75 e 3, o que não traria grande significado para o 

treinamento por não ter o poder de distinguir valores diferentes de resistência. A variável 

de saída do presente estudo é a resistência à compressão aos 28 dias, em MPa. Todas as 

variáveis de entrada e saída do conjunto de dados são apresentadas na Tabela 4-1 com 

sua respectiva quantidade coletada, onde também é especificado como cada variável é 

rotulada em todas as tabelas e gráficos do presente estudo. 

Tabela 4-1 – Variáveis de entrada (input) e saída (output) com suas respectivas unidades, rótulos e 

quantidades disponíveis. 

Variável Unidade Categoria Rótulo 
Quantidade 

de dados 

CaO % Input CaO 104 

SiO2 % Input SiO2 104 

Al2O % Input Al2O3 104 

F2O3 % Input Fe2O3 102 
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Tabela 4-1 – Variáveis de entrada (input) e saída (output) com suas respectivas unidades, rótulos e 

quantidades disponíveis (continuação) 

Variável Unidade Categoria Rótulo 
Quantidade 

de dados 

MgO % Input MgO 101 

SO3 % Input SO3 92 

Na2O % Input Na2O 68 

K2O % Input K2O 68 

TiO2 % Input TiO2 23 

CaOlivre % Input CaOfree 22 

NaO2eq % Input Na2Oeq 71 

Perda ao fogo % Input loss 83 

Superfície específica m²/kg Input surface 103 

Densidade g/cm³ Input dens 71 

Relação água-cimento - Input wc 100 

Resistência à compressão aos 

28 dias 
MPa Output strength 104 

 

4.2 ETAPA 02 – ANÁLISE EXPLORATÓRIA DE DADOS 

A partir do conjunto de dados montado com 104 amostras, foi realizada uma 

análise exploratória, que consistiu basicamente na preparação dos dados, na análise dos 

dados de cada variável e nas relações entre elas. Métricas estatísticas, como máximo, 

mínimo, média e mediana; métricas de dispersão/variabilidade, como desvio padrão, 

coeficiente de variação, intervalo e detecção de outliers; e métricas de distribuição de 

dados, como intervalo interquartil e assimetria, também foram realizadas.  
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A Figura 4-4 mostra uma matriz de dados com gráficos de dispersão em pares e 

histogramas individuais para as 16 variáveis. A diagonal principal mostra os histogramas 

individuais para cada variável, enquanto as componentes fora da diagonal mostram o 

gráfico de dispersão para uma combinação de duas variáveis. Por exemplo, o gráfico na 

primeira linha e coluna mostra o histograma da variável CaO, e nessa mesma linha, porém 

na terceira coluna, apresenta-se o gráfico de dispersão das variáveis do CaO versus Al2O3.  

É possível observar que o histograma para a relação água-cimento (wc) quase 

representa uma variável categórica com apenas três classes de valores 0,40-0,41, 0,48-

0,49 e 0,49-0,50, em que o último é significativamente dominante pois foi adotado em 

85% das amostras. Desta forma, isso ocorre porque quase todos os trabalhos usaram a 

proporção de 0,50. Algumas exceções usaram valores ligeiramente diferentes que foram 

contados nas outras classes. O padrão indiano para determinar a resistência à compressão 

IS 4031 (Parte 6) (1988), por exemplo, considera que a relação água-cimento é adquirida 

por meio de outro ensaio, o de abatimento proposto na IS 4031 (Parte 4) (2005). Em 

adição, a dominância da classe 0,49-0,50 e os valores de proximidade para as outras 

razões mostram uma variabilidade muito pequena na relação água-cimento, podendo essa 

variável não distinguir diferentes resultados de resistência à compressão no treinamento. 
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Figura 4-4 – Matriz com histogramas e gráficos de dispersão em pares das variáveis 

 

Fonte: Autora. 
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Os óxidos TiO2 e CaOfree também apresentaram valores dominantes, mas em 

menor grau que wc, conforme demonstrado nos histogramas. Isso também é observado 

nos gráficos de dispersão dessas variáveis (linhas 9,10 e 15) que tendem a formar linhas 

horizontais nos gráficos. A Figura 4-4 permite apenas uma avaliação qualitativa inicial 

dos dados, portanto, os parágrafos seguintes apresentam uma análise quantitativa 

aprofundada das variáveis. 

A Tabela 4-2 apresenta o resumo dos parâmetros quantitativos para as amostras 

de cada variável do banco de dados: mínimo (min), máximo (max), range, média, desvio 

padrão (DP) e coeficiente de variação (CV), mediana (median), skewness e intervalo 

interquartil (IQR). Esses parâmetros e a correlação entre as variáveis serão comentados 

nos subtópicos a seguir. 

Tabela 4-2 – Resumo dos parâmetros estatísticos mínimo (min), máximo (max), range, média, desvio 

padrão (DP) e coeficiente de variação (CV), mediana (median), skewness e intervalo interquartil (IQR) 

para as 16 variáveis. 

Variáveis Min Max Range Média DP CV Median Skewness IQR 

CaO 56.00 68.97 12.97 63.27 2.04 3% 63.44 -0.68 1.90 

SiO2 16.51 23.70 7.19 20.60 1.48 7% 20.65 -0.27 1.88 

Al2O3 2.45 9.82 7.37 5.06 0.98 19% 5.10 1.02 1.20 

Fe2O3 0.30 7.69 7.39 3.43 1.08 31% 3.34 0.95 1.05 

MgO 0.60 6.51 5.91 2.08 1.15 55% 1.93 1.55 1.36 

SO3 0.59 6.24 5.65 2.58 0.80 31% 2.62 0.71 0.77 

Na2O 0.01 0.98 0.97 0.27 0.18 65% 0.22 1.69 0.16 

K2O 0.10 1.32 1.22 0.63 0.30 48% 0.59 0.35 0.43 

TiO2 0.14 0.56 0.42 0.29 0.10 35% 0.24 1.32 0.11 

CaOfree 0.15 2.41 2.26 1.23 0.66 53% 1.16 0.19 1.03 

Na2Oeq 0.08 1.71 1.63 0.65 0.27 42% 0.63 1.00 0.34 

Loss 0.00 4.50 4.50 1.79 0.91 51% 1.55 0.70 1.09 

Surface 175.00 582.00 407 352.83 59.66 17% 347.00 0.76 51.30 

Dens 3.00 3.22 0.22 3.13 0.04 1% 3.13 -0.74 0.05 

wc 0.40 0.50 0.10 0.49 0.02 4% 0.50 -3.31 0.01 

Strength 38.23 71.00 32.77 50.74 7.90 16% 50.00 0.38 11.83 

 

4.2.1.1 Análise da dispersão da amostra, propriedades de distribuição e outliers 

Um resultado importante a ser analisado é o coeficiente de variação (CV), pois 

examina a dispersão, ou seja, variabilidade dos dados amostrais, em termos da razão entre 



 

 

66 

 

o desvio padrão (DP) e os valores médios amostrais. O CV é um parâmetro adequado 

para análise por expressar a variabilidade dos dados excluindo a influência de diferentes 

escalas, permitindo a comparação direta entre variáveis de diferentes unidades ou ordens 

de magnitude. A Figura 4-5 mostra o CV, em porcentagem, para as 16 variáveis em ordem 

decrescente. O gráfico mostra que dois óxidos (CaO e SiO2), dens e wc têm CV abaixo 

de 8%, o que significa que seus valores usados em todo o mundo para fabricar cimento 

Portland comum (CPC) têm variabilidade muito baixa. Isso já foi mencionado para a 

relação água-cimento, uma vez que o histograma já mostrava quase exclusividade de 

valores na faixa de 0,49-0,50 devido à uniformidade dos padrões de resistência à 

compressão entre os países.  

Figura 4-5 – Coeficiente de variação (CV) das 16 variáveis em porcentagem. 

 

Fonte: Autora. 

Outro fator importante é que as variáveis CaO e SiO2 são o primeiro e o segundo 

componentes mais dominantes na composição do CPC, com médias 63,27% e 20,60%, 

respectivamente, de acordo com a Tabela 4-2, que representam aproximadamente 84% 

(média) da massa do CPC. Isso mostrou ainda que esses dois componentes principalmente 

relacionados ao processo extração de matérias-primas e de fabricação do cimento 

apresentaram variabilidade muito baixa em sua composição percentual em CPCs na 

literatura relatada. No entanto, o CV para a resistência à compressão (strength) foi de 

16%, que é quase o dobro do CV para esses componentes mais dominantes, em percentual 

de massa.  
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A linha tracejada na Figura 4-5 permite uma comparação visual do coeficiente de 

variação da resistência à compressão com as outras variáveis. A maioria dos demais 

óxidos apresentou alto CV, como SO3 (31%), Fe2O3 (31%), TiO2 (35%), Na2Oeq (42%), 

K2O (48%), CaOfree (53%), MgO (55%) e Na2O (65%). Essa maior variabilidade nos 

valores percentuais de massa desses óxidos pode ser explicada pela influência das 

impurezas presentes nas matérias-primas extraídas e utilizadas para a fabricação do 

cimento, bem como pelos ajustes feitos na composição química do material em cada país 

devido a algum padrão específico. Dentre as variáveis obtidas através da etapa de 

caracterização do CPC, a perda ao fogo (loss) apresentou um alto valor de CV (51%), 

demonstrando a alta variabilidade dos resultados desse parâmetro na literatura. 

O intervalo interquartil (IQR) mede a distribuição da amostra de dados entre o 

primeiro (Q1) e o terceiro (Q3) quartis (entre o 25º e o 75º percentil). Portanto, o IQR 

mostra a faixa de valores em torno da mediana (segundo quartil Q2) correspondente às 

amostras centrais de 50%. Valores de IQR menores implicam em mais valores de amostra 

para as caudas à esquerda e à direita, ou seja, valores de 25% mais baixos e mais altos. 

Os valores de IQR e intervalo total (máx - mín) para cada variável são apresentados na 

Tabela 4-2 mostrada anteriormente.  

Ao se fazer a razão IQR/Range, range sendo a amplitude total, é possível 

identificar os parâmetros que possuem valores concentrados próximo à mediana. A Figura 

4-6 mostra a razão IQR/Range calculada, em porcentagem, para cada variável. O 

componente CaOfree apresentou a maior razão, mostrando que 46% da amplitude 

corresponde a 50% das amostras de dados. O K2O e a resistência à compressão (strength) 

apresentaram pouco mais de um terço da amplitude do intervalo como IQR. Isso mostra 

que essas três variáveis tiveram distribuição de dados compactados quantitativamente em 

torno da mediana, conforme mostrado nos histogramas da Figura 4-4. No entanto, os 

óxidos CaO, Fe2O3, SO3 e a superfície específica (surface) obtiveram razão IQR/Range 

menores que 15%, isso mostra que mais de 85% dos dados de cada uma dessas variáveis 

estão abaixo do primeiro quartil (25% dos valores mais baixos) e acima do terceiro quartil 

(25% dos valores mais altos). Ou seja, essas variáveis tiveram distribuição de dados não 

compactados quantitativamente em torno da mediana. A relação água-cimento (wc) 

apresentou o menor percentual de IQR/Range devido à concentração de valores no lado 

direito do seu histograma, presente na Figura 4-4, conforme mostrado e explicado 

anteriormente. 
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Figura 4-6 – Razão IQR/Range em porcentagem para as 16 variáveis. 

 

Fonte: Autora. 

Com base em cada IQR, um método sistemático de identificação de outliers, ou 

seja, valores atípicos, pode ser usado para estabelecer valores limites fora de Q1 (primeiro 

quartil) e Q3 (terceiro quartil). Os limites inferior e superior são propostos nas Eq. (19) e 

(20) abaixo (MORETTIN; BUSSAB, 2010): 

Limite inferior = (1,5 × IQR) − Q1                                                                           (19) 

Limite superior = (1,5 × IQR) + Q3                                                                                  (20) 

Os valores de Q1 e Q3 das 104 amostras utilizados para o cálculo dos limites 

inferiores e superiores estão descritos na Tabela 4-3. 

Tabela 4-3 – Valores dos primeiros (Q1) e terceiros (Q3) quartis das 16 variáveis. 

Variáveis Q1 Q3 

CaO 62,4 64,3 

SiO2 19,72 21,6 

Al2O3 4,4 5,6 

Fe2O3 2,78 3,83 

MgO 1,24 2,6 

SO3 2,19 2,96 

Na2O 0,16 0,32 

K2O 0,4 0,83 

TiO2 0,22 0,34 

CaOfree 0,72 1,75 

Na2Oeq 0,45 0,8 

Loss 1,2 2,29 

0%

5%

10%

15%

20%

25%

30%

35%

40%

45%

50%

IQ
R

/R
an

ge



 

 

69 

 

Tabela 4-3 – Valores dos primeiros (Q1) e terceiros (Q3) quartis das 16 variáveis (continuação).    

Surface 321,95 373,25 

Dens 3,1 3,15 

wc 0,48 0,5 

Strength 44,35 56,07 

A Figura 4-7 mostra a porcentagem de outliers identificados para cada variável, 

mostrando que a superfície específica, TiO2, CaO, Fe2O3, SO3 obtiveram mais de 5% de 

cada respectivo dado de amostra como outliers. Isso está de acordo com os resultados da 

Figura 4-6, que indicam as porcentagens mais altas do intervalo dessas variáveis em 

direção às caudas. A única exceção observada é o TiO2, que embora tenha apresentado 

um IQR/Range razoável, teve 8% de seus dados como outliers, demonstrando um uso de 

teor muito discrepante de TiO2 na composição do cimento Portland comum (CPC) nas 

diferentes pesquisas. Uma possível explicação é que esse óxido não é comumente 

encontrado como um componente de CPC. 

Figura 4-7 – Porcentagem de outliers calculada através de Q1 e Q3 para cada variável.  

 

Fonte: Autora. 

A quantidade de outliers de 10% da superfície específica (surface) apresenta um 

percentual razoável de resultados extremos ao se considerar que foram ensaios de 

caracterização na literatura de diferentes países para amostras de cimento especificados 

unicamente como CPC (puros), ou seja, sem materiais cimentícios suplementares (MCS). 

Esta propriedade está relacionada à moagem de cimento, a maior dispersão e porcentagem 

de outlier identificada a partir dos dados coletados mostra que esse processo é realizado 

de maneiras distintas em diferentes países. Em adição, a diferença entre os valores de 
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superfície específica influencia na velocidade das reações de hidratação e no ganho de 

resistência nas primeiras idades do produto final. 

Em relação à distribuição dos dados de cada variável, o skewness, que significa 

“assimetria”, das amostras foi determinada para avaliar quantitativamente o nível de 

assimetria da distribuição dos dados em torno de sua média. A Figura 4-8 mostra os 

valores de skewness de cada variável e apresenta a representação esquemática de simetria 

ou assimetrias, em que a assimetria negativa indica que a cauda está no lado esquerdo da 

distribuição de dados e a assimetria positiva indica que a cauda de distribuição está à 

direita. A assimetria de valor aproximadamente nulo indica a distribuição simétrica dos 

dados, conforme mostrado nos desenhos esquemáticos presentes na Figura 4-8. 

Figura 4-8 – Skewness (assimetria) da distribuição de dados de cada variável. 

 

Os óxidos K2O, SiO2, CaOfree e a resistência à compressão (strength) tiveram 

distribuição simétrica de dados devido aos seus valores de assimetria muito pequenos 

(<0,4). No entanto, os três óxidos Na2O, MgO e TiO2 tiveram assimetria significativa para 

o lado direito (>1,0), confirmando quantitativamente que eles possuem uma distribuição 

de dados assimétrica. Todas as outras variáveis apresentaram assimetria moderada a 

baixa. A única exceção é a relação água-cimento (wc) que apresentou assimetria de -3,2 

devido à concentração de dados em 0,5 dos padrões uniformes, conforme exposto 

anteriormente. 

Ao se avaliar de forma isolada os resultados para a variável resistência à 

compressão aos 28 dias (strength), esse parâmetro possuiu desvio padrão de 7,90 MPa e 
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sua média foi de 50,74 MPa, uma vez que os valores obtidos de resistência nas pesquisas, 

presente na Tabela 0-1 do Apêndice A, variam principalmente de 40 a 60 MPa, tendo 

somente 9 pesquisas das 101 que obtiveram resistência abaixo dos 40 MPa e somente 1 

acima dos 70 MPa. Essa variável possuiu distribuição assimétrica, uma vez que sua média 

e mediana possuem uma diferença de 0,76. O skewness resultou em um valor de 0,379 e 

IQR/Range de 36%, assim, existindo ainda uma porcentagem de valores nas extremidades 

do histograma, tornando-o mais distribuído. Porém, foi uma das 3 variáveis que não 

possuíram outliers e a maior quantidade de resultados está concentrada próximo a média 

e mediana, ou seja, são valores mais uniformes, mostrando um padrão de resistência para 

o CPC. Ao se comparar com as outras variáveis, o coeficiente de variação da resistência 

à compressão aos 28 dias é o 5º menor, em que seus valores variam cerca de 16%. Esse 

coeficiente de variação indica que a resistência à compressão ainda possui resultados com 

pequenas diferenças, e por se tratar de pesquisas em diferentes locais no mundo, houve 

valores fora do padrão, como os valores mínimo de 38.23 MPa e máximo de 71 MPa. 

 

4.2.1.2 Correlação entre propriedades físico-químicas cimento Portland comum 

A matriz de correlação de Pearson para as 16 variáveis é plotada na Figura 4-9. 

Devido à simetria da matriz, apenas a parte triangular inferior é plotada. Cada coeficiente 

(ρ) é uma medida de correlação linear entre dois conjuntos de dados, e a intensidade da 

cor significa a magnitude dos coeficientes de correlação para combinações de pares.  

Figura 4-9 – Matriz de correlação Pearson. 

 

Fonte: Autora. 
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Entre os óxidos, apenas a correlação do Na2Oeq com Na2O e K2O, apresentou 

valores positivos significativos de 0,72 e 0,68, respectivamente. Essa correção é esperada, 

uma vez que o Na2Oeq é derivado dos outros dois óxidos. Pode-se observar uma 

correlação negativa moderada de -0,45 entre CaO e MgO significando que, quando a 

porcentagem em massa de um desses componentes tende a aumentar na composição do 

cimento, o outro óxido tende a diminuir sua porcentagem. Esse fato pode ser uma 

consequência do uso de calcita ou dolomita como calcário. 

A última linha da matriz de correlação de Pearson, que corresponde a ρ-valores 

entre a resistência à compressão e todas as outras variáveis, é plotada na Figura 4-10. A 

correlação positiva mais alta (ρ = 0,23) foi encontrada com TiO2, enquanto a mais alta 

negativa, com a correlação de ρ = -0,35, foi com o MgO. No entanto, essas magnitudes 

podem ser consideradas valores de correlação moderados a baixos. Segundo Moreno 

(2001), a adição de dióxido de titânio (TiO2) ao cimento visa adequar a matéria-prima, e 

o MgO é derivado do carbonato de magnésio presente no calcário original na forma de 

dolomita, presente apenas em pequenas quantidades dependendo da especificidade do 

cimento a ser produzido. Assim, a presença desses dois compostos não tem nenhuma 

evidência de influência direta na resistência à compressão, desde que a porcentagem de 

MgO seja menor que 0,3% (LIU; LI, 2005). É importante notar que a correlação 

aproximadamente nula entre a razão água-cimento e resistência à compressão é devido à 

variabilidade muito baixa do conjunto de dados coletados com quase todos os valores da 

relação água-cimento (wc) sendo em 0,50 como discutido anteriormente.  
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Figura 4-10 – Coeficientes de correlação de Pearson entre as variáveis físico-químicas e a resistência à 

compressão do cimento Portland comum. 

 

Fonte: Autora 

Ao se analisar as correlações de todos os parâmetros com a resistência à 

compressão aos 28 dias, nota-se que elas são relativamente baixas, pois todos os valores 

são menores que 0,5.  

 

4.3 ETAPA 03 – QUANTIFICAÇÃO DOS 4 COMPOSTOS PRINCIPAIS DO CPC 

Os resultados das porcentagens de massa dos compostos C3S, C2S, C3A e C4AF 

das 104 amostras do banco de dados obtidas através do cálculo potencial de Bogue estão 

expostas na Tabela 4-4. Os cálculos foram realizados através das Eq. (10), (11), (12) e 

(13) expostas no Tópico 3.352. Ao final foi calculado o percentual total através da soma 

da porcentagem de massa dos 4 compostos. Para análise das proporções encontradas, os 

intervalos de porcentagem citadas por Mehta e Monteiro (2014) de 45 a 60%, 15 a 30 %, 

6 a 12%, 6 a 8%, para C3S, C2S, C3A e C4AF, respectivamente. 

Tabela 4-4 – Valores obtidos através do cálculo potencial de Bogue para as 104 amostras. 

Amostra C3S (%) C2S (%) C3A (%) C4AF (%) Total 

1 48,06 23,57 8,96 8,91 89,50 

2 56,78 15,17 6,88 10,03 88,85 

3 44,21 27,79 9,25 10,06 91,32 

4 68,24 3,65 9,29 7,60 88,78 
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Tabela 4-4 – Valores obtidos através do cálculo potencial de Bogue para as 104 amostras (continuação 1). 

Amostra C3S (%) C2S (%) C3A (%) C4AF (%) Total 

5 51,11 27,48 10,60 0,00 89,18 

6 36,97 38,22 7,90 10,15 93,24 

7 50,94 25,31 2,10 13,38 91,72 

8 54,21 17,62 9,91 10,73 92,46 

9 52,75 19,81 8,61 10,97 92,14 

10 48,70 23,55 4,75 13,38 90,38 

11 66,27 18,05 3,53 6,99 94,85 

12 51,33 18,98 7,73 7,60 85,64 

13 51,23 17,34 9,72 7,30 85,59 

14 55,06 13,61 5,97 9,00 83,65 

15 78,44 -3,18 1,15 18,91 95,32 

16 78,44 -3,18 1,15 18,91 95,32 

17 49,99 23,04 4,23 15,75 93,00 

18 61,30 14,28 7,07 9,12 91,77 

19 46,92 23,95 7,85 9,67 88,38 

20 62,21 12,22 13,28 0,00 87,70 

21 79,98 -5,74 4,48 11,83 90,53 

22 66,29 6,12 4,33 11,37 88,12 

23 69,97 10,12 10,02 10,00 100,12 

24 61,07 7,62 9,51 9,12 87,32 

25 49,98 17,70 4,87 18,35 90,91 

26 51,15 13,81 5,00 23,38 93,34 

27 59,17 18,50 7,59 11,52 96,78 

28 44,11 26,43 9,43 9,73 89,71 

29 68,97 6,83 7,77 6,99 90,57 

30 58,37 15,40 10,42 6,99 91,18 

31 56,96 16,06 7,72 6,90 87,64 

32 54,26 16,83 9,73 9,91 90,73 

33 55,34 15,50 7,86 11,31 90,01 

34 40,13 32,66 9,49 10,00 92,27 

35 58,26 15,31 8,10 9,55 91,22 

36 51,33 20,56 7,86 12,56 92,31 

37 35,77 36,20 8,95 10,46 91,37 

38 75,52 0,17 1,05 18,60 95,35 
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Tabela 4-4 – Valores obtidos através do cálculo potencial de Bogue para as 104 amostras (continuação 2). 

Amostra C3S (%) C2S (%) C3A (%) C4AF (%) Total 

39 63,13 7,19 6,65 9,97 86,94 

40 22,13 48,01 14,10 7,90 92,14 

41 16,71 49,04 12,69 9,47 87,91 

42 41,77 29,01 8,05 12,56 91,38 

43 41,77 29,01 8,05 12,56 91,38 

44 30,12 41,34 10,15 9,58 91,20 

45 66,42 8,30 4,06 10,18 88,96 

46 58,90 12,41 5,89 10,85 88,06 

47 57,75 17,33 8,34 10,21 93,63 

48 41,32 32,84 9,36 10,34 93,86 

49 68,70 1,90 7,09 7,69 85,38 

50 70,44 3,54 3,61 11,95 89,54 

51 43,96 26,72 10,61 7,57 88,86 

52 41,32 32,84 9,36 10,34 93,86 

53 65,22 8,88 7,40 7,14 88,65 

54 23,60 44,28 7,22 14,90 90,00 

55 41,07 36,19 6,34 10,34 93,93 

56 58,10 15,32 7,18 10,24 90,84 

57 42,38 34,51 4,12 14,14 95,15 

58 62,08 9,70 7,74 10,82 90,34 

59 73,93 4,82 0,22 15,90 94,87 

60 53,70 21,04 7,13 10,76 92,64 

61 54,81 19,63 6,95 10,52 91,91 

62 50,74 24,54 7,12 11,13 93,52 

63 72,43 -1,63 5,72 9,64 86,15 

64 54,33 16,78 9,70 9,91 90,72 

65 42,04 34,00 9,88 9,45 95,37 

66 69,20 -1,87 22,32 6,66 96,31 

67 56,87 14,52 7,71 9,48 88,59 

68 59,05 12,08 6,89 9,24 87,26 

69 68,46 6,07 8,30 10,34 93,16 

70 8,87 52,15 17,13 20,67 98,82 

71 51,81 21,21 9,89 10,34 93,24 

72 49,18 21,96 7,47 10,49 89,09 
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Tabela 4-4 – Valores obtidos através do cálculo potencial de Bogue para as 104 amostras (continuação 3). 

Amostra C3S (%) C2S (%) C3A (%) C4AF (%) Total 

73 41,67 27,99 12,78 9,42 91,87 

74 98,41 -25,93 4,12 11,37 87,97 

75 98,41 -25,93 4,12 11,37 87,97 

76 56,92 10,70 0,00 14,44 82,05 

77 44,10 26,73 6,79 12,62 90,24 

78 52,51 20,25 2,34 15,96 91,05 

79 65,07 2,08 8,07 7,51 82,73 

80 75,04 0,53 7,48 7,24 90,29 

81 38,05 35,31 12,00 6,11 91,47 

82 49,74 25,98 7,42 5,72 88,86 

83 57,41 17,96 8,65 5,32 89,34 

84 53,39 21,74 8,29 5,59 89,00 

85 50,43 26,18 9,99 5,20 91,79 

86 60,06 8,10 9,87 9,42 87,45 

87 19,74 48,31 11,93 8,06 88,03 

88 -9,04 74,49 11,50 15,20 92,16 

89 56,22 18,31 9,06 8,88 92,46 

90 29,07 42,08 12,45 6,69 90,29 

91 52,31 18,13 7,59 10,94 88,97 

92 53,82 16,65 8,16 10,49 89,12 

93 89,54 -20,13 5,09 7,96 82,46 

94 77,56 -0,13 7,41 7,69 92,53 

95 60,65 8,97 7,49 11,80 88,91 

96 71,69 8,23 10,36 0,91 91,18 

97 50,71 20,31 7,19 11,86 90,07 

98 29,31 40,21 11,16 8,00 88,68 

99 71,07 -0,23 6,82 10,37 88,03 

100 -1,76 69,34 11,89 9,45 88,93 

101 56,54 13,39 10,09 7,54 87,56 

102 68,19 8,69 4,72 13,62 95,22 

103 61,51 14,61 2,77 12,98 91,87 

104 65,55 5,97 8,11 9,73 89,35 
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A partir dos resultados obtidos, é possível observar que alguns valores excederam 

as proporções normalmente delimitadas na literatura. O C3S atualmente é o composto 

com maior proporção no cimento devido a busca pelo rápido desenvolvimento da 

resistência dos materiais cimentícios (THOMAZ, 2008). A partir do processo de 

produção e temperaturas usuais de clinquerização, cimentos ricos nesse composto vêm 

sendo desenvolvidos. No entanto, nas amostras 79, 88, 98 e 100 o C2S foi quem possuiu 

maior concentração e em duas delas (amostras 88 e 100) o valor do C3S foi negativo, uma 

vez que na fórmula proposta o C2S está subtraindo do valor de C3S. A literatura, como 

exposto previamente, expõe a proporção de 45 a 60%, de C3S no cimento Portland, 

porém, algumas amostras também excederam essa margem, chegando a 98,41%, como 

as amostras 74 e 75. Esses percentuais excedentes resultaram em valores negativos de 

C2S, uma vez que a equação para o seu cálculo é dependente da proporção de C3S, 

chegando a atingir -25,23%. As porcentagens calculadas de C2S possuíram uma maior 

quantidade de amostras com resultados fora do intervalo de 15 a 30% estabelecido, em 

que 19 amostras obtiveram valores acima do limite superior, atingindo valores de 74,49 

(amostra 88) e 69,34 (amostra 100), e 41 amostras possuíram valores abaixo de 15%. Em 

adição, o cálculo para esse composto também resultou em 10 valores negativos.  

Em relação ao C3A, somente a amostra 76 obteve módulo alumina (MA) menor 

que 0,64. Como comentado no tópico 2.1.2.2, para o cálculo Potencial de Bogue, esse 

modelo é válido apenas quando o Módulo de Alumina (MA) é maior ou igual a 0,64. Se 

MA for menor que a 0,64, os C3S e C2S serão formados da mesma forma, mas o C3A não 

será formado, atribuindo valor zero. A proporção desse composto segundo Mehta e 

Monteiro (2014) varia entre 6 e 12% e 7 amostras excederam os 12%, sendo a amostra 

66 possuinte do maior valor, com 22,32% de C3A. No entanto, 25 amostras obtiveram 

valores abaixo de 6%, sendo 10 delas menores que 4%. O C4AF foi o composto que mais 

possuiu amostras com resultados distantes do intervalo utilizado como base de 

comparação no presente estudo (6 a 8%). Ao total, 77 amostras possuíram valores acima 

de 8% e a maior porcentagem obtida com o cálculo foi da amostra 26, de 23,38%, e 7 

amostras resultaram em porcentagem menor que 6%, e em duas amostras o valor de Fe2O3 

não foi fornecido. Entretanto, Kihara e Centurione (1990) cita que a fase intersticial, 

composta pelo C3A e C4AF, possui uma proporção esperada de 15 a 20% e ao somar as 

porcentagens obtidas desses dois compostos, 68% das amostras ficam dentro do intervalo 

citado. 
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As variações da quantificação pelo cálculo potencial de Bogue nos resultados 

entram em concordância com estudos anteriores. Taylor (1989), por exemplo, apontou 

que um dado calculado pelo modelo de Bogue é superior aos dados experimentais em 

muitos estudos, e Stutzman et al. (2014) sugerem que a incerteza no modelo de Bogue é 

de 1,4 a 9,6%. Kristmann (1977) propôs que a alita calculada pelo modelo Bogue é 8,3% 

menor que os dados experimentais obtidos através da microscopia óptica e contagem de 

pontos, e a belita é 6,0% a mais. Já Crumbie, Walenta e Füllmann (2006) perceberam em 

seu estudo que as porcentagens de conteúdo de alita e belita calculadas foram 5 a 10% 

menores e maiores, respectivamente, do que os resultados obtidos pelo método de 

Rietveld. Em relação a fase intersticial, Gagatek e Hooton (2010) relataram que as 

quantidades de C3A pelo cálculo potencial de Bogue é 0,6% maior quando comparado ao 

valor experimental pelo método de Rietveld. Além disso, Labidi et al. (2019) comparou 

o valor calculado por Bogue com o valor experimental de Rietveld e sugeriu que a 

quantidade da soma de C3S e C2S é maior do que o modelo Bogue e a quantidade do 

somatório de C3A e C4AF é menor. Aldridge (1982) apresentou a comparação dos 

resultados experimentais obtidos com a microscopia e difração de raios-X de seis 

amostras de cimento com os resultados do cálculo no modelo de Bogue. Como resultado, 

o modelo de Bogue resultou em 7,1% menos alita, 1,0% menos belita e 0,1% e 0,7% a 

mais para aluminato e ferrita, respectivamente. 

Uma vez que o modelo proposto por Bogue é derivado da definição da composição 

química dos compostos de cimento, esse pode ser o principal motivo da diferença entre 

os resultados e os valores experimentais calculados com outras técnicas de quantificação, 

como microscopia e Rietveld. Em Taylor (1997) é sugerido que existem vários micro 

compostos aderidos à matéria-prima do cimento. Na etapa de transformações 

mineralógicas que se processa no interior do forno durante o processo de fabricação do 

clínquer e origina os 4 compostos principais, adicionalmente, outros minerais se formam 

em proporções menores, como a cal livre, o periclasio (MgO) e sulfatos alcalinos 

diversos. Gobbo (2009), cita que o cálculo restringe a constituição dos clínqueres do 

cimento ao C3S, C2S, C3A e C4AF na forma pura, sendo que despreza a existência de 

elementos menores, como o TiO2, MgO, K2O e Na2O, entre outros. Com isso, algumas 

impurezas, ao invés de presentes no material como um todo, podem estar incorporadas 

nas estruturas dos 4 compostos principais, podendo influenciar a proporção de cada 

quando calculadas através do cálculo potencial de Bogue. 
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Ao se analisar os valores dos óxidos na Tabela 0-1 no Apêndice A, as amostras 1 

e 2 possuem os teores de CaO, SiO2, Al2O3, Fe2O3, SO3 e CaOlivre descritos na Tabela 4-5, 

assim como os resultados para C3S, C2S, C3A e C4AF obtidos pelo cálculo potencial de 

Bogue. 

Tabela 4-5 – Percentual de massa dos óxidos utilizados para cálculo potencial de Bogue e resultados para 

as amostras 1 e 2. 

Amostra CaO SiO2 Al2O3 Fe2O3 SO3 CaOlivre C3S C2S C3A C4AF 

1 62,46 20,84 5,25 2,93 2,91 0,00 48,06 23,57 8,96 8,91 

2 62,90 20,20 4,7 3,3 3,30 0,00 56,78 15,17 6,88 10,03 

A comparação entre os percentuais de massa nas diferentes amostras indica que a 

redução de 0,55% no Al2O3, e o aumento de 0,37% no Fe2O3 para a amostra 2 diminuiu 

os teores de C3A e C2S em 2,00 e 8,40%, respectivamente. Essa alteração também causou 

um aumento nos teores de C4AF e C3S de 1,13 e 8,71%, respectivamente. Vale ressaltar 

que os teores de SO3 da amostra 1 foi de 2,91 e da amostra 2 foi de 3,30, e ao não 

considerar esses valores nos cálculos do C3S, o resultado para esse composto aumentaria 

8,30% para a amostra 1 e 9,40% para a amostra 2. 

De maneira similar, a amostra 29 possui 1% a mais de CaO quando comparada a 

amostra 48, conforme teores da Tabela 4-6, porém sua porcentagem de SiO2 é 1,80% 

menor. Em adição, a amostra 48 possui 1,30% a mais de Al2O3 e 1,10 a mais de Fe2O3, 

ambas não possuem teores de SO3 e CaOlivre. Uma redução de 1% no CaO com um 

aumento de quase 2% no SiO2, além das outras porcentagens do Al2O3 e Fe2O3 a mais, 

ocasionou a queda de 27,65% no C3S e um aumento quase correspondente do C2S 

(+26,02%) da amostra 48. 

Tabela 4-6 – Percentual de massa dos óxidos utilizados para cálculo potencial de Bogue e resultados para 

as amostras 29 e 48. 

Amostra CaO SiO2 Al2O3 Fe2O3 SO3 CaOlivre C3S C2S C3A C4AF 

29 63.30 20.50 4.40 2.30 0,00 0,00 68,97 6,83 7,77 6,99 

48 62.40 22.30 5.70 3.40 3,30 0,00 41,32 32,84 9,36 10,34 

Em adição, foi possível notar que os compostos com menores proporções, como 

a fase intersticial (C3A e C4AF), o SO3 e o CaOlivre, mesmo com porcentagens menores, 
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resultam diferenças significativas no valor do C3S pelo cálculo potencial de Bogue. As 

amostras 77 e 103, por exemplo possuem os percentuais de CaO, SiO2, Al2O3, Fe2O3, SO3 

e CaOlivre descritos na Tabela 4-7, juntamente com os 4 compostos principais calculados 

por Bogue. Ao avaliar os valores de C3S, a amostra 103 possui 61,51% desse composto e 

a 77 possui 44,09%, ou seja, 17,42% a menos. Nota-se que os percentuais de CaO das 

duas amostras possuem uma diferença centesimal, enquanto os valores de SiO2, Fe2O3 e 

SO3 possuem uma diferença entre as amostras de 0,35%, 0,12% e 0,41%, 

respectivamente. Porém, a diferença dos valores de Fe2O3 e CaOfree dessas amostras são 

maiores, 1,44% e 2,26%, respectivamente. Desta forma, pequenas diferenças nos 

percentuais dos demais óxidos que são considerados no cálculo do C3S, e principalmente 

possuindo cerca de 1,5% de Al2O3 e 2% CaOlivre a mais, foram suficientes para diminuir 

consideravelmente a quantidade de C3S na amostra 77. Como o cálculo para o C4AF 

somente envolve a porcentagem de massa do Fe2O3, sua proporção foi para todas as 

amostras dependente dessa variável, possuindo alguns casos com valores fora dos limites, 

como exposto anteriormente.  

Tabela 4-7 – Percentual de massa dos óxidos utilizados para cálculo potencial de Bogue e resultados para 

as amostras 77 e 103 

Amostra CaO SiO2 Al2O3 Fe2O3 SO3 CaOlivre C3S C2S C3A C4AF 

77 64,30 20,90 5,21 4,15 2,81 2,41 44,10 26,73 6,79 12,62 

103 64,35 21,25 3,77 4,27 2,40 0,15 61,51 14,61 2,77 12,98 

Os resultados dos 4 compostos principais das amostras pelo cálculo potencial de 

Bogue mostraram-se sensíveis à pequenas diferenças nas porcentagens dos óxidos, 

possuindo amostras com diferenças entre 1 e 3% que ocasionaram resultados menores 

para o C3S, C2S e C3A. Em alguns casos os teores de compostos calculados, especialmente 

as quantidades de C3A e C4AF, se desviaram consideravelmente das proporções sugeridas 

da literatura. Como as propriedades do cimento Portland são influenciadas pela proporção 

e pelo tipo de compostos presentes, as equações do cálculo potencial de Bogue têm sua 

utilidade por oferecer um método fácil para se obter uma primeira estimativa do teor de 

compostos do cimento a partir da análise dos óxidos. Entretanto, uma investigação em 

busca da análise quantitativa mais exata dos 4 compostos principais do cimento deve ser 

pesquisada através de outras técnicas de quantificação química. 
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4.4 ETAPA 04 – TREINAMENTO DAS TÉCNICAS DE MACHINE LEARNING 

Como comentado no tópico 3.4, os valores outliers foram desconsiderados para os 

treinamentos das técnicas de ML, equivalendo 5% do conjunto de dados, e estão indicados 

na Tabela 0-1 no Apêndice A. 

Após o algoritmo ótimo (evolução diferencial), a melhor arquitetura do modelo de 

RF para previsão da resistência foi com 114 estimadores (árvores), critério de 

minimização do erro ao quadrado, 1 amostra mínima por folha e 2 amostras mínimas para 

a divisão. Já em relação ao modelo de NN, a Tabela 4-8 descreve a melhor arquitetura 

para previsão da resistência à compressão do CPC aos 28 dias. Activation é a função de 

ativação, alpha é o parâmetro de taxa de aprendizado, early stopping é o criterio de 

parada, épsilon é o algoritmo de aprendizado por reforço e hidden layer sizes são as 

camadas de neurônios escondidas, em que foram utilizadas 3 (91, 249 e 141). O learning 

rate é a taxa de aprendizagem, em que foi escolhida a invscaling, conhecida como escala 

inversa e significa que a taxa de aprendizagem começa alta e vai diminuindo. O 

momentum é uma extensão do algoritmo de otimização de gradiente descendente, e o 

power, é o número utilizado como potência para a diminuição da taxa de aprendizagem. 

Tabela 4-8 – Arquitetura com melhor desempenho do modelo de RF. 

{'activation':  'relu' 

'alpha':  0.003034907127498107 

'early_stopping':  True, 

'epsilon':  1e-08 

'hidden_layer_sizes':  91, 249, 141 

'learning_rate':  'invscaling' 

'momentum':  0.6 

'n_iter_no_change': 10 

'power_t':  0.3969286363922468 
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4.4.1 Performance do treinamento 

Uma vez encontrada a melhor arquitetura, esta seção é dedicada à apresentação da 

melhor simulação usando o algoritmo de RF. A Figura 4-11 (a) e (b) mostra a correlação 

entre os valores observados (conjunto de dados) e previstos para os conjuntos de 

treinamento do modelo de RF e NN, respectivamente. Um ajuste linear (equality line) é 

traçado, representado pela linha contínua na cor azul em ambos os gráficos. É importante 

notar que os valores da predição estão próximos do ajuste linear, o que confirma uma 

concordância com os valores de resistência à compressão do CPC reais. Em adição, as 

diferentes linhas tracejadas representam o limite de 10% e 20% da dispersão dos dados, 

e é possível observar que as amostras de treinamento do modelo de RF foram preditas 

dentro do quase intermitente dentro dos limites de 10%, similarmente ao obtido pelo 

modelo de NN. Alguns casos para resistências entre 37 e 42 MPa se apresentam entre 10 

e 20%. Como esperado, os dados de teste possuem dispersão de valores acima de 20% 

para ambas as técnicas, em que para NN foi observado uma quantidade superior de pontos 

fora do limite de 20% quando comparado à RF. 
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Figura 4-11 – Gráficos de regressão do melhor preditor entre a resistência à compressão experimental e 

prevista para o conjunto de dados de (a) Random Forest (RF) e (b) Neural Networks (NN). 

 

(a) Random Forest (RF)  

 

(b) Neural Networks (NN)  

Essa maior dispersão de resultados próximo aos 20% para o teste pode ser 

justificado pelo fato de conjunto de dados possuir grande diversidade de valores para os 

diferentes inputs, uma vez que foram coletados em pesquisas de diferentes países. Desta 

forma, atribui-se uma diversidade geográfica do conjunto de dados coletados.  
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A Figura 4-12 (a) exibe os resíduos da saída prevista, ou seja, a resistência à 

compressão aos 28 dias, para os conjuntos de dados de treinamento da RF e a Figura 4-12 

(b) para NN. Enquanto as Figura 4-13 (a) e (b) apresentam os resíduos de saída prevista 

paras os conjuntos de teste da RF e NN, respectivamente. O resíduo de cada realização 

de treinamento ou teste é a diferença entre o valor previsto e o valor original observado 

da saída para determinada amostra, representando a quantidade da variabilidade de 

resultado que o modelo ajustado não consegue explicar. Pode-se observar que os resíduos 

do treinamento e teste para o modelo de RF aplicado possuem característica dispersa e 

estão próximos de zero, ou seja, são pequenos e seguem distribuição normal, indicando 

que o modelo possuiu boa qualidade de ajuste. Nota-se que a característica disperda 

também é observada nos resultados de NN, mostrando similaridade de resultados para os 

dois modelos. Em adição, os histogramas nas laterais das figuras mostram que a 

distribuição dos resíduos tende a uma distribuição normal. Os resíduos juntamente com 

os valores de R² mostram a capacidade preditiva para a resistência à compressão do 

cimento Portland comum aos 28 dias através dos inputs empregados.  
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Figura 4-12 – Resíduos da saída prevista do conjunto de dados de treinamento de (a) Random Forest (RF) 

e (b) Neural Networks (NN). 

 

(a) Random Forest (RF)  

 

(b) Neural Networks (NN)  
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Figura 4-13 – Resíduos da saída prevista do conjunto de dados de teste de (a) Random Forest (RF) e (b) 

Neural Networks (NN). 

 

(a) Random Forest (RF) 

 

(b) Neural Networks (NN)  

A Figura 4-14 (a) apresenta os resíduos de predição para o conjunto de 

treinamento do modelo RF e Figura 4-14 (b) para NN, em que o valor de resíduos relativos 

é calculado conforme Eq. (18) em porcentagem: 

Resíduos Relativos =  |
𝑦̂ − 𝑦

𝑦
| × 100%                                                                              (18) 
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Na Eq. (18) o 𝑦̂ simboliza os valores preditos e 𝑦 representa as observações do 

treinamento. Nota-se que para o conjunto de treinamento os resíduos das amostras ficaram 

abaixo de 20%. Esse resultado mostra que a predição da resistência à compressão da 

amostra de treinamento resultou em valores próximos aos valores reais coletados das 

pesquisas, com menos de 20% deles fora do ajuste linear.  

Figura 4-14 – Resíduos de previsão do treinamento com (a) Random Forest (RF) e (b) Neural Networks 

(NN), em MPa, com suas médias e desvios padrão (STD). 

 

(a) Random Forest (RF)  

 

(b) Neural Networks (NN)  
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Já para as amostras de teste, é possível observar que os resíduos atingiram valores 

maiores que 20%, porém ainda abaixo de 25%. 

Figura 4-15 – Resíduos de previsão do teste com (a) Random Forest (RF) e (b) Neural Networks (NN), 

em MPa, com suas médias e desvios padrão (STD). 

 

(a) Random Forest (RF)  

 

(b) Neural Networks (NN)  

Na  Tabela 4-9 são apresentados os critérios de avaliação de qualidade para o 

melhor preditor de RF. O valor de R² foi de 0,93 para o treinamento e 0,65 para o teste, 
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esse resultado indica previsão eficaz dos valores da resistência à compressão para as 

amostras de treinamento. Em relação aos parâmetros de erro, os valores de RMSE foram 

de 2,00 MPa para o treinamento e 4,50 MPa para o teste, enquanto o MSE do treinamento 

foi 6,80 MPa e de teste o valor foi de 31,22 MPa. Os altos valores de MSE mostram que 

o modelo não conseguiu a generalização para a previsão dos valores de resistência não 

treinados pelo modelo. 

Tabela 4-9 - Valores dos critérios estatísticos obtidos para treinamento e teste dos modelos propostos de 

Random Forest, com suas respectivas médias e desvios padrão (STD). 

Random 

Forest 

 Treinamento Teste 

 Média STD Média STD 

MSE 6.80 10.20 31.22 38.96 

RMSE 2.00 1.66 4.50 3.33 

PRESS 638.77  2965.92  

R² 0.93  0.65  

      

Ao se comparar os resultados obtidos por RF com o modelo de NN, presentes na 

Tabela 4-10, nota-se que os valores de R² foram similares para treinamento e teste. Em 

relação aos erros, para o conjunto de treinamento do modelo de NN, os resultados foram 

valores menores que de RF. Porém o conjunto de teste de NN resultou em valores maiores 

de MSE e RMSE que os obtidos para o conjunto teste no modelo de RF.   

Tabela 4-10 – Valores dos critérios estatísticos obtidos para treinamento e teste dos modelos propostos de 

Neural Networks, com suas respectivas médias e desvios padrão (STD). 

Neural 

Networks 

 Treinamento Teste 

 Média STD Média STD 

MSE 1,72 4,40 35,10 40,20 

RMSE 0,85 1,00 4,86 3,41 

PRESS 163,01  3334,10  

R² 0,96  0,64  

O valor do R² para teste, como esperado, foi menor que o de treinamento para 

ambas as técnicas, isso porque o modelo foi treinado para condições reais, ou seja, o teste 

foi realizado com um conjunto de dados não visto previamente pelo modelo. No geral, 

esses resultados mostram que a RF pode prever com precisão a resistência à compressão 

do CPC com erros de treinamento relativamente baixos. É importante notar que, devido 

ao conjunto de dados ser relativamente limitado e coletado de resultados experimentais 

de pesquisas de diferentes locais do mundo para o desenvolvimento do modelo de RF, 

um valor satisfatório de R² para os dados de treinamento foi alcançado. 
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Na presente pesquisa, das 104 amostras, 95% dos dados foram empregados para 

treinamento das técnicas, enquanto 5% representam outliers e não foram incluídos para a 

previsão da resistência à compressão do CPC. Os resultados obtidos indicam que a 

quantidade, tipos e variedades dos inputs a serem empregados para realização do 

treinamento podem ser fatores capazes de influenciar no resultado, pois o modelo 

necessita de ajustes específicos para cada caso e corre o risco de uma arquitetura ideal 

não ser encontrada.  Notou-se também a possibilidade de que um número maior de 

amostras possa incrementar o resultado de um treinamento para previsão da resistência à 

compressão com modelos de RF e NN. 

 

4.4.2 Fator de importância das variáveis 

Após o modelo de RF prever efetivamente a resistência à compressão do CPC, a 

importância relativa atribuída a cada variável no treinamento foi determinada por ele. A 

importância relativa é calculada pela divisão da pontuação da importância de cada 

variável pelo maior escore de importância das variáveis; em seguida, multiplicado por 

100%. Para alcançar o desempenho de previsão ideal, o modelo de RF foi usado para 

calcular o fator de importância das variáveis neste estudo, e os resultados são mostrados 

no gráfico da Figura 4-16 em ordem decrescente de importância. Os fatores de 

importância relativa das variáveis variam de 0% a 100% e a variável mais importante 

sempre tem uma importância relativa de 100%. 
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Figura 4-16 – Gráfico do fator de importância das 15 variáveis de entrada em relação ao treinamento do 

modelo de RF. 

 

Fonte: Autora. 

A importância relativa da variável padroniza os valores de importância para 

proporcionar facilidade de interpretação. A importância relativa é definida como a 

melhoria percentual em relação ao preditor mais importante. Das 15 variáveis de entrada 

o MgO foi o que possuiu maior fator de importância na previsão da resistência aos 28 dias 

do CPC. Esse resultando coincide com o coeficiente de correlação entre as variáveis, em 

que esse óxido possuiu o maior coeficiente de correlação com a resistência à compressão, 

de -0.35 e o coeficiente ser menor que zero implica que o aumento de MgO diminui a 

resistência à compressão. Como comentado previamente, o MgO é existente no clínquer 

como componente secundário por causa das matérias-primas naturais que contêm certa 

porcentagem desse composto. Liu e Li (2005) explicam que diferentes conteúdos de MgO 

têm diferentes efeitos na composição e nas propriedades do clínquer de cimento. Para o 

clínquer de cimento Portland, quando o teor desse composto é inferior a 2 e 3%, sua 

presença é considerada benéfica para a formação do clínquer e as propriedades do 

cimento. Porém, quando o teor de MgO for superior a 3%, pode reduzir a queimabilidade 

Importância Relativa 
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da farinha crua, aumentar o teor de cal livre no clínquer e diminuir a resistência do 

cimento. Na Tabela 0-1 do Apêndice A, é possível observar que somente 9 amostras 

apresentaram teores de MgO acima de 3%. 

A fonte de óxido de magnésio no cimento normalmente é a dolomita, que está 

presente como impureza na maioria dos calcários, podendo ocorrer tanto na forma 

cristalina quanto em solução sólida. Quando se apresenta como solução sólida, não causa 

potenciais problemas. Entretanto, quando cristalino o MgO, também chamado de 

periclásio, possui cinética química lenta (OLIVEIRA, 2011). Em outras palavras, a 

hidratação do periclásio para hidróxido de magnésio é uma reação lenta e expansiva que, 

sob certas condições, pode causar degradação. Ou seja, com a expansão, fissuras são 

originadas no interior do material, acarretando a diminuição da resistência à compressão 

e durabilidade de materiais cimentícios. Como citado anteriormente no tópico 2.1.2, tanto 

a cal livre, como o óxido de magnésio, pode afetar a expansibilidade se presentes em 

grandes quantidades, mas desde que eles não causem expansão destrutiva, eles não têm 

influência direta no desenvolvimento da resistência do cimento. Porém, nota-se que o 

fator de importância da CaOfree foi o menor do conjunto de variáveis de entrada, seguida 

da densidade (dens). Foi visto anteriormente que o valor da densidade é em torne de 3,15 

e pode variar sutilmente dependendo do lote do produto fabricado (BAUER, 2016). Desta 

forma, nota-se que essa variável não possuiu grande variação mesmo em diferentes locais 

do mundo e baixa influência no treinamento do modelo de RF na previsão da resistência 

à compressão do CPC. 

O Fe2O3 possuiu a segunda variável com o maior fator de importância, atingindo 

um valor entre 40 e 60%. Esse óxido é o principal componente do C4AF, um dos 

compostos principais do cimento. Porém, esse composto contribui de maneira pouco 

significativa para a resistência à compressão aos 28 dias do cimento (CIRINO, 2016), 

mas possui um papel importante na resistência química do cimento, em especial ao ataque 

de sulfatos às estruturas de concreto (BATTAGIN, 2009). De forma similar, o Al2O3 

possuiu o terceiro fator de importância mais alto, entre 20 e 40% e é responsável pelo 

composto C3A. Entretanto, o aluminato tricálcico (C3A) contribui no desenvolvimento de 

resistência nas primeiras horas de hidratação (GIRARDI, 2014), não possuindo influência 

comprovada no ganho de resistência à compressão em idades avançadas, como é caso de 

28 dias. Após uma avaliação desses dois resultados e uma pesquisa na literatura em busca 

da razão para essa influência relacionando o F2O3 e do Al2O3 com a resistência à 
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compressão aos 28 dias, não foram observadas nenhuma justificava. Uma avaliação do 

teor desses dois óxidos torna-se importante em futuras pesquisas, em busca de detectar 

seus efeitos na previsão da resistência à compressão. 

O K2O possuiu o quarto fator de importância mais elevado e embora em baixas 

proporções, os componentes alcalinos apresentam grande importância, tendo em vista o 

papel desempenhado no fenômeno da reação álcali-agregado (RAA) e por afetarem a 

velocidade de ganho de resistência do cimento (NEVILLE, 2016). Porém, após uma busca 

sobre o efeito desse composto na resistência, percebeu-se que os álcalis (K2O e Na2O) 

são retratados em conjunto como Na2Oeq. Desta forma, não foi encontrado um motivo 

para o K2O fator de importância maior que o Na2Oeq. Uma vez que o fator de importância 

do Na2O foi menor que a do K2O, era de se esperar que o fator de importância do Na2Oeq 

fosse intermediário aos dois álcalis, uma vez que são os compostos o formam e esse 

resultado foi obtido. 

Os resultados do fator de importância também mostram que a porcentagem de 

massa do CaO e SiO2, possuíram fatores menores quando comparado com o MgO, F2O3, 

Al2O3 e o K2O. Esse resultado não foi esperado, uma vez que esses dois óxidos formam 2 

dos compostos principais do CPC, a alita (C3S) e belita (C2S), responsáveis pelo ganho 

de resistência mecânica nas idades iniciais e avançadas, respectivamente. Entretanto, ao 

avaliar os coeficientes de variação (CV) dessas variáveis no tópico 4.2, nota-se que a seus 

valores variam pouco. Desta forma, o impacto das variáveis CaO e SiO2 na previsão da 

resistência pode ter sido mais baixa pois sua variação de valores no conjunto de dados é 

menor. 

Outra variável com importância menor que as já mencionada, é a superfície 

específica (surface). Esse é um dos parâmetros que influencia no desenvolvimento da 

resistência, porém como aos 28 dias é considerado o fim do processo de hidratação, tantos 

os grãos menores como os maiores já hidrataram e o ganho de resistência foi atingido. A 

superfície específica possui uma relação direta com o desenvolvimento da resistência 

inicial, em que quanto maior for superfície específica do cimento, maior será o pico do 

ganho da resistência inicial, porém posterior a esse pico ocorre uma estabilização. Essa 

relação foi comentada em detalhes no tópico 2.1.3.1. Uma avaliação interessante a ser 

realizada em pesquisas futuras é o fator de influência dessa propriedade na previsão de 
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resistências iniciais do cimento e do desenvolvimento da resistência em relação ao tempo 

de hidratação. 

A importância da relação água-cimento (wc) também foi relativamente baixa 

quando comparada com as demais variáveis. Esse resultado pode ser justificado através 

dos valores adotados nas pesquisas presentes na Tabela 0-1 do Apêndice A. Uma vez que 

um dos critérios da seleção da pesquisa para coleta dos dados ser a resistência à 

compressão determinada através de ensaios normatizados, os valores da relação água-

cimento variaram pouco. Com isso, essa variável não influiu significativamente no 

treinamento, por não ter o poder de distinguir valores diferentes de resistência. Foram 

adotados os valores 0,48 e 0,5 em 85% das pesquisas, e em algumas em que o valor dessa 

relação é diferente são da Índia. Como mencionado anteriormente, a norma indiana para 

determinação da resistência â compressão IS 4031-6 (1988) estipula somente a proporção 

de 1:3 de areia, mas a quantidade de água é obtida através de uma fórmula de porcentagem 

de massa combinada de cimento e areia, possuindo uma variável “P”, que representa a 

porcentagem de água necessária para produzir uma pasta de consistência padrão 

determinada conforme descrito em norma de abatimento IS 4031-4 (1988). Desta forma, 

a norma indiana não fixa um valor de relação água-cimento para moldagem dos corpos 

de prova para determinação da resistência à compressão, adotando teores em algumas 

pesquisas diferentes de 0,5 e 0,48.  

Por fim, os fatores de importância do SO3, perda ao fogo (loss) e TiO2 foram 

intermediários ao se comparar com as outras variáveis, sendo o TiO2 o menor desse 

conjunto. Esse baixo fator de importância do óxido de titânio relaciona-se com fato de 

esse composto muitas vezes não estar presente no cimento. Sua adição normalmente é 

efetuada para o ajuste do material cru conforme a especificidade do cimento a ser 

produzido, porém ele pode estar presente também como impureza, proveniente em 

alguma das matérias-primas do cimento (MORENO, 2001).  

Uma vez que o SO3 é presente na composição do cimento através da adição de 

gipsita para controle da pega do material, já não era esperado um alto fator de importância 

para essa variável. Da mesma forma a perda ao fogo (loss), em que essa variável se 

relaciona com a qualidade do cimento, ao indicar reidratação e carbonatação, que podem 

ser causadas por armazenamento impróprio ou prolongado, ou adulteração durante o 

transporte (NEVILLE, 2016).  
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Uma análise de importância das variáveis de entrada em relação a resistência à 

compressão aos 28 dias do CPC prevista foi realizada e o resultado encontra-se exposto 

na Figura 4-17. A importância entendida como o quanto a resistência muda quando uma 

das variáveis de entrada é alterada. Para essa verificação, foi utilizada a técnica Shapley 

Additive Explanation, baseada no conceito de Shapley (LUNDBERG; LEE, 2017). Os 

círculos possuem cores distintas e representam as variáveis de entrada das 104 amostras 

do conjunto de dados. A análise de importância pode mostrar o quanto cada variável de 

entrada (input) contribuiu para predição. De forma similar ao gráfico de fator de 

importância, esse gráfico de importância mostra os inputs com mais influência na 

previsão da resistência, porém, em adição, é capaz de mostrar a relação positiva ou 

negativa de cada input com o output. O eixo das abscissas representa o impacto das 

variáveis na previsão da resistência e a variação de cor se relaciona com a sensibilidade 

de determinada variável, em que a cor azul (low) significa um impacto menor na previsão 

da resistência, e o rosa (high) maior.  

Figura 4-17 – Importância das variáveis em relação a resistência à compressão aos 28 dias do CPC 

prevista. 

 

Fonte: Autora 
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Ao se comparar os resultados da Figura 4-17 com o fator de importância da Figura 

4-16, nota-se que o MgO possui um alto número de amostras que impactam na resistência, 

resultados esse que coincide com o resultado do fator de importância. Por possuir uma 

concentração maior do lado esquerdo do gráfico e com círculos de cores, rosa, azul e 

roxo, mostra que variáveis com valores menores tiveram alto, médio e baixo impacto na 

resistência à compressão prevista. Os círculos azuis para essa variável do lado positivo 

do gráfico mostram que determinada quantidade de dados em que o valor de MgO são 

maiores, possuíram um impacto alto dos valores previstos. Esse resultado corresponde 

com o que foi exposto anteriormente, que a concentração desse composto influencia na 

resistência à compressão do CPC.  

Da mesma forma, as variáveis Fe2O3 e K2O possuíram sensibilidade das variáveis 

coincidentes com o fator de importância. Na variável Fe2O3 há uma concentração de 

círculos de 0 a -2, de tons rosa e roxo, indicando que valores menores e medianos desse 

óxido possuem menor impacto nos valores de resistência à compressão, e valores maiores 

possuíram tom predominante azul entre 0 e +6 indicando maior impacto. Já o K2O possuiu 

concentração em 0 e -2 de círculos predominantemente da cor rosa, indicando que 

menores valores desse álcali possuem menor influência na resistência. A partir de 0 a +2, 

há uma concentração dos círculos para de K2O com a mistura de cores, porém elas não se 

espalham, significando baixo impacto desses valores. 

Os inputs superfície específica (surface), Na2Oeq, SiO2, Al2O3, relação água-

cimento (wc) e TiO2 possuem uma concentração de valores ao redor de 0 e alguns se 

espalham para o lado positivo ou negativo, mostrando que alguns de seus valores 

impactam a resistência positivamente ou negativamente, mas sem apresentar uma 

tendência como MgO, K2O e Fe2O3. As variáveis perda ao fogo (loss), Na2O, CaO, SO3, 

CaOfree e densidade (dens) possuem concentração dos círculos em volta do centro do 

eixo das ordenadas, significando um impacto baixo para todos os possíveis valores de 

resistência à compressão aos 28 dias previstos. 
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5 CONCLUSÕES 

A presente pesquisa foi desenvolvida para formar um banco de dados composto 

por resultados experimentais disponíveis na literatura e prever a resistência à compressão 

do cimento Portland comum aos 28 dias utilizando a técnica de Machine Learning (ML), 

Random Forest. Em adição, foi realizada uma análise exploratória dos dados e uma 

revisão bibliométricas das publicações selecionadas em periódicos e livro. Em diversos 

estudos as técnicas de Machine Leaning foram aplicadas para previsão da resistência e 

outras propriedades de materiais cimentícios, como argamassas e concretos. Porém, não 

foi observado a aplicação do ML em amostras de cimento Portland comum sem MCS e 

empregando as variáveis de entrada escolhidas nessa pesquisa. Portanto, este trabalhou 

visou essa previsão com o emprego de resultados da caracterização físico-química do 

cimento como inputs, a resistência à compressão como output e avaliou a performance 

do treinamento. Para se possuir um entendimento estatístico das variáveis e suas 

correlações, foi aplicada a análise exploratória nos dados do banco formado. Em adição, 

uma vez que as amostras de dados coletadas possuíam a porcentagem de massa dos 

principais óxidos que originam os 4 compostos principais do cimento, foi aplicado o 

cálculo Potencial de Bogue e sua valência para determinação desses compostos. A partir 

dos resultados da pesquisa, as seguintes conclusões foram feitas: 

• Os menores coeficientes de variação (CV) foram para densidade com 1%, CaO 

com 3%, relação água-cimento (wc) com 4% e SiO2 com 7%, indicando que esses 

quatro parâmetros têm valores muito semelhantes em diferentes publicações ao 

redor do mundo. Na2O, MgO, CaOlivre e perda ao fogo (loss) apresentaram maiores 

coeficientes de variação, pois obtiveram valores acima de 50%, os CVs dessas 

variáveis foram 65%, 55%, 53% e 51%, respectivamente. 

• A resistência à compressão aos 28 dias teve uma variação média em relação as 

pesquisas de diferentes países do mundo, visto que seu CV foi de 16%, indicando 

que os valores variaram esse percentual em relação à sua média de 50,74 MPa. Os 

resultados obtidos para esta propriedade estão na faixa de 40 a 60 MPa, mas 

algumas publicações encontram valores mais extremos de resistência à 

compressão aos 28 dias, como foi o caso do valor mínimo de 38,23 MPa e máximo 

de 71 MPa. No entanto, a resistência à compressão foi uma das 3 variáveis que 

não apresentaram outliers. 
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• A composição dos CPC produzidos mundialmente possui baixa variabilidade de 

CaO e SiO2, que apresentaram os menores coeficientes de variação e são 

responsáveis por 2 dos 4 principais componentes do cimento, C3S e C2S, 

indicando certa padronização desses compostos. Em relação ao C3A e C4AF, 

maiores coeficientes de variação foram observados para os óxidos Al2O3 e Fe2O3, 

indicando uma maior diferença no percentual da massa desses compostos nos 

trabalhos científicos. 

• O cálculo Potencial de Bogue resultou em alguns casos teores que desviaram 

consideravelmente da proporção proposta para comparação, especialmente os 

compostos C3A e C4AF. Foi mostrado que pequenas diferenças na porcentagem 

de massa dos óxidos influem diretamente na diminuíção ou aumento considerável 

do C3S, C2S e C3A. 

• O modelo de RF proposto pode prever com precisão a resistência à compressão 

aos 28 dias do CPC através de resultados experimentais coletados na literatura. 

Os resultados dos índices de desempenho para treinamento e teste, 

respectivamente, foram com base no R² (0,93 e 0,65), RMSE (2,00 e 4,50) e MSE 

(6,40 e 31,22). 

• Os resultados obtidos através do modelo de NN, desenvolvido no presente estudo 

para comparação com o modelo de RF, foram similares para os 3 critérios 

estatísticos, R² (0,96 e 0,64), RMSE (0,84 e 4,86) e MSE (1,72 e 35,10).  

• O MgO é a variável mais significativa para previsão da resistência à compressão 

aos 28 dias, seguida da Fe2O3, K2O, CaO, SiO2, SO3 e surface. O CaOfree e a dens 

foram as variáveis com as menores influências e impacto na previsão da 

resistência do CPC aos 28 dias.  

Em suma, conclui-se que é possível prever a resistência do cimento Portland 

comum através de suas propriedades físico-químicas com modelo de Random Forest com 

precisão satisfatória. É importante ressaltar que os dados utilizados são resultados 

experimentais obtidos através de publicações de diferentes países do mundo e notou-se 

que a variabilidade de valores, principalmente da caracterização química através da 

quantificação dos óxidos, pode ter afetado o treinamento. A presente pesquisa foi a 

primeira no Programa de Pós-Graduação em Estruturas e Construção Civil da 

Universidade de Brasília a aplicar o ML para análise com materiais cimentícios. Os 

resultados satisfatórios mostraram a possibilidade da previsão da resistência à compressão 
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aos 28 dias do CPC com dados da literatura aberta, incentivando novas pesquisas e 

estudos mais abrangentes com conjuntos maiores e de diferentes formulações, o que pode 

promover significativamente a aplicação desse método de predição no campo da 

construção civil e na indústria de materiais cimentícios.  

  

5.1 SUGESTÕES PARA TRABALHOS FUTUROS 

Com base nos resultados e conclusões, para continuar o desenvolvimento dessa 

pesquisa, sugere-se: 

• Realização de novos treinamentos para predição da resistência à compressão do 

CPC com uma quantidade maior de amostras; 

• Buscar a previsão da resistência à compressão de outros tipos de cimento Portland 

com a substituição do clínquer por materiais cimentícios suplementares (MCS); 

• Testar o treinamento com utilização de outras propriedades do cimento como 

novos inputs;  

• Fazer novos treinamentos para previsão das resistências à compressão de amostras 

de cimento aos 3 e 7 dias; 

• Iniciar linha de pesquisa da previsão de propriedades de concretos; 

• Avaliar os resultados extrapolados obtidos com o cálculo potencial de Bogue para 

os 4 compostos principais do CPC. 
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APÊNDICE  

APÊNDICA A – CONJUNTO DE DADOS FORMADO ATRAVÉS DA COLETA DOS RESULTADOS DE CARACTERIZAÇÃO FÍSICO-

QUÍMICA DO CIMENTO PORTLAND COMUM 

Nesse apêndice são apresentados todos os dados coletados das 101 pesquisas durante a busca e formação do banco de dados. Na Tabela 0-1 – 

Dados das 104 amostras coletadas das 101 pesquisas que formam o banco de dados, com suas respectivas referências. são mostrados os valores da 

porcentagem de massa dos óxidos CaO, SiO2, Al2O3, Fe2O3, MgO, SO3, NaO2, K2O, TiO2, CaOlivre, Na2Oeq, perda ao fogo, superfície específica, 

densidade, relação água-cimento (a/c) e resistência à compressão aos 28 dias das 104 amostras. Os valores com marcação vermelha indicam os outliers 

identificados e retirados do treinamento. 

 

Tabela 0-1 – Dados das 104 amostras coletadas das 101 pesquisas que formam o banco de dados, com suas respectivas referências. 

Amostra Referência CaO SiO2 Al2O3 Fe2O3 MgO SO3 Na2O K2O TiO2 CaOfree Na2Oeq 

Perd

a ao 

fogo 

Superfície 

Específica 

(m²/kg) 

Densidade 

(g/cm³) 

Resist. à 

comp. aos 

28d (MPa) 

a/c 

1 
(ŠVEGL et al., 

2008) 
62,46 20,84 5,25 2,93 2,74 2,91 0,37 0,72     0,84 1,40 352,50 3,09 59,00 0,50 

2 
(GARG; WANG; 

MARTIN, 2013) 
62,9 20,20 4,70 3,30 2,70 3,30         0,54 1,10 365,80   54,40 0,45 
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Tabela 0-1 – Dados das 104 amostras coletadas das 101 pesquisas que formam o banco de dados, com suas respectivas referências (Continuação 1). 

Amostra Referência CaO SiO2 Al2O3 Fe2O3 MgO SO3 Na2O K2O TiO2 CaOfree Na2Oeq 

Perd

a ao 

fogo 

Superfície 

Específica 

(m²/kg) 

Densidade 

(g/cm³) 

Resist. à 

comp. aos 

28d (MPa) 

a/c 

3 
(ELBEYLI et al., 

2003) 
64,13 21,3 5,60 3,31 1,18 2,19 0,16 0,87   1,55 0,73 1,20 369,00 3,14 43,20 0,50 

4 
(ESCADEILLAS et 

al., 2007) 
64,3 19,2 5,10 2,50 2,90 3,40 0,30 0,70     0,76   420,00   58,00 0,50 

5 

(FRØLICH; 

WADSÖ; 

SANDBERG, 2016) 

64,00 23,00 4,00     2,70         0,32   360,00   57,00 0,50 

6 (LI et al., 2006) 63,33 23,03 5,11 3,34 2,06 2,33             327,70 3,14 54,40 0,44 

7 (OZKUL, 2001) 63,8 22,20 3,60 4,40 2,10 2,20       0,8   1,10 322,00 3,17 60,60 0,50 

8 (TASDEMIR, 2003) 64,27 20,38 5,99 3,53 1,30 2,52           1,39 327,00 3,12 51,90 0,50 

9 (TASDEMIR, 2003) 64,02 20,76 5,55 3,61 1,19 2,66           1,20 319,00 3,18 45,00 0,50 

10 
(OZER; OZKUL, 

2004) 
62,9 21 4,60 4,40 1,20 2,40       0,90   1,70 320,00 3,10 57,40 0,50 
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Tabela 0-1 – Dados das 104 amostras coletadas das 101 pesquisas que formam o banco de dados, com suas respectivas referências (Continuação 2). 

Amostra Referência CaO SiO2 Al2O3 Fe2O3 MgO SO3 Na2O K2O TiO2 CaOfree Na2Oeq 

Perd

a ao 

fogo 

Superfície 

Específica 

(m²/kg) 

Densidade 

(g/cm³) 

Resist. à 

comp. aos 

28d (MPa) 

a/c 

11 
(BEJAOUI; BARY, 

2007) 
67,3 23,7 2,80 2,30 0,70 1,90         0,20   310,50 3,20 60,00 0,50 

12 

(ZHANG; 

LASTRA; 

MALHOTRA, 

1996) 

61,3 20,1 4,51 2,50 3,13 4,04 0,24 0,39 0,24   0,50 2,41 373,00 3,09 39,10 0,48 

13 
(NEHDI; HAYEK, 

2005) 
61,3 19,5 5,20 2,40 2,50 4,10 0,30 1,20 0,30   0,80 2,80 412,00 3,17 38,80 0,48 

14 (PINTO et al., 2020) 60,19 19,21 4,14 2,96 4,12 3,09       0,75 0,69 3,28 433,20   53,90 0,50 

15 (LI, 2003) 65,9 19,5 4,40 6,22 1,50 1,09 0,30         1,43 462,00   45,90 0,50 

16 
(XIONG et al., 

2002) 
65,9 19,5 4,40 6,22 1,50 1,09 0,30         1,43 462,00   45,90 0,50 

17 (LI et al., 2011) 63,42 21,16 4,90 5,18 1,37 2,45           1,29 346,00   47,00 0,50 
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Tabela 0-1 – Dados das 104 amostras coletadas das 101 pesquisas que formam o banco de dados, com suas respectivas referências (Continuação 3). 

Amostra Referência CaO SiO2 Al2O3 Fe2O3 MgO SO3 Na2O K2O TiO2 CaOfree Na2Oeq 

Perd

a ao 

fogo 

Superfície 

Específica 

(m²/kg) 

Densidade 

(g/cm³) 

Resist. à 

comp. aos 

28d (MPa) 

a/c 

18 
(KAVAS; SABAH; 

ÇELIK, 2004) 
63,63 21,08 4,58 3,00 2,49 0,84 0,25 0,84     0,80 1,20 350,80   41,70 0,50 

19 
(MALAMI et al., 

1994) 
63,6 20,67 4,99 3,18 2,73 2,44 0,29 0,37   2,41 0,53 1,52 414,00 3,15 57,60 0,50 

20 

(ÇOPUROĞLU; 

SCHLANGEN, 

2008) 

63,9 20,6 5,01     2,68             285,00   49,00 0,50 

21 
(DHANDAPANI et 

al., 2018) 
64,59 19,01 4,17 3,89 0,88 1,70 0,16 0,59 0,23   0,55 1,40 340,00 3,16 61,00 0,42 

22 
(KOKSAL et al., 

2021) 
62,3 18,7 5,50 3,00 2,60 3,20 0,20 1,20     0,99 2,50 331,90 3,11 49,60 0,50 

23 
(SINGH et al., 

2003) 
62,3 19,55 4,02 3,74 3,10 2,22 0,21 0,48        2,10 325,00  3,16 43,73   
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Tabela 0-1 – Dados das 104 amostras coletadas das 101 pesquisas que formam o banco de dados, com suas respectivas referências (Continuação 4). 

Amostra Referência CaO SiO2 Al2O3 Fe2O3 MgO SO3 Na2O K2O TiO2 CaOfree Na2Oeq 

Perd

a ao 

fogo 

Superfície 

Específica 

(m²/kg) 

Densidade 

(g/cm³) 

Resist. à 

comp. aos 

28d (MPa) 

a/c 

24 

(ODLER, I.; 

ZHANG, 1996) e 

(ZHANG; ODLER, 

1996) 

68,97 21,91 5,88 3,29                 300,00   42,20 0,50 

25 

(NAMBIAR; 

RAMAMURTHY, 

2006) 

61 19,3 5,69 6,04 1,87 1,67           0,29 391,00 3,13 54,70   

26 

(DHANDAPANI; 

SANTHANAM, 

2017) 

62,17 18,25 6,79 7,69 1,30 2,30           1,40 340,00 3,16 61,00 0,42 

27 
(VOGLIS et al., 

2005) 
65,65 21,99 5,28 3,79 1,77           0,56   303,00   40,30 0,50 

28 
(DE WEERDT et 

al., 2011)  
63 20,8 5,60 3,20 3,00 1,50 0,50 1,30   1,90 1,40 0,30 500,00 3,15 47,50 0,50 
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Tabela 0-1 – Dados das 104 amostras coletadas das 101 pesquisas que formam o banco de dados, com suas respectivas referências (Continuação 5). 

Amostra Referência CaO SiO2 Al2O3 Fe2O3 MgO SO3 Na2O K2O TiO2 CaOfree Na2Oeq 

Perd

a ao 

fogo 

Superfície 

Específica 

(m²/kg) 

Densidade 

(g/cm³) 

Resist. à 

comp. aos 

28d (MPa) 

a/c 

29 
(CRÉPY et al., 

2014) 
63,3 20,5 4,40 2,30 2,10           0,66   410,00 3,13 63,00 0,50 

30 (CHAN; JI, 1999) 64,4 20,7 5,40 2,30 0,90 2,40 0,13 0,40     0,39 0,97 355,00 3,10 58,90 0,50 

31 
(MSINJILI et al., 

2017) 
62,8 20,56 4,36 2,27 2,14 3,45 0,28 0,95 0,20   0,91   411,00 3,12 56,00 0,50 

32 
(SAHMARAN et 

al., 2007) 
63,44 20,12 5,75 3,26 0,98 2,71 0,43 0,49     0,75 2,13 362,90 3,18 55,80 0,50 

33 
(UZAL; TURANLI, 

2012) 
63,02 19,94 5,34 3,72 2,44 2,95 0,52 0,81     1,05 1,02 313,00 3,03 54,60 0,50 

34 

(SOTIRIADIS; 

NIKOLOPOULOU; 

TSIVILIS, 2012) 

63,35 21,92 5,68 3,29 1,44 1,25 0,84 1,32   1,15 1,71 0,91 301,00   43,00 0,50 
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Tabela 0-1 – Dados das 104 amostras coletadas das 101 pesquisas que formam o banco de dados, com suas respectivas referências (Continuação 6). 

Amostra Referência CaO SiO2 Al2O3 Fe2O3 MgO SO3 Na2O K2O TiO2 CaOfree Na2Oeq 

Perd

a ao 

fogo 

Superfície 

Específica 

(m²/kg) 

Densidade 

(g/cm³) 

Resist. à 

comp. aos 

28d (MPa) 

a/c 

35 

(SANCAK; 

DURSUN SARI; 

SIMSEK, 2008) 

63,98 20,64 5,06 3,14 1,20 2,38 0,31 0,80     0,84 1,72 335,00 3,15 51,20 0,50 

36 

(GÜNDÜZ; 

BEKAR; ŞAPCI, 

2007) 

61,87 20,65 5,60 4,13 2,60   0,14 0,83     0,69 1,39 324,50 3,10 43,00 0,50 

37 
(WANG; TSAI, 

2006) 
62,8 22,01 5,57 3,44 2,59 2,08 0,40 0,78 0,52 1,05 0,91   297,00 3,15 56,00 0,48 

38 
(XIONG et al., 

2006) 
65,7 19,90 4,30 6,12 1,54 1,05 0,32         1,41 465,00   46,70 0,50 

39 
(ERDOǦDU; 

KURBETCI, 2005) 
63,19 19,09 4,60 3,28 1,79 2,79       1,33   2,67 381,00 3,04 47,00 0,50 

40 
(ERDOǦDU; 

KURBETCI, 2005) 
61,4 22,54 6,98 2,60 1,40 1,75       0,21   1,32 275,00 3,09 39,80 0,50 
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Tabela 0-1 – Dados das 104 amostras coletadas das 101 pesquisas que formam o banco de dados, com suas respectivas referências (Continuação 7). 

Amostra Referência CaO SiO2 Al2O3 Fe2O3 MgO SO3 Na2O K2O TiO2 CaOfree Na2Oeq 

Perd

a ao 

fogo 

Superfície 

Específica 

(m²/kg) 

Densidade 

(g/cm³) 

Resist. à 

comp. aos 

28d (MPa) 

a/c 

41 (ZHOU et al., 2021) 57,94 21,48 6,77 3,11 1,76 2,06 0,11 0,87 0,34   0,68 3,18 348,00 3,05 48,00 0,50 

42 
(ZHANG et al., 

2018) 
62,28 21,08 5,67 4,13 1,83 2,63 0,36 0,14     0,45 1,61 350,00   47,70 0,50 

43 (NIU et al., 2018) 62,28 21,08 5,67 4,13 1,83 2,63 0,36 0,14     0,45 1,61 350,00   47,70 0,50 

44 (LI et al., 2017) 61,23 22,32 5,84 3,15 2,02 2,00 0,15 0,39     0,41 1,66 350,00 3,18 47,70 0,50 

45 (YUN et al., 2020) 63,47 20,34 3,67 3,35 1,38 2,76 0,17 0,68     0,62 3,32 340,00 3,12 54,00 0,50 

46 
(MOON; OH; 

CHOI, 2016) 
61,6 19,8 4,50 3,57 3,01 2,10 0,21 1,06     0,91 1,20 365,00 3,14 53,50 0,50 

47 (SHIH et al., 2013) 63,71 21,21 5,29 3,36 2,79               352,00 3,15 44,00 0,48 

48 
(WANG et al., 

2014) 
62,4 22,3 5,70 3,40 2,80               338,00 3,15 43,00 0,48 
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Tabela 0-1 – Dados das 104 amostras coletadas das 101 pesquisas que formam o banco de dados, com suas respectivas referências (Continuação 8). 

Amostra Referência CaO SiO2 Al2O3 Fe2O3 MgO SO3 Na2O K2O TiO2 CaOfree Na2Oeq 

Perd

a ao 

fogo 

Superfície 

Específica 

(m²/kg) 

Densidade 

(g/cm³) 

Resist. à 

comp. aos 

28d (MPa) 

a/c 

49 
(MEDINA et al., 

2019) 
62,05 18,71 4,29 2,53 1,95 3,23         0,63   332,00   68,22 0,50 

50 
(HOSSAIN et al., 

2020) 
64,53 19,74 3,87 3,93 1,67 3,70 0,07 0,35 0,14   0,30 1,33 230,20   44,20 0,50 

51 (ILIĆ et al., 2017) 62,4 20,86 5,59 2,49 2,50 3,63 0,22 0,77     0,73   412,00 3,12 50,60 0,50 

52 (LIN et al., 2014) 62,4 22,3 5,70 3,40 2,80               352,00 3,13 43,00 0,48 

53 
(SAID-MANSOUR 

et al., 2011) 
63,67 20,23 4,29 2,35 3,88 2,80 0,14 0,69 0,25   0,59 1,63 359,00   53,50 0,50 

54 
(YE; YU; ZHANG, 

2015) 
59,53 21,63 5,85 4,90 2,02 2,80 0,23 0,65     0,66   310,00   47,90 0,50 

55 
(BAHARI et al., 

2018) 
64,12 23,4 4,56 3,40 1,93 2,30 0,32 0,70     0,78 2,20 300,00   47,00 0,48 
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Tabela 0-1 – Dados das 104 amostras coletadas das 101 pesquisas que formam o banco de dados, com suas respectivas referências (Continuação 9). 

Amostra Referência CaO SiO2 Al2O3 Fe2O3 MgO SO3 Na2O K2O TiO2 CaOfree Na2Oeq 

Perd

a ao 

fogo 

Superfície 

Específica 

(m²/kg) 

Densidade 

(g/cm³) 

Resist. à 

comp. aos 

28d (MPa) 

a/c 

56 

(BARADARAN-

NASIRI; 

NEMATZADEH, 

2017) 

63,56 20,6 4,86 3,37 2,18 2,30           2,20 312,00 3,07 44,72 0,50 

57 (GU et al., 2020) 63,17 23,16 4,52 4,65 2,31 0,59 0,46 0,23     0,61 0,89 582,00 3,00 50,00 0,50 

58 
(FELEKOǦLU et 

al., 2006) 
63,62 19,69 5,19 3,56 0,92 2,54   0,89       1,36 339,00 3,15 50,50 0,48 

59 

(VAITKEVIČIUS; 

ŠERELIS; 

KERŠEVIČIUS, 

2018) 

66,4 21,10 3,42 5,23 0,79 1,93 0,19 0,38 0,22   0,44 0,60 484,00   63,10 0,50 

60 
(YA-MIN et al., 

2015) 
64,30 21,44 4,95 3,54 1,39 2,36 0,29 0,69 0,22   0,74 1,59 325,00 3,12 56,80 0,50 
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Tabela 0-1 – Dados das 104 amostras coletadas das 101 pesquisas que formam o banco de dados, com suas respectivas referências (Continuação 10). 

Amostra Referência CaO SiO2 Al2O3 Fe2O3 MgO SO3 Na2O K2O TiO2 CaOfree Na2Oeq 

Perd

a ao 

fogo 

Superfície 

Específica 

(m²/kg) 

Densidade 

(g/cm³) 

Resist. à 

comp. aos 

28d (MPa) 

a/c 

61 
(GONG; FANG, 

2016) 
64 21,24 4,83 3,46 1,37 2,40 0,29 0,66 0,22   0,72 1,59 332,00 3,12 60,90 0,50 

62 
(KIM; PARK; KIM, 

2013) 
64,18 21,88 5,02 3,66 2,01 1,83   0,92       0,35 330,20 3,15 38,70 0,48 

63 
(FELEKOĞLU et 

al., 2016) 
64,28 18,46 4,18 3,17 1,27 3,14 0,50 0,84   1,80 1,05   305,00 3,10 54,30 0,48 

64 

(SAHMARAN; 

ERDEM; YAMAN, 

2007) 

63,44 20,12 5,74 3,26 0,98 2,71 0,43 0,49     0,75 2,13 362,90 3,18 55,80 0,48 

65 (YAO; SUN, 2012) 64,53 22,89 5,71 3,11 0,88 1,34 0,21 0,20     0,34 3,00 375,00 3,12 45,50 0,48 

66 (DAVE et al., 2016) 66,72 17,53 9,82 2,19 1,24   0,22 0,48     0,54 0,90 229,50 3,12 52,46 0,50 

67 
(KOCKAL; 

TURKER, 2007) 
62,65 20,00 4,90 3,12 2,33 3,06           1,42 338,50 3,10 50,60 0,50 
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Tabela 0-1 – Dados das 104 amostras coletadas das 101 pesquisas que formam o banco de dados, com suas respectivas referências (Continuação 11). 

Amostra Referência CaO SiO2 Al2O3 Fe2O3 MgO SO3 Na2O K2O TiO2 CaOfree Na2Oeq 

Perd

a ao 

fogo 

Superfície 

Específica 

(m²/kg) 

Densidade 

(g/cm³) 

Resist. à 

comp. aos 

28d (MPa) 

a/c 

68 

(ANDRADE, D. S., 

RÊGO, J. H. S., 

MORAIS, P. C., 

MOISÉS, 2018) 

62,5 19,72 4,54 3,04 5,26 2,82 0,08 0,59   0,63 0,47 1,86 467,80 3,15 44,08 0,48 

69 
(LAHALLE et al., 

2021) 
64,3 20,10 5,30 3,40 0,80   0,30 0,70     0,76 1,80 440,00 3,09 62,00 0,50 

70 

(VEDALAKSHMI; 

RAJAGOPAL; 

PALANISWAMY, 

2008) 

62,5 20,50 5,40 4,60 0,60 5,20           2,00 295,00   62,00   

71 
(PARANDE et al., 

2008) 
64,7 21 5,90 3,40 0,90 2,60           1,20 352,00 3,15 40,00 0,40 

72 
(IBRAHIM et al., 

2018) 
62,13 20,57 5,02 3,45 2,13 3,05 0,40 0,16     0,51 1,95 321,80 3,13 46,20 0,50 
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Tabela 0-1 – Dados das 104 amostras coletadas das 101 pesquisas que formam o banco de dados, com suas respectivas referências (Continuação 12). 

Amostra Referência CaO SiO2 Al2O3 Fe2O3 MgO SO3 Na2O K2O TiO2 CaOfree Na2Oeq 

Perd

a ao 

fogo 

Superfície 

Específica 

(m²/kg) 

Densidade 

(g/cm³) 

Resist. à 

comp. aos 

28d (MPa) 

a/c 

73 

(KHATTAB; 

ABDEL-

RAHMAN; 

YOUNES, 2011) 

62,4 20,7 6,80 3,10 3,30 1,70 0,70 0,20     0,83 1,12 323,60   41,40 0,50 

74 
(ROCCHI; 

OLIVEIRA, 2017) 
66,04 16,82 3,94 3,74 4,25 3,76   0,91 0,24       355,40 3,19 45,20 0,48 

75 
(NASCIMENTO, 

2017) 
66,04 16,82 3,94 3,74 4,25 3,76   0,91 0,24     3,50 355,40 3,19 44,20 0,48 

76 (MOREIRA, 2020) 58,95 18,68 2,45 4,75 6,51 6,24 0,45 0,96     1,08   308,00   38,39 0,48 

77 (RIBAS, 2014) 64,3 20,9 5,21 4,15 1,26 2,81 0,09 0,26   2,41 0,26 1,59 375,00 3,14 56,10 0,48 

78 (CORDEIRO, 2006) 63,49 20,85 4,23 5,25   2,38 0,16 0,40   1,16 0,42 1,05 308,00 3,17 43,10 0,48 

79 (PEREIRA, 2001) 61,29 17,82 4,62 2,47 5,87 2,83 0,18 1,00   1,55 0,84 3,03 349,00 3,12 39,90 0,48 
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Tabela 0-1 – Dados das 104 amostras coletadas das 101 pesquisas que formam o banco de dados, com suas respectivas referências (Continuação 13). 

Amostra Referência CaO SiO2 Al2O3 Fe2O3 MgO SO3 Na2O K2O TiO2 CaOfree Na2Oeq 

Perd

a ao 

fogo 

Superfície 

Específica 

(m²/kg) 

Densidade 

(g/cm³) 

Resist. à 

comp. aos 

28d (MPa) 

a/c 

80 (ALMADA, 2021) 63,6 19,9 4,34 2,38 2,68   0,17 0,98 0,23   0,81 2,29   3,22 39,30 0,50 

81 
(MAGALHÃES, 

2019) 
63,93 22,30 5,81 2,01 2,83 3,77 0,08         4,50 517,00 3,09 51,10 0,48 

82 

(SINGH; 

MAJUMDAR, 

1987) 

64,7 22,12 4,00 1,88 1,03 2,84 0,13 0,52 0,34 1,92 0,47 1,92 337,00   57,60 0,50 

83 

(SINGH; 

MAJUMDAR, 

1985) 

65,33 21,34 4,38 1,75 1,32 2,74 0,18 0,43 0,37 1,61 0,46 1,33 361,00   68,00 0,50 

84 

(SINGH; 

MAJUMDAR; ALI, 

1984) 

65,28 21,6 4,30 1,84 1,18 3,06 0,15 0,42 0,31 1,94 0,43 1,04 332,00   66,00 0,50 
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Tabela 0-1 – Dados das 104 amostras coletadas das 101 pesquisas que formam o banco de dados, com suas respectivas referências (Continuação 14). 

Amostra Referência CaO SiO2 Al2O3 Fe2O3 MgO SO3 Na2O K2O TiO2 CaOfree Na2Oeq 

Perd

a ao 

fogo 

Superfície 

Específica 

(m²/kg) 

Densidade 

(g/cm³) 

Resist. à 

comp. aos 

28d (MPa) 

a/c 

85 

(SINGH; 

MAJUMDAR; ALI, 

1984) 

64,79 22,37 4,86 1,71 1,05 2,86 0,17 0,55 0,38   0,53 1,06 334,00 3,08 61,50 0,50 

86 
(KAYA; KÖKSAL, 

2021) 
62,60 18,60 5,70 3,10 2,30 2,73 0,20     0,7   2,90 333,10 3,10 53,60 0,50 

87 (CAI et al., 2020) 58,99 22,02 6,19 2,65 2,53 2,67         0,70 3,08 340,00 3,02 55,70 0,50 

88 
(KAMESHWAR et 

al., 2021) 
56,00 23,58 7,53 5,00 5,85   0,98 0,24 0,56   1,13   283,00 3,15 60,20   

89 (SUN et al., 2021a) 65,13 21,15 5,28 2,92 0,74 2,97 0,43 0,34     0,65 2,26     40,96 0,50 

90 
(SRINIVASARAO

NAIK et al., 2021) 
61,1 22,3 6,10 2,20 3,10 2,10           3,10 390,00   38,23 0,50 

91 
(TÜRKMEN; 

FINDIK, 2013) 
62,43 20,06 5,16 3,60 2,82 2,32       0,71   1,55 341,00 3,13 44,40 0,50 



 

 

131 

 

Tabela 0-1 – Dados das 104 amostras coletadas das 101 pesquisas que formam o banco de dados, com suas respectivas referências (Continuação 15). 

Amostra Referência CaO SiO2 Al2O3 Fe2O3 MgO SO3 Na2O K2O TiO2 CaOfree Na2Oeq 

Perd

a ao 

fogo 

Superfície 

Específica 

(m²/kg) 

Densidade 

(g/cm³) 

Resist. à 

comp. aos 

28d (MPa) 

a/c 

92 

(DEMIRBOĞA; 

AKIF 

KAYGUSUZ; 

POLAT, 2013) 

62,62 19,94 5,28 3,45 2,62 2,46       0,51     386,90 3,13 47,00 0,50 

93 (LTIFI et al., 2011) 62,15 16,51 3,59 2,62 1,05 3,53 0,09 0,50     0,42   318,00 3,02 46,00 0,50 

94 
(BUREGYEYA et 

al., 2017) 
65,19 20,33 4,41 2,53 1,80   0,09 0,48 0,41   0,41 0,09 175,00   57,00 0,50 

95 

(FERREIRO; 

HERFORT; 

DAMTOFT, 2018) 

62,96 19,06 5,30 3,88 0,85 3,36 0,27 0,45 0,28   0,57 2,34 420,00 3,12 68,00 0,50 

96 (PAGE et al., 2021) 66,9 21,70 4,10 0,30 0,70 2,70 0,01 0,10 0,20   0,08 2,80 425,00 3,05 71,00 0,50 
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Tabela 0-1 – Dados das 104 amostras coletadas das 101 pesquisas que formam o banco de dados, com suas respectivas referências (Continuação 16). 

Amostra Referência CaO SiO2 Al2O3 Fe2O3 MgO SO3 Na2O K2O TiO2 CaOfree Na2Oeq 

Perd

a ao 

fogo 

Superfície 

Específica 

(m²/kg) 

Densidade 

(g/cm³) 

Resist. à 

comp. aos 

28d (MPa) 

a/c 

97 

(YOUNES; 

ABDEL-

RAHMAN; 

KHATTAB, 2018) 

62,4 20,40 5,20 3,90 2,40 2,70 0,21 0,50     0,54 2,30 295,40   41,40 0,50 

98 (LI et al., 2021) 60,19 21,71 5,89 2,63 2,53 2,57           3,18 350,00 3,10 46,70 0,50 

99 
(GENCEL et al., 

2021) 
63,59 18,59 4,75 3,41 1,11 3,39 0,49 0,77     1,00 3,01 374,00 3,14 51,80 0,50 

100 (HANG et al., 2020) 56,65 23,70 6,47 3,11 2,43 1,50   0,59       3,77 350,00   54,10 0,50 

101 
(HATUNGIMANA 

et al., 2019) 
62,5 19,52 5,39 2,48 1,09 3,41 0,27 0,80     0,80 1,42 367,70 3,15 49,60 0,50 

102 
(KARIM et al., 

2020) 
67,17 20,94 4,64 4,48 2,56 2,97 0,05 0,18     0,17 1,34 231,50   38,80 0,50 
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Tabela 0-1 – Dados das 104 amostras coletadas das 101 pesquisas que formam o banco de dados, com suas respectivas referências (Continuação 17). 

Amostra Referência CaO SiO2 Al2O3 Fe2O3 MgO SO3 Na2O K2O TiO2 CaOfree Na2Oeq 

Perd

a ao 

fogo 

Superfície 

Específica 

(m²/kg) 

Densidade 

(g/cm³) 

Resist. à 

comp. aos 

28d (MPa) 

a/c 

103 
(KECHAGIA et al., 

2021) 
64,35 21,25 3,77 4,27 1,25 2,40 0,12 0,44 0,23 0,15 0,41 1,25 387,00 3,14 53,80 0,50 

104 

(RANSINCHUNG 

R. N.; KUMAR, 

2010) 

63,3 19,30 5,10 3,20 1,56 2,30 0,08 0,51     0,42 4,10 298,00 3,15 50,00 0,50 

 


