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Resumo

Radioterapia envolve o uso de radiagao ionizante para tratamento de tumores. Uma etapa
importante, prévia a entrega de dose de radiacao, ¢ o planejamento do tratamento, o qual
varia em complexidade conforme a técnica utilizada e a regiao a ser irradiada. Uma abor-
dagem que tem se consolidado na radioterapia de prostata em regime hipofracionado é a
utilizagao de arcos volumétricos modulados, pois possibilita alta conformidade da dose de
prescricao nos volumes alvos e um tempo de tratamento encurtado, quando comparado
com outras técnicas que utilizam modulagao do feixe. No entanto, a etapa de plane-
jamento, em geral, é a que mais demanda tempo de profissionais nao médicos e a sua
qualidade depende da habilidade do planejador, de modo que pode haver variacao da
qualidade do tratamento entregue em fungao do grau de experiéncia do planejador. Neste
trabalho criou-se uma aplicacao acoplada ao sistema de planejamento que, tendo-se um
conjunto de imagens de tomografia computadorizada com os contornos dos volumes alvos
e os volumes de 6rgaos sadios, automatiza a etapa de planejamento de prostata com o
uso de aprendizado de maquina. Baseados em Knowledge-Based Planning, os algoritmos,
quando aplicados ao histogramas de dose-volume dos casos utilizados para treinamento,
predizeram novos histogramas com correlagao de Pearson de 0.999, tendo-se as areas dos
histogramas como parametro. O aplicativo foi testado em 10 novos casos e comparado
com o planejamento de 4 fisicos especialistas, sendo que em 9 dos 10 casos apresentou
qualidade semelhante aos planejamentos dos especialistas e atingiu os objetivos definidos.
Assim, este aplicativo torna o fluxo de um Departamento de Radioterapia mais eficiente, o
que aumenta a capacidade de planejamento sem a necessidade de novos investimentos; e,
ao padronizar e automatizar esta etapa, auxilia na manutencao de um padrao institucional

de planejamentos.

Palavras-chave: radioterapia, knowledge-based planning, aprendizado de maquina, VMAT,

prostata
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Abstract

Radiotherapy involves the use of ionizing radiation to treat malignant tumors. An impor-
tant step prior to the delivery of radiation dose, is the treatment planning, which varies
in complexity according to the technique used and the region to be irradiated. One ap-
proach that has been consolidated in prostate radiotherapy in a hypofractionated regimen
is the use of modulated volumetric arcs, as it enables high conformity of the prescription
dose in target volumes and a shortened treatment time, when compared to other tech-
niques that use beam intensity modulation. However, the planning stage, in general, is
time consuming and the one that demands more time from non-medical professionals.
Also, its quality is planner-dependent, so that there may be variation in the quality of
the treatment delivered depending on the planner’s level of experience. In this work,
an application integrated to the treatment planning system was created that, having a
volume of computed tomography images with the contours of the target volumes and the
volumes of adjacent healthy organs, automates the prostate planning stage with the use
of machine learning. Made from Knowledge-Based Planning, the algorithm, when applied
to the dose-volume histograms of the cases used for training, predicted new histograms
with a Pearson correlation of 0.999, using the areas of the histograms as parameters.
The application was tested in 10 new cases and compared with the plans of 4 specialist
physicists, where in 9 of the 10 cases it had similar quality to the specialists’ plans and
achieved the given plan objectives. Thus, this application makes the workflow of a Radia-
tion Oncology Department more efficient, which increases the planning capacity without
the need for new investments; and, by standardizing and automating this step, it helps

to maintain an institutional planning pattern.

Keywords: radiotherapy, knowledge-based planning, machine learning, VMAT, prostate
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Capitulo 1
Introducao e Objetivos

A incorporacao de sistemas computadorizados e o uso de imagens volumétricas na espe-
cialidade de radioterapia permitiu uma sensivel evolugao dos tratamentos do ponto de
vista do ganho terapéutico, em que se tem o objetivo de maximizar a dose de radia-
¢ao entregue ao tumor enquanto a dose entregue aos tecidos sadios é minimizada. Tal
evolugao permitiu ir dos planejamentos baseados em imagens bidimensionais ao uso de
imagens tridimensionais; das técnicas de tratamento de campo uniforme (3DCRT - 3D
Conformal Radiotherapy) as técnicas com campo de intensidade modulada (IMRT - In-
tensity Modulated Radiation Therapy), evoluindo entdao para a radioterapia entregue de
maneira mais eficiente: o arco volumétrico (VMAT - Volumetric Modulated Arc Therapy).
Em contrapartida, a quantidade de etapas e a complexidade dos processos aumentou na
mesma proporcao, de modo que se tornou um desafio garantir a qualidade, a seguranca e
a homogeneidade do fluxo de um paciente na radioterapia.

A etapa de planejamento do tratamento é um destes processos, em que a experiéncia e
o conhecimento do planejador (fisico ou dosimetrista) afetam diretamente a qualidade do
plano. Desta forma, um planejamento nao-6timo pode comprometer o ganho terapéutico
proporcionado por técnicas complexas de tratamento, como IMRT e VMAT. Também,
esta etapa ¢é geralmente das que se leva mais tempo dentro do fluxo de radioterapia e varia
de acordo com a experiéncia do planejador. Isso afeta a capacidade do nimero de casos
planejados em um departamento de radioterapia, assim como o intervalo de tempo para
0 paciente iniciar o tratamento.

A automatizacdo desta etapa permite melhorar a consisténcia e homogeneidade da
qualidade dos planejamentos, ao mesmo tempo em que aumenta a capacidade do ntimero
de planejamento de novos casos para radioterapia sem a necessidade de mais profissionais
para realizar esta tarefa. Isto é particularmente importante em um pais de economia
emergente como o Brasil, em que ha em algumas regioes dificuldade ou demora para

que o paciente oncoldgico tenha acesso a radioterapia. Ainda, como mostrou o relatério



RT2030 da Sociedade Brasileira de Radioterapia !, ao fazer a projecio para o ano de
2030 do numero de novos casos de pacientes que irdo precisar de radioterapia ao longo
do curso de seu tratamento, havera dentro de uma década falta de profissionais treinados
para atender tal demanda. O relatério também demonstra a necessidade e os desafios de
tornar a radioterapia economicamente mais viavel, dados os altos custos para colocar em
operacao uma nova instalacao e para manté-la em funcionamento.

Uma abordagem para a automagcao do planejamento ¢ o uso do Knowledge-Based Plan-
ning (KBP), a qual utiliza uma biblioteca de planejamentos prévios de pacientes para criar
modelos que irdo predizer a distribui¢do de dose ou histogramas de DVH (Dose- Volume
Histogram) de 6rgaos de risco (OAR, Organs at Risk) em novos pacientes, baseados, por
exemplo, em métricas geométricas e volumétricas, como a interseccao entre o OAR e o vo-
lume alvo ou as distancias entre voxels de 6rgaos sadios e de volumes alvo, dentre outros.
Ser capaz de predizer a dose que os OAR irao receber, dada uma configuracao geométrica
de contornos e dose prescrita, pode automatizar ou semi-automatizar a etapa de planeja-
mento. Isto aumenta a capacidade de planejamento de novos casos em um departamento
de radioterapia e melhora a consisténcia dos mesmos, pois diminui a intravariabilidade da
qualidade de planejamentos dentro do departamento, possibilitando manter um padrao
institucional.

Em paralelo, o Instituto Nacional do Cancer (INCA) ? estima de 65 a 70 mil novos
casos de cancer de prostata no ano, sendo este o tipo de cadncer mais comum para o sexo
masculino e representando 29% dos diagnésticos da doenca no Brasil, se forem excluidos
os tumores de pele ndo-melanoma. A radioterapia é uma opcao de tratamento para estes
pacientes e vem, nos tltimos anos, buscando esquemas mais curtos de tratamento, ou seja,
com menor numero de fragoes (hipofracionados) [2]. Isto também é relavante para paises
de economia emergente como o Brasil, pois ao mesmo tempo em que ajuda a aliviar a fila
de pacientes no sistema publico de satde, torna mais eficiente o tratamento também nas
clinicas privadas.

Neste trabalho, foi desenvolvido um plug-in que utiliza Knowledge-Based Planning em
pacientes com tumores de prostata localizados tratados com esquemas hipofracionados
para padronizar, automatizar processos e aumentar a produtividade e a eficiéncia do

processo do planejamento.

'https://sbradioterapia.com.br
2https://www.inca.gov.br
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1.1 Objetivos

O objetivo deste trabalho é o de criar uma metodologia baseado no padrao institucional
que, dado um conjunto de imagens de tomografia computadorizada, um conjunto de
estruturas com os alvos e os OAR definidos para o tratamento de prostata em regime
hipofracionado, automatize ou semiautomatize a etapa do planejamento com o uso de
KBP.

1.1.1 Objetivos Especificos

Uma vez que se busca a automatizagao ou semiautomatizacao dos planejamentos, os
objetivos especificos refletem o aumento de produtividade e padronizagao que a ferramenta
possibilita. Sao eles:

- Demonstragdo de que a qualidade do autoplanejamento gerado nao é inferior ao
planejamento do especialista.

- Eliminacao ou diminuicao do tempo de interacao entre o planejador e o sistema de
planejamento para realizar o planejamento;

- Aumento da capacidade do nimero de planejamentos de um departamento de
radioterapia, sem que haja a necessidade de novos investimentos, facilitando acesso de
pacientes oncolégicos a radioterapia;

- Através da criacdo de um modelo baseado no padrao institucional, aumento da
consisténcia dos planejamentos entre planejadores.

Os dados utilizados neste trabalho sao reais e foram obtidos no banco de dados da

radioterapia do Hospital Sirio-Libanés.

1.2 Capitulos subsequentes

Este trabalho estd organizado da seguinte forma: No Capitulo 1 é contextualizado o
problema abordado neste trabalho e a solucao proposta, nos topicos de Introducao e
Objetivos. No Capitulo 2 sao tratados os principais conceitos tedricos necessarios para o
entendimento do trabalho. No Capitulo 3 é apresentada a revisao da literatura , em que
o objetivo é descrever trabalhos que tém utilizado o conceito de knowledge-based planning
e os algortimos que tém sido utilizados. No Capitulo 4 é descrita a metodologia que serd
utilizada para o desenvolvimento do trabalho. No Capitulo 5 sdao descritos os experimentos
que foram realizados. No Capitulo 6 sdo descritos os resultados encontrados; por fim, no
Capitulo 7 sdo apresentados a conclusao e os trabalhos futuros. Por fim, tem o apéndice,

composto por figuras que ilustram a andlise descritiva dos dados e parte dos resultados.



Capitulo 2
Fundamentacao Tedrica

Neste capitulo sao descritas as técnicas de planejamento e tratamento de Radioterapia
utilizados neste estudo, o conceito de Knowledge-Based Planning e suas abordagens, e os

algoritmos de aprendizado de maquina utilizados nos dados deste estudo.

2.1 Radioterapia

Radioterapia consiste no uso de radiacao ionizante no tratamento do paciente oncolo-
gico. Nos tltimos anos, houve aumento significativo na complexidade dos planejamentos
e tratamentos com a introducao de novas técnicas, como, por exemplo, a radioterapia de
intensidade modulada (IMRT - Intensity Modulated Radiation Therapy) e radioterapia
de arco modulada (VMAT - Volumetric Modulated Radiation Therapy), de maneira que
o desafio de se assegurar a qualidade e seguranca dos processos e do fluxo de informacoes
aumentou na mesma proporcao. As etapas principais de radioterapia, vide Figura 2.1,
sao as seguintes:

- Consulta Inicial: consiste na avaliagdo do médico radioterapeuta se havera ou nao
indicacao de radioterapia para o paciente diagnosticado.

- Simulag¢ao: havendo indicagdo de tratamento, o paciente realiza a simulacao, que
consiste: (i): na definicdo do posicionamento que o paciente serd tratado e confecgao
de acessérios de imobilizagdo, a depender do sitio a ser tratado; (i7) aquisicio de uma
tomografia volumétrica da regido a ser tratada. Este conjunto de imagens é utilizado em
seguida para contorno e planejamento.

- Contorno: nesta etapa, o médico radioterapeuta, no software de planejamento,
utilizando a imagem de tomografia adquirida em conjunto com modalidades complemen-
tares, PET ou Ressonancia Magnética, por exemplo, faz o contorno volumétrico dos alvos

a serem tratados e dos 6rgaos sadios adjacentes ao tumor.
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Figura 2.1: Fluxo de um paciente na Radioterapia.

- Prescricao da Dose de Radiagao: finalizados os contornos, o médico radioterapeuta
faz a prescricao da dose de radiacao a ser recebida pelos tumores em tratamento.

- Planejamento e Otimizagdo: nesta etapa, o planejador (fisico ou dosimetrista)
define como a dose prescrita serd entregue aos tumores, preservando, ao mesmo tempo,
6rgaos adjacentes ao tumor. Aqui sdo definidos quantidade, formato, energia e angulagao
dos campos de tratamento. Também, é definida a técnica de tratamento que serd utilizada,
que pode variar muito em complexidade e acrescentar outros passos ao processo.

- Anélise do planejamento: nesta etapa, o médico e o fisico, em conjunto, analisam
a adequacao do planejamento realizado, em termos de dose nos tumores, e se os limites
de dose nos 6rgaos, preconizados por protocolos internacionais, estao sendo respeitados.

- Controle de Qualidade: nesta etapa o fisico faz medidas e avaliagbes para garantir
que o acelerador linear (equipamento que realiza a entrega do tratamento) é capaz de
entregar o plano aprovado com acuracia.

- Tratamento: entdo, com o paciente posicionado da mesma forma em que foi re-
alizada a simulagao, o tratamento baseado no planejamento realizado é executado pelo
acelerador linear. Nesta etapa, imagens sao realizadas pré-tratamento para correcao do
posicionamento e inimeros parametros devem ser checados, como: angulos da mesa de
tratamento e do gantry(corpo do aparelho), pardmetros de abertura do campos e do feixe,
etc. A Figura 2.2 ilustra a esquerda a foto de um acelerador linear, maquina utilizada
para entregar a dose conforme o planejamento realizado. Durante a sessao o paciente fica

deitado na mesa e o gantry é capaz de rotacionar 360 graus ao seu redor. A direita, deta-



lhe da abertura por onde sai o campo de radiacao. Através de um dispositivo acoplado,
é possivel conformar o feixe de radiagdo em multiplos formatos, o qual pode mudar a

medida em que o gantry rotaciona.

Figura 2.2: Acelerador linear (esquerda) e detalhe da abertura da saida de radiagao
(direita).

2.2 VMAT e Otimizacao

A técnica de VMAT consiste na utilizagao de arcos de intensidade modulada na irradiacao
do volume alvo. Tal modulacao do feixe - através da variacao a cada grau da abertura do
campo, da variacao de velocidade do gantry e da taxa de dose - permite esculpir a isodose
de prescricao no formato do tumor e criar distribui¢des de dose concavas, minimizando a
dose entregue em orgaos adjacentes sadios. Esta técnica tem demonstrado resultados de
distribuicao de dose altamente conformada, planejamentos com boa qualidade e tempos
curtos de tratamento [3]. Este padrao de modulagio ¢é formatado durante o processo de
otimizacao, que se da apos a definicao da configuragao dos arcos que serao utilizados.

O processo de otimizacao é interativo entre o software de planejamento e o pla-
nejador, e se inicia com o usuario definindo os objetivos de otimizacao com o uso dos
histogramas dose-volume (DVH), o qual relaciona a distribui¢ao de dose em um volume
contornado. Os DVHs sao utilizados para o interagdo com o planejador, pois eles se re-
lacionam com as aberturas do feixe em cada incidéncia do feixe de radiagao da seguinte

maneira: as aberturas do campo de tratamento em cada angulo de incidéncia contido



no arco definido, levam a uma certa distribuicao de dose no paciente e nos contornos
definidos, a qual é representada pelos respectivos DVHs. Tendo-se os objetivos iniciais de
otimizagdo definidos para os alvos e para os érgaos a serem protegidos (OAR, do inglés
Organs At Risk) e a abertura inicial do campo em cada angulagao do arco de tratamento,
a qual é representada pelos DVHs dos volumes definidos, se inicia um processo iterativo,

que busca minimizar a funcao custo definida por:

N

Fo=(3) S W) (Do(F) — D (2:),
em que F), é o cégto da n-ésima iteracao,

Do (7) é a dose desejada em um certo volume de uma estrurura,
D, (7) é a dose calculada em um certo volume de uma estrurura,
W () é o peso dado a um determinado objetivo de otimizacao,
N ¢é o nimero de objetivos de otimizacao[4].

Em outras palavras, busca-se uma distribuicdo de dose no paciente que se relacione
com os objetivos pedidos pelo planejador. Para se alcancar isso, durante o processo de
otimizacao ocorrem mudancas, para cada angulo de incidéncia do feixe de radiacdo, na
abertura do campo, na taxas de dose e na velocidade de rotacao do gantry, em tentativas de
minimizar a fun¢ao custo por parte do sistema de otimizagao, até que haja convergéncia da
funcao custo. Ao mesmo tempo, o planejador parametriza os objetivos da otimizagao para
alcancgar uma solucao 6tima, em que, dadas as situacoes de contorno, a dose prescrita pelo
médico é dada ao volume alvo enquanto a minima dose é entregue aos volumes adjacentes
sadios.

E importante notar que existem limites de dose preconizados para os érgaos sadios
- 08 quais podemos definir como objetivos do plano-, porém, o propodsito do processo de
otimizacao é encontrar nao apenas uma solucao que satisfaca os objetivos do plano, mas,
sim, encontrar a solucao 6tima, o que pode ser entendido como um minimo global da
funcao custo. Na Figura 2.3 tem-se a representacao em que a fungao custo convergiu
para um minimo local (ponto a esquerda), quando idealmente ela deveria convergir para
um minimo global (ponto a direita). Por este motivo e pelo fato da otimizagao ser um
processo de interacao entre o planejador e o sistema de planejamento, a qualidade do
plano final pode variar muito entre planejadores para um mesmo paciente e o tempo para

realizar esta tarefa em geral é a que mais consome tempo dos planejadores.

2.3 Radioterapia Hipofracionada de Proéstata

Especificamente para a Radioterapia Hipofracionada de Préstata e no contexto em que
os tratamentos deste estudo se deram, as etapas da radioterapia tiveram as seguintes

configuragoes:



W

Figura 2.3: Representacao esquematica da funcao custo em funcao dos parametros de
entrada.

- Simulacao. Posicionamento: Decibito Dorsal, Cabeca para o gantry, Apoio de
cabega, indexador de pés e joelho (pré-step), maos segurando argola. Imagens de CT: ad-
quiridos em CT Simulador SOMATOM AS DEFINITION SIEMENS 20 canais, espessura
do corte de 2.0 mm, da vértebra L2 até o terco posterior do fémur.

- Contorno: o alvo definido consiste no contorno da proéstata, adicionado de uma
margem isotropica de 7.0 mm. Os OAR definidos foram bexiga, reto, femur esquerdo,
femur direito, bulbo peniano, genital, algas intestinais. Neste trabalho os OAR de interesse
para geragao de DVH predito foram o reto e a bexiga(Figura 2.4).

- Prescricao da Dose de Radiagao: A dose prescrita foi de 20 fragdes de 3 Gy no
volume alvo, total de 60 Gy.

- Planejamento e Otimizacao: Foi utilizada a técnica de VMAT, sendo que se uti-
lizou 2 arcos completos, colimadores de 80 e 100 graus, feixe de fétons de 6 MV com
taxa de dose de 600 UM/minuto, acelerador linear Varian True Beam STx 2.5, MLC
HD120. Os OAR que possuiam interseccao com o volume alvo foram divididos em
OAR_ opt(correspondente a fragdo do OAR sem intersecgdo, com margem de 2 mm) e
OAR_ ovlp (correspondente a fracaio do OAR com intersecgao). Assim, o volume de reto
foi dividido em reto_opt e reto_ovlp; e o volume de bexiga foi dividido em bexiga_opt e
bexiga ovlp.

Os objetivos do planejamento hipofracionado de prostata hipofracionada, de acordo
com o protocolo do Hospital Sirio-Libanés, sao listados na Figura 2.5. O volume PTV
(Planning Target Volume) se refere ao volume alvo, em que PTV__eval é o volume alvo sem
interseccao com o reto e PTV_ ovlp se trata do volume de interseccao entre o volume alvo
e reto. No caso do objetivo Dggy, > 57 Gy, significa que se espera que no minimo 99% do

volume PTV__eval receba uma dose de radiagao igual ou maior que 57 Gy. Analogamente,



Figura 2.4: Representacdo dos contornos do volume alvo (em azul), reto (em marrom) e
bexiga (em amarelo), e dos arcos utilizados utilizando a técnica de VMAT.

o objetivo relacionado ao reto Vssay < 5%, significa que o volume do reto que recebe 58
Gy deve ser menor que 5%. Por fim, no objetivo para o intestino delgado D4, < 50 Gy,

significa que a dose maxima no intestino deslgado deve ser menor que 50 Gy.

2.4 Knowledge Based Planning

Nos tltimos anos, Knowledge-Based Treatment Planning (KBP) tem ganhado crescente
interesse das comunidades académicas e clinicas [5]. KBP explora um conjunto de dados
de tratamentos realizados para predizer métricas dosimétricas em novos planos de tra-
tamento. Estas métricas preditas podem ser utilizadas como referéncias para a criagao
de novos planos, como uma ferramenta de controle de qualidade para planejamentos, ou
como parte de um sistema de planejamento semi ou totalmente automatizado. Muitos
trabalhos na literatura sobre KBP tém utilizado algoritmos de aprendizado de maquina
em combinagdo com métricas geométricas ou parametros do plano.

Estas métricas dosimétricas sao extraidas do histograma dose-volume, também cha-
mado de DVH (Dose-Volume Histogram), que consiste em um histograma cumulativo que

relaciona a dose de radiagao entregue a um volume definido (alvo ou de tecido sadio).



PTV_eval | Daggy 2 57GY
Dogy, = 54Gy
PTV ovl
Dinax < 63GY
UEEGY < 5%
Bexiga U.;:].GY < 25%
Vaogy < 50%
UEE-GY < 3%
Reto VEEG',; < 15%
Uqgﬁy < 50%
quﬁy < 1%
FEémur
Vaogy < 30%
Delgado | Dpns < 50GY

Figura 2.5: Tabela com os objetivos do planejamento de préstata hipofracionada.

Estes histogramas sao comumente utilizados como uma ferramente na fase de avaliacao
do planejamento, pois condensa informacoes da distribuicao tridimensional de dose em
um grafico bidimensional. J& a distribui¢ao tridimensional de dose é gerada no sistema
de planejamento com o uso de um volume de uma tomografia computadorizada. Na Fi-
gura 2.6 tem-se um histograma dose-volume para um planejamento de prostata, em que
no eixo horizontal se representa a dose em cGy e no eixo vertical se representa o volume
em porcentagem. A linha amarela representa o histograma de dose-volume para a bexiga,
a linha marrom para o reto e a linha vermelha para o volume definido como alvo. Em
destaque estd a métrica de analise de dose entregue ao alvo D95, isto é, a dose minima
entregue em 95 por cento do volume.

A quantidade e a qualidade dos planejamentos utilizados para treinar os modelos
podem afetar diretamente a acuracia das métricas preditas. De modo geral, um maior
numero de planejamentos aumenta as variagoes nas geometrias dos OAR, o que permite
ao modelo explorar estas informagoes e realizar predigdes mais acuradas [6].

Os métodos de KBP tém sido utilizado principalmente nas seguintes abordagens [7]:

i) predizer pontos especificos do histograma de dose-volume (DVH) para OAR. Em
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Figura 2.6: Exemplo de um DVH utilizado para avaliar uma métrica do planejamento de
prostata. A linha amarela representa o DVH da bexiga, a linha marrom o DVH do reto,
e a linha vermelha representa o DVH do volume alvo.

geral utilizado para controle de qualidade dos objetivos dosimétricos mais relevantes do
planejamento;

i1) predizer as curvas de histograma de dose-volume para cada OAR. Estas curvas,
podem, entao, ser utilizadas como um padrao de referéncia ou um objetivo final para o
planejamento em curso.;

i1i) encontrar em uma biblioteca de casos tratados o caso mais semelhante com o
atual caso em planejamento, com o objetivo de semi automatizagdo do planejamento;

iv) predizer os pesos da fungdo objetiva no processo de otimizacao, o que corresponde
a importancia relativa de cada OAR em relacao ao volume alvo.

Neste trabalho optou-se pela abordagem descrita no item (i), devido a praticidade
em utilizar este dado previsto de modo direto no processo de otimizacao dos planejamen-
tos.

Desta forma, solu¢oes de KBP podem ser utilizadas para semi ou automatizar com-
pletamente o processo de otimizagdo do planejamento, diminuindo a interagao do plane-
jador com o sistema. Sao também tteis para estabalecer modelos 6timos para a pratica
clinica, remover a dependéncia e a variabilidade entre planejadores na qualidade do plano

e aumentar a eficiéncia do processo de planejamento.
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2.5 Regressao Linear Mailtipla

Regressao Linear Miultipla é uma abordagem quando ha n preditores e uma variavel
resposta unidimensional. Nesta classe de modelos, assume-se que:

Y = Bo+ b1 X1t + BoXoi + B3 X3i + ... + B Xni + €
em que X; representa o valor do j-ésimo preditor da i-ésima observacao (instancia), f;

representa o efeito linear de Xj; em Y, e € é o termo de erro. [§].

2.6 Random Forest

Arvores de decisao podem ser aplicadas em problemas de regressao e de classificacao.
A arvore de regressao é formada pela divisao bindria recursiva para formar uma arvore
grande sobre os dados de treinamento, parando apenas quando cada né terminal (folha)
possuir o nimero minimo de observagdes, como exemplificado na Figura 2.7 [8], em que
no processo da divisao recursiva se deu origem a 5 regides [8]. Ocorre entdo uma selegao
das melhores sub-arvores, através da poda de custo de complexidade em funcao de um
parametro «. Utilizando cross-validation, os passos descritos anteriormente sao repetidos
para os (k-1) folds, em um processo que se varia o valor de a para minimizar o erro
quadratico médio no k-ésimo fold. Com esse valor de « final se repete o processo de poda
para escolher a melhor sub-arvore.

No caso de Random Forest, quando as arvores estao sendo criadas, uma amostra ale-

atéria de m preditores é escolhida candidatos de divisao de todo o conjunto de preditores

P

2.7 Support Vector Machine - SVM

O algoritmo de SVM, em tarefas de classificagdo, busca encontrar um hiperplano que
separe as classes existentes no conjunto de dados. Ele é capaz de lidar com classifica¢oes
lineares e nao lineares, ao utilizar kernels polinomial ou gaussiano. No caso de regressao
por SVM, a ideia é que as instancias do conjunto de dados fiquem contidas no hiperplano
adicionado de uma margem e. Da mesma forma que ocorre em classificagdo, aqui se pode

utilizar kernel distintos para trabalhar com regressoes nao lineares (Figura 2.8) ( [9]).

2.8 Grid_Search

Cada algoritmo de aprendizado de maquina tem os seus proprios hiperparametros, os quais

sao utilizados no momento de ajuste do modelo. O uso de grid_ search é uma abordagem
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Figura 2.7: A saida de uma divisao binaria recursiva em duas dimensoes.
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Figura 2.8: SVR utilizando um kernel polinomial de segundo grau..

para se encontrar a melhor combinagao dos valores dos hiperparametros de um algoritmo
dentro de uma faixa de valores especificada, a medida em que ele cria diversos modelos
com cada combinagdo dos valores dos hiperpardmetros [9]. Neste trabalho foi utilizada
esta ferramenta com o algoritmo de Regressao por Random Forest. Os hiperparametros
selecionados para o grid_search foram:

- maz__depth, a profundidade maxima da arvore.

- max__features, o nimero maximo de features para considerar quando procurando

pela melhor divisao.

13



- min__samples_leaf, o nimero minimo de amostras requerida para estar em um no
de folha.

- min_samples split, o nimero minimo de amostras requerido para dividir um noé
interno.

- _estimators, o nimero de arvores na floresta.

2.9 PCA

Principal Component Analysis (PCA) é um conhecido método de redugao de dimensio-
nalidade, Figura 2.9 '. No caso de duas dimensdes, inicialmente, ele identifica o eixo que
possui maior variancia no conjunto de dados de treinamento. Em seguida, encontra um
segundo eixo, ortogonal ao primeiro, o qual tem maior contribuicao para a variancia re-
manescente. Para conjuntos de dados de maior dimensao, PCA ird encontrar um terceiro
eixo, ortogonal aos dois primeiros, e o quarto em seguida, e assim por diante, a depender

do niimero de dimensoes que o conjunto de dados possui [9].

Second principal component

first principal component

Figura 2.9: Representacao esquematica da Analise de Componentes Principais.

"https://medium.com/@sadatnazrul /the-dos-and-donts-of-principal- component—-analysis—7c2e9dc8cc48
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Capitulo 3
Revisao da Literatura

Nesta secao sao revisados trabalhos que contribuiram para a literatura do Knowledge-

Based Planning, seu uso e implicancias em um departamento de radioterapia.

Chanyavanich et al. [10] mostrou a viabilidade de se usar o conceito de Knowledge-Based
Planning em planejamentos de préstata. O objetivo foi o de encontrar, dado um caso
novo para planejamento, um caso contido em uma biblioteca de 100 planos de préstata
que mais se assemelhasse ao planejamento em questao. Uma vez encontrado, o planeja-
mento para o caso novo era iniciado com os mesmos parametros de campo e de otimizacao
que o utilizado no caso semelhante encontrado na biblioteca. Esta abordagem permitiu
semiautomatizar os planejamentos de préstata, aumentando a eficiéncia dos processos.

De forma andloga, Schimidt et al. [11] criou um modelo que, para planejamentos
de cabecga e pescoco, se encontrava o caso mais similar em uma base de dados de 103
planos de cabeca e pescoco. Em seguida, para se evitar planos sub-6timos devido as
particularidades da geometria encontrada em contornos deste sitio de tratamento, a matriz
de dose era deformada de acordo com a sobreposicao entre os volumes alvos e os 6rgaos
sadios. Entao, os parametros do planejamento eram copiados do caso similar encontrado
na base de dados e o histograma dose-volume gerado para o novo caso era utilizado para
realizar a otimizagao do planejamento sem intervencao humana.

Campbell e Miften [12] utilizou redes neurais para desenvolver um modelo de predi-
¢ao de distribuigoes de dose para planejamento em arco (VMAT) de radiocirurgia extra-
craniana de pancreas. Utilizando um banco de dados de 43 pacientes, divididos em grupos
para treinamento e validacao, foram criados modelos para realizar a predi¢ao. Os mode-
los tiveram melhores resultados quando tratados separadamente de acordo com o médico
do paciente, pois os padroes de definicdo de contornos e objetivos do planejamento eram

distintos.
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Ziemer et al.  [13] prop6s um método para automatizar o planejamento de ra-
diocirurgia intracraniana de multiplas metastases. Utilizando um modelo previamente
desenvolvido que previa a distribuicao de dose no planejamento de radiocirurgia para
uma Unica lesdo, fazia-se a predicao de dose para as multiplas lesdes tratando cada uma
de maneira independente e, em seguida, combinando as predi¢oes individuas de dose em
uma unica matriz de dose. Finalmente, criava-se um arquivo com parametros da isodoses
resultantes, o qual alimentava os objetivos da otimizacao do planejamento.

Babier et al. [5], utilizando Bagging Query (BQ) e Anélise de Componentes Princi-
pais (PCA), criaram modelos para predizer histogramas de dose-volume (DVH) em tumo-
res de orofaringe. A partir dai, parametros gerados do DVH eram inseridos na otimizagao
do plano, levando a criacao de planos de alta qualidade, sem intervencao humana.

Du et al. [14], para casos de radiocirurgia de nevralgia do trigémio, teve como
objetivo predizer a dose maxima no tronco, o volume do tronco que recebeu pelo menos
10 Gy e o volume de cérebro sadio que recebeu pelo menos 12 Gy. Foram utilizados 40
casos clinicos e modelos de regressao multivariada, utilizando como parametros de entrada
o comprimento do nervo, as largura do nervo axial e sagital, a distancia entre o isocentro
e superficie do tronco, além do tamanho do cone utilizado para tratamento.

Shiraishi et al. [6] usando a metodologia de KBP, desenvolveu um modelo para pre-
dizer histogramas dose-volume e métricas de qualidade do plano em casos de radiocirurgia
intracraniana, com o objetivo de se identificar planos sub-6timos.

Boutlier et al. [7] buscou determinar como a acurdcia de modelos de Knowledge-
Based Planning de casos de prostata é afetada pelo tamanho do conjunto de dados dis-
ponivel. O parametro utilizado para comparacao dos resultados entre os tamanhos de
amostras foi o erro médio. Foi encontrado que: 1) para predi¢do de pontos do histograma,
dose-volume, 200 amostras foram necessarias para predizer os pontos de DVH escolhidos;
2) para predigao de histogramas dose-volume, utilizando PCA e Regressao Linear Multi-
pla, ao menos 75 amostras sao necessarias para predicao do DVH de bexiga e 25 amostras
para predicdo do DVH de reto; 3) para predigdao de pesos da funcao objetivo, 10 amostras
foram necessarias para treinar o modelo de Regressao Logistica, enquanto 150 amostras
foram necessarias para treinar o modelo utilizando k-vizinhos mais préximos (KNN).

Younge et al. [15] utilizou planos gerados com a metodologia KBP para radiocirur-
gia extracraniana de vértebra, segundo o protocolo RTOG (Radiation Therapy Oncology
Group) 0631. Os planos gerados via KBP foram comparados com os planejamentos ori-
ginais em termos de conformidade da dose de prescri¢ao no alvo, do indice de gradiente,
dose em estruturas criticas, como medula, e dose em tecidos sadios adjacentes. Os planos
gerados via KBP mostraram maior consisténcia entre si e melhora em algumas métricas,

em comparagao aos planos originais.
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Nwankwo et al. [16] propoe validar o uso de um software comercial de KBP em
planejamentos de préstata. Pela selecao randomica de 30 pacientes planejados com VMAT
por pessoas com experiéncia, estes casos foram planejados novamente utilizando KBP por
pessoas sem experiéncia em planejamentos. Os resultados mostraram que nao existiram
diferencas estatisticamente significantes entre as métricas analisadas nos planejamentos
resultantes.

Chatterjee et al. [17] analisou o desempenho de um modelo de KBP para casos de
sistema nervoso central, em que foram utilizados inicialmente 82 casos de glioblastomas
tratados com VMAT ou IMRT. Em um passo intermediario, estes casos foram replanejados
manualmente, buscando-se o melhor plano possivel para ser utilizado no modelamento.
Entao, o modelo final foi validado em um conjunto de dados independente de 45 pacientes
de glioblastoma, astrocitoma, oligodendroglioma e meningioma. Os planos gerados pelo
método KBP resultaram em métricas de avaliacao de alvo superiores aos planos feitos
manualmente e as métricas de OAR, semelhantes. O tempo de planejamento utilizando
KBP diminui sensivelmente, de cerca de 4 horas de planejamento manual para 13 minutos
utilizando KBP.

Wang et al. [18] avaliou se o desempenho de uma solu¢ao comercial de KBP para
planejamentos de mama esquerda, em que se tem o coracao proximo e frequentemente
impoe desafios a etapa de planejamento, pode ser superior ao cenario em que se tem
planejadores com diferentes niveis de experiéncia. O modelo de KBP foi gerado através
do uso de 80 planejamentos 6timos feitos previamente. 6 planejadores, sendo 2 de nivel
iniciante, 2 de nivel intermediario, 2 de nivel avangado, planejaram 10 outros casos que
nao foram utilizados para a criacdo do modelo, sendo que cada planejador gerou para
cada caso um plano manual e outro utilizando KBP. Os resultados mostraram que o uso
de KBP nos planejamentos aumenta a homogeneidade da qualidade dos planos gerados e
melhora as métricas de qualidade para os planejadores menos experientes.

Tol et al. [19] avaliou o desempenho de uma solu¢ao comercial de KBP utilizando
casos de cabeca e pescoco, utilizando um total de 60 pacientes e dividindo-os em grupos,
de acordo com particularidades de planejamento. Resultados comparaveis aos planos
originais foram alcancados com o KBP nas situagoes em que havia um caso parecido nos
modelos. No entanto, quando se tratava de um caso que possuia configuracoes de 6rgao
de risco ou volume alvo diferentes dos casos utilizados para modelamento, o planejamento
utilizando o método KBP foi de qualidade abaixo do esperado.

Delaney et al.  [20] estudou o desempenho de modelos de KBP utilizando e nao
utilizando planos sub-6timos, chamados de outliers, para a modelagem, mudando, nesta
etapa, a porcentagem de planos sub-6timos. Utilizando um total de 70 pacientes de cabeca

e pescoco, alguns planejamentos foram reotimizados sem tentativa de minimizar a dose
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nas glandulas salivares, em que se criaram modelos contendo de 5 a 40 planos sub-6timos.
Foram analisados indices de homogeneidade dos alvos, e as doses entregues na cavidade
oral, nas glandulas salivares e em estruturas de degluticao. Os resultados mostraram
que a remocao de planos sub-6timos dos casos utilizados na modelagem tiveram pequeno
impacto nos indices de conformidade e na diminuicdo de dose entregue aos 6rgaos sadios
nos planejamentos gerados pela metodologia KBP.

Amit et al. [21] teve como objetivo predizer as incidéncias 6timas dos feixes de
radiacao para tratamentos convencionais de torax, evitando a dependéncia da experiéncia
do planejador para obter bons resultados de planejamento. Utilizando um total de 149
casos tratados de térax, random forest e pardmetros anatomicos (quadrante do téxar em
que se encontra o alvo, distancia do PTV a superficie do paciente, projecao do overlap
entre o alvo e o tecido sadio adjacente em func¢ao dngulo de incidéncia, dentre outros), foi
criado um ambiente que seleciona as melhoras incidéncias para um dado caso.

Yuan et al. [1] apresentou um método para identificacao das principais features geo-
métricas e volumétricas que afetam a variagao de dose entre pacientes de um mesmo sitio
anatomico (neste trabalho foram analisados pacientes de préstata e cabega e pescogo),
e, consequentemente, as variacoes de DVHs. Este método consistia em utilizar PCA e,
em seguida, uma regressao step-wise. Foram analisadas as seguintes features: o Distance
to Target Histogram(DTH), o qual representa um histograma da distdncia minima entre
cada voxel de um OAR e o volume alvo, o DVH e as relagoes de volume entre o OAR e o
volume alvo. O trabalho encontra que para os volumes reto e bexiga, o DTH é principal-
mente representado por duas variaveis que se relacionam com as componentes principais,
o d_metric e o Vy;_ 49, em que d_metric corresponde a distancia em que esta uma certa
porcentagem (metric) do volume do OAR; e 0 Vs 40 corresponde ao volume do OAR que
esta entre as distancias d1 e d2, com coeficientes de determinacao de 0.88 para a bexiga
e de 0.68 para o reto. Analogamente, os DVHs de reto e bexiga sdo majoritariamente ex-
plicados por duas variaveis que se relacionam com as componentes principais: D _metric
e V_D1D2. D _metric representa a dose entregue em uma porcentagem do volume do
OAR, representada por metric; e V_D1D2 representa a fracao do volume do OAR que
recebe entre as porcentagens de dose D1 e a dose D2. Na Figura 3.1 aparecem listados
valores encontrados para as principais variaveis de reto e bexiga:

Assim, por exemplo, tem-se que a primeira variavel do reto para o DTH é represen-
tado por d60, ou seja, pela distancia correspondente a 60% do volume do reto. Enquanto
que a primeira varidvel do seu DVH é D50, correpondente a dose que recebe 50% do seu
volume.

Posteriormente, as features identificadas foram utilizadas para recriar, aplicando uma

regressao miultipla, os DVHs e se achou boa concordancia entre os DVHs preditos e os
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Figura 3.1: Variaveis que se relacionam com as componentes principais de Reto e Bexiga

[1].

reais.

Da Figura 3.2 a Figura 3.4, tem-se o resumo dos trabalhos citados neste capitulo.
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Figura 3.2: Resumo das Referéncias Bibliograficas.
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Figura 3.3: Resumo das Referéncias Bibliograficas. Continuacao.

21



Localizagdo Técnica de Objetivo Tamanho

Artigo Algoritmo de KBP Resultado
do Tumor tratamento do Estudo da Amostra
Os planos gerados pelo
método KBP resultaram em
Analisar o métricas de avaliagdo de
Sistema desempenho de 82 para alvo superiores aos planos
17 um sistema de treinamentoe PCA, Regressdo feitos manualmente e as
Nervoso MRT / VMA]I e e .
Central KBP para casos de validagdo, 45 Multipla métricas de OAR,
entra
sistema nervoso para teste semelhantes. O tempo
central gasto pelo planejador
diminui sensivelmente
quando se fez uso de KBP.
Investigar se o
método KBP
80 casos para
aumenta a . Os resultados mostraram
. treinamento
qualidade de que o uso de KBP melhora a
. do modelo, ia .
planejamentos N consisténcia e aumenta a
Mama . . 10 casos para  PCA, Regressdo . L.
18 IMRT em relagdo a - o qualidade das métricas dos
Esquerda ) comparagao Multipla .
planos feitos com o planos originados de
manualmente por . profissionais menos
o planejamento )
profissionais com experientes
. - manual
diferentes niveis
de experiéncia
Analisar o Se observou resultados
desempenho de . aquém do esperado o caso
Cabeca . PCA, Regressdo . . i
19 VMAT um sistema de 60 L a ser planejado ndo possuia
e Pescogo Multipla .
KBP para casos de um similar nos dados que
cabeca e pescogo compunham o modelo
Os resultados mostraram
. . que a
Avaliar o impacto N
remocgdo de planos sub-
do uso de planos x " -
20 Cabeca . PCA, Regressdo  otimos dos casos utilizados
VMAT sub-otimos na 70 L .
e Pescogo Multipla na modelagem tiveram
etapa de .
pequeno impacto na
modelamento .
qualidade dos planos
gerados pelo método KBP
O método se mostrou vidvel
e capaz de
Predizer as produzir planos de alta
3 incidéncias qualidade, sendo que 93
21 Torax IMRT 149 Random Forest

otimas para casos
de IMRT de térax

por cento dos planos foram
considerados aptos para
tratamentos por 3
diferentes médicos
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Capitulo 4
Metodologia

Este capitulo descreve os dados disponiveis, a metodologia proposta e as ferramentas que

sao utilizadas no desenvolvimento do trabalho.

4.1 Dados

Inicialmente, foi realizada uma varredura no banco de dados do sistema de planejamento
para selecionar os pacientes de cancer de prostata em estagio inicial tratados no esquema
hipofracionado. O nimero de casos selecionados foi de 63, cujos arquivos de cada paciente

consistem em:

e uma imagem tridimensional de tomografia computadorizada (CT) em formado DI-
COM;

o um conjunto de estruturas (structure set) no formato DICOM-RT STRUCT con-

tendo os contornos desenhados;

o planejamento no formato DICOM-RT PLAN;

e uma matriz de dose no formato DICOM-RT DOSE.

As imagens de tomografia foram adquiridas em um CT Somatom Siemens, matriz
de 512 x 512, espessura de corte de 2.00 mm, com cerca de 150 cortes. Em cada volume
de tomografia os contornos do alvo e dos érgaos adjacentes, e o planejamento foram re-
alizados no sistema Varian Eclipse versao 13.6/15.6, sendo a otimizagdo realizada com
o algoritmo PRO (Progressive Resolution Optimization) ou PO (Photon Optimizer), e o
célculo de dose tridimensional do volume com o algoritmo AAA (Anisotropic Analytical
Algorithm) com resolu¢do de 1.0 mm. Os tratamentos foram realizados no acelerador
linear Varian True Beam 2.5, MLC HD 120, energia de 6 MV. O volume alvo consistiu
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no volume delineado pelo radio-oncologista na imagem tridimensional de tomografia com-
putadorizada adicionado de uma margem isotropica de 7.0 mm. Na mesma tomografia,
foram contornados os volumes sadios adjacentes: reto, bexiga, intestino delgado, femur
esquerdo, femur direito e bulbo, de acordo com os respectivos guidelines. A partir dos

volumes contornados e da matriz de dose, o sistema de planejamento fornece o histograma

dose-volume (DVH), como representado na Figura 4.1.

Figura 4.1: Tomografia computadorizada co-registrada com os contornos de OAR e a
distribuicao de dose. No canto direito superior os respectivos DVHs.

Neste trabalho, as predi¢oes de DVH se detiveram aos OAR reto, bexiga, reto_opt e
bexiga opt, estes dois ultimos sendo a fragao desses 6rgaos sem interseccao com o volume
alvo(prostata). Isto porque reto e bexiga sao os OAR que apresentam maior desafio no
processo de otimizagao por apresentarem area de interseccao com o volume alvo, exigindo
formato concavo das isodoses. Os volumes reto_opt e bexiga opt sao utilizados como
volumes auxiliares para potencializar a diminuicao de dose na regiao do OAR que nao
possui interseccao com o volume alvo, ja que nesta regiao nao ha objetivos conflitantes

para a funcao custo em termos de entregar dose no volume alvo e proteger o OAR.

4.2 Metodologia

Tendo-se, entdo, a lista dos casos selecionados, foi feito e executado um programa para
extrair os dados de interesse dos arquivos de cada paciente. Para cada caso, este programa
percorre o volume tridimensional do paciente e extrai os seguintes dados para os OARs

de interesse, no caso reto, bexiga, reto_opt e bexiga_opt:

1. volume absoluto do alvo (em cc)
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2. volume absoluto do OAR (em cc)

3. volume-In do OAR (em %) - fracdo do volume do OAR contido nos mesmos cortes

da tomografia em que esta o volume alvo.

4. volume-Off do OAR (em %) - fragao do volume do OAR que nao esta contido contido

nos mesmos cortes da tomografia em que estd o volume alvo.
5. volume de intersecgao entre o alvo e 0 OAR (em %)
6. volume do OAR sem intersecgdo com o alvo (em %)
7. DVH do OAR e do alvo, resolucao de 1.0%

8. DTH de cada OAR, resolucao de 1.0 mm

Estes dados foram salvos em arquivos .csv para posteriormente serem trabalhados a
fim de se gerarem os modelos de predigao de DVH de OARs. Utilizando o ambiente Jupy-
ter Notebook, os dados foram importados e explorados. Inicialmente, criou-se os modelos
para predi¢ao das duas varidveis principais dos DVHs (as varidveis que se relacionam com
as componentes principais do DVH). Assim, para cada OAR, foram gerados os modelos
para predicao de D_metric e de V_D1D2, as variaveis independentes listadas de 1-6, os
parametros d__metric e Vd1d2 (varidveis que se relacionam com as componentes principais
do DTH). Neste caso, o conjunto de dados foi formado por 63 instancias. Testou-se os
algoritmos de Regressao Linear Miltipla e Regressao por Random Forest (Random Forest
Regression). Devido ao fato do baixo ntimero de amostras, o conjunto de treino e teste
ficaram os mesmos.

Para geracdo do modelo de predicio do DVH as variaveis independentes foram as
listadas de 1-6, as duas variaveis principais do DVH preditas no passo anterior e as
duas variaveis principais do DTH (d_metric e V_d1d2). Os pardmetros de D_ metric,
V_DI1D2, d_metric e V_d1d2 foram processados conforme os valores encontrados por
[1] para as varidveis principais do DVH e do DTH, respectivamente.

Para este fim o conjunto de dados foi formado por 63 casos, cada caso com 101
instancias, totalizando de 6363 instancias. Estes foram divididos aleatoriamente em con-
juntos de treino e de teste na proporgao de 2/3 e 1/3, respectivamente. Testou-se os
algoritmos de Regressao Linear Multipla, Regressdo por Random Forest (Random Forest
Regression), Regressao por Support Vector (Suppor Vector Regression), utilizando a bi-
blioteca scikit-learn. Para o modelo Regressao por Random Forest, foi aplicado também
a busca pelos parametros 6timos da arvore de regressao através do grid_search, com os
parametros definidos por:

param_grid = ’bootstrap’: [True],

25



'max__depth’: [10, 20],

'max_ features’: [2, 3, 4, 5, 6],

'min_samples_leaf”: [1, 2, 3],

'min_samples_split’: [3, 4, 5, 6, 7, 8, 9, 10],

'n__estimators’ [10, 20, 30|

Para andlise de overfitting para o algoritmo de Random Forest foi feita a andlise de
cross-validation

Os modelos foram analisados pelos pardmetros de R?, erro médio absoluto e raiz
quadrada do erro médio quadratico. Os modelos de predicao de DVH foram analisados
também com a avaliagao das areas entre o DVH observado e o DVH predito.

Feita a avaliacao, se escolheu os modelos que apresentaram melhores resultados de
acordo com os parametros citados.

Os modelos escolhidos para D_metric, V_D1D2 e DVH, para cada OAR, foram
salvos em formato .pkl. Criou-se, entdo, um programa em linguagem Python chamado
ApplyModelo.py com a funcao de aplicar os modelos de aprendizado de maquina nos
parametros calculados em um paciente e devolver os DVHs preditos das estruturas de
OAR de interesse. Para nao haver dependéncias de biblioteca Python nas maquinas
em que este programa sera executado, este programa foi convertido em um executavel,

passando a ser chamado de ApplyModel.exe.

4.2.1 Automacgao do Planejamento

A fim de se automatizar a etapa de planejamento, os modelos gerados foram utilizados
em conjunto com o programa desenvolvido KBP.dll (Figura 4.2), desenvolvido em C#.

Este programa tem como fungoes configurar os campos de tratamento, gerar os
volumes auxiliares de otimizacdo, calcular e salvar os parametros que os modelos de
predicao irdao utilizar, executar o programa ApplyModel.exe e importar o DVH predito
para cada OAR como objetivos no processo de otimizacao (Figura 4.3).

Este ultimo carrega os parametros calculados, aplica os modelos de aprendizado
de maquina gerados para calcular os DVHs preditos e salva os histogramas em formato
.csv. Entao, os pontos previstos do DVH sao carregados de volta pelo programa KBP.dIl
e utilizados como objetivos para o algoritmo de otimizacao. Para o volume reto, foi
também utilizado a dose média prevista como pardmetro para a fungdo de otimizacao.
Na Figura 4.4, a esquerda se tem as acoes iniciais do programa KBP.dll, em que os arcos
de tratamentos sdo configurados e os volumes auxiliares de otimizacio gerados. A direita,
se tem os objetivos de otimizacgao, gerados a partir da predicdo de DVHs, utilizados na

etapa de otimizacao.
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Figura 4.2: Interface grafica do programa KBP.dll.

Realizada a otimizacdo, é realizado o calculo 3D de dose utilizando o algoritmo
AAA 13623 [22].

Como a fungao custo de otimizacao lida com objetivos conflitantes (por exemplo,
entregar a dose de prescricao no voume tumoral com o minimo de dose em 6rgaos que estao
proximos ou em intersec¢ao com o volume alvo), é uma pratica posicionar os objetivos de
otimizacao abaixo do que se realmente se deseja com o DVH real. Na Figura 4.5 se tem
um exemplo de objetivos de otimizagao para o reto utilizados por um especialista em um
caso de prostata. Note que os pontos que representam os objetivos da otimizagao estao
abaixo do DVH calculado.

Por isso, findo o primeiro ciclo de otimizacao e calculo, o programa KBP.dll repete a

etapa de otimizacao e aplica a funcao offset descrita no Algoritmo 1. Dado um objetivo
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KBP.dll ApplyModel.exe

» Insercdo dos campos de tratamento
+ Criacdo dos volumes auxilares
» Extracdo das features e as exporta para .csv

\ + Importacdo das features dos arquivos .csv
/ + Aplica os modelos de ML para predicdo de DVHs

« Importa os DVHs preditos como objetivos de otimizacéo
Ao final do primeiro ciclo de otimizacéo, aplica a funcdo de offset nos objetivos de otimizacéo

Figura 4.3: Fluxo Esquematico dos passos que ocorrem uma vez que O Usuario inicia o
processo de auto-planejamento.

Figura 4.4: Acgobes realizadas pelo programa KBP.dll: criacdo dos volumes auxiliares,
composi¢ao dos campos de tratamento e otimizacao.

de DVH, ela minimiza o valor do objetivo de acordo com o seu respectivo valor de volume,
simulando o offset aplicado pelo especialista, através de um fator de corregao (corrFactor).
Os objetivos de otimizacgao sao entao substituidos pelos valores de auxPointVolu-
meDVH e a otimizacgao, reiniciada. Ao fim desta segunda otimizacao, o cdlculo de dose
utilizando o algoritmo AAA_ 13623 é realizado novamente. Neste ponto espera-se que o
planejamento esteja pronto, em que o proximo passo seria a sua avaliacao.
Assim, o usuario interage apenas com a interface mostrada na Figura 4.2 e tem um

planejamento de prostata ao final da execucao do programa.
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Figura 4.5: Pontos de otimizacao utilizados em uma otimizagdo para o OAR reto.

4.3 Ferramentas

A seguir a descricao das ferramentas mais importantes utilizadas neste trabalho.

4.3.1 Formato de arquivo DICOM

DICOM® (Digital Imaging and Communications in Medicine) ' é o padrao internaci-
onal para transmitir, armazenar, recuperar, imprimir, processar e exibir informacoes de
imagens médicas. E a base da implementacao do PACS (Picture Archiving and Communi-
cation Systems) em radiologia, uma vez que permite a comunicagao de arquivos originados

de maquinas de distintos fabricantes.

4.3.2 Formato de arquivo DICOM-RT

O uso de imagens ¢ intensivo em radioterapia, o que justificou ser a primeira especialidade
ap¢s a radiologia a incorporar o padrao DICOM com a cria¢ao de objetos DICOM-RT [23].

Para fins de comunicagao de dados de radioterapia, o protocolo de transferéncia seguido é o

http://www.dicomstandard.org
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Algorithm 1 Algoritmo da fungao offset

Entrada: Objetivos do DVH - pointVolumeDVH

Saida: Objetivos do DVH editados pela funcao offset - auxPointVolumeDVH
inicio

if Nome da estrurura contém 'reto” then

downObj = 15;
offset = 5;
else
downObj = 10;
offset = 5;
end

if pointVolumeDVH >=40 then
| corrFactor = downObj + offset;
else
| corrFactor = downObj * pointVolumeDVH /40;
end
if pointVolumeDVH <= 20 then
auxPointVolumeDVH = Min(0.50 * pointVolumeDVH,Abs(pointVolumeDVH -
corrFactor));
else
| auxPointVolumeDVH = pointVolumeDVH - corrFactor;
end
fim

padrao DICOM para imagens médicas. As informagoes especificas da especialidade como,
por exemplo, texto, graficos, linhas de isodose e registro de imagens médicas, dao espaco
a criacdo e ao uso de objetos especificos de radioterapia. Sao estes objetos:RT Structure
Set (objeto que contém os contornos dos alvos e 6rgaos de risco, coordenadas de pontos
de referéncia), RT Plan (objeto que contém parametros do plano de tratamento, tabela
de tolerancias, fracionamento de dose, dados de posicionamento do paciente), RT Dose
(objeto que contém a matriz de dose, pontos de dose, isodoses, DVH) , RT Image (objeto
que contém DRR - Digitally Reconstructed Radiograph), e RT Treatment Record, o qual
é dividido posteriormente em RT Beams Treatment Record, e RT Treatment Summary
Record.

4.3.3 Biblioteca Pydicom

Pydicom 2

é uma biblioteca DICOM para manipular arquivos DICOM, como imagens
médicas, relatorios e objetos de radioterapia. Esta biblioteca possibilita a leitura destes

arquivos complexos em estruturas na linguagem de programacao Python, facilitando sua

’https://pydicom.github.io/
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manipulagdo. Também, estes arquivos modificados podem posteriormente ser escritos em
formato DICOM.

4.3.4 Biblioteca Scikit-Learn

3 6 uma biblioteca de aprendizado de maquina de cédigo aberto para a lingua-

Scikit-learn
gem de programacao Python. Compreende uso de algoritmos de classificacao, regressao,

agrupamento, reducao de dimensionalidade, selecao de modelo e pré-processamento.

4.3.5 ESAPI

FEeplipse Scripting API(ESAPI) é uma API (Application Programming Interface) que é
executada no sistema de planejamento Eclipse. Essa API permite que programadores
criem rotinas em C#.NET, dlls e programas que podem ler dados e realizar operacoes
em arquivo de um paciente especifico aberto no sistema de planejamento ou em uma série
de pacientes existentes no banco de dados [24], como esquematizado na Figura 4.6[24].
Através desta ferramenta se pode criar relatérios, criar programas com interface grafica
em que o usuario pode interagir e automatizar tarefas, como inser¢ao de campos de

tratamento, manipulacao de contornos, dentre outras.

Eclipse
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Scripts. Plug-ins

PD ! SmartAdapt

= . Seripting API
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ARIA Connect
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< » User programs,
Hospital systems, data mining & reporis

PACS, Imaging

Varian System db AURA Dala warehouse

Documents. Reporting

EicomSeptics Service Services

User programs

=
>

Figura 4.6: Representacao esqueméatica do ambiente VARIAN /Eclipse e das interfaces de
acesso ao banco de dados através do ESAPT .

3http://scikit-learn.org/
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Capitulo 5
Experimentos

Este capitulo descreve os experimentos realizados de acordo com a metodologia apresen-
tada.

5.1 Modelos

Os algoritmos utilizados para predigio do DVH (Regressdo Linear Miltipla, Regressao
por Random Forest e Regressao por Support Vector) das estruturas reto, bexiga, reto_opt
e bexiga_opt foram testados para avaliar o seu desempenho. Para o sub-conjunto de
dados de teste, foram plotados um grafico dos pontos de DVH observado vs predito.
Aqui, idealmente, se teria um grafico linear com coeficiente angular igual a 1. Também se
analisou, para este experimento, os valores de R?, o erro médio absoluto e a raiz quadrada
do erro médio quadratico.

Posteriormente, cada modelo foi aplicado aos parametros dos 63 casos disponiveis.
Analisou-se, entao, as areas dos histogramas predito e real, através de teste estatistico
para avaliar se as areas eram iguais ou diferentes e através da Correlacao de Pearson.

Através destes experimentos, se escolheu o algoritmo que mostrava os melhores re-

sultados.

5.2 Auto Planning

Para avaliacao do processo completo de automacgao do planejamento, foram selecionados
10 novos casos, contendo os arquivos de tomografia computadorizada, contornos de OAR
e contorno de volume alvo. Estes casos nao foram utilizados na etapa de treinamento do
modelo. Os contornos de OAR e dos alvos foram realizados por médicos especialistas em
radio-oncologia. Solicitou-se, entao, que quatro fisicos especialistas executassem a etapa

de planejamento destes casos, desde a composicao dos campos, passando pela criagao dos
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volumes auxilares de otimizacao, otimizacao e avaliagao dos objetivos do planejamento.
Estes fisicos sao especialistas em fisica da radioterapia, sendo que 2 deles possuem mais
de 10 anos de experiéncia e os outros 2 possuem entre 5 e 10 anos de experiéncia.

Em seguida, utilizando o programa KBP.dll, gerou-se o auto-planejamento para cada
um dos 10 casos.

Tendo-se, entao, estes cinco planejamentos por caso, foi:

1. avaliado se todos os planejamentos atendiam aos objetivos do planejamento, quanto

a dose entregue no volume alvo e se eram respeitados os limites de dose nos OARs;
2. feita comparagao das areas entre os DVHs de reto e bexiga entre os planejamentos;
3. realizada comparacao ponto a ponto do DVH de reto e bexiga entre os planejamento;
4. avaliado o tempo salvo com a utilizacao do programa KBP.dll;

5. avaliada a variabilidade entre os DVHs dos planejamentos gerados pelos especialis-

tas.

Os itens acima avaliados se relacionam com os objetivos especificos da seguinte forma:
os itens 1-3 se relaciona ao objetivo de demonstrar que o autoplanejamento nao é inferior
ao planejamento feito pelo especialista. O item 4 reflete o tempo salvo pelo planejador
e, consequentemente, o aumento de capacidade operacional do departamento de radio-
terapia. Ja o item 5 mostra a variabilidade que ocorre entre planejamentos, o que nao
ocorreria com o um modelo automéatico gerando planejamentos, levando entdo a maior

padronizagao e consisténcia entre planejamentos de distintos pacientes.
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Capitulo 6

Resultados

Este capitulo descreve os resultados obtidos nos experimentos. Em um primeiro momento
sao descritos os resultados dos modelos de aprendizado de méquina criados e, em seguida,

a comparacao do auto-planejamento com os planejamentos dos especialistas.

6.1 Modelos de Aprendizado de Maquina

Os resultados desta secdo visam demonstrar o processamento dos dados e os algoritmos
de aprendizado de maquina testados, seguido da descricdo da escolha dos algoritmos com
melhor desempenho.

No secao do Apéndice, da Figura 2 a Figura 5 mostra-se um resumo da analise explo-
ratéria dos dados utilizados para predigdo de D50 (dose em porcentagem correspondente
a 50% do volume no DVH) e V_10-50(fracdo do volume do OAR que estao entre 10%
e 50% no DVH) para os OAR reto, bexiga, reto_opt e bexiga_opt. Tem-se, para cada
OAR, um grafico de correlacdo das variaveis independentes e uma descri¢do estatistica
dos dados.

Na Figura 6.1 tem-se, para cada OAR, as métricas para analise dos modelos utilizados
para predizer D50 e V__10-50. Estas métricas foram calculadas aplicando-se o modelo
de aprendizagem de méaquina no conjunto de variaveis independentes e comparando os
resultados com os valores esperados de D50 e V__10-50.

Pode-se notar que em todas as situagoes a predicao com o algoritmo de Regressao
por Random Forest teve melhor desempenho que a Regressao Linear Multipla. Para o
algoritmo de Regressao por Random Forest, através da analise do erro médio absoluto, o
qual ficou abaixo de 5%, nota-se que o desempenho estd satisfatorio levando-se em conta
o contexto da aplicacdo, pois esta diferenca entre pontos nao leva a DVHs discrepantes.

Contidas no Apéncice, da Figura 6 a Figura 9 mostra-se um resumo da anélise explo-

ratéria dos dados utilizados para predicao de DVH para os OAR reto, bexiga, reto_ opt
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D50 V_10-50
Reto Modele linear Regressdo por RF Modele linear Regressdo por RF

R 0.62 0.94 0.62 0.94

Erro médio absoluto 4.63 1.80 4.63 1.80

Raiz do erro quadritico médio 5.84 2.38 5.84 2.38

Bexiga

R 0.33 0.89 0.40 0.89

Erro médio absoluto 6.38 3.07 16.09 4.20

Raiz do erro quadratico médio 7.69 2.48 9.78 2.48

Reto_opt

R 0.67 0.95 0.74 0.96

Erro médio absoluto 4.04 1.55 25.71 1.56

Raiz do erro quadratico médio 4.97 2.01 6.98 2.87

Bexiga_opt

R 0.89 0.98 0.94 0.98

Erro médio absoluto 2.50 0.77 19.84 0.77

Raiz do erro quadritico médio 3.16 1.21 3.56 2.06

Figura 6.1: Resumo da anélise dos modelos de predicao para D50 e V_ 10-50.

e bexiga_opt. Tem-se, para cada OAR, um grafico de correlagao das variaveis indepen-
dentes e uma descrigao estatistica dos dados.

Na Figura 6.2 tem-se, para cada OAR, as métricas para analise dos modelos utili-
zados para predizer os DVHs. Estas métricas foram calculadas aplicando-se o modelo de
aprendizagem de méquina no sub-conjunto de teste das varidveis independentes e compa-
rando os resultados com os valores observados. Através da anélise de R? e do erro médio
absoluto, nota-se que em todas as situagoes a predicdo com o algoritmo de Regressao
por Random Forest com o uso de grid_search teve melhor desempenho que os demais
algoritmos. Também, através da andalise do erro médio absoluto, que ficou abaixo de 0.5%
para Random Forest com grid__search, conclui-se que hé boa concordancia para os valores
gerados por este algoritmo.

Ainda para ilustrar o desempenho de cada modelo para predizer o DVH, os graficos
representados da Figura 10 a Figura 13 - contidas no Apéndice - mostram a concordancia
entre os pontos do DVH predito pelo observado. Idealmente o gréafico seria em formato de
reta, com coeficiente angular igual a 1 e coeficiente escalar igual a 0, com coincidencia dos
pontos. Conclui-se, entdao, qualitativamente, que o desempenho do algoritmo de Regressao
por Random Forest com Grid__Search teve desempenho satisfatorio e superior aos demais,
pois este apresentou uma tendencia visualmente e quantitativamente linear (R? = 0.99),
enquanto os demais algoritmos apresentaram pontos mais dispersos no grafico. Nota-se
também nestas figuras que o algoritmo SVR, para os OAR bexiga e bexiga opt, predizeu

valores baixos para valores esperados proximos de 100%.
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Reto Modelo linear Regressdo por RF Regressio por RF com grid_search SVR

R’ 0.89 0.99 0.99 0.95

Erro médio absoluto 7.34 0.62 0.44 4.07

Raiz do erro quadratico médio 9.22 1.05 0.74 6.05

Bexiga

R 0.74 0.99 0.99 0.68

Erro médio absoluto 8.99 0.42 0.19 7.39

Raiz do erro quadratico médio 12.44 0.92 0.48 13.59

Reto_opt

r? 0.85 0.99 0.99 0.95

Erro médio absoluto 9.27 0.57 0.52 3.76

Raiz do erro quadratico médio 11.47 1.03 0.80 6.50
Bexiga_opt

r? 0.67 0.99 0.99 0.61

Erro médio absoluto 10.42 0.48 0.23 7.97

Raiz do erro quadratico médio 14.14 1.02 0.55 15.37

Figura 6.2: Resumo da anélise dos modelos de predi¢ao para dos DVHs.

Para investigar a ocorréncia de overfitting nos modelos preditores do DVH, utilizou-
se cross-validation com k = 5 com o modelo de Random Forest. Na Figura 6.3 tem-se os

resultados. Pode-se concluir que nao ha owverfitting, pois os scores entre os 5 folds estao

proximos.
k=1 k=2 k=3 k=4 k=5 | Media
Reto 0.97 0.99 0.98 (.98 0.98 0.98
Bexiga 0.98 0.99 0.99 0.99 0.97 0.98
Reto_opt 0.97 0.99 0.99 0.98 0.98 0.98
Eexigiup‘t 0.99 0.98 0.99 0.98 0.96 0.98

Figura 6.3: Resultados da andlise de cross-validation para a predicao dos DVHs com
Random Forest .

Por fim, aplicou-se o algoritmo de Regressao por Random Forest com grid_search em
todo o conjunto de dados das variaveis independentes para predicao dos DVHs das OAR
de interesse. Comparou-se, entao, a area do DVH predito pela area do DVH observado.
Qualitativamente, pela figura Figura 6.4, pode-se concluir que as areas dos histogramas
nao estao discrepantes. Em uma analise quantitativa, aplicou-se a Correlacao de Pearson
e se fez um teste estatistico, em que a hipdtese nula era a de que as areas dos histogramas
predito e real eram iguais. Os resultados estao na Figura 6.5. O p-value ficou em torno de
0.980 para todos os OAR, logo nao podemos rejeitar a hipdtese nula e podemos concluir

que as areas sao iguais.
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Figura 6.4: Areas dos DVHs predito vs real para o modelo RF com grid _search.

Correlacdo de Pearson p-value do teste-t
Reto 0.999 0.983
Bexiga 0.999 0.993
Reto_opt 0.998 0.992
Bexiga_opt 0.990 0.999

Figura 6.5: Areas dos DVHs predito vs real para o modelo RF com g¢rid_search.

Desta forma, o algoritmo de aprendizado de méquina selecionado para a predicao de

D50 e V__10-50 foi a Regressao por Random Forest, enquanto que o algoritmo de apren-

dizado de maquina selecionado para a predicao dos DVHs foi a Regressao por Random

Forest com grid__search.
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6.2 Auto-Planning

Os resultados nesta se¢do servem de guia para analisar se os planejamentos gerados de
forma automatica possuem qualidade similar aos planejamentos dos especialistas.

O processo de planejamento pelos especialistas foi manual e iterativo com o software
de planejamento. Em média, o tempo médio gasto pelos especialistas para realizar o
planejamento foi de 60 minutos. Este dado foi fornecido pelos proprios especialistas.

Para ilustrar os planejamentos realizados pelos especialistas e a solu¢ao gerada pelo
auto-planejamento, na Figura 6.6 tem-se os histogramas de reto (na cor marrom referente
aos planos gerados pelos especialistas e em destaque na cor verde referente ao gerado
pelo auto-planejamento) e bexiga (em amarelo referente aos planos dos especialistas e em
destaque na cor vermelha referente ao gerado pelo auto-planejamento) de um dos casos.
Para cada OAR, ha a sobreposicao de cinco curvas de histograma, correspondentes aos
cinco planejamentos realizados, em que quatro foram feitos por fisicos especialistas e o

quinto pelo solugao de auto-planejamento desenvolvida neste trabalho.
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Figura 6.6: Sobreposi¢do dos DVHs dos cinco Planejamentos para um dos Casos.

Inicialmente, foi analisado se todos os planejamentos haviam conseguido atingir os
objetivos do planejamento, em termos de dose entregue no volume alvo e limites de dose
nos OAR. Foi constatado que em todos os casos os fisicos especialistas atingiram os
objetivos. J4 a solucao de auto-planejamento atingiu em 9 dos 10 casos. Em um dos casos
- referido como caso 10 da Figura 6.7 a Figura 6.12, a dose nos OARs estava dentro dos
limites, porém o objetivo Dggy; > 57Gy para o PTV_ ovlp nao foi alcangado (Figura 2.5),
ficando 1% abaixo do esperado.

Analisou-se entao as areas dos histogramas. Isto porque, de modo geral, quanto

menor a area de um DVH de um OAR, menor a dose que ele recebe, melhor assim a
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qualidade do planejamento - assumindo que se mantém a dose desejada no volume alvo.
Normalizando pela area do auto-planejamento, tem-se a razao das areas dos histogramas
de reto e bexiga dos planejamentos gerados pelos fisicos especialistas mostrados nas Fi-
gura 6.7 e Figura 6.8. Valores maiores que 1 indicam que a area do DVH do respectivo
OAR do fisico especialista se mostrou maior que a area do DVH do autoplanejamento, ao
passo que valores menores que 1 indicam que a area do DVH do respectivo OAR do fisico
especialista se mostrou menor que a area do DVH do autoplanejamento. Nota-se que as
areas dos histogramas dos OAR dos planejamentos da solucao deste trabalho, ficou igual

ou ligeiramente inferior as areas dos planejamentos gerados pelos fisicos especialistas.

Caso Fisico | Fisico Il Fisico lll Fisico IV
1 1,02 1,21 1,17 1,22
2 0,99 1,08 0,99 1,17
3 1,05 0,99 1,17 1,01
4 1,01 0,89 1,06 0,90
5 1,07 0,96 1,24 1,19
(] 1,03 1,03 1,21 0,97
7 1,03 0,98 1,18 1,04
8 1,12 1,12 1,20 1,18
L 0,93 0,95 1,00 0,96
10 0,96 0,97 1,20 0,91

[ Media 102 102 114 1,06 |

Figura 6.7: Razao das dreas dos DVHs de reto dos planejamentos dos especialistas (nu-
merador) em relagdo ao auto-planejamento (denominador).

Ja nas figuras Figura 6.9 e Figura 6.10 se vé a comparacao ponto a ponto dos his-
togramas dos planejamentos dos especialistas com a do auto-planejamento. Conta-se, em
porcentagem, quantas vezes os pontos dos histogramas do auto-planejamento ficou 5%
ou mais acima do histograma do respectivo especialista. Nota-se que, em geral, o auto-
planejamento poucos pontos de DVH com valor acima de 5%. Isto aconteceu de forma
relevante apenas para o OAR da bexiga no caso 4, em que a comparacao mostrou que em
relacao aos 4 dos planos gerados pelos especialistas, o DVH do auto-planejamento gerou
histogramas com porcentagem de pontos acima de 5% entre 16% e 43%. No entanto, essas
discrepancias entre os pontos nao passaram de < 10% em comparacao com 3 especialistas
e 0s objetivos do planejamento foram satisfeitos, de modo que se tratava ainda de um
plano clinicamente viavel. Acrescenta-se que, exceto no caso 10, em nenhum dos casos
houve um ponto do histograma gerado pelo auto-planejamento com valor maior que 10%

em relagao ao histograma do especialista para o volume do reto.
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Caso Fisicol Fisicoll Fisico lll Fisico IV
1 1,03 1,00 1,16 1,13
2 1,02 1,03 0,98 1,03
3 1,00 0,96 0,99 0,94
4 0,90 0,83 0,85 0,82
5 1,06 1,01 1,01 1,07
6 1,05 0,96 1,03 1,04
7 0,96 1,02 1,09 1,05
8 1,02 0,96 1,15 0,91
g 1,04 1,02 0,92 1,07
10 0,99 1,00 0,96 0,98

[ Média 1,01 0,98 1,01 1,01 |

Figura 6.8: Razao das areas dos DVHs de bexiga dos planejamentos dos especialistas
(numerador) em relagdo ao auto-planejamento (denominador).

Caso Fisico | Fisico Il Fisico Il Fisico IV
1 1] 1] 1] 3
2 1] 1] 1] 1]
3 1] 1] 1] 1]
4 ] 0 0 0
5 ] 0 0 0
6 ] 0 0 0
7 ] 0 0 0
2 ] 0 0 0
9 ] ] 0 0
10 14 0 0 21

Figura 6.9: Porcentagem das vezes em que um ponto do DVH de reto do auto-
planejamento é superior em 5 % ou mais do mesmo ponto no DVH elaborado pelo espe-
cialista.

A seguir, comparou-se a diferenca entre as areas dos histogramas gerados pela so-
lugdo de auto-planejamento com a area dos histogramas gerados pelos especialistas. Na
Figura 6.11 observa-se que, a excecao do DVH de bexiga no caso 4, as areas dos histo-
gramas dos planejamentos gerados pela solucdo deste trabalho nao esteve sensivelmente
acima das areas dos DVHs dos planejamentos dos especialistas. Nos valores mostrados,
valores negativos indicam que a area do DVH do autoplanejamento se mostrou menor que
a média das areas dos DV Hs dos especiliastas, ao passo que valores positivos indicam que

a area do DVH do autoplanejamento se mostrou maior que a média das areas dos DVHs
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Caso Fisico | Fisico Il Fisico lll Fisico IV
1 4 0 4 0
2 4 1] 4 0
3 4 3 5 0
4 16 44 43 46
5 1] 0 0 0
6 1] 1] 2 0
7 1] 1] 1] 0
8 ] 1] 1] 10
9 1] 1] 0 0
10 0 3 4 3

Figura 6.10: Porcentagem das vezes em que um ponto do DVH de bexiga do auto-
planejamento é superior em 5 % ou mais do mesmo ponto no DVH elaborado pelo espe-
cialista.

dos especiliastas.

Caso Reto Bexiga
1 -15,5% -8,1%
2 -5,9% -1,2%
3 -5,6% 2,6%
4 3,3% 14,9%
o -11,4% -4,0%
b -5,9% -1,9%
7 -5,8% -3,0%
a8 -15,4% -0,9%
9 4,0% -1,1%
10 -1,0% 1,7%

Figura 6.11: Média da diferenca percentual entre as areas dos histogramas dos especialis-
tas em comparacao com as areas dos histogramas gerados pelo autoplanejamento. Valores
negativos indicam area do DVH do autoplanejamento menor que a drea do DVH do es-
pecialista.

Por fim, comparou-se a variabilidade entre as areas dos histogramas gerados pelos

especialistas (Figura 6.12), através da andlise das areas dos DVHs e normalizando pelas
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areas dos histogramas dos planejamentos gerados pelo fisico 1. Nota-se que os valores
variam entre 1,24 e 0,89. Estes resultados mostram que, para um mesmo paciente, pode
haver alta variabilidade entre os planejamentos gerados pelos especialistas. Tal fato pode

ser minimizado com a adogao de uma solugao de autoplanejamento baseado no padrao

institucional.
Reto Bexiga
Caso Fisico | Fisico Il Fisico lll Fisico IV| Fisico |l Fisico Il Fisico lll Fisico IV
1 1,00 1,15 1,15 1,20 1,00 0,96 1,12 1,10
2 1,00 1,09 1,00 1,19 1,00 1,01 0,96 1,01
3 1,00 0,95 1,11 0,96 1,00 0,96 0,99 0,94
4 1,00 0,89 1,06 0,90 1,00 0,93 0,54 0,91
5 1,00 0,89 1,16 1,11 1,00 0,95 0,95 1,01
& 1,00 1,00 1,17 0,94 1,00 0,91 0,98 0,99
7 1,00 0,94 1,14 1,00 1,00 1,06 1,14 1,10
8 1,00 1,00 1,07 1,05 1,00 0,95 1,13 0,90
9 1,00 1,02 1,07 1,04 1,00 0,98 0,89 1,03
10 1,00 1,00 1,24 0,95 1,00 1,01 0,97 1,00

Figura 6.12: Variabilidade entre as areas dos DVHs dos especialistas para os volumes de
reto e bexiga, normalizado pelas areas dos DVHs dos planejamentos gerados pelo fisico I.
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Capitulo 7
Conclusao e Trabalhos Futuros

Este capitulo descreve as conclugoes deste trabalho e destaca a contribuicao dada. Por

fim, comenta sobre os trabalhos futuros.

7.1 Conclusao

Neste trabalho foi criado uma aplicagao que, utilizando aprendizado de méaquina, busca
automatizar planejamentos de radioterapia de prostata.

Os modelos foram gerados pela técnica de KBP e os algoritmos escolhidos foram os
de Regressao por Random Forest. Estes algoritmos, quando aplicados aos dados utilizados
no treinamento, predizeram com boa concordancia das dreas os novos histogramas (Cor-
relagdo de Pearson = 0.999), e também com boa concordancia entre os pontos preditos e
observados (R? = 0.99 e erro médio absoluto < 0.50%). Em seguida, foram aplicados a
outros casos ainda nao vistos na etapa de aprendizado do algoritmo e comparados com
os planejamentos de 4 fisicos especialistas, tidos aqui como o padrao. Comparando-se
os planejamentos, em 9 dos 10 casos a qualidade dos DVHs dos OARs de reto e bexiga
resultantes da aplicacao de auto-planejamento nao foram inferiores em relagao aos pla-
nejamentos dos especialistas. A comparacao das areas e a comparagao ponto-a-ponto
dos histogramas mostrou boa concordancia, ao mesmo tempo em que os objetivos do
planejamento foram alcancados.

No caso em que um dos objetivos de dose entregue ao volume alvo nao foi satisfeito
(caso 10), uma normalizagao de 1% no planejamento ja faria o objetivo de cobertura
do alvo ser satisfeito. Neste mesmo caso 14% e 21% dos pontos do histograma de reto
da solucao do autoplanejamento estiveram acima de 5% em comparagao com os planeja-
mentos gerados pelo fisico I e fisico IV, respectivamente. No entanto, todos os objetivos
de protegao ao OAR foram alcangados. Cita-se ainda que no caso 4 o DVH de bexiga

da solucao do auto-planejamento teve desempenho inferior em relagao aos especialistas,
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porém os objetivos de protecao ao OAR também foram satisfeitos. Acredita-se que a
causa do algoritmo ter um desempenho inferior nestes casos seja pelo fato do processo
de otimizacao ja entrar com valores elevados da funcao custo desde o inicio, o que pode
atrapalhar a convergéncia da funcao custo. Isto porque a fluéncia dos campos se inicia
homogénea e ja se tem os pontos objetivos 6timos do DVH. Devido a grande diferenca
entre os valores e o consequente alto valor da funcao custo, ha a possibilidade da funcao
convergir para um minimo local dentro do espaco das variaveis da funcao de otimizagao.
Vale lembrar que no processo manual os objetivos sao adicionados e editados miiltiplas
vezes, a medida que a convergéncia acontece. No cenario do auto-planejamento, todos os
objetivos (mesmo que conflitantes inicialmente) sdo adicionados no inicio da otimizagao.

Dados os resultados, pode-se concluir que os modelos estavam adequados, assim como
os parametros utilizados para treinamento e predi¢do dos histogramas. Na Figura 7.1
tem-se um corte axial da sobreposicao dos contornos com a distribuicao de dose gerada
pela solugao de auto-planejamento. Pode-se observar que a solugao propicia boa protecao
ao OAR em questdao (reto), reproduzindo o formato céncavo da distribuicdo de dose
esperado nesse tipo de caso. Qualitativamente tem-se ai uma distribui¢ao de dose similar

a observada nos casos clinicos realizados na rotina pelo especialista.

«!))((!)

Figura 7.1: Distribuicao de dose gerada pela solucao de auto-planejamento. Em destaque
o formato concavo das isodoses para proteger o OAR reto.

Conclui-se, também, que os objetivos especificos foram alcangados. Os resultados
mostraram que o autoplanejamento proveu solugoes nao inferiores e planejamentos clini-
camente aceitdaveis em 90% dos casos, sendo necessario pequenos ajustes para que todos
os objetivos fossem alcangados. Isto permite aumento da capacidade operacional, ja que
o tempo de interacao do planejador é consideravelmente menor. Também, a adocao de

um sistema automatico tira a dependencia do planejador quanto a qualidade do planeja-
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mento, pois permite padronizar a abordagem dos métodos de planejamento, minimizando
a variabilidade entre resultados de DVHs entre planejamentos de diferentes planejadores
para um mesmo paciente.

Destaca-se também a facilidade de uso da aplicacdo. Tendo os delineamentos de
OARs e volumes alvo criados, em poucos cliques se tem o planejamento sendo realizado.
Uma vez que a aplicagao estd acoplada ao sistema de planejamento e os modelos de
aprendizado de maquina sao carregados pelo programa principal, todas as sub-tarefas sao
invisiveis ao usuario. Isso implica que um profissional nao especialista em planejamento
pode operar a solugao de auto-planejamento. Ao final dos célculos, tendo uma mensagem
gerada a partir da avaliacao automatica dos objetivos do planejamento, o caso pode ser
direcionado para avaliagdo/aprovagao se todos os objetivos forem alcangados, ou para
edicdo por um especialista se todos os critérios nao forem obtidos. Assim, tem-se um
modelo hibrido de automagao com edi¢ao do especialista.

Para ser utilizado em uma outra clinica, a premissa principal é que seja utilizado
o mesmo sistema de planejamento. Uma vez adequada a nomenclatura dos contornos,
nao haveria dificuldade para a aplicacdo ser utilizada em ambiente externo, uma vez
que os modelos sao aplicados por um executavel, nao havendo dependéncia de instalacao
de bibliotecas. Desta forma, esta solucao é aplicavel em qualquer departamentos de
radioterapia que possua ambiente Varian.

A contribuicao deste trabalho é a de se ter uma solu¢ao nacional que utiliza Inteligén-
cia Artificial para automacao de planejamentos. Esta tecnologia aumenta a capacidade
de planejamentos de um departamento de radioterapia e pode contribuir tando do ponto
de vista de saide publica, ao auxiliar a ampliar o acesso a radioterapia aos pacientes
oncologicos, como também aos servigos privados, ao tornar os processos mais eficientes.
No contexto de um pais de economia emergente como o Brasil isso tem maior relevancia,
pois a oferta do servigo publico nem sempre atende a demanda da populacao, e solugoes
que otimizam e automatizam processos podem ajudar nos ajuste entre oferta e demanda.
Tanto para servigos piblicos como privados, esta tecnologia é relavante também por se ter
uma solucao nacional, a qual nao esta sujeita a variagoes de cambio, o que invariavelmente

limita investimentos em tecnologia.

7.2 Trabalhos futuros

Como trabalho futuro, cita-se outra possivel abordagem para predicao de DVH: fazé-la
em apenas um passo - por exemplo, utilizando regressao funcional-, e ndo em 2 passos,

como ¢é realizado no método utilizado neste trabalho.
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Ainda, como trabalho futuro pode-se desenvolver um método que avalie se o algo-
ritmo de otimizacao e o planejamento gerado estacionou em um minimo local da funcao
de otimizacao.

Também, mais casos de prostata serao avaliados, a fim de se entender a qualidade
de planejamento que esta solucao criada oferece para pacientes com diferentes geometrias
entre volume alvo e OARs.

Em seguida, sera aplicada esta metodologia e este algoritmo para o desenvolvimento
de auto-planejamento em outros sitios que utilizam um nivel de dose para o volume alvo.

Por fim, generalizar o algoritmo para lidar com situagoes em que existam dois ou

mais niveis de dose nos volumes alvos no mesmo planejamento.
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.1 Analise Descritiva e
DVH

Concordancia de pontos do
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75% 72521848 0951304 0077978 0700507 0423309 24584702 0734762
max 177.876223 0999343 0179092 0908695 0891816 35938677 0.968960

Figura 2: Andlise de Correlacdo (acima) e Estatistica Descritiva para a Predicao de D50

e V_10-50 do reto.
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Figura 3: Andlise de Correlagdo (acima) e Estatistica Descritiva para a Predi¢ao de D50
e V_10-50 da bexiga.
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Figura 4: Andlise de Correlagao (acima) e Estatistica Descritiva para a Predi¢ao de D50
e V_10-50 do reto_opt.
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Figura 5: Andlise de Correlagdo (acima) e Estatistica Descritiva para a Predi¢ao de D50
e V_10-50 da bexiga opt.
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Figura 6: Analise de Correlacao (acima) e Estatistica Descritiva para a Predi¢ao do DVH
do reto.
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Figura 7: Andlise de Correlagao (acima) e Estatistica Descritiva para a Predigdo do DVH
da bexiga.
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Figura 8: Anélise de Correlagao (acima) e Estatistica Descritiva para a predigdo do DVH
do reto_ opt.
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Figura 9: Andlise de Correlagao (acima) e Estatistica Descritiva para a Predigdo do DVH
da bexiga_opt.
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Figura 10: Concordancia entre os pontos de DVH de reto predito vs observado.
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