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Resumo

Os processos judiciais repetitivos, aqueles que exigem muitas agoes manuais e menos agoes
intelectuais humanas, sao uma realidade magante nos trabalhos da Procuradoria Geral do
Distrito Federal (PGDF). Geralmente esses processos repetitivos sdo causas conhecidas
que o Governo do Distrito Federal (GDF) faz parte em muitas agoes, corriqueiramente
peticionadas de uma s6 vez. Essa repetitividade causa muito trabalho manual, desperdicio
de recursos e alta contencao desses processos para a identificacao e resposta por parte da
PGDF. Por isso, ha necessidade de otimizar recursos e acelerar o andamento dos processos,
bem como as analises relacionadas a eles, para tentar mudar essa situacao de contencao.
Assim, este trabalho busca a assisténcia do computador em tarefas rotineiras de PGDF,
que atualmente gastam muito dinheiro em recursos humanos para agrupar e classificar
esses processos repetitivos. A expectativa da organizagao com os avangos deste trabalho é
de se evoluir as automatizacoes para acelerar os processos e economizar recursos, ja que o
computador deve realizar as tarefas de classificagdo em uma velocidade maior, em maior
volume do que o processo atual e com o uso de menos pessoas. A principal motivagao
deste trabalho ¢ encontrar um método eficiente de classificacao de documentos juridicos.
Para este fim, além de experimentos com diversos algoritmos de aprendizagem de maquina
para classificacao em diversos dados da PGDF, iniciando pelos precatorios, é feita uma
comparagao entre os melhores modelos que classificaram documentos juridicos na PGDF.
O esforgo utilizado neste trabalho é para encontrar o melhor método dentro do contexto
do PGDF para a classificagdo de documentos juridicos. O trabalho conseguiu acelerar o

processo de classificacao.

Palavras-chave: Algoritmos combinados, Classificagao de documentos juridicos, Apren-

dizagem de maquina
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Abstract

Repetitive lawsuits, those that require a lot of manual work and less human intellectual
activity, are a massive reality in the Federal District Attorney General (PGDF) day by
day. Generally, these repetitive lawsuits are known litigation issues in which the PGDF
is part, routinely petitioned at once. This repetitiveness lawsuits causes a lot of manual
work, waste of resources and high contention of these judicial processes, principally, for
the identification and response by PGDF lawyers. Therefore, there is a need to optimize
resources and speed up these judicial processes, as well as the analysis related to them, in
order to try to change this contention situation. Thus, this work seeks computer assistance
in routine tasks in PGDF, which currently spend a lot of money on human resources to
group and classify these repetitive judicial processes without due velocity and precision.
The expectation is to speed up the process of work and save resources, since the computer
must perform the classification tasks at a higher speed, in greater volume than the current
process and using fewer people. The main motivation of this work would be to find an
efficient method of classifying legal documents. To this end, in addition to experiments
with several machine learning algorithms for classification, a comparison will be made
among these classifiers with the application of multi-class classification problem in legal
documents from PGDF’s business. The effort used in this work is to find the best one
method within the context of the PGDF to classify legal documents.

Keywords: Ensemble Learning, Legal documents classification, Machine learning
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Capitulo 1
Introducao

Atualmente na Procuradoria Geral do Distrito Federal (PGDF) existe uma necessidade
latente de se otimizar o uso de recursos humanos na atividade de classificacao de processos
judiciais. Isso para automatizar tarefas, diminuir as atividades repetitivas humanas e
aumentar a quantidade de dados para analises estratégicas. Essa necessidade pode ser
observada no trabalho! realizado por especialistas de negdcio e técnicos da PGDF, que
elaboraram projeto no sentido de estudar e implementar ferramenta tecnolégica neste
tema do aprendizado de maquina.

Sabendo desse interesse da organizacao de classificagao de processos judiciais com o
auxilio do computador, este trabalho procura classificar documentos juridicos utilizando
aprendizado de maquina. Para isso, experimentou-se varias técnicas de pré-processamento
em bases de dados desbalanceadas e comparou classificadores computacionais utilizando
dados da PGDF.

A classificacao de processos judiciais é a atividade que denomina um conjunto de do-
cumentos de uma determinada classe. Por exemplo, pode-se atribuir a classe de nome
precatorio a um determinado processo judicial, sendo ele um conjunto de documentos
logicamente interligados para se comprovar um direito de receber valores, neste caso es-
pecifico. Classificar um processo ¢ uma atividade dispendiosa. Uma pessoa pode levar,
em média, cerca de 20 (vinte) a 30 (trinta) minutos para classificar um processo judicial
de natureza simples e conhecida.

Pensando nisso, a automatizacao das classificagoes em si ja se mostra vantajosa, pois,
explicada de um modo simples, retiraria as pessoas dessa atividade morosa e sem muitos
requisitos intelectuais para alocar em outras atividades mais intelecto-produtivas. A clas-
sificagdo automatizada com o auxilio do computador pode ser mais rapida, de velocidade
igual ou mais lenta que a realizada por pessoas. Mesmo no caso e que o computador clas-

sifique um processo na mesma velocidade que uma pessoa ou, pior, mais lento que uma

Thttp:/ /www.pg.df.gov.br/inteligenciaartificial / - acessado em 01/06,/2021.



pessoa ter-se-ia a vantagem de utilizar aquela pessoa para atividades mais complexas que
nao poderiam ser automatizadas. Por outro lado, se o computador puder ser mais rapido
que as pessoas na classificacdo as vantagens aumentam ainda mais.

Um exemplo de consequéncia interessante da aplicagdo da aprendizagem de maquina,
que se mostra vantajoso para alguns especialistas de negécio da PGDF, seria a melhoraria
dos controles quanto as acoes judiciais repetitivas. Sendo elas, aquelas causas que sao
idénticas em contetido porém s6 mudam os nomes das partes. Reforcando a importancia
da aplicacao da aprendizagem de maquina, as pessoas que estariam classificando esses
processos da PGDF poderiam ser deslocadas para analisar e promover estratégias de
controle mais eficientes para essas ac¢oes judiciais. Hoje, mesmo com o potencial analitico
de sua forga de trabalho especializada, a PGDF nao tem condi¢bes de controlar a grande
quantidade de processos contingenciados para anélise.

Ou seja, os especialistas de negocio do 6rgao, observando as dificuldades em classificar
e agrupar os processos apontam para as barreiras em se realizar investigagoes mais com-
pletas por parte dos analistas da PGDF, pois ficam alocados em tarefas repetitivas. B
nesse sentido que o numeroso acimulo de agoes em curso tem alocado grande quantidade
de recursos humanos e esses recursos tém sido insuficientes para essas tarefas repetitivas.
Essa situacao tem deixado os analistas da PGDF dedicados a essas atividades repetitivas
e numerosas, que privam estes profissionais de realizar outras tarefas mais complexas e
valorosas para o referido érgao.

Em outras palavras, esses especialistas de negocio e técnicos da PGDF entendem
que uma ferramenta que classifique os processos, gere peti¢oes iniciais ou execute outras
atividades repetitivas com uso da tecnologia de aprendizagem de maquina garantiria maior
eficiéncia para a organizacao'. Desse modo, hd um consenso entre as areas técnica e de
negocio sobre a importancia de se desenvolver estudos e avancos dentro desse tema do
aprendizado de maquina para melhor organizacao ou aceleragao dos trabalhos.

Sendo assim, sem o correspondente incremento da forca de trabalho e da estrutura
operacional da PGDF, diante da volumosa atividade laboral repetitiva, surge a necessi-
dade de ferramentas computacionais mais eficientes para auxiliar os servidores em suas
tarefas analiticas. Por isso, este trabalho procura apresentar um mecanismo que classifi-
que os documentos juridicos com o auxilio do computador no contencioso, que é a area

da PGDF que atua diretamente no judiciario no polo passivo e ativo.

1.1 Objetivo

O objetivo principal desta pesquisa de mestrado é comparar a eficiéncia das técnicas

de aprendizado de maquina na classificacio de documentos juridicos na PGDF. Para os



objetivos secundérios tém-se:

Verificar a eficiéncia do cascateamento de modelos binarios perante outros métodos

de classificacao multiclasse.

e Comparar as técnicas de redes neurais em deep learnig com outros classificadores.

Verificar melhorias promovidas pelo uso das técnicas de amostragem em dados des-

balanceados.

Realizar andlises descritivas com os dados encontrados de modo a entender os ganhos

com a classificagao automatica.

1.1.1 Problema, pergunta e hipoteses de pesquisa

O problema desta pesquisa ¢é a dificuldade de se classificar manualmente documentos ju-
ridicos dentro da PGDF, que causa ineficiéncia do uso de recursos humanos. Além disso,
dentre outros problemas secundarios, causa a falta de dados estratégicos e consequente-
mente uma caréncia de alguns controles na PGDF.

Diante da problemaética apresenta-se a pergunta de pesquisa principal: Qual das técni-
cas de aprendizagem de maquina na classificagdo de documentos juridicos na PGDF tem
melhor desempenho?

Algumas perguntas secundarias sao:

e Os documentos juridicos de processos repetitivos sao melhor classificados automa-
ticamente com o uso do cascateamento de classificadores binédrios ou com um clas-

sificador multiclasse?
e As redes neurais em deep learnig sdo superiores aos outros classificadores ?

e Seria possivel quantificar a distribuicao de documentos de agoes repetitivas no con-
tencioso utilizando o agrupamento de documentos juridicos, por exemplo os de pre-

catério por assunto principal? Quais classes sdo predominantes?

Qual a técnica de amostragem se comporta melhor nas classificagoes automaticas ?

Algumas hipéteses de pesquisa foram inicialmente pensadas. Dentre elas, que a classi-
ficacao dos documentos juridicos repetitivos é mais eficiente utilizando algum documento
especifico do processo judicial, uma peti¢do inicial ou uma sentenca, ao invés de utilizar
todos os documentos deste processo.

Outra hipotese seria de se utilizar algoritmos de classificacao de textos em cascata para
buscar resultados melhores ao invés de se utilizar apenas um estagio de classificagao para

multiplas classes. Outra hipdtese seria de que os classificadores que implementam redes



neurais em deep learning sao superiores aos demais verificados no estudo. Comparando o

desempenho do modelos via teste de hipotese estatistico.

1.2 Justificativa

Como dito, a PGDF nao tem mecanismos suficientes para controlar com precisao todos
seus processos devido ao alto volume desses processos e a falta de ferramentas, que a
estimula a fomentar estudos e implementacoes tecnologicas para ajudar neste problema.

Segundo o Tribunal de Justica do Distrito Federal e dos Territérios (TJDFT) 2, as
cobrancas administrativas e judiciais do Distrito Federal atualmente chegam a mais de
R$ 30 (trinta) bilhdes e a PGDF néao tem conseguido dar a vazao pretendida a toda a
demanda de processos judiciais que gostaria de processar. Outro dado interessante do
TJDFT seria de que o Distrito Federal possui mais de 30 (trinta) mil precatérios a serem
pagos®. Segundo o Conselho Nacional de Justica (CNJ)?, existe hoje uma alta taxa de
congestionamento dos processos e com tempos de duragao perante o Judiciario na média
de 4 anos e 10 meses em 2019, o que demanda a alocagao constante e de alta monta
de servidores publicos para atuar em processos com baixa resolutividade e alto custo ao
erario.

Dentre os trabalhos cientificos tentando classificar documentos juridicos no Brasil e no
mundo geralmente as justificativas sao similares, pois o volume de processos e o potencial
analitico ficam descompassados. Dessas varias formas e métodos atualmente em estudo
para classificar documentos juridicos, destacam-se os trabalhos de Andrade [1] e Rocha [2],
que estudaram métodos de classificacao de textos com computacao aplicada no Governo
brasileiro.

Portanto, perante ao cenario de contingéncia de classificacao de processos repetitivos, a
vantagem de ter o auxilio do computador na tarefa e que o assunto é estudado no campo
da computagao aplicada dentro do Governo brasileiro, justifica-se que ha convergéncia
entre os objetivos deste trabalho cientifico e as incumbéncias institucionais do contencioso
da PGDF em atuar de modo mais produtivo, analitico e econémico na representacao
judicial do Distrito Federal, pois visam, ambos, avangos no conhecimento que promova

classificagdo automética de documentos juridicos na PGDF.

2https://www.tjdft.jus.br/institucional/imprensa/noticias/2020/novembro/
nova-vara-de-execucao-fiscal-e-destaque-no-dftv, acessado em Novembro de 2020

3https://sapre.tjdft.jus.br/sapre/public/lista_externa.xhtml, acessado em novembro de
2020

‘https://www.cnj.jus.br/wp-content/uploads/conteudo/arquivo/2019/08/
8ee6903750bb4361b5d0d1932ec6632¢ . pdf, acessado em Novembro de 2020
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https://www.tjdft.jus.br/institucional/imprensa/noticias/2020/novembro/nova-vara-de-execucao-fiscal-e-destaque-no-dftv
https://sapre.tjdft.jus.br/sapre/public/lista_externa.xhtml
https://www.cnj.jus.br/wp-content/uploads/conteudo/arquivo/2019/08/8ee6903750bb4361b5d0d1932ec6632e.pdf
https://www.cnj.jus.br/wp-content/uploads/conteudo/arquivo/2019/08/8ee6903750bb4361b5d0d1932ec6632e.pdf

1.2.1 Organizacao deste trabalho

Os demais capitulos deste trabalho estao divididos em 7(sete) capitulos. O Capitulo 2
com a fundamentagao tedrica e contextual problemética com referéncias classicas no tema
e um aprofundamento sobre o contexto do problema. O Capitulo 3 com uma revisao de
literatura para analisar o estado da arte no tema e apresentar estudos similares balizadores.
O Capitulo 4 trata do desenvolvimento do estudo, com uma descricao da metodologia e
processos de trabalho. O Capitulo 5 com os resultados e discussdo diante dos dados
de precatério. O Capitulo 6 com os resultados e discussao diante dos dados de acoes

repetitivas. O Capitulo 7 com as conclusoes e trabalhos futuros.



Capitulo 2
Fundamentacao

Neste capitulo estao definidos o que é aprendizagem de maquina e os algoritmos utilizados
nos experimentos deste trabalho, iniciando pelos supervisionados para seguir apresentando
brevemente os nao supervisionados e por reforgo. Discorre sobre métricas de avaliacao de
desempenho em algoritmos de aprendizagem de maquina e a comparagao de desempenho
entre modelos com estatistica. O capitulo finaliza com as discussoes sobre o processo de
minera¢ao de textos Cross Industry Standard Process for Data Mining (CRISP-DM) e
traz a fase do CRISP-DM de entendimento do negdécio.

Inicia-se a apresentacdo dos conhecimentos basicos necesséarios recordando de um fato
histérico, principalmente com a intenc¢ao de motivar e agucar o pensamento sobre a im-
portancia do acaso e os avancos cientificos. O fato histérico que talvez tenha gerado o
inicio dos estudos oficiais do fendémeno de uma possivel maquina pensante. Assim como
apresenta Dermot [3], em 1949, foi quando o noticidrio The Times ' publicou uma matéria
que afirmava que a Universidade de Manchester havia desenvolvido um cérebro mecanico
e envolveu o nome de Alan Turing, que em seguida em uma entrevista nao refutou a ideia
de que uma maquina teoricamente poderia pensar.

Segundo Dermot [3], esse evento histérico nao intencional, noticia e entrevista, criou
uma confusa impressao de se existir um cérebro artificial na época. O autor [3] apresenta
que as consequéncias imediatas foram de grande discussao dentro da academia e na pu-
blicacao do famoso artigo de Alan Turing para a revista Mind em 1950. Alan Turing
[4], com termos menos matematicos, discute e apresenta suas ideias sobre uma possivel
inteligéncia nas maquinas. Apresenta no artigo [4] o jogo de imitagdo, apelidado de teste
de Turing, debatendo as possibilidades de uma méquina pensante, o que culminou no
desenvolvimento de todo um campo cientifico.

Interessante notar que de uma situagao fora do controle de Turing se credita a ele a

luz dada ao tema Inteligéncia Artificial (IA). Apesar do primeiro trabalho reconhecido

'https://www.thetimes.co.uk/
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no tema foi em 1943, desenvolvido por Warren McCulloch e Walter Pitts [5] [6]. Além
desses nomes, John McCarthy também merece destaque, pois ao mudar-se para Stanford
e depois para Dartmouth College promoveu a conferéncia histérica no Dartmouth College
sobre inteligéncia artificial.

Muito tempo se passou apds os acontecimentos que envolveram Warren McCulloch,
Walter Pitts, Turing e McCarthy. O fendomeno do computador pensante ganhou corpo e
varios campos de estudo foram criados dentro dessa chamada IA. Mas fora do campo de
histérico, como afirmam Russel e Norving [6], a IA continua basicamente estudando os
agentes inteligentes que recebem percepcoes do ambiente e executam agoes cada vez mais
precisas na medida do aprendizado.

Para Vargas et al. [?] a IA é um tipo de inteligéncia presente em maquinas que
até entdo s6 se poderia perceber em seres humanos. Os referidos autores [?] ilustram
um modelo que divide a inteligéncia artificial em 7 (sete) dreas, que se assemelham as

capacidades necessaria da IA para Russel e Norving [6]:

1. Processamento de Linguagem Natural (PLN)
2. Robdtica

3. Modelagem cognitiva

4. Aprendizado de maquina

5. Sistema especialistas

6. Problemas resolvidos por heuristicas

7. Representacao do conhecimento

Esses campos da inteligéncia artificial apresentados por Vargas et al. [?] podem se
cruzar e serem estudados em conjunto. Como é o caso do aprendizado de maquina e
PLN. Muitos dos algoritmos de aprendizado de maquina sao usados atualmente no PLN.

Para Dhall et al. [?] os algoritmos de aprendizagem de méquinas surgiram de areas
como aprendizado computacional e reconhecimento de padroes. Para esses algoritmos
tem-se basicamente um modelo matematico ou estatistico programado para processar
entradas e retornar previsdes ou descri¢cao. Sendo que, se os dados sdao rotulados sugere-
se utilizar algoritmos supervisionados e no caso contrario se pode utilizar algoritmos de
aprendizagem de maquina nao supervisionados.

Para Mitchel [7] o campo do aprendizado de maquina esté preocupado em como cons-
truir programas de computador que melhoram com a experiéncia. Ou seja, um programa
de computador é dito de aprendizagem de maquina quando por meio de uma experiéncia

E em relacao a alguma tarefa 7" um desempenho P na tarefa 7" melhora na medida que
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se incrementa F. Desse modo, neste tipo de programa de computador o desempenho é
diretamente proporcional a experiéncia.

Por sua vez, Bishop [8] também formaliza sua explicagdo sobre o aprendizado de
maquina. Para ele o aprendizado de méquina pode ser expresso como uma funcao y(x)
que recebe os valores em x como entrada e gera uma saida y, codificada como um vetor-
alvo t. A precisao da fungdo y(z) é determinada durante a fase de treinamento, também
conhecida como aprendizagem. Assim, por exemplo, por meio de exemplos o algoritmo
ajusta a fun¢do y(x) para poder generalizar novas categorizagoes de x no espago t. Vai
de encontro com que Mitchel [7] ensina, que o aprendizado vai dos casos especificos no
treinamento para o caso geral, dai onde surge o nome aprendizado indutivo.

Bishop [8] complementa que na pratica os dados originais para entrada = devem ser
pré-processados de modo ao algoritmo poder reconhecer os padroes com maior facilidade,

etapa tipicamente chamada de extracao de features.

Total de palavras presentes
TE(t,d) = 2.1
(t,d) Total de palavras do documento (21)

Total de documentos

IDF(t) = lo (2.2)

gFrequencia do documento

TF-IDF = TF %« IDF (2.3)

Uma extracao de features muito utilizada é a Term Frequency-Inverse Document Fre-
quency (TF-IDF), calculada pelas Equagoes 2.1, 2.2 e 2.3. Nessa extracao de feature, a
frequéncia do termo, Equacao 2.1, significa a frequéncia bruta de um termo em um docu-
mento. Por sua vez, o termo relativo a frequéncia inversa do documento, Equagao 2.2, é
uma medida para determinar se o termo ¢ comum ou raro em todos os documentos|9].

Portanto, o TF-IDF, Equagao 2.3, para Christian et. al. [9] é um dado estatistico
que reflete a importancia da palavra em uma colecao de documentos - corpus. Ou seja, o
valor TF-IDF aumenta proporcionalmente ao niimero de vezes que uma palavra aparece
em um documento, mas é compensado pela frequéncia da palavra no corpus, o que ajuda
a controlar o fato de que algumas palavras sao mais comuns do que outras.

Ainda sobre o aprendizado de méaquina, Russel e Norving [6] definem aprendizagem
como uma busca através de um espaco de hipoteses. Remetendo as ideias de Mitchel
[7] que afirma que o melhor aprendizado seria aquele cuja desempenho P na medida
da experiéncia E alcanca o objetivo do aprendizado, ou seja, encontra uma hipdtese
h = y(z) 6tima. Por exemplo, o desempenho P melhora na fase de treinamento, onde
um conjunto de dados de treinamento com N exemplos é fornecido ao algoritmo e a
rotina de treinamento aprimora os coeficientes ou pesos da fun¢do y(x), chegando a uma

aproximagao de h = y(x) a uma fungao verdade f, como afirma Bishop [8].



Portanto, pode-se entender o conceito de aprendizado como um problema de busca
[7], pois ao executar o treinamento estd ocorrendo uma busca diante de um grande espaco
de hipdteses. Isso é feito no objetivo de se encontrar a hipétese que melhor se encaixe no
problema em foco. Para isso, técnicas de diminuicdo do erro quadratico com gradiente
descendente podem ser usadas para se certificar o avanco na medida do aprendizado no
treinamento.

Sendo assim, para avaliar e escolher a melhor hipdétese pode se realizar a validagao
dos modelos com um conjunto de dados de validacao e outro conjunto de dados de teste.
Obviamente que hé caso que nao se tem o vetor-alvo, situagdo que remete mais aos pro-
blemas de aprendizado nao supervisionado. Muitas das vezes a avaliacao do desempenho
do algoritmo ocorre por um ser humano, mediante ao seu conhecimento de negdcio.

Pode-se concluir que a ideia principal do aprendizado é aprender uma hipotese que
melhor se ajuste aos dados futuros [6]. Para Russel e Norving [6] o melhor ajuste aos dados
futuros estd na proporcao de erros que o algoritmo comete - a propor¢ao de vezes que
h # y(zx) para o exemplo (x,y). Ou sejam, para medir a precisao de uma hipétese é testado
um conjunto de dados diferente daquele de treinamento onde se verifica o desempenho P
com menor proporcao de erros.

Nessa busca por essa hipdtese 6tima existe a preocupacgao dos dados estarem sobre-
ajustados ao modelo - overfitting, quando o modelo esta muito ajustado para um conjunto
de dados de treinamentos e prejudica a generalizagdao. Por isso, é comum uma fase de va-
lidacao que antecede o teste dos erros. Por exemplo, a validagao cruzada com k-repeticoes
(k-fold cross-validation) é muito usada. Para Russel e Norving [6] a validagdo cruzada
com k-repetigoes seria a repeticdo de treinamento e validagdo k vezes, onde de 1/k dos
dados diferentes em cada rodada é usado para a validacdo. Desse modo, como afirma
Bishop [8], a validagao cruzada permite que todos os dados disponiveis sejam usados na
medicao da performance.

Contudo, o aprendizado de maquina é uma subarea da Inteligéncia Artificial que busca
a melhor hipotese que se ajusta a dados futuros, que seja capaz de generalizar o apren-
dizado realizado na fase de treinamento. Para isso, o modelo proposto na fase de trei-
namento deve passar por validacoes e testes, de modo a minimizar a proporcao de erros
entre a resposta da hipdtese proposta e o vetor-alvo. O aprendizado de maquina pode ser
dividido em aprendizado supervisionado, aprendizado nao supervisionado e aprendizado

por reforco.



2.1 Algoritmos de aprendizagem supervisionados

Seguindo na ideia de um treinamento para o aprendizado e teste esta muito ligada ao
aprendizado supervisionado. Russel e Norving [6] definem que dado um conjunto de

treinamento de N pares de exemplos de entrada e saida

(w1,91)s (T2, Y2), - (Tns Yn)

onde cada y; foi gerado por uma funcdo desconhecida y = f(z), descobrir uma funcao
h que se aproxime da fun¢ao verdadeira f com um vetor y igual a um vetor-alvo t é
o objetivo do aprendizado supervisionado. Como refor¢a Bishop [8], aplica¢oes que os
dados de treinamento sao um vetor de entrada cuja previsoes ja tenham um vetor-alvo
pré-estabelecidos e sao problemas de aprendizado supervisionado.

Em outras palavras, os algoritmos de aprendizagem de maquina supervisionado ne-
cessitam de dados rotulados. Para Sen et al. [10] esses algoritmos podem ser divididos
em dois grupos de problemas, os de regressao e os de classificacdo. Para este trabalho,
um classificador utiliza os dados rotulados para realizar um treinamento do modelo que
a partir dai pode apontar qual classe um determinado dado novo pertence.

Inicialmente apresentam-se os algoritmos K-Nearest Neighbors (KNN) e Nearest cen-
troid classifier. Este tipo de algoritmo utiliza as medidas de similaridade dos vizinhos
mais proximos. O resultado é obtido a partir de maioria simples do niimero k vizinhos
mais proximos. Ou seja, existe uma probabilidade de um determinado ponto estar em
uma vizinhanca e o algoritmo decide aquela vizinhanca mais provavel convergindo em

suas iteragoes[10].

2.1.1 Random Forest

Alguns algoritmos de classificagao, por exemplo, tém em seu passo a passo fungoes ldgicas
que seguem fluxos distintos a partir de critérios pré-estabelecidos onde os dados vao sendo
processados e classificados em uma estrutura de arvore. As arvores de decisdo e suas
variantes como o Random Forest, aqui em destaque, sao um exemplo de algoritmo que se
valem dessa estrutura em arvore para decidir em qual classe determinada observacao se
encontra [10].

Para Shah et. al. [11] Random Forest é um algoritmo que cria um grande nimero de
arvores de decisdo juntas para se fazer uma classificacdo. Para os autores essas arvores
de decisao agem como pilares da classificagdo, cujos nos e suas quantidades sao parte do
pré-processamento do algoritmo. Os pontos de dados sao as caracteristicas ou features da

informagao a ser classificada. Esses pontos de dados sao o que diferencia uma observacao
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da outra. Em uma representacao tabular das observacao temos as features, geralmente,
representadas pelas colunas e as observagoes, informagao sobre um determinado ente,
como as linhas. Segue algoritmo:

Algorithm 1: Random Forest [11]
Result: Classificagao por arvore de decisao

Etapa 1: nos dados de treinamento, escolha K pontos de dados aleatorios;

Etapa 2: construir uma arvore de decisao com esses K pontos de dados - features;

Etapa 3: Antes de repetir as etapas 1 e 2 e criar mais arvores aleatérios, escolha o
numero de nés - N'Tree - da préxima arvore que deseja construir;

Etapa 4: Repita 1, 2 e 3 até o niimero de arvores ser suficiente;

Etapa 5: Preveja o valor de y com cada uma das arvores e gere uma votagao para

cada previsao em foco;

2.1.2 SVM

Os algoritmos Support Vector Machine (SVM) sao muito utilizados em programas de
classificacdo. Pode-se entender sua representacao como pontos nas dimensoes do espago
para cada observacao e os vetoras como fronteiras lineares para a separaao dos dados em
classes. Baseado em segmentacao por hiperplano os algoritmos SVM dividem os dados
em classes especificas [10].

Segundo Lorena e Carvalho [12] os Suport Vector Machine sao utilizados para a ob-
tencao de fronteiras lineares para a separagao de dados pertencentes a duas classes. Como
pode ser visto na Figura 2.1 [13] os pontos x; e xo sdo os limiares entres as classes . A

equacao linear wx + b = 0 representa a linha que separa os dois hiperplanos H; e Hs.

H:wx+b=1

L Wx+th=0
Hywx+hb=-1

Figura 2.1: Hiperplanos no Suporte Vector Machine
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2.1.3 Naive Bayes

Para Salsburg [14] o Teorema de Bayes, Equagao 2.4, se define por uma probabilidade

anterior implicando em uma probabilidade posterior a partir de seus dados.

p(BJ]A)p(A)
p(B)

O algoritmo Naive Bayes (NB) exemplifica como o pensamento estatistico ¢ poderoso

P(AIB) = (2.4)

para criar modelos de previsao. Neste algoritmo, probabilidades sao dadas para cada caso
especifico e, entao, baseado nas observacoes se pode concluir quais as maiores probabili-
dades para a classificacao [10]. Estando com a ideia de um classificador ser uma fungao
y(x), onde dada uma observacao x se atribui uma classe y, pode-se pensar o Naive Bayes
como o algoritmo que dado um x procura-se a descoberta da funcdo y para entregar um

p(y|r) méximo, como demonstra a Equagao 2.5 [15].

y(x) = argznaXp(y!w) (2.5)

O que diferencia o Naive Bayes de outras abordagens bayesianas é que para esse
algoritmo todas as features sao condicionalmente independentes entre si. Como demonstra
a equacao 2.6, onde D é o vetor de features e c é a classe atribuida a feature x; da observagao

rotulada de x.

plzly =) = [ p(zily = ) (2.6)

=1
2.1.4 Logistic Regretion e Gradient Boosting

Outro algoritmo utilizado é o Logistic Regretion - LR. O algoritmo Logistic Regretion usa
uma funcao logistica para fazer uma regressao. Assim, induzir a partir dos dados um
modelo matematico. A fungao sigmoid ou curva S é associada para ajustar os modelos
aos dados de treinamento. O modelo LR reconhece um vetor contendo variaveis rotuladas
e avalia os coeficientes para cada varidvel de entrada, prevendo a classe de texto com o
modelo gerado desse treinamento [11].

Segundo Natekin e Knoll [16] o Gradient Boosting - GB - é a unido das duas técnicas
de boosting e gradiente descente. Para os autores o boosting é uma técnica de ensemble
learning que agrega modelos sequencialmente para melhorar desempenho reajustando pe-
sos para dados de modo a reduzir o viés do algoritmo. Por sua vez, a técnica de gradiente
descendente é uma técnica que auxilia na escolha dos parametros do modelo por meio de
uma minimizacao da funcao de perda - loss funtion. Sendo a funcao perda a fungao que

calcula o erro no treinamento, por exemplo a diferenca quadratica entre o estimado e o
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valor esperado. Seguem algoritmo de Friedman [17].

Algorithm 2: Algoritmo Gradient Boosting de Friedman

Entre os dados (x,y);
Escolha o niimero de interacoes M,;
Escolha a funcao perda (loss function);
Escolha o algoritmo de aprendizagem;
for t =1 até M do
calcule o gradiente descendente;
ajuste a nova hipotese para o aprendizado;
encontre o melhor gradiente descendente;

atualize a funcao e estimacao
end

Esta subsecao tratou LR juntamente GB devido as implementacoes de GB. Neste

trabalho, se utiliza LR para a funcao de perda - loss function.

2.1.5 Redes Neurais Artificiais

Outro grupo de algoritmos de aprendizagem de maquina sdao as redes neurais artificiais,
doravante chamadas apenas de redes neurais. Aquelas que tentam imitar o comporta-
mento de uma rede de neurdnio naturais, por exemplo as redes de perceptrons. Essa
abordagem de redes neurais tenta imitar o cérebro humano com grafos, mais especifica-
mente os neurdnios artificiais em rede, com uma funcao de ativagao e suas interconexoes
por dendritos. O estado da arte das redes neurais sao as redes de aprendizagem profunda
(deep learning) [?].

Para Goodfellow et. al.[18] o deep learning permite que os computadores aprendam
com a experiéncia e entendam o mundo em termos de uma hierarquia de conceitos, com
cada conceito definido por meio de sua relacdo com conceitos mais simples. Reunindo
conhecimento com a experiéncia, essa abordagem evita a necessidade de operadores hu-
manos especificarem formalmente todo o conhecimento de que o computador precisa. Se
desenharmos um grafo mostrando como esses conceitos sao construidos em cima uns dos
outros, um grafo profundo, com muitas camadas temos o aprendizado profundo. Por esse
motivo, se chama essa abordagem de aprendizado profundo - deep learning.

A Figura 2.2 [18] ilustra um modelo de aprendizagem profunda. Entender o que é
cada pixel em uma entrada de dados é complexo para o computador . O aprendizado
profundo resolve essa dificuldade dividindo o mapeamento complicado desejado em uma
série de mapeamentos simples aninhados, cada um descrito por uma camada diferente

do modelo. A entrada é apresentada na primeira camada e, em seguida, uma série de
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Figura 2.2: Representacao do deep learning

camadas ocultas extrai recursos cada vez mais abstratos da imagem. Essas camadas sao
chamadas de “ocultas” porque seus valores nao sao fornecidos nos dados; em vez disso, o
modelo determina, por meio das features na fase de treinamento, quais recursos sao uteis
para explicar as relagbes nos dados observados [18].

Bansal et al. [19] apresentam que o deep learning estd penetrando em todos os domi-
nios possiveis do aprendizado de maquina e o dominio juridico também esta recebendo
os beneficios desse tipo de técnica. Segundo os autores, um advogado precisa passar ho-
ras e horas em busca de material relevante e preparacao de argumentos com relevantes
precedentes. Com essas técnicas o advogado humano pode trabalhar com mais rapidez e
produzir muito mais dados em sua atividade fim.

Portanto, quando se tem uma rede com muitas camadas ocultas e cada uma dessas
camadas tem uma funcao dentro do aprendizado, simplificando o problema, tem-se o
aprendizado profundo. Na préxima secao se tém os algoritmos que nao necessitam de

rotulos para o aprendizado, sao os algoritmos de aprendizagem nao supervisionados.
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2.2 Algoritmos de aprendizagem nao supervisiona-

dos

No caso dos algoritmos nao supervisionados, o objetivo do aprendizado é descobrir grupos
onde dados similares se concentram, também chamados de clustering [8]. Russel e Norving
[6] definem o aprendizado nao supervisionado como aquele que o agente aprende apenas
com os padroes da entrega fornecida, pois embora nao é fornecido nenhum vetor alvo para
comparacao no treinamento.

Um dos algoritmos de aprendizagem nao supervisionados utilizados neste trabalho foi o
Latent Dirichlet Allocation (LDA). Para Blei et al. [20] o LDA é um modelo probabilistico
nao supervisionado que trabalha em cole¢oes de dados discretos, como corpus de texto. O
LDA ¢é um modelo bayesiano no qual cada item de uma colecdo, cada documento de um
corpus, ¢ modelado como uma mistura finita sobre um conjunto subjacente de topicos.
Cada tépico é, por sua vez, modelado como uma mistura infinita sobre um conjunto
subjacente de probabilidades de tépico. Ou seja, a distribuicao das probabilidades das
palavras por topico correspondem ao que o define. No contexto da modelagem de texto,
as probabilidades do topico fornecem uma representagao explicita de um documento e os
topicos dominantes podem ser interpretados como grupos de documentos.

O agrupamento com o uso do K-means, que é outro algoritmo de aprendizagem de
maquina nao supervisionado, cria grupos automaticamente quando os dados possuem
caracteristicas semelhantes. O algoritmo é denominado K-means porque cria K grupos
distintos. [?]. Para Ghosal et al. [21] o algoritmo K-means procura organizar os grupos de
dados baseado em centroids, ou seja pontos centrais que as determinadas caracteristicas

semelhantes convergem.

2.3 Aprendizagem por reforco

O aprendizado por reforgo é aquele que em geral nao necessita de exemplos para sua
consecucao. O agente que aprende por reforgo recebe um estimulo cada vez que consegue
o objetivo do aprendizado. Geralmente, a experiéncia, no aprendizado por reforgo, vem
da interagao com o ambiente.

Para Bishop [8] a aprendizagem por reforgo estd restrita aos problemas onde as agoes a
serem tomadas em determinada situacao por um agente sao recompensadas na medida de
seu desempenho. Para isso, nao sao fornecidos dados exemplos para a fase de aprendizado.
No treinamento por reforgo, em contraste com o aprendizado supervisionado, o agente
descobre a melhor hip6tese por meio de um processo de tentativa e erro ao interagir com

o ambiente.
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Russel e Norving [6] definem a tarefa da aprendizagem por refor¢o na medida que se
usam recompensas observadas para aprender uma politica étima (ou quase dtima) para o
ambiente. Neste caso nao se supoe nenhum conhecimento anterior do modelo ou fungao
de recompensa. A ideia é que se conheca o estado final ao qual o agente percebe que
estd agindo de maneira otimizada. Por exemplo, quando em um jogo de xadrez o agente
percebe que se chegou a um xeque-mate, muita das vezes recebendo um estimulo do
ambiente ou de outros agentes.

Portanto, o aprendizado por reforco estd muito ligado a afirmacao de Russel e Nor-
ving, que a Inteligéncia Artificial continua sendo basicamente a problematica dos agentes
inteligentes que recebem percepcoes do ambiente e executam agoes cada vez mais precisas
na medida do aprendizado. Pois, por meio da recompensa ou reforco o agente vai apri-

morando seu aprendizado e generalizado suas agoes de um modo cada vez mais preciso.

2.4 Métricas de desempenho

A aplicagao pura dos algoritmos de aprendizagem de maquina carece de algumas verifica-
¢oes, pois o comportamento adequado e os resultados confidaveis do algoritmo necessitam
de métricas para medir seu desempenho. Esta secdo vai apresentar as métricas que fo-
ram utilizadas nos experimentos deste trabalho, tanto nos algoritmos de aprendizagem de
maquina supervisionados como para os nao supervisionados.

Existem muitas métricas de desempenho para os algoritmos de aprendizagem de méa-
quina e nao faz parte deste trabalho e nem se mostrou vidvel criar uma lista extensiva e
exaustiva. A seguir apresenta-se algumas métricas utilizadas no trabalho. Sao elas: cohe-
rence com Pointwise Mutual Information (PMI), precisdo, revocagao, Fi-score, acuracia

e matriz de confusao.

2.4.1 Meétricas de desempenho para algoritmos supervisionados

Quando se fala na métrica precisdo (precision) se trata da razdo entre a quantidade de
reais acertos, os verdadeiros positivos, True Positive - TP, diante da soma dos verdadeiros
positivos mais os falsos positivos, False Positive - FP. Ou seja, a métrica de precisao apre-
senta a predicao de acertos verdadeiros realizados diante do total de acertos do modelo,
Equagao 2.7 [22, 23].

TP
Precisao = ————— 2.7
recisdo = Zpm s (2.7)
Por sua vez, a métrica revocacao (recall) se trata da razao entre a quantidade de

reais acertos, os verdadeiros positivos, True Positive - TP, diante da soma do verdadeiros
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positivos mais os falsos negativos, Fale Negative - FN. Ou seja, a métrica de revocacao

apresenta a proporcao de acertos verdadeiros realizados diante do que ele teoricamente
deveria ter acertado, Equacao 2.8 [22, 23].

R a0 = TP 2.8

eVOCAGa0 = s (2.8)

Evoluindo, tem-se Fi-score que é a média harmoénica utilizando precisao e revoca-

¢ao. Pode-se perceber que F}-score se concentra mais na classe positiva e, portanto, as

caracteristicas negativas sao desvalorizadas em comparacao com caracteristicas positivas

[24]. Importante mencionar que o maior valor possivel de uma pontuagao Fj-score é 1,

indicando precisao e recuperagao perfeitas, e o menor valor possivel é 0. A Equacao 2.9

é apresentada para formalizar a medida.

2 X precisao X revocagao

Fy-Score = (2.9)

precisao + revocagao

A acuracia pode ser considerada a mais simples de todas essas métricas apresentadas.

A Equagao 2.10 formaliza o célculo simples da acurdcia de um modelo [24]. Também
pode-se encontrar variagoes de calculos de acuracia, que ja contemplam caracteristicas

negativas, como por exemplo em [25], formalizado na Equagao 2.11.
ACC =TP - FP (2.10)
TP+ TN

T TP+TN+FP+ FN

A matriz de confusao é uma representacao grafica das possibilidades de classificagao

ACC

(2.11)

em formato de tabela. Com a matriz de confusao é possivel visualizar o desempenho dos
modelos e algoritmos implementados. Pode-se derivar dela as métricas citadas anterior-
mente [26].

A Tabela 2.1 ilustra como pode ser organizada uma matriz de confusao, com basica-
mente quatro possibilidades: True Negativa - TN, True Positive - TP, False Negative -
FN e Fualse Positive - FP. Respectivamente, os valores verdadeiro e falso negativo sao os
erros do modelo e os valores falso e verdadeiro positivo sdo os reais acertos, ou seja se
esses ultimos sao parte ou nao de uma classe, por exemplo. Adiante, no decorrer deste

trabalho, matrizes de confusao bem maiores serao apresentadas e poderao ser analisadas.

Tabela 2.1: Matriz de confusao exemplo

confusion matrix:
Classe em anélise | Classificacao

Positivo [ Negativo
Positivo TP
Negativo FN TN
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Portanto, a pura e simples aplicagdo dos algoritmos de aprendizagem de maquina
pode induzir a interpretacao de resultados errados. As métricas de desempenho auxiliam
a verificar se o modelo criado na execucao do algoritmo foi adequado para a classificagao.
Importante registrar que o modelo é a uniao do algoritmo, seus parametros proveniente
dos dados usados no treinamento [27].

Ter em maos as métricas de desempenho nao retiram a importancia de se observar
visualiza¢oes e comparar resultados por meio de modelos gréaficos, que também sao boas
referéncias de desempenho. Nem mesmo retira a importancia de se utilizar testes de

hipdtese estatisticos para comparar classificadores, pelo contrario auxilia e reforca.

2.4.2 Meétricas de desempenho para algoritmos nao supervisio-

nados

A métrica coherence, muito usada em analise de tépicos, é um achado que demonstra o
quao bons sao os topicos e o quanto as caracteristicas dessas colecoes de documentos se
tornam mais acessiveis a modelagem de topicos. Além disso, demonstra o potencial da
modelagem de t6picos para o entendimento humano [28].

Newman [28] apresenta vérias formas de se calcular a métrica coherence, destaca, por
terem melhor desempenho em seu estudo, Term Co-occurrence e PMI, que é uma medida
da independéncia estatistica para observar a proximidade do score de duas palavras.
Para formalizar, segue a Equacao 2.12 da métrica coherence com PMI, onde tem-se o
logaritmo da razao entre a probabilidade conjunta p() de w; e w; com as probabilidades
independentes p() de w; e w;.

p(wi7 wj)

PMI(w;,w;j) = logp(wi)p(wj) (2.12)

2.5 Comparacao de desempenho de algoritmo com o

uso de estatistica

Supostamente um algoritmo que tem as melhores métricas de desempenho pode ser consi-
derado melhor que outro. No entanto, nao funciona bem assim. Tendo dois classificadores
treinados nos mesmos dados e o teste dando precisao de previsao de 98% e 96% para um
e para outro. Assim, pode-se afirmar que o primeiro classificador é significativamente
melhor do que o segundo? A resposta é nao. Para esse tipo de afirmagao por exemplo,
pode-se utilizar o teste de McNemar [29]. Este teste vai se valer de um teste de hipétese,
onde a hipdtese nula é de que os modelos sao significativamente similares, utilizando a

estatistica de chi-quadrado:
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o _ (Ib—c—1)
X = 0+ 0 (2.13)

Onde b ¢ igual a quantidade daqueles testes que foram previstos corretamente para
o modelo 1 e incorretamente para o modelo 2 e ¢ é exatamente o inverso, para aqueles
testes que foram previstos corretamente para o modelo 2 e incorretamente para o modelo
1, é necessario realizar uma correcao pois esta se usando uma distribuicao continua para
aproximar uma fung¢ao discreta.

Sobretudo, como afirma Bagui [30], ndo existe um melhor classificador. O autor de-
fende que existe o melhor classificador para cada problema e que cada algoritmo pode
ter um desempenho diferente dependendo do problema, consequentemente dos dados. O
autor continua afirmando que geralmente os estudos comparativos levam em considera-
¢ao base de dados de problemas reais e que quatro fatores de variagao sao considerados
importantes nessas comparagoes: i) a escolha dos dados de treino; ii) a escolha dos da-
dos de teste; iii) a aleatoriedade dos dados de treino e iv) a aleatoriedade dos erros de
classificacao.

Segundo Dietterich [31], a escolha do conjunto de treinamento ¢ determinante para
alguns modelos de classificadores quanto a sua instabilidade, porque pequenas mudancas
no conjunto de treinamento podem causar mudancas substanciais no classificador. Essa
instabilidade nos classificadores promove uma adaptacao do modelo aos exemplos de trei-
namento para que sejam corretamente classificados. A instabilidade de tais classificadores
¢ de certa forma a recompensa por essa versatilidade.

Ao se ter diferentes conjuntos de teste se pode criar modelos de forma diferente de
modo a se ter a mesma precisao em toda a populacao [31]. Ou seja, é perigoso tirar
conclusoes de um tnico experimento de teste, especialmente quando o tamanho da base
de dados é pequeno. Sendo assim a escolha dos dados de treinamento, validagao e teste é
fundamental. Importante recordar da validagdo cruzada, que aproveita todo o conjunto
de dados para essas fases de aprendizado.

Além disso, a preocupacao com a aleatoriedade do algoritmo de treinamento é valida
pois, pode ser na inicializacdo dos parametros do classificador que podem estar ajustes
importantes [31]. Desse modo, é preciso se preocupar com classificadores treinados que
podem ter diferentes resultados para o mesmo conjunto de treinamento e até mesmo para
a mesma inicializagdo dos parametros. Todo o conjunto de dados e parametros deve ser
considerado ao se pensar em determinados algoritmos com alta aleatoriedade interna.

A aleatoriedade dos erros de classificagdo considera a possibilidade de se ter objetos
com rétulos incorretos nos dados de previstos[31]. Aqui, principalmente, se observam
os erros do tipo 1(um), ou também conhecidos como falsos positivos. Por exemplo, o

algoritmo classifica um exame para uma pessoa que tem cancer como se a pessoa estivesse
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normal, sem a doenga. Os erros do tipo 1(um) sdo mais preocupantes que os erros do
tipo 2(dois), falsos negativos pois, no exemplo anterior se uma pessoa nao tem céancer e
é direcionada para uma fila de tratamento, muito provavelmente o dano seria menor que
alguém ja doente ser direcionada para ir para casa.

Segundo Dietterich [31], ainda existem problemas a serem solucionados quando se usa
apenas o teste de McNemar pois, remanescem problemas quanto a escolha dos dados de
treino, a escolha dos dados de validagao e a aleatoriedade dos dados de treino. O autor
sugere um procedimento de teste que consiste em repetir um procedimento de validacao
cruzada dupla cinco vezes(5 X 2-Fold-cv) para minimizar esses problemas. Com esse
teste de b X 2-Fold-cv os problemas da escolha dos dados de treino, a escolha dos dados
de validacao e a aleatoriedade dos dados de treino sao minimizados, pois se aumenta a
variabilidade nas fases de treinamento e validacao, tornando a comparagao mais verossimil
porque aumenta a aleatoriedade das amostras.

Em cada uma das 5 iteragoes, ajusta-se A e B a divisao de treinamento e avalia-se seu
desempenho (p4 e pp) na divisao de teste. Em seguida, um shift é feito nos conjuntos de
treinamento e teste (o conjunto de treinamento torna-se o conjunto de teste e vice-versa)
calculando-se o desempenho novamente, o que resulta em 2(duas) medidas de diferenga

de desempenho[31]:

pV =pi) —pl (2.14)

p? =pP — pi2 (2.15)

Em seguida, estima-se a média e a variancia das diferencas:

(1) (2)
_ pWp
P="—F— (2.16)
s2= (Y —p)? + (p® - p)* (2.17)

A variancia da diferenca é calculada para as 5 iteragoes e entao se faz um teste esta-

tistico t de student:

oV
t= L : (2.18)
(1/5) Sy st

Onde pM é o p; da primeira iteracio. A estatistica t de student, supondo que segue

aproximadamente a distribuicao t com 5 graus de liberdade, esta sob a hipdtese nula de

que os modelos A e B tém desempenho igual. Usando a estatistica t, o p-valor pode ser
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calculado e comparado com um nivel de significancia previamente escolhido, por exemplo,
a = 0,05. Se o p-valor for menor que « , rejeita-se a hipétese nula e aceita-se que existe
uma diferenca significativa nos dois modelos.

Os testes mencionados anteriormente sao para comparacao de classificadores em pares,
testes nao paramétricos. Segundo Bagui [30] para comparar L > 2 classificadores nos
mesmos dados de teste, o teste Q de Cochran pode ser usado. O teste Q de Cochran é
proposto para medir se existem diferengas significativas nos L classificadores. O teste Q
de Cochran pode ser considerado uma versao generalizada do teste de McNemar que pode
ser aplicado para avaliar varios classificadores. Deve-se testar a hipdtese para nenhuma

diferenga entre as precisdes de classificagido (proporgoes iguais):

Seja Dq,..., Dy um conjunto de classificadores que foram testados no mesmo con-
junto de dados. Se os classificadores L ndao tiverem um desempenho diferente, a seguinte
estatistica Q é distribuida aproximadamente como 'chi-quadrado" com L — 1 graus de
liberdade:

LYl G? - T17?
LT — YN (L)

Qc=(L-1) (2.19)

Onde, G; é o ndmero de objetos de V;; corretamente classificados por D; = 1,...L; L; é
o nimero de classificadores de L que classificou corretamente o objeto Z;s = {21, ...z, },
onde Z;s = {z1,...zn,.} ¢ o conjunto de dados de teste no qual os classificadores sao

testados; e T' é o ntimero total de votos corretos entre os L classificadores [30]:

L Nts

T = YTG = Zl L. (2.20)
1= J=

Portanto, nao existe um melhor classificador, o que existe seria o melhor classificador
para cada problema. Cada algoritmo tera um desempenho diferenciado dependendo do
problema e de seus dados. E preciso ter em mente que existem quatro fatores de vari-
agoes a serem considerados importantes nessas comparagoes: i) a escolha dos dados de
treino; ii) a escolha dos dados de teste; iii) a inter aleatoriedade dos dados de treino e
iv) a aleatoriedade dos erros de classificacao. Desse modo, se faz necessario alguns testes
estatisticos para comparar desempenho de algoritmos de classificacdo com aprendizagem

de maquina, principalmente comparando o desempenho referente aos erros do tipo 1.
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2.6 A Mineracao de Texto

Outra fundamentacao importante a ser definida aqui seria a mineracao de textos. Pois,
pode-se entender que a realizagdo de classificagoes e agrupamento com o auxilio do com-
putador é muito mais que a pura aplicacao dos algoritmos em dados brutos e seus testes
de desempenho e comparacao.

Existe uma necessidade de aplicagdo de um processo que parte do entendimento do
negocio para posterior entendimento dos dados, que certamente estao intrinsecamente as-
sociados. Em seguida, avanca para uma etapa de modelagem, que muitas vezes passa por
experimentagoes e selecao de algoritmos que melhor se comportam com aquele fenémeno
a ser modelado. Essa selecao ¢é validada em uma etapa chamada avaliacdo, que testa a
performance e efetividade do modelo. Por fim, tendo um bom resultado na avaliagdo o
método pode ser implementado e disponibilizado para o usuario.

Esse processo pode ser entendido como um processo de mineracao de textos. Rocha
[2], por sua vez, aplica em seu trabalho a minerac¢ao de textos com o modelo de referéncia
Cross Industry Standard Process for Data Mining (CRISP-DM).

Pode-se observar no trabalho de Andrade [1] que a mineragao de texto extrapola
o processamento da linguagem natural e se vale de métodos analiticos para descobrir
padroes e conhecimento em diferentes industrias. Ela define a mineragao de textos como
um processo de descoberta de conhecimento que utiliza técnicas de andlise e extracao
de dados a partir de textos, frases ou palavras. Esse processo tem o objetivo de extrair
padroes nao triviais ou conhecimento a partir de documentos em textos nao estruturados.

No capitulo de Desenvolvimento o CRISP-DM sera detalhado como um processo ciclico
e incremental. Destaca-se o entendimento do negbcio, que se encontra a seguir, para um
primeiro entendimento do contexto do problema de pesquisa. Vai se utilizar este processo
para a mineragao de texto no decorrer deste trabalho de um modo ciclico e incremental.
Sobretudo, resumidamente, pode-se entender o CRISP-DM em 6 (seis) fases, que ocorre

em ciclos iterativos:

1. Iniciando pelo entendimento do negbcio;
2. Seguindo para o entendimento dos dados;
3. Preparando os dados para processamento;
4. Modelagem computacional;

5. Avaliacao dos resultados;

6. Implementagao.

22



2.7 Entendimento do Negdcio

Nesta se¢ao sera apresentado como a PGDF é organizada e onde, dentro dela, esta pesquisa
estd inserida. Sera definido o que é o precatoério e como ele é tratado dentro da PGDF. A
fase de entendimento de negdcio nao necessariamente é feita uma so vez. Ela depende da
avaliacao dos resultados, se forem insatisfatérios pode ser necessario maior entendimento
do negoécio e dos dados. Sendo assim, aqui se tem o entendimento inicial do negbcio.
Mais adiante na fase de resultados, se terd outros ciclos de entendimento de negécio e dos
dados para a construcao do modelo.

Portanto, aqui tem-se um entendimento inicial da unidade de anélise da pesquisa de
onde as informacoes foram extraidas e sera apresentada os sistemas de informéatica, que
sdo as fontes de informacao da pesquisa. O fenémeno estudado é o da classificacao de
textos juridicos manualmente.

Entrevistas e analises documentais foram realizadas para o entendimento do negocio
e do contexto da unidade de andlise. A observacao nao participante foi utilizada para
melhor entender o fendomeno em estudo . As entrevistas desestruturadas foram feitas na
medida que se foi identificada alguma possibilidade de contribuicao por parte de algum
dos membros da organizagao, especialistas, e seguiu-se o método expiratério de Yin [32].

A Procuradoria Geral do Distrito Federal (PGDF) é, nos termos do art. 110° da Lei
Organica Distrital 2, o 6rgao central do sistema juridico do Distrito Federal. Exerce,
privativamente, a competéncia de orientacao juridica da Administracao direta e indireta,
além de representar o ente politico judicial e extrajudicialmente, entre outras competéncias
descritas no art. 4° da Lei Complementar n°® 395, de 31 de julho de 2001.

O Decreto n° 36.236 de 1° de janeiro de 2015, estabelece que a PGDF ¢ 6rgao especia-
lizado da Administracdo Direta do Governo do Distrito Federal (GDF). Nessa qualidade,
esta Casa de Advocacia Publica deve estar alinhada aos interesses do Estado, especial-
mente no tocante a defesa do GDF, em ambiente tecnologico compativel com a eficiéncia
pretendida pelo Estado e pela sociedade e exigida pelos érgaos do Poder Judiciario nos
niveis federal e distrital.

A Figura 2.3 apresenta o organograma da PGDF. Atualmente a Procuradoria Ge-
ral do Distrito Federal (PGDF) esta organizada em quatro grandes areas de negécio: i) a
Procuradoria Geral do Contencioso (PGCONT); ii) a Procuradoria Geral da Fazenda Dis-
trital (PGFAZ); iii) a Secretaria Geral (SEGER) e iv) a Procuradoria Geral do Consultivo
(PGCONS), como pode ser visto na Figura 2.3. Além dessas areas existem as unidades
superiores: o Gabinete da Procuradora Geral, a Corregedoria, o Conselho Superior da
PGDF e o Conselho do Fundo Pré-Juridico.

’http://wuw.fazenda.df.gov.br/aplicacoes/legislacao/legislacao/TelaSaidaDocumento.
cfm?txtNumero=0&txtAno=0&txtTipo=290&txtParte=.
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Figura 2.3: Organograma da PGDF

A PGFAZ além de diversas obrigacoes que constam no Regimento Interno da PGDF —
Decreto n® 22.789/2002 é a area responsével pelas cobrangas judiciais do Distrito Federal
e algumas cobrancas Administrativas. Além disso, ela é a responsavel por receber as
sentencas judiciais para o pagamento de precatorios.

Porém, é na SEGER, mais especificamente na Diretoria de Protocolo Judicial (DI-
PROJ) que os precatérios sao analisados e tratados. A PGDF atualmente despende alta
monta com a alocacdo de recursos humanos lendo processos para classifica-los de acordo
com a tabelas processuais unificadas, de acordo com a Resolucao N° 46 de 18 de dezembro
de 2007 do Conselho Nacional de Justiga (CNJ). Como ja foi dito, a classificagdo com o

auxilio do computador muito provavelmente trara economias ao Estado.

2.7.1 Precatorios

O precatorio, um dos temas centrais deste estudo, é uma espécie de requisicao de pa-
gamento de determinado valor que a Fazenda Distrital deve pagar, apds transitado em
julgado, com valores acima de 60 saldrios minimos por beneficiario®. Essa Requisicao de
Pagamento é realizada por meio de uma sentenca judicial. O Juiz emite uma sentenga
declarando o dever de pagar para o Estado, gerando assim um precatério. Além do pre-

catério, existe outro meio de requisicao de pagamento que seria a Requisi¢ao de Pequeno

3https://www.tjdft.jus.br/consultas/precatorios/perguntas-frequentes, acessado em no-
vembro de 2020
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Valor (RPV). Como o nome ja indica, a RPV ¢ utilizada quando o valor é menor que o
estipulado para o pagamento em precatoério 4.

O processo de classificagdo de precatério se da, sumariamente, apds o processo trami-
tar em julgado. Apds o Juiz emitir uma sentenca judicial uma intimacao é captada pelo
sistema de informacao da PGDF via Modelo Nacional de Interoperabilidade (MNI). Em
seguida, um processo de triagem manual é feito na DIPROJ, onde um individuo é res-
ponsavel por identificar dentro outros tipos de processo se aquela intimagao sentenciada
é do tipo precatorio. O processo entao é encaminhado para a DIPROJ e 14 se da uma
nova triagem manual e andlise processual, que dentre outros tipos de processos estd o de

precatorio. Esse processo entao é encaminhado para uma fila de pagamento.

2.7.2 Sistemas

O sistema que capta as intimagoes, onde estao todos os processos repetitivos, inclusive
de precatério, é o sistema de gestao de documentos eletronicos judiciais da PGDF. Parte
de sua estrutura de dados e como ele interage com o Processo Judicial Eletronico (PJe)?,
permite a integragao ou interoperabilidade com o TJDFT, por meio do Modelo Nacional de
Interoperabilidade (MNI). Sera brevemente apresentado o sistema de documentos judiciais
do TJDFT, denominado PJe.

Atualmente, a PGDF conta com um sistema proprio de gestao de documentos eletro-
nicos judiciais. O sistema ¢ um software desenvolvido na arquitetura cliente-servidor na
linguagem Delphi 6. Esse sistema foi implantando desde 2015 e sua base de dados, que
estd com aproximadamente 5 (cinco) Terabytes de dados armazenados, foi implantada
no Sistema de Gerenciamento de Banco de Dados (SGBD) SQL Server ”. A Figura 2.4
exemplifica como é a tela do sistema. Neste sistema existe a possibilidade de se consultar
o processo judicial completo por meio da integracao com o MNI. Isso significa que esta
integracao permite que se faca, teoricamente, todo o tramite processual e consultar ao
PJe por meio do sistema da PGDF.

O Modelo Nacional de Interoperabilidade (MNI) foi criado por meio do termo de coo-
peracao técnica n. 58/2009 e visa estabelecer os padroes para intercambio de informagoes
de processos judiciais. Ele é implantado na arquitetura de Web Service com dindmica de
comunicagoes que deve seguir pelo envio de remessas processuais e a sua respectiva baixa,

contemplando os fluxos judiciais principais e alternativos.

‘https://www.tjdft.jus.br/consultas/precatorios/perguntas-frequentes, acessado em no-
vembro de 2020

Shttp://www.pje.jus.br/wiki/index.php

Shttps://www.embarcadero.com/products/delphi?aldSet=en-GB

"https://www.microsoft.com/pt-br/sql-server/
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Figura 2.4: Tela do sistema com processo de precatorio

A dindmica do MNI tem trés etapa: i) remeter processo, ii) consultar processo e iii)
confirmar o recebimento do processo na instancia superior. Como nao se trata de um
sistema com uma Graphical User Interface (GUI) é preciso utilizar um programa como o
SOAPUI & para ilustrar como é o servico. A Figura 2.5 apresenta a tela do sistema SOA-
PUI acessando o MNI. Portanto, utilizando o MNI pode-se consultar e remeter processos.

Voltando ao sistema de gestdao de documentos eletronicos judiciais da PGDF, ¢ im-
portante observar a base de dados de onde os dados foram coletados. O modelo de dados
em si € muito extenso e nao seria produtivo discutir e apresenta-lo por completo aqui.
Por isso, a Figura 2.6 apresenta apenas as tabelas que armazenam os documentos a serem
coletados. Sao tabelas que armazenam os documentos digitalizados no formato Binary
Large OBject (BLOB). Muitos dos armazenamentos foram feitos com algoritmos de com-
pactacao de dados. Entao, apos extrair os dados é necessario descompactar e identificar

o formato do arquivo armazenado.

8https://www.soapui.org/

26



File  Project Suite

Case  Step Tools Desktop Help

SoapUl 560

+ al = @
B ] 5] -— =] (= # ’ﬁ ‘ Endpoint Explorer ‘
Empty SOAP  REST  Import Save Al Forum  Trial  Preferences  Proxy
3 = 22 IntercomunicacaoServiceSoapBinding
ojects
'ZE -8 ConsultaPle r()vewiew rSewice Endpoints ’/WSDL Content. rWSr\CnmpIiance ‘
- Intercomunicacao as GER
532 Interc ic ding

 confirmarRecebimento
 consultarAlteracao

0 consultarAvisosPendentes

© consultarProcesso
 consultarTeorComunicacac
 entregarManifestacacProcessual

|

Interface Properties

Property | Value
Name IntercomunicacaoSe...
Description
Definition URL https://pje-ead tjcfft....
Binding {hittp:/www.cnjjus..

(= IntercomunicacaoServiceSoapBinding
(3 Complex Types

3 Simple Types

3 Anonymous Complex Types

[ Global Elements

3 Schemas

3 Messages

3 PortTypes

3 Bindings

3 Services

N
¥

intercomunicacaofwsdl

hitps://pje-ead.tjdft,jus.br/pje/intercomunicacactwsdl

L[] <wsdl:definitions name="IntercomnicacaoService" targetNamespace="http://www.cnj.jus.br/se
g
g

<wsdl:types>
<xs:schema targetNamespace="http://www.cnj.jus.br/tipos-servico-invercomunicacan-2.2
e

<xs:import namespace="http://www.cnj.jus.br/intercominicacao-2.2

5 <xs:import namespace="http

=
8

J fwnna. 3. 0rg/ 2005/ 05/ xnlmime” />
<xs:complexType name="tipoConsultarilueracan”>

<xs:ssquencer

<xs:element

idConsultante™ "xs:string"/>

<xs:element senhaConsult "xs:string"/>

<xs:element form="qua xs string/>
</xs:sequence>
12 </x3:complexType>

<xs:complexType name="tipoConsultardlteracacResposta™

148 <xs:sequence>

15 <xs:element fo fied" name="sucesso" type="xs:boolean"/>

<xs:element mensagem” type= />

<xs:element
<xsielement
<xs:element form="qualified" minDce " name="hashDocumentos" type="xs:s
20 </us:sequence>

21 </x3:complexType>

<xs:complexType name="tipoConsultarProcesso”s

<xs:sequence>

24 <us:element fo

25 <xs:element

<xs:element

<xs:element
<xs-element

<xs:element

<xs:element

<xs:element for

32 </x=:sequence>

33 </x3:complexType>

<xs:complexType name="tipoConsultarProcessoResposta®s
<xs:sequence>

<xs:element form="qus

fied" minDccurs="0" name="processo" type="nsi:tipoPr

37 <xs:element

</xs:sequences
</ns:complexType>

41E <xs:complexType name="tipoEntregarManifestacaoProcessual"

<xs:sequence>

Figura 2.5: Tela do SOAPUI demonstrando um aceso ao MNI

As primeiras coletas de dados foram feitas por um script que conectava no banco
de dados do sistema de gestao de documentos juridicos préprio da Procuradoria Geral
do Distrito Federal (PGDF) e extrafa os arquivos que eram armazenados diretamente
no banco de dados como Binary Large OBject (BLOB). Esses BLOB, compactados e
gravados em colunas de tabelas de bancos de dados destinadas ao armazenamento de

documentos do sistema, estavam em formatos de arquivos Rich Text Format (RTF) e

Portable Document Format (PDF) apds a descompactagcao.

Entao, apds a conexao com o banco de dados e a devida consulta com os filtros especi-
ficos os arquivos dos processos de precatorio foram retirados, descompactados e gravados
em pastas no sistema de arquivos do servidor. Essas pastas foram denominadas com o

numero do processo dentro do sistema de gestao da documentos juridicos da Procuradoria

Geral do Distrito Federal (PGDF).

Desse modo, esta pesquisa estd inserida dentro da PGDF, mais especificamente na
DIPROJ, que sao as unidades de analise da pesquisa em discussao. Nessas unidades de

analise se buscou os processos de precatorio. Para isso, os sistemas de informatica, proprio
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Figura 2.6: Tabelas que armazenam os documentos digitalizados - Binary Large OBject
(BLOB)

sistema da PGDF e o PJe foram estudados. De posse dos acessos aos sistemas iniciou-
se um trabalho de coleta e entendimento dos dados, que sera apresentado na préximo

capitulo.
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Capitulo 3
Revisao de literatura

Neste capitulo estda a Revisao Sistematica da Literatura executada para fundamentar os
achados, discussao e conclusoes da pesquisa. Segue apresentando a articulagdo dos autores
sobre a amostragem em dados desbalanceados. Partindo para uma explanagao sobre a
classificacao em cascata ou ensemble learning em bases desbalanceadas. Finaliza com um

apanhado de estudos sobre classificacao em textos juridicos.

3.1 Revisao sistematica da literatura

Dresch et al. [33] definem a Revisdo Sistemdtica de Literatura (RSL) como estudos
secundarios utilizados para mapear, encontrar, avaliar criticamente, consolidar e agregar
os resultados de estudos primarios relevantes acerca de uma questao ou topico de pesquisa
especifico. Bem como, identificar lacunas nos campos de pesquisa a serem preenchidas,
o que leva a RSL a resultados em formato de relatério ou sintese. Sendo que, as sinteses
muitas das vezes sao representadas por tabelas, algumas codificadas.

Na Figura 3.1, adaptado de Dresch et al. [33], tém-se o modelo de RSL utilizado no
trabalho. Como pode ser visto nesta figura, inicialmente se define a questao de revisao.
Com base na questao de revisao se determina qual a estratégia de busca sera utilizada,
por exemplo quais tipos de fonte de consulta e termos de busca serao empregados. Apods
as buscas se verifica a elegibilidade de cada texto encontrado baseado em critérios de sele-
¢ao previamente estabelecidos e se registra a codificagdo dos estudos eleitos, por exemplo
o grau de importancia de cada um dos estudos selecionados. Esse processo culmina em
uma etapa de andlise com maior qualidade para os trabalhos eleitos baseado na codifi-
cagdo prévia, ou seja uma leitura mais detalhada é feita naqueles estudos considerados
importantes ou de determinado tema etc. Por fim, uma sintese dos achados da revisao é

apresentada.
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Figura 3.1: Modelo que representa as etapas de uma Revisao Sistematica de Literatura (RSL)

Tabela 3.1: Revisao sistematica para classificagdo de documentos juridicos, etapa 1

Revisao Sistematica de Literatura

Questao 1 de revisao : Qual o estado da arte na classificacao em multi-classes?

Fontes de busca: 1% (primeira) consulta 22(segunda) consulta
' Scopus (Elsevier) [ Web of Science Scopus (Elsevier) [ Web of Science
Termos de busca: | legal AND documents AND classifica- (AND machine AND learning)
tion
Quantidade de 659 319 177 40
artigos:
Total 978 217

Desse modo, uma RSL foi feita, como pode-se observar na Tabela 3.1. A primeira etapa
da RSL ¢é a definicao da questao de revisdo. No caso da Tabela 3.1 é a questao 1(um)
que norteara os Termos de busca, as Fontes de busca e os critérios de selecao para um
periodo de 5(cinco) anos. Neste caso, foram utilizadas as bases de dados Scopus (Elsevier)
e Web of Science para responder a pergunta: Qual o estado da arte na classificacao em
multi-classes com o auxilio de aprendizagem de maquina ? Muitos dos artigos estavam
disponiveis com mais facilidade por meio do Google Scholar, mas nao se utilizou este para
as contabilizacoes na sintese da RSL. Os totais nesta tabela decrementam na medida
da execucao das consultas porque os filtros sao aplicados sequencialmente, um sobre os
outros.

Como pode ser observado na Tabela 3.2, os filtros foram sendo feitos para a 3* (terceira)

e a 4*(quarta) consulta. Os totais continuam decrementando. Mas no caso da 4* (quarta)
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Tabela 3.2: Revisao sistemética para classificacdo de documentos juridicos, etapa 2

Revisao Sistematica de Literatura

Questao 1 de revisao : Qual o estado da arte na classificagao em multi-classes?

Fontes de busca: 3?(terceira) consulta 42(quarta) consulta
’ Scopus (Elsevier) | Web of Science Scopus (Elsevier) | Web of Science
Termos de busca: | (AND Computer Science) ( AND ( LIMIT-TO ( PUBYEAR ,

2021 ) OR LIMIT-TO ( PUBYEAR ,
2020 ) OR LIMIT-TO ( PUBYEAR ,
2019 ) OR LIMIT-TO ( PUBYEAR ,
2018 ) OR LIMIT-TO ( PUBYEAR ,
2017 ) ) AND ( LIMIT-TO ( PUBS-
TAGE | "final") )

Quantidade de 152 30 103 0
artigos:

Total 182 103

Tabela 3.3: Revisao sistemética para classificacdo de documentos juridicos, etapa 3

Revisao Sistematica de Literatura

Questao 1 de revisao : Qual o estado da arte na clas-
sificacdo em multi-classes com o auxilio de aprendi-
zagem de maquina ?

5?(quinta) consulta
Scopus (Elsevier) | Web of Science
Termos de busca: | ( ( legal OR law OR judicial ) AND (
documents OR text ) AND classifica-
tion AND ( machine AND learning ) )

Fontes de busca:

Quantidade de 129 140
artigos:

Total 269

consulta para a base de periddicos Web of Science o resultado foi zero. Desse modo, a
verificagao de elegibilidade foi feita nos artigos da 3* (terceira) filtragem para a referida
base.

A 5% (quinta) busca foi aplicada livremente, ou seja, nao foi um filtro sobre qualquer
das buscas anteriores. Dresch et al. [33] sugerem que na fase de elegibilidade e codificagao,
a técnica de screening deve ser aplicada. Esta técnica é um processo que exige uma leitura
inspecional para cada um dos estudos selecionados nas buscas. No caso da questao 1 (um)
foram objeto do screening os 30(trinta) artigos do Web of Science na 3* (terceira) busca
e os 269(duzentos e sessenta e nove) artigos da 5* (quinta) busca.

Nesta primeira fase foram verificados autores, titulos, resumos e DOI para identificar

e codificar o método e a importancia de cada texto eleito. Os estudos considerados
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importantes irdo para a proxima fase, que é uma leitura com maior qualidade, de inteiro
teor, ou seja uma leitura analitica.

Para os achados da primeira questao aproximadoramente 30% dos trabalhos estao
focados nos métodos deep learning, SVM, K-Nearest Neighbors (KNN), Random Forest
ou Logistic Regretion. Sendo que a predominancia dos estudos estd focada em métodos que
aplicam o deep learning. No total foram 28(vinte e oito) estudo considerados importantes
para serem analisados com maior cuidado e nivel de detalhes, inclusive aplicando técnicas
de fichamento.

Por sua vez, a questao 2: Qual o estado da arte na classificagdo em cascata ou ensam-
ble learning em textos 7 teve resultados de busca inicial mais numerosos. Como pode ser
observado nas Tabelas 3.4 e 3.5, os filtros ainda sao aplicados sequencialmente. Isso im-
plicou que ao final, apés aplicagao dos critérios de selegao e filtros, restaram 43(quarenta e
trés) artigos para serem avaliados com o screening e codificados. Neste caso, curiosamente
o uso dos métodos que nao se valem de deep learning foram a maioria. Restaram 9(nove)

artigos considerados importantes para serem analisados com mintcia.

Tabela 3.4: Revisao sistematica para classificacdo em cascata ou ensemble learning em docu-
mentos juridicos, etapa 1

Revisao Sistematica de Literatura

Questao 2 de revisao : Qual o estado da arte na classificacao em cascata ou ensamble learning em textos 7

Fontes de busca: 1*(primeira) consulta 2%(segunda) consulta
' Scopus (Elsevier) | Web of Science Scopus (Elsevier) | Web of Science
Termos de busca: | TITLE-ABS-KEY ( ( cascade OR en- (AND Computer Science)
semble ) AND text AND classification )
Quantidade de 1129 388 936 306
artigos:
Total 1517 1242

Para encerrar a RSL, uma 3* (terceira) questao de revisdo: Qual o estado da arte na
classificagdo com o auxilio do computador em bases desbalanceadas ? foi levantada. Neste
caso, foram 74(setenta e quatro) trabalhos submetidos a técnica de screening, que resul-
tou em 17(dezessete) artigos para serem analisados com maior nivel de detalhes. Sendo
o achado considerado mais relevante seria que a técnica em nivel de dados mais referen-
ciada, dentro do espectro selecionado, foi a Synthetic Minority Oversampling Technique
(SMOTE).

As demais se¢oes deste capitulo se concentram na revisao dos métodos de amostragem
em dados desbalanceados, na classificacdo em cascata ou ensemble learning em dados

desbalanceados e em trabalhos recentes quanto a classificacao de textos juridicos. A ideia
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Tabela 3.5: Revisao sistematica para classificacdo em cascata ou ensemble learning em docu-
mentos juridicos, etapa 2

Revisao Sistematica de Literatura

Questao 2 de revisao : Qual o estado da arte na classificacdo em cascata ou ensamble learning em texto 7

Fontes de busca: 3% (terceira) consulta 4%(quarta) consulta
' Scopus (Elsevier) [ Web of Science Scopus (Elsevier) [ Web of Science
Termos de busca: last 5 years TITLE-ABS-KEY ( ( cascade OR en-

semble ) AND text AND classification
AND ( legal OR judicial OR law ) )

Quantidade de 540 306 21 22
artigos:

Total 846 43

Tabela 3.6: Revisao sistemédtica para classificacgio em dados desbalanceados

Revisao Sistematica de Literatura

Questao 3 de revisao : Qual o estado da arte na
classificagdo com o auxilio do computador em bases
desbalanceadas ?

Fontes de busca: Scopus (Elsevier) [ Web of Science
Termos de busca: | TITLE-ABS-KEY ( ( classification
AND text AND imbalance AND ( en-
semble OR cascade OR hierarch ) )
) AND ( LIMIT-TO ( SUBJAREA
_ '"COMP") ) AND ( LIMIT-TO (
DOCTYPE , "ar") )

Quantidade de 47 27
artigos:

Total 74

é trazer estudos mais recentes possiveis que embasaram as decisoes tomadas na fase de
experimentacao da pesquisa. Além disso, o capitulo entrelaca os pensamentos e afirmagoes
publicadas no tema recentemente para criar um arcabouco de conhecimento que promova

uma discussao mais sélida no trabalho e as conclusoes da pesquisa.

3.2 Amostragem em dados desbalanceados

Nesta secao encontram-se as explicagoes sobre o problema muito encontrado na realidade
da ciéncia dos dados, que é o problema das bases de dados para aprendizado de ma-
quina com desbalanceamento em multiplas classes. Aquelas bases de dados que tem uma
grande quantidade de dados concentrada em uma ou poucas classes e uma concentracao

minoritdria em determinadas classes.
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Rout, Mishra e Mallik [34] definem que o problema de desequilibrio significa que as
instancias de uma das classes (classe majoritaria) sao muito mais do que a outra classe
(classe minoritaria). Esses autores afirmam que a proporgao entre as classes majoritarias e
minoritarias podem ser na ordem de 100:1, 1000:1 ou 10000:1 e, em suma, as instancias da
classe majoritaria superam grandemente a quantidade de instancias da classe minoritaria.

Para Ferndndez et al. [35] o problema de classes desbalanceadas esté relacionado a
aplicagao da classificacdo no mundo real. No campo do problema de classificacao, o cenéario
de desbalanceamento sobre os conjuntos de dados aparece quando o nimero de exemplos
que representam as diferentes classes sao muito diferentes. Para esses autores nao ha
um consenso na comunidade de cientifica sobre o limite e a configuracao para determinar
se um conjunto de dados esta desbalanceado. Esses autores consideram um conjunto
de dados desbalanceado quando pelo menos uma das classes tem uma distribuicao de
exemplos abaixo de 40% do ntimero de instancias que pertencem a classe majoritaria [35].

Como afirma Wang e Yao [36] o problema de desbalanceamento quando se tem multi-
plas classes pode ser solucionado no nivel dos dados, no nivel do algoritmo e com métodos
ensemble, cascateados ou encadeados. Segundo Russel e Noving [6] alguns trabalhos re-
centes na A sugerem que, para muitos problemas, faz mais sentido se preocupar com
os dados e ser menos exigente sobre qual algoritmo aplicar. Por isso e por uma questao
de foco na solucao do problema, este trabalho se concentra na solugao do problema de
desbalanceamento no nivel dos dados.

Haixiang et al. [37] apresentam que as técnicas de pré-processamento geralmente sdo
realizadas antes de construir o modelo de aprendizado para obter melhores dados de en-
trada. As técnicas de re-amostragem sao usadas para reequilibrar o espago de amostra
a fim de aliviar o efeito da distribuicao distorcida de classes no processo de aprendiza-
gem. Os métodos de re-amostragem para esses autores [37] sdo mais versateis porque sao
independentes do classificador selecionado.

Para Haixiang et al. [37] as técnicas de re-amostragem se enquadram em trés grupos

para equilibrar a distribuicao da classe:

e Métodos de sobre-amostragem - Oversampling: eliminando os danos da distribuicao
distorcida, criando novas amostras de classes minoritarias. Por exemplo, o método
Synthetic Minority Oversampling Technique (SMOTE), amplamente usado, cria as
amostras minoritarias sintéticas e/ou duplica aleatoriamente as amostras minorita-

rias.

e Métodos de subamostragem - Undersampling: eliminam os danos da distribuicao
enviesada, descartando as amostras intrinsecas na maioria. O método mais simples,
porém eficaz, é o Random Under-Sampling (RUS), que envolve a eliminagao aleatdria

dos exemplos das classes maioritarias.
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e Métodos hibridos: sdo uma combinacao do método de sobre-amostragem e do mé-

todo de subamostragem.

Na visao de Ferndndez et al. [35] o Undersampling quando se utiliza da técnica de
RUS se vale de um método nao heuristico, que visa equilibrar a distribuicao de classes
por meio da simples eliminacao aleatéria de exemplos de classes majoritarias. A principal
desvantagem do RUS para estes autores seria que este método pode descartar dados
potencialmente tteis que podem ser importantes para o processo de indugao .

No que se refere ao Qversampling, Fernandez et al. [35] afirmam que o método SMOTE
se vale das classes minoritaria. Este método cria uma super-amostragem, tomando cada
amostra de classe minoritaria e introduzindo exemplos sintéticos ao longo dos segmentos
de linha que unem aos vizinhos mais préximos de classe minoritaria k. Dependendo da
quantidade de sobre-amostragem necessaria, os vizinhos dos k-vizinhos mais proximos sao
escolhidos aleatoriamente. A desvantagem do método estd exatamente no risco da fuga
dos exemplos reais ao se criar dados sintéticos.

Resumindo, o Undersampling cria um subconjunto do conjunto de dados original,
eliminando alguns dos exemplos da classe majoritaria e o seu oposto, o Quversampling, cria
um superconjunto do conjunto de dados original replicando alguns dos exemplos da classe
minoritaria ou criando novos exemplos sintéticos a partir das instancias originais da classe
minoritaria. Esses métodos podem ser combinados em métodos hibridos, eliminando
alguns dos exemplos antes ou depois da re-amostragem, a fim de reduzir o sobre-ajuste
[35]. Afirma Gao [38] que no nivel dos dados o reequilibrio da distribui¢ao de classe pode
ser feito de dois modos: com técnicas de sub-amostradas para as classes majoritarias ou
amostradas sintéticas com sobre-amostragem das classes minoritarias, ou a combinacao
de ambos.

Segundo Hasib et al. [39], quando a distribuicao de classe em um conjunto de dados
nao é uniforme, os dados sdo chamados de desbalanceados. No estudo desses autores
o problema de desbalanceamento de dados impede o desempenho do algoritmo de clas-
sificacdo. Ou seja, dependendo no nivel de desbalanceamento a eficiéncia dos modelos
preditivos sao significativamente afetados. Nesses casos, hd apenas um limitado niimero
de instancias representadas em pelo menos uma conhecida classes minoritarias e o res-
tante do conjunto de dados consiste de outras classes majoritarias. Isso significa que as
classes minoritarias fornecem especificidade minima, por outro lado o modelo vai oferecer
grande precisao na classe da maioria.

Na visao de Hasib et al. [39] o desbalanceamento de dados é uma preocupagao comum
na aplicacao de aprendizado de maquina no mundo real e tem sido tema de atencao dos

pesquisadores. Para esses autores o desempenho em um conjunto de dados desequilibrado
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nao é o mesmo esperado em um conjunto de dados balanceado. Por isso, tem-se que
reprocessar os dados para fazer uma melhor precisao dos resultados.

Portanto, quando se trabalha com dados do mundo real tem-se que ter em mente que
os dados estarem balanceados pode ser natural. Utilizando subamostragem ou sobre-
amostragem pode-se minimizar esse desbalanceamento natural. Porém é preciso ter em
mente que quando os dados sao distorcidos por natureza, é realmente muito desafiador

trabalhar com essas classes.

3.3 A classificacao em cascata ou ensemble learning

em bases desbalanceadas

Além das técnicas de pré-processamento como as de amostragem em bases desbalanceadas,
um bom método que aumenta a precisao de classificadores seria o cascateamento de clas-
sificadores. Para Gama e Brazdil [40], os métodos que mesclam classificadores melhoram
a generalizacdo da classificagdo, pois acoplam classificadores livremente, os empilhando
por exemplo. Segundo esses autores o acoplamento de classificadores é uma abordagem
de dividir para conquistar, aplicando a generalizacao de cada classificados em estruturas
para a melhoria do desempenho.

Para Gao et al. [38], normalmente, o problema de classificacdo bindria envolve duas
classes, e no problema de classificagao multi-classe, o niimero de classes é maior que dois.
O problema de classificagdo multi-classe é mais complicado do que o problema de classifi-
cacao binaria. O cascateamento de classificadores pode também ser chamado de ensemble
learning. Nesta abordagem, como apresentam Gao et al. [38], uma boa estratégia so-
bre o problema de multi-classes seria dividir o problema em problemas menores com a
binarizacao da classificagao.

Ou seja, ao invés de se tratar as multiplas classes de uma vez sé, as classificagdes sao
feitas de duas em duas classes. As duas formas mais comuns de binarizacao sao um-contra-
um (on-versus-one - OVO) e um-contra-todos (one-versus-all - OVA). A abordagem OVO
divide um problema multi-classe com m classes em m(m + 1)/2 sub-problemas binarios,
onde cada classificador no OVO discrimina um par de classes ¢;,c;. A abordagem OVA
divide um problema multi-classe com m classes em m subproblemas binarios, e cada
classificador trata uma das classes como a classe positiva e todas as outras como negativas.
Comparado com o esquema OVO, quando o conjunto de dados contém mais classes, a
abordagem OVA implanta menos recursos ou usa menos classificadores.

Interessante sdo as ideias de Ferndndez et. al [35] que propoem que os problemas
de desbalanceamento com miltiplas classes podem ser lidados com base na combinacao

de abordagens binarias OVO e OVA. O cascateamento em uma abordagem OVA, por
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exemplo apresentado na Figura 3.2, tem a ideia bésica da Generalizacao em Cascata e é
utilizado para sequenciar um conjunto de classificadores.

Na Figura 3.2, adaptado de Gama [40], as classificagoes vao ocorrendo em estagios
empilhados e onde a classe negativa - Outras - vai sendo passada para os outros estagios
na tentativa de haver apenas uma classe alvo - positiva - a ser classificada por estagio.
A intensao deste modelo é incrementar o desempenho total da classificacao automatica e

minimizar a classificacgdo manual.
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Figura 3.2: Empilhamento de algoritmos para cascateamento

Para medir o desempenho do modelo com os algoritmos em cascata pode ser feita
uma média simples entre as métricas de desempenho de cada estagio da cascata. Ou
seja, em cada etapa do cascateamento deve-se calcular uma das métricas apresentadas
anteriormente, por exemplo acurdcia [41], e ao final do processo se computa a média
daquelas métricas de cada etapa. Importante notar que a métrica utilizada deve ser a
mesma para todos os estagios e que cada estagio tem o mesmo peso ou importancia na
classificagdo, ja que a comparagao deve seguir um mesmo parametro. Um-contra-todos
(OVA) é um dos métodos de decomposicao convencionais pelos quais vérios classificadores
bindrios sao usados para resolver tarefas de classificacao multi-classes.

Para Gao et al. [38], no OVA cada classificador considera apenas uma determinada
classe como positiva e todas as outras classes negativas, o que simplifica o problema
e pode, em alguns casos, resolver problemas de desbalanceamento de classes pois, se
existe um desbalanco que se equilibra ao unir todas as classes positivas o problema de

desbalanceamento tende a ser minimizado.
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No entanto, quando nao hé desequilibrio ao utilizar o OVA na base entre as classes, o
nimero de todas as outras classes pode ser maior do que o de classe alvo (positiva). Assim,
isso causara o desequilibrio no nimero de amostra, o que afetard o efeito de classificagao
de cada binario classificador. Sendo assim o autor sugere o uso de métodos de amostragem
no pré-processamento para equilibrar o problema antes de aplicar o OVA.

Por sua vez, Rifkin e Klautau [42] ensinam que um dos esquemas de classificagdo
multi-classe mais simples seria se construir sobre um método binario N classificadores
binérios diferentes, cada um treinado para distinguir os exemplos em uma tinica classe dos
exemplos em todas as classes restantes. Quando se deseja classificar um novo exemplo, os
N classificadores sao executados e o classificador que produz o maior valor (mais positivo)
¢ escolhido.

Rifkin e Klautau [42] defendem que um simples esquema um-contra-todos (OVA) é
tao preciso quanto qualquer outra abordagem, assumindo que os classificadores binarios
sdo classificadores regularizados bem ajustados. A questao crucial para esses autores seria
que provavelmente combinar classificadores simples pode alcancar resultados tao fortes e
relevantes quanto usar classificadores sofisticados.

Como exemplo tem-se o estudo de Wang e Patrick [43] que propuseram um casca-
teamento de Conditional Random Fields, Support Vector Machine (SVM) e Mazimum
Entropy para reconhecimento de entidades nomeadas. A ideia dos referidos autores era
a realizacao de reclassificagoes naqueles dados mal classificados com o cascateamento. O
resultado foi um incremento nas medidas de F-score quando do uso de algoritmos em
cascata, chegando a 83,26%.

No trabalho de Halgrim et al.[44] foi implementado um sistema hibrido composto por
duas partes. A primeira parte detecta, com o uso de cascateamento de classificadores
estatisticos, entidades nomeadas relacionadas a medicamentos em textos clinicos. O tra-
balho utilizou um pipeline com Mazimum Entropy e heuristicas, combinado com técnicas
de tagging. A medida de avaliacao foi o F-score e os resultados se mostraram acima de
88%.

Em um estudo sobre identificacdo automatica de linguagem, Kosmajac e Keselj [25],
procuram desenvolver um sistema que identifique automaticamente a linguagem eslava,
principalmente perante linguagens muito parecidas do leste europeu. Este trabalho com-
binou varios algoritmos, ao todo foram 17 (dezessete). A abordagem em cascata foi feita
em dois estagios em uma arquitetura do tipo arvore de decisao. Os melhores classifica-
dores nesta arquitetura foram a Regressao Logistica e SVM. A métrica de performance
utilizada foi a acuricia e os resultados ultrapassaram 90%.

Por sua vez, Calvo e Gambino [41] focaram em usar o cascateamento de classificadores

combinados com caracteristicas léxicas textuais para identificar sentimentos. O cascate-
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amento foi feito com variacoes do Naive Bayes. A arquitetura do modelo foi construida
com dois estagios de Naive Bayes. O primeiro com um classificador Multinomial Naive
Bayes e o segundo estagio com uma arvore de classificagdo com Naive Bayes. A métrica
utilizada para medir a performance foi a acuracia. O uso do cascateamente levou a uma
acuracia de aproximadamente 65,6%.

No estudo de Plawiak et al. [45], uma abordagem de Deep Genetic Cascade Ensembles
of Classifiers (DGCEC) baseada em um conjunto de cascateamento profundo de classifi-
cadores SVM. Neste estudo estes classificadores sdo aplicados aos dados de institui¢oes
financeiras australianas. A arquitetura geral da abordagem proposta consiste em deep
learning. Neste modelo alcangou-se a maior precisao de predi¢ao com 97,39%.

Por fim, mais recentemente, Nikolic et al.[46] utilizaram classificadores em cascata
em um conjunto de classificadores de SVM organizados em uma estrutura para realizar
classificagdo bindria. Os autores defendem que a vantagem dessa abordagem é a modu-
laridade, ou seja, os classificadores binarios podem ser treinados independentemente e
otimizados para sua tarefa de classificacao especifica. A medida de desempenho adotada
foi a Fj-score e o melhor desempenho foi em torno de 89%.

Portanto, combinar classificadores pode ser tao bom quanto aplicar métodos sofisti-
cados que podem ser mais dispendiosos na fase de treinamento. O cascateamento ou
ensemble learning pode se valer de uma abordagem OVA para diminuir a complexidade
do problema e dividir as classificagoes em problemas mais simples para conquistar uma

classificacao tao boa quanto aquelas utilizando métodos mais sofisticados.

3.4 Classificacao de textos juridicos

O uso do processamento de documentos juridicos com o auxilio do computador esta sendo
trabalhado em diversos estudos, como pode-se observar nesta revisao de literatura de
Surden [47]. O autor realiza um apanhado dos estudos no campo do aprendizado de
maquina aplicado no meio juridico.

Surden [47] discute os estudos de aprendizagem de maquina como modelos de previsao
para o meio juridico, por exemplo a previsao de sentencas. Também, apresenta a aplicacao
do aprendizado de méaquina ajudando na analise de padroes nao descobertos no tema,
como o padrao de decisoes de um determinado magistrado. Além disso, outra aplicagao
destacada pelo autor, seria a classificagdo e o agrupamento de documentos juridicos.

Para os documentos das cortes brasileiras, a aprendizagem de maquina tem sido apli-
cada em vérios outros estudos. Araujo et al. [48], por exemplo, disponibilizam uma base
de dados completa, de onde foi desenvolvido o trabalho académico denominado VICTOR,

sobre o processamento de linguagem natural em documentos juridicos com Support Vec-
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tor Machine (SVM), Naive Bayes (NB) e Extreme Gradient Boosting (XGBoost), redes
convolucionais e recorrentes, chegando a um resultado em F}-score de 88,87%.

Em outro estudo realizado no Brasil, Braz et al. [49] realizaram um trabalho de
classificacdo de documentos juridicos utilizando redes neurais artificiais convolucionais,
Bidirectional Long Short-Term Memory network (Bi-LSTM), chegando a um F-score de
84%. Braz et al. [50], em outro estudo, seguem a mesma linha do trabalho anterior, com
base de dados similar, aplicando Convolutional Neural Network (CNN) para classificagdo
dos documentos juridicos, registra resultados de F-score em 90,35%.

Saindo do campo da classificacao dos documentos, pode-se observar o trabalho de
Araujo et al. [51] que utiliza a técnica de reconhecimento de entidades nomeadas em do-
cumentos juridicos para melhorar o desempenho da recuperacao da informacgao e processo
de tomada de decisdao, encontram resultados de F}-score na ordem de 88,82%.

Por sua vez, fora do Brasil, Waltl et al. [52] aplicaram no judiciario aleméo algoritmos
de aprendizagem de maquina para classificagdo de documentos juridicos. Tradicional-
mente, segundo Waltl et al. [52], o algoritmo Support Vector Machine (SVM) é muito
usado para a classificacdo de documentos por ter um bom desempenho. Dentre os méto-
dos empregados pelos autores que apresentaram excelente desempenho as redes neurais e
Support Vector Machine (SVM) se destacam com F}-score atingindo 90%.

Um outro trabalho interessante no campo foi o de Catania et al. [53], que utilizaram
os algoritmos NB e C4.5 para classificar documentos juridicos nos tribunais italianos,
chegando a 90,55% de acuracia.

Destaca-se o trabalho de Rocha [2], que aplicou algoritmos de classificagio em um
conjunto de 241 mil documentos do tipo Recursos Ordinarios da Justica do Trabalho
por assunto principal. Foram comparados os algoritmos Multinomial Naive Bayes, Multi-
Layer Perceptron, Random Forest e SVM, chegando a uma micro precisao méaxima de
75,21% com o Random Forest. Isso, apds fazer uma analise considerando o acerto dos
modelos visando nao apenas o assunto principal, mas avaliando se o modelo acertou
qualquer um dos assuntos existentes no processo.

Por sua vez, Undavia, Meyers e Ortega [54] trabalham a comparagao de classificadores
na suprema corte norte-americana. Utilizam agrupamento de documentos juridicos com o
algoritmo Latent Dirichlet Allocation (LDA ), se valem das Convolutional Neural Networks
(CNN) e outros algoritmos em seu trabalho para alcancar uma acuracia de 72,4%.

Sao muitos os campos que o deep learning estd sendo 1til no mundo juridico. Como
afirmam Bansal, Sharma e Singh [19], ele - deep learning - estd penetrando em todos os
dominios possiveis do aprendizado de méaquina e o dominio juridico também esta rece-
bendo os beneficios desse tipo de técnica. Por exemplo: Elnaggar et al. [55] utilizam

deep learning para sumarizacao de textos juridicos na Alemanha. Os dados se tratavam
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de corpus de texto do parlamento europeu (Europa) e do Joint Research Centre - Ac-
quis Communautaire (JRC-Acquis). Landthaler et al.[56] trabalharam Word Embeddings
para buscas em textos juridicos. Os dados foram da General Data Protection Regulation
(GPDR). Por sua vez, John et al. [57] implementaram um sistema para perguntas e
resposta com deep learning no tema juridico.

Kowsrihawat et al. [58] realizam previsoes de sentengas judiciais com deep learning
na suprema corte da Tailandia. Os melhores resultados foram para as sentencas que
consideravam o reu culpado, chegando a 74,38% de precisao com a métrica F-score.

Outro trabalho que procurou prever sentengas judiciais foi de Li et al. [59]. Os autores
procuraram implementar deep learnig, mais especificamente uma rede Long Short-Term
Memory (LSTM), em aproximadamente 25.000(vinte e cinco mil) julgamentos. O melhor
resultado foi uma precisao de 95,5% dos casos criminais.

Polo, Ciochetti e Bertolo [60] desenvolveram um classificador com deep learning em
dados juridicos brasileiros. O objetivo do classificador foi classificar os textos juridicos em
trés classes: Arquivado, Ativo ou Suspenso. Os dados foram extraidos dos Tribunais de
Justiga de Sao Paulo e Rio de Janeiro, com 6449(seis mil quatrocentos e quarenta e nove)
processos. O resultado do trabalho dos autores chegou a 93% precisao em F}-score.

Wei et al. [61] fazem classificagdes de texto juridicos com o uso de deep learning. Neste
estudo foram feitas comparagoes entre o desempenho de Support Vector Machine (SVM)
e deep learning. O modelo com o algoritmo SVM chegou a um score de 91,89% e o deep
learning chegou a um Fi-score de 92,89%.

Portanto os métodos com deep learning foram os que chegaram a melhores resultados.
Porém, alguns métodos que se valeram de modelo mais tradicionais e do ensemble learning
também tiveram resultados bem interessante. A questdo agora é fazer alguns testes para
verificar quais modelos melhor se adaptam ao problema deste estudo. O préximo capitulo
trata do desenvolvimento do trabalho, como os trabalhos foram desenvolvidos no sentido
da metodologia e processos de trabalho, além de apresentar questoes técnicas primordiais

dos modelos escolhidos e do entendimento dos dados.
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Capitulo 4
Desenvolvimento

Neste capitulo temos defini¢oes da metodologia cientifica empregada. Uma definicao do
Cross Industry Standard Process for Data Mining (CRISP-DM) é apresentada. Segue
explicando a configuracdo dos experimentos com seus algoritmos e parametros. Parte
para uma iniciacao do entendimento dos dados e conclui com explicagdes sobre o pré-
processamento dos dados ou a preparagao dos dados para a modelagem de aprendizagem

de méquina.

4.1 Metodologias e processos

No que se refere & metodologia cientifica que foi empregada na pesquisa, ela é quantita-
tiva, pois é fundamentalmente computacional [62]. O método foi um misto do indutivo e
dedutivo experimental, pois iniciou-se de modo indutivo explorando o problema, se passou
para um estudo bibliografico mais profundo, elaboragao hipoteses e buscando a confirma-
¢ao ou negacao dessas hipoteses, tudo apoiado com o uso do computador e computacao
como ferramenta para se testar e explorar a melhor técnica de aprendizagem de maquina
em documentos juridicos. A pesquisa é aplicada, pois trata da aplicacdo de técnicas
computacionais em um problema de classifica¢gdo de documentagao juridica [63].

Este trabalho utiliza as técnicas e métodos cientificos apresentados em Dresch et al.
[33], que desenvolvem um modelo em etapas para alcancar o objetivo de pesquisa. O
método dos autores é desenvolvido ciclicamente em um processo de refino do conhecimento
da pesquisa sobre viabilidade e aprofundamento no tema.

Como complemento, desenvolveu-se neste estudo uma revisao de literatura, refinando
os termos utilizados na busca pelo estado da arte no Portal de Periédicos Capes do
Governo do Brasil, utilizando as bases de pesquisa Web of Science, Scopus e Google

Scholar. Isso, se valendo das técnicas de Mariano e Santos, [64] e Lopez [65], onde as
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perguntas de pesquisas, objetivos e definicao do estado da arte no tema foram evoluidos
gradualmente na medida que o estudo foi sendo realizado.

Para este estudo, como ja mencionado, o CRISP-DM foi o processo de Data Mining
(DM) escolhido, também muito evidente estao os demais passos desse processo nos proxi-
mos capitulos. Azevedo e Santos [66] definem CRISP-DM como um acrénimo para Cross
Industry Standard Process for Data Mining (CRISP-DM), que é um processo, modelo ou
metodologia dividido em seis fases, como demonstra a Figura 4.1: Business Understan-
ding, Data Understanding, Data Preparation, Modeling, Fvaluation e Deployment.

O CRISP-DM se trata de um processo ciclico que passa pelo entendimento do negécio
e dos dados, seguindo para a preparacao dos dados para a modelagem da mineracao pro-
priamente. Para a evolucao constante do modelo, existe uma dependéncia da avaliacao
dos resultados - Fvaluation. O processo pode retornar para o inicio, incrementando o
Business Understanding - entendimento do negbcio - e seguir novamente para entendi-
mento e preparagao dos dados. Apods avaligoes sequenciais dos resultados e chegando-se
a resultados satisfatérios os modelos segue para sua implementagdo em produgao[67]. O

mais interessante da Figura 4.1 [67] é que os dados estdo no centro do processo.

Business
Understanding

Data
Undarstanding
Data
Fraparation

Figura 4.1: Modelo que demonstra o Cross Industry Standard Process for Data Mining
(CRISP-DM)

Portanto, existe um processo de mineracao de dados a ser realizado para a classificagoes
e agrupamento de dados com o auxilio de computadores. Nao se trata da pura aplicacao
dos algoritmos nos dados nos dados coletados no negécio. A mineracao de dados necessita

de um processo para que os textos sejam preparados para a real aplicagao dos algoritmos,
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levando em consideracao o problema do negbcio e que haja uma verificagdo constante e

ciclica de seus resultados prévios, até se chegar a um resultado final aceitavel.

4.2 Configuracao experimental - algoritmos e para-

metros

Observando os aspectos metodolégicos de um ponto de vista mais técnico ¢ importante re-
gistrar que as implementacoes foram feitas em duas linguagens de programacao, a lingua-
gem Python ! e Java?. Os algoritmos de aprendizagem de maquina foram implementados
em Python e praticamente todos foram importados da biblioteca scikit-learn 2, keras* e
mallet 5. O Mallet - que ¢ uma biblioteca implementada em Java mas que possui uma
interface implementada em Python - foi articulada com a biblioteca Gensim ©.

Os algoritmos em deep learning foram implementados com o uso da biblioteca keras,
que possibilita a utilizacdo da plataforma TensorFlow” - outra biblioteca implementada
em Java - no Python. As visualizacoes utilizaram matplot ® mas também se valeram da
biblioteca LDAvis ?[68].

Com dificuldades no processamento dos dados encontrados no sistema da PGDF, foram
coletadas as peticOes iniciais e recorreu-se ao sistema de informagao do Tribunal de Justica
do Distrito Federal e dos Territérios (TJDFT). A coleta das petigoes iniciais no sistema
de informagao do TJDFT foi feita com um programa de computador na linguagem JAVA,
que acessava o servico Modelo Nacional de Interoperabilidade (MNI). Desse modo, foram
coletadas 3943 (trés mil nove centos e quarenta e trés) processos e 165119 (cento e sessenta
e cinco mil cento e dezenove) documentos.

Com relagao aos recursos computacionais, para fins de reproducao dos experimentos,
apresentamos que utilizaram-se 3(trés) maquinas virtuais e um notebook para a execugao
dos modelos. As maquinas que processaram os modelos foram configuradas com 20(vinte)
e 10(dez) vCPUs e 300 GB de meméria RAM, executando no sistema operacional Linux.
A maquina auxiliar, que executou as interfaces com o banco de dados, interagdo com o

Jupyter notebook ' e execucao dos programas Java, tinha o sistema operacional Windows

"https://www.python.org/
’https://www.java.com/en/
Shttps://scikit-learn.org/stable/
‘https://keras.io/
Shttp://mallet.cs.umass.edu/
Shttps://radimrehurek.com/gensim/
"https://www.tensorflow.org/federated
8https://matplotlib.org/
‘https://github.com/bmabey/pyLDAvis
Onttps://jupyter.org/
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Server. Esta tltima maquina virtual tinha configurada 2(duas) vCPUs e 8(oito) GB de
memoéria. O notebook foi utilizado como suporte para administragdo dos codigos fonte e
manipulagdo de imagens dos resultados, tinha um Intel core 17 com 20GB de memoria
RAM.

A seguir estao apresentados os algoritmos utilizados nos experimentos. Serd apre-
sentado como foi feita a escolha destes algoritmos e como eles foram parametrizados.
Foram utilizados os algoritmos Latent Dirichlet Allocation (LDA) e K-means, além disso
15 modelos construidos com o uso do scikit-learn e o deep learning com a biblioteca keras.

Os algoritmos de aprendizagem nao supervisionados foram K-means e o LDA. O LDA
com as configuracoes de alpha e beta otimizadas por um algoritmo que compara a melhor
coeréncia entre topicos em uma iteracdo com intervalo que inicia em 0.01 até 1. Tendo o
LDA sido combinado com K-means, utilizando as configuracoes padrao do scikit-learn.

Os algoritmos de aprendizagem de méquina supervisionado foram Ridge Classifier [69],
Perceptron [70], Passive Aggressive Classifier [71], K-Neighbors Classifier [72] , Random
Forest Classifier (73], Linear SVC ' [74], SGD Classifier ' [74], Nearest Centroid [75],
Multnomial, Bernoulli e Complement Naive Bayes '3 [76].

Foram utilizados 15 (quinze) modelos em implementagdes diferentes com a biblioteca
scikit-learn. A implementagao foi uma adaptacao de um exemplo fornecido na prépria
biblioteca do scikit-learn para classificacao de documentos com a abordagem bag-of-words
14 Nao foram feitos experimentos variando os pardmetros dos algoritmos inicialmente,
por serem estimativas iniciais da qualidade da classificacao e pela falta de tempo.

O primeiro algoritmo implementado foi o Ridge Classifier com os parametros padroes
da implementacao do scikit-learn, excetuando le~2 para a precisdo ou tolerancia da re-
gressao e o uso de "sag” para utilizar o Stochastic Average Gradient Descent. Em seguida
houve uma implementagao do algoritmo Perceptron com 50 interagoes ou épocas. O pro-
ximo foi uma implementagao de Passive Aggressive, também com 50 interagdes ou épocas
e os demais parametros padrdes do scikit-learn. Ainda em um mesmo grupo de execugao
tem-se o algoritmo Random Forest, que nao trouxe alteragoes nos parametros padroes da
biblioteca e o K-Neighbors configurado para classificar os documentos de precatoérios com
uma vizinhanga de 10 vizinhos.

Em um segundo grupo de execugoes tém-se Linear SVC e SGD Classifier executados
com penalidades L2 e L1, totalizando mais 4 (quatro) modelos. A penalidade "L2” é o

padrao usado no SVC. O "L1” leva a vetores esparsos. O Linear SVC' teve uma mudanca

Uhttps://scikit-learn.org/stable/modules/generated/sklearn.svm.LinearSVC.html

2https://scikit-learn.org/stable/modules/generated/sklearn.linear_model.
SGDClassifier.html

Bhttps://scikit-learn.org/stable/modules/naive_bayes.html

Yhttps://scikit-learn.org/stable/auto_examples/text/plot_document_classification_
20newsgroups.html#sphx-glr-auto-examples-text-plot-document-classification-20newsgroups-py
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da configuracao padrao no critério de parada com le~3. Por sua vez, o SGD Classifier
continua com 50 interagoes e foi optado por um alpha=.0001. Houve uma implemen-
tacdo do SGD Classifier com os mesmos parametros anteriores, mas com elasticnet de
penalidade, que combina L2 e L1.

A implementagao de Nearest Centroid nao teve mudangas nos paradmetros e configura-
¢oes padroes da proveniente pelo scikit-learn. Os proximos outros 2 (dois) modelos foram
variagoes do Naive Bayes. O Multinomial e Bernoulli Naive Bayes tiveram um alpha de
0.01 em ambos. Seguindo para um alpha de 0.1 para o Complement Naive Bayes. Por
fim, foi utilizada uma implementacao Pipeline para selecionar features de uma execucao
do Linear SVC com penalidade L1 e classificacdo com outra execucao do Linear SVC,
agora com penalidade L2.

Em seguida, uma implementacao de deep learning foi feita com o uso da biblioteca
keras e tersorflow. A camadas de entrada da rede foi criada automaticamente, a partir
das features do texto. As camadas ocultas foram todas do tipo densa. Apenas a tltima
camada foi definida manualmente de acordo com as saidas dos experimentos para definir
a classificagdo bindria ou multi-classe.

As funcgoes de ativacao da rede neural em deep learning foram sigmoid e relu para
multi-classe e binaria, respectivamente. Na tltima camada foi usada softmax para ativa-
¢ao em multi-classe e sigmoid em classifica¢ao binaria. Para a iltima camada foram usadas
binary_crossentropy e categorical _crossentropy na funcao de perda(loss). No processa-
mento foram utilizadas 30 épocas para treinamento, validacao e teste nas classifica¢oes
binarias e na classificacdo multi-classe foram usadas 3 épocas no 10-Fold cross-valitation.

Na busca por aplicar o estado da arte em classificacdo de textos, buscou-se modelos
pré-treinados em deep learning. A biblioteca Simple Transformers® foi utilizada, sendo ela,
focada no Processamento de Linguagem Natural (PNL) com modelos pré-treinados. Ela
foi projetada para simplificar o uso de modelos pré-treinados de Transformer's. Modelos
pré-treinado como BERT!" e XLNET®® podem ser encontrados nesta biblioteca.

Para superar o problema de desbalanceamento dos dados em miultiplas classes seguiu-
se a abordagem one-versus-all (OVA) [37]. As implementagoes foram feitas combinando
as fungoes GridSearchCV e OneVsRestClassifier do scikit-learn. A funcao GridSearchCV
realiza um ajuste dos parametros por for¢a bruta nos algoritmos de classificacao, testando
e selecionando os melhores parametros para os classificadores. O problema foi decomposto
em uma abordagem dividir para conquistar. Desse modo, os modelos aplicados anterior-

mente com os parametros padroes da biblioteca scikit-learn foram otimizados.

5https://simpletransformers.ai/
https://github.com/huggingface/transformers
"https://ai.googleblog.com/2018/11/open-sourcing-bert-state-of-art-pre.html
Bhttps://cloud.google.com/tpu/docs/tutorials/x1net-2.x7hl=pt-br
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Para a amostragem nas bases de dados desbalanceadas utilizou-se a biblioteca imba-
lanced'® do scikit-learn. As funcoes utilizadas foram Random UnderSampler®®, SMOTE*
e SMOTEENN?. Os parametros aplicados para a execucao das funcoes foram os padroes
da biblioteca, com random, _state = 42.

Os dados foram divididos em grupos de treinamento e teste em um formato holdout|2],
com 70% para treinamento e 30% para testes. Esses dados foram escolhidos aleatoriamente
com random _state = 42 se valendo da funcao train test split*® do scikit-learn. No ato
de se utilizar a funcdo GridSearchCV fez-se a validacao cruzada. Assim, os dados para
treinamento e teste também passaram pela técnica de 10-Fold cross-validation.

Portanto, no quesito metodologico a pesquisa é do tipo aplicada computacional em
documentos juridicos com o apoio do aprendizado de maquina e com um processo de mi-
neracgao de dados, CRISP-DM, seguindo os moldes metodolégicos de Rocha [2] e Andrade
[1], na tentativa de se aplicar o estado da arte em classificagdo de textos no problema de
negocio da PGDF.

4.3 Entendimento dos Dados

Esta secao trata do processo executado para o entendimento dos dados. Apds uma extra-
¢ao dos dados e limpeza esses dados foram analisados. A analise descritiva foi o primeiro
passo, observando padroes e a organizagao desses dados. O que promove subsidios para
um pré-processamento adequado e até mesmo um entendimento do negdcio por meio

desses dados.

4.3.1 Analise descritiva

Esta secao demonstra como se fazer uma andlise descritiva dos dados, o que ja cumpre
parte dos objetivos do trabalho. Apresenta como os assuntos estao registradas e distribui-
das. Possui discussao de como estao os dados em relacao aos assuntos, parte da ontologia
do CNJ e usadas no PJe. Por fim, traz exemplos de um aprofundamento dessa relagao e

distribuicao dos assuntos em funcao dos dados.

Yhttps://imbalanced-learn.org/stable/

2Onttps://imbalanced-learn.org/stable/references/generated/imblearn.under_sampling.
RandomUnderSampler.html

2lhttps://imbalanced-learn.org/stable/references/generated/imblearn.over_sampling.
SMOTE.html

Znttps://imbalanced-learn.org/dev/references/generated/imblearn.combine . SMOTEENN.
html

Bhttps://scikit-learn.org/stable/modules/generated/sklearn.model_selection.train_
test_split.html
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Inicia-se o entendimento dos dados por uma analise descritiva, realizando uma verifica-
¢ao de quantos processos de precatério a PGDF possuia. A necessidade inicial da PGDF
para este trabalho seria apenas utilizar os dados de precatério. Para isso, os dados anali-
sados foram extraidos do sistema de informacao de gerenciamento de documentos préprio
da PGDF. Esse sistema também contém os documentos tramitados na justica. Foram
extraidos 8.609 (oito mil seiscentos e nove) processos, contendo 412.268 (quatrocentos e

doze mil duzentos e sessenta e oito) documentos, em agosto de 2020.
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Figura 4.2: Quantidade acumulada nos niveis de classes

Realizando uma verificacdo das atuais assuntos utilizadas nesses processos coletados
constam-se que sao 8 (oito) niveis de classes e 424 (quatrocentos e vinte e quatro) classes.
A Figura 4.2 ilustra a quantidade de utilizacbes de cada nivel de assuntos. Pode-se
observar que as primeiras classes sao plenamente utilizadas nas classifica¢oes dos processos
e as demais vao sendo utilizadas na medida da especificidade. Entao, nem sempre ha
classificagoes com todos os niveis de assuntos. Por exemplo: todas as 424 (quatrocentos
e vinte e quatro) classes tem o nivel 0(zero) de classificacdo, porém o nivel 7(sete) sé
possui 4 (quatro) assuntos. Mas todos os 8.609 (oito mil seiscentos e nove) processos sao

classificados.
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Figura 4.3: Distribuicdo das multiplas classes nos niveis
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Ainda sobre as classes encontradas, pode-se extrair da Figura 4.3 o quantitativo de
classes para cada nivel. O grafico inicia com 37 (trinta e sete) classes para o primeiro
nivel, indo ao dpice de 196 (cento e noventa e seis) classes no nivel 3 (trés) e descendo a 4
(quatro) classes no nivel 7 (sete), oitavo assunto. A Tabela 4.1 apresenta cada quantitativo

de assuntos por nivel de classificacao.

Tabela 4.1: Quantidade de classes em cada nivel

Niveis 0 1 2 314 |5 |67
Quantidade | 37 | 101 | 165 | 196 | 75 | 27 | 9 | 4

Esses assuntos coletadas sao combinadas no banco de dados no formato de texto sepa-
radas por hifen (-), como por exemplo : ”Direito Administrativo e Outras Matérias
do Direito Piublico - Responsabilidade da Administracao - Indenizagao por
Dano Moral” ou ”Direito Tributario - Impostos - ITBI - Imposto de Trans-
missao Intervivos de Bens Mdéveis e Imoéveis Direito Administrativo e Outras
Matérias do Direito Piblico - Servidor Publico Civil - Sistema Remuneratoério
e Beneficios - Gratificagoes Estaduais Especifica”.

Nesses exemplos, o primeiro apresenta 3(trés) niveis de assuntos e o segundo com
7(sete) niveis de assunto. Ou seja, os assuntos sao separadas por hifen (-) no banco de
dados, registradas no formato de texto.

Como mencionado anteriormente, tém-se 424 (quatrocentos e vinte e quatro) classes\
assuntos para todos os processos. Importante lembrar que para este estudo utilizaram-se
apenas 8.609 (oito mil seiscentos e nove) processos, contendo 412.268 (quatrocentos e doze
mil duzentos e sessenta e oito) documentos. Desse modo, se a distribuigdo dos processos
por classe fosse uniforme se teriam quase 20 (vinte) processos por classe.

Porém, encontrou-se uma distribuicao desbalanceda para as classes, por exemplo, para
o nivel 0 tem-se a distribuicao apresentando na Figura 4.4. Pode-se treinar os algoritmos
para algumas classes, mas, para outras nao pois existem poucos exemplos. Pode-se ter
que descartar aquelas classes com muitos poucos processos.

Importante lembrar que essa classificagao vem da ontologia do CNJ por meio da Reso-
lugdo n° 46 de 18 de dezembro de 2007 e ¢é utilizada em milhares e milhares de processos,
gerando maiores quantidades de processos por classes em outros contextos.

A Tabela 4.2 demonstra em ntmeros a disparidade entre assuntos Direito Adminis-
trativo e Outras Matérias do Direito Publico e as demais classes, com 6724 (seis mil
setecentos e vinte e quatro) processos nestes assuntos diante das demais 36 (trinta e seis)

possibilidades para o primeiro nivel de classificacao.
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Figura 4.4: Quantidades de classificagoes para o primeiro nivel de classes

Além disso, esses assuntos tém seus subassuntos, como pode ser visto na Tabela 4.3.
Nesta Tabela, por exemplo, os subassuntos de Direito Administrativo e Outras Matérias
do Direito Publico nao tem ultimo nivel - oitavo.

Nessa linha de observacao e analise descritiva dos dados, para melhor entender como
eles estao organizados e distribuidos, pode-se observar a Figura 4.5, Figuras 4.6 e 4.7 que
demonstra a discrepancia entre os subassuntos do nivel 1 (um) - Direito Administrativo
e Outras Matérias do Direito Publico. Mesmo em niveis de classificagao mais profundos
tem-se desbalanceamento.

Portanto, para o trabalho de agrupamento e classificagdo automatica, pode-se perceber
que ha um grande desbalanceamento nas classificagoes dos processos coletados. Outro
ponto que merece destaque é a grande quantidade de classes e niveis, que nao sao usados
exclusivamente para precatérios no judiciario, mas que acabam diluindo muito os dados
entre muitos assuntos e subassuntos. Na proxima subsecao é possivel demonstrar como

foi feito para preparar os dados para a execucao dos modelos.
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Tabela 4.2: Quantidade de classificagées para o primeiro nivel de classes

Classe/Assunto Quantidade de processos
Direito Administrativo e Outras Matérias do Direito Publico | 6724
Direito Processual Civil e do Trabalho 640
Direito do Trabalho 258
Direito Tributario 246
Direito Civil 164
A Definir 153
Direito do Trabalho 137
Concurso Publico 83
Contratos Administrativos 81
Direito Processual Civil e do Trabalho 55
Contratos Administrativos 39
Direito do Consumidor 38
Remédios Constitucionais 29
Empregado Publico 28
Direito Previdenciario 25
Divida Ativa nao 15
Concurso Publico 15
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4.4 Pré-processamento dos Dados

Esta secao apresenta, de modo geral, como foi a etapa de pré-processamento. Inicia
explicando desde a coleta do dado na fonte de informacao, passando pelas transformacoes
nesse dado e no armazenamento em um formato que serd consumido pelos modelos de
agrupamento e classificacao com auxilio do computador.

Coletados os documentos de cada processo e incluidos em suas respectivas pastas, um
script foi executado para converter os arquivos RTF e PDF em texto pleno por meio de Op-
tical Character Recognition (OCR). Nesse processo 176 (cento e setenta e seis) documentos
nao foram convertidos para texto pleno devido a erros no processo de transformacao.

Ap6s todo o processo de OCR outro script foi criado para remover pontuagao, remover
acentos, transformar letras maitsculas para mintsculo, remover ntimeros, retirar espacos

em branco desnecessarios, retirar quebras de linhas em excesso e fazer o stemming. O
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Tabela 4.3: Quantidade de classes no nivel 0, primeiro nivel

Niveis 01| 2 314 |5 |67
Quantidade | 1|9 |36 | 117 |31 |12 ]2 |0

Direito Administrative e Outras Matérias do Direito Pdblico

Servidor Pidblico Civil

Figura 4.5: Distribuicio de classificagdes para o segundo nivel

processo de pré-processamento foi finalizado gravando-se um arquivo Comma Separated
Values (CSV), que passa a ser o ponto de partida de nosso corpus.

O pré-processamento dos dados inicia-se considerando como os dados estao armaze-
nados na fonte de informacgao. Pois, dependendo do formato do dado alguns algoritmos
de decompactagao dos dados e OCR . serdao necessarios. Ou seja, se o formato estiver em
imagem, PDF etc. é necesséario executar o OCR. Apés a obtengao do texto pleno algu-
mas transformacoes ainda se fazem necessarias para preparar o texto para ser processado
pelos modelos. Por exemplo, transformar os rétulos em vetores alvo passando os textos
para numeros. Outro exemplo ¢é a transformacao dos dados a ser classificado em vetores
de probabilidade de palavras etc. A proxima secado mostrara como estes dados foram
processados e discute alguns resultados.

Nos proximos capitulos tém-se os resultados e discussao a partir do retorno e achados
dos experimentos. Nestes capitulos estao os complementos para o entendimento dos dados
e modelagem. A etapa de avaliagdo dos modelos trabalhados, também, se encontra nestes

proximos capitulos.
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Direito Administrativo e Outras Matérias do Direito Publico

Servidor Pidblico Civil

Faxjuces: 35 Farmu aracls, Poverios ou Ferelc

Sistema Remuneratorio e Beneficios

Figura 4.6: Distribuicao de classificagbes para o terceiro nivel

Direito Administrativo e Qutras Matérias do Direito Publico
Servidor Publico Civil
Sistema Remuneratorio e Beneficios Licengas / Afastamentos / Licenca
Auxilio Prémio

Alimentacio Pagamento em Peciinia

D i Sarnidy' 81 Peowis

Licenca

Prérnm LC 840/2011

Figura 4.7: Distribuicao de classificacbes para o quarto nivel

O entendimento do negécio do Cross Industry Standard Process for Data Mining

(CRISP-DM), por uma questao de organizacao do texto e melhor entendimento do pro-
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blema, foi iniciada na fundamentagao do trabalho. Por sua vez, o entendimento dos dados
foi iniciado neste capitulo. Porém, adiante podem ser encontradas as outras rodadas de
entendimento do negdécio, dos dados, bem como, a modelagem e avaliacao dos resulta-
dos. Ou seja, todas as demais etapas do processo do CRISP-DM estao a seguir e serao

discutidas mediante o alcance dos resultados.
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Capitulo 5
Experimentos com precatoério

Neste capitulo sao explanados os experimentos feitos com dados de precatério puramente.
Demonstra as modelagens iniciais da pesquisa e a evolucao do processo diante do enten-
dimento do problema. Apresenta as razoes e caminhos para as modificagoes na base de
dados. Destaca as dificuldades no processo de modelagem e as evolugdes com a selecao
de novas técnicas e algoritmos. Apresenta resultados e discussao quanto a implementagao
dos algoritmos de aprendizagem de maquina ja introduzidos, a classificagado com binari-
zagao, realce para o uso das redes neurais artificias com deep learning, o uso da técnica

One-versus-All (OVA) e os algoritmos nao supervisionados.

5.1 Modelagens iniciais

Esta secao tem o foco em apresentar as primeiras execugoes de algoritmos de aprendizagem
de maquina. Inicia apresentando as tentativas de classificacdo dos documentos juridicos
com algoritmos supervisionados. Foram feitas varias tentativas com 15 (quinze) modelos
e nao houve sucesso. Os resultados para o desempenho dos modelos foram inferiores ao
esperado. O trabalho segue nas préoximas se¢oes em uma busca exploratéria da preparacao

dos dados e da selegao do modelo 6timo.

5.1.1 Algoritmos supervisionados

Os trabalhos com os modelos supervisionados foram feitos, inicialmente, com a aplicacao
os 15 (quinze) modelos em todos os documentos coletados e todas as classes coletadas.
Porém, o primeiro resultado interessante foi com a segmentacao das classes - cada nivel
de classe foi separado.

Como pode ser visto na Figura 5.1 teve-se um bom resultado aparentemente, levando

em consideracao os resultados de desempenho esperados pela PGDF, com acertos na faixa
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de 85% (oitenta e cinco) por cento!. Importante registrar que esta expectativa de acertos
foi coletada em entrevistas dentro da unidade de analise e outros registros feitos em outros
trabalhos? com objetivos similares a este. Neste caso, utilizando apenas o primeiro nivel
de classificacao, teve-se resultados interessantes com acurdcia maior que 80%.

Entretanto, esses resultados nao podem ser verificados unicamente por essa métricas
de desempenho pois, pode-se perceber quando visto os resultados pela Tabela 5.1 que os
melhores resultados entre os 15 (quinze) classificadores na maioria dos casos nao acertou
nada em determinadas classes.

Portanto, para melhorar o desempenho, limitou-se a classificacao entre aquelas classes
que tinham acima de 50 processos. A Figura 5.2 apresenta resultados aparentemente
similares aos anteriores. Todavia, quando se observa as Tabelas 5.2 e 5.3 vé-se que a
limitagdo de nimero de documentos para maiores que 50 (cinquenta) processos retornou
melhores resultados de acuracia para algumas classes. Ou seja, os resultados em média se
mantiveram acima de 80% de acuréacia, porém alguns resultados individuais melhoraram.
Ainda assim, os resultados nao estavam aceitdaveis, pois ha um desbalanco na qualidade

do desempenho.

Score
. score
B training time
Pipeline test time
ComplementNB
; h
BermoulliNB I
MultinemialNB
NearestCentroid
SGDClassifier
SGDClassifier =
LinearsWC
SGDClassifier —
LinearsWC
RandomFerestClassifier
KMNeighborsClassifier
S — T ———
Perceptron =
RidgeClassifier
0.0 0z 0.4 06 0a 10

Figura 5.1: Resultado da execuc¢do dos 15 modelos de classificagdo com todos os documentos
coletados do sistema de informacao da PGDF, porém com um nivel de classe.

‘http://www.pg.df .gov.br/wp-conteudo/uploads/2020/06/SEI_GDF-40263442-Nota-T%C3%
A9cnica.pdf
’http://www.pg.df .gov.br/inteligenciaartificial/
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Tabela 5.1: Métricas de desempenho do Linear SVC para o primeiro resultado da execugao
dos 15 modelos de classificacdo com todos os documentos coletados do sistema de informacao
da PGDF.

Linear SVC
Classe/Assunto precision | recall | fl-score
A Definir 0.72 0.92 0.81
AMBIENTAL 0.00 0.00 0.00
Concurso Publico 0.00 0.00 0.00
Contratos Administrativos 0.00 0.00 0.00
Direito Administrativo e
Outras Matérias do Direito Publico 0.80 0.99 0.89
Direito Civil 0.00 0.00 0.00
Direito Eleitoral 0.00 0.00 0.00
Direito Eleitoral e Processo Eleitoral do STF 0.00 0.00 0.00
Direito Previdenciario 0.00 0.00 0.00
Direito Processual Civil e do Trabalho 0.50 0.04 0.07
Direito Tributério 0.67 0.03 0.05
Direito do Consumidor 0.00 0.00 0.00
Direito do Trabalho 0.90 0.52 0.66
Divida Ativa nao 0.00 0.00 0.00
Empregado Publico 0.00 0.00 0.00
Garantias Constitucionais 0.00 0.00 0.00
Intervengao do Estado na Propriedade 0.00 0.00 0.00
Intervencao no Dominio Economico 0.00 0.00 0.00
Licitacoes 0.00 0.00 0.00
Meio Ambiente 0.00 0.00 0.00
Organizacao Politico 0.00 0.00 0.00
Organizacao Sindical 0.00 0.00 0.00
Remédios Constitucionais 0.00 0.00 0.00
accuracy: 0.802
Score
N ccore
B training time

Pipeline test time

ComplementNB

BernoulliNB d

MultinomialNB

MearestCentroid

SGDClassifier —

SGDClassifier —

LinearswvC

SGDClassifier —
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RandomForestClassifier R —
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e ——
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Figura 5.2: 15 modelos de classificagdo com todos os documentos coletados do sistema de
informacdo da PGDF, porém com um nivel de classe e mais de 50 processos por classe.

Mesmo com a melhoria no processo de classificacao, limitando o niimero de processos

e assuntos, o resultado ainda nao estava adequado para uma implementacao significativa
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Tabela 5.2: Modelo Perceptron com dados segmentado em 50 processos por classe no minimo

Perceptron ]
Classe/Assunto precision | recall | fl-score
Concurso Publico 0.50 0.60 0.55
Contratos Administrativos 0.27 0.27 0.27
Direito Administrativo e \
QOutras Matérias do Direito Publico 0.91 0.94 0.93
Direito Civil 0.08 0.06 0.07
Direito Processual Civil e do Trabalho 0.19 0.10 0.13
Direito Tributéario 0.74 0.54 0.62
ireito do Trabalho 0.00 0.00 0.00
accuracy: 0.868 ]

Tabela 5.3: Matriz de confusdo do modelo Perceptron com dados segmentado em 50 processos
por classe

confusion matrix:

9770 0 0 0T0
113 7 0 0 010
8181975 | 11 | 16 718
00 15 1 1 010
010 36 1 4 010
010 17 0 012010
0]0 12 0 0 010

para a PGDF, que espera assertividade e equilibrio.

A situacao de algums assuntos bem classificadas e outras nao tao bem classificadas nao
é tao eficiente. Houve uma melhoria comparando com os experimentos anteriores, mas nao
se mostra aceitavel devido ao desbalanceamento, pois o F}-score macro médio nao passou
de 10% nesses experimentos realizados até aqui. Importante lembrar que as assuntos no
sistema de informacdo da Procuradoria Geral do Distrito Federal (PGDF) tem 8 (oito)

niveis de classificacdo e passou-se a utilizar apenas o primeiro nivel de classificacao.

5.2 O processamento com reducao do uso de docu-
mentos por processo - entendimento do negécio

e preparacao dos dados adicionais

Em conversa com os especialistas no negécio ficou evidente que alguns documentos do
processo sao apenas formalidades e registros do tramite processual. Com os resultados
ainda inaceitaveis seguiu-se com uma exploragao e experimentagao utilizando apenas um
documento significativo por processo. Verificou-se que a petigdo inicial e sentenca sao
documentos que contém elementos mais significativos para identificar qual classe/assunto
0 processo esta, pois contém maiores elementos relacionadas a matéria processual ou
assunto do processo.

Para realizar a coleta de apenas um documento do processo no sistema de informacao
da PGDF exigiria a identificacdo de um documento dentro daqueles retirados do sistema

no banco de dados. Quando as coletas iniciais foram feitas os documentos nao foram
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identificados, sendo que os processos foram coletados completamente. Seguiu-se para
coletar as petigoes iniciais do sistema de informacao da PGDF, contudo diante da uma
pequena quantidade de peti¢Oes iniciais identificadas no sistema se buscou outra fonte de
informacgao, o MNI do TJDFT.

Score
N ccore
B training time

Pipeline test time
ComplementNB =
BernoulliNg =
MultinomialNG =

o
NearestCentroid
SGDClassifier

. |—

SGDClassifier

—
LinearsWC
SGDClassifier
LinearsWC
RandomFerestClassifier
KMNeighborsClassifier
PassivefAggressiveClassifier
Perceptron —
RidgeClassifier

0.0 0z 0.4 06 0a 10

Figura 5.3: Classificacdo de apenas petigoes iniciais

Tabela 5.4: Classificagdo binaria com Stochastic Gradient Descendent

Stochastic Gradient Descendent

Classe/Assunto precision | recall | fl-score | support
Direito Administrativo e

Qutras Matérias do Direito Publico 0.9 0.99 0.96 1044
ouftras 0.87 0.34 0.49 137
accuracy: 0.918

Tabela 5.5: Matriz de confusdo do Stochastic Gradient Descendent da Tabela 5.4

confusion matrix:
1037 7
90 47

Apébs todo o processo de coleta dos documentos e pré-processamento repetido nessa
nova base, ou seja mais outro script foi criado para remover pontuacao, remover acen-
tos, transformar letras maitsculas para mintusculo, remover niimeros, retirar espagos em
branco desnecessarios, retirar quebras de linhas em excesso e fazer o stemming. O pro-
cesso de pré-processamento foi finalizado gravando um arquivo csv, que passa a ser um

segundo corpus a ser processado.
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Os resultados, veja Figura 5.3, com a nova massa de dados apenas diminuiu o tempo de
treinamento. Mas, todo o problema na classificagao permaneceu. Sendo assim, passou-se
a dividir as classes entre a mais significativa e outras para tentar melhorar o desempe-
nho no quesito acertos classificatorios. Quando se observa as Tabelas 5.4 e 5.5 é possivel
apreender uma melhoria. Porém, ainda classificando de modo insatisfatério a classe de-
nominada Outras se observada a métrica Fi-score. A proxima secdo explica a evolugao

dessa classificacao binaria.

5.3 Outras modelagens

5.3.1 O uso da classificacao binaria

Nesse ambito, seguiu-se com experimentos dividindo os dados em duas classes, uma predo-
minante e uma classe Outras, que agrupa as demais classes. Ou seja, novas classificagoes
binarias foram realizadas, colocando em uma classe Outras aquelas classes que tiveram
pior resultado em experimentos anteriores. O processo foi feito repetidas vezes como pode

ser observado a seguir.
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EE ccore
B training time
Pipeline test time
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PassivefAggressiveClassifier
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—
[
0.0 0z 0.4 06 0a 10

Figura 5.4: Classificacdo de Direito Tributario e Outras

Como dito, uma segunda classificacao binéria foi realizada com a classe Direito Tri-
butario e a classe Outras, j4 que a primeira estd na se¢ao anterior com a classe Direito

Administrativo Outras Matérias do Direito Piblico, e o resultado desta segunda pode ser
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Figura 5.5: Classificacdo de Concurso e Outras
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Figura 5.6: Classificacdo de Direito Processual Civil e do Trabalho e Outras

observado na Figura 5.4. O interessante é que as métricas retornaram melhores valores,

como pode ser confirmado nas Tabelas 5.6 e 5.7 pois, a classificacdo binaria retornou um
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Fi-score maior que 78% para as duas classes.

Essa etapa nao se mostrou tao eficiente como a classificacdo bindria anterior, nao
obstante apresenta um equilibrio de classificacao aceitavel para o momento. Em seguida,
a classe\assunto Outras foi submetida a mais uma execugao de classificagdo com o auxilio
do computador.

Evoluindo, uma terceira classificacao binaria foi realizada, com a classe Concurso e
a classe Outras, e o resultado pode ser observado na Figura 5.5. As Tabelas 5.8 e 5.9
apresentam um resultado satisfatéria para F)-score, inclusive melhor que a classificacao
bindria anterior. Com isso, uma quarta classificagao bindria com a classe Direito Pro-
cessual Civil e do Trabalho e a classe Outras, final, foi realizada e o resultado pode ser
observado na Figura 5.6. O resultado continua se mostrando interessante se observar as
Tabelas 5.10 e 5.11.

O resultado até aqui apresenta um equilibrio de classificacao aceitavel para o momento.
A Tabela 5.12 apresenta a média de acuracia das classificagoes bindrias. Importante notar
que o Fi-score macro médio acompanhou a acuracia nesses experimentos, variando para

mais e para menos da acurdcia em 5% a 10% dependendo do algoritmo.

Tabela 5.6: Linear Support Vector Classification nos assuntos Classificacao de Direito Tribu-
tario e outros.

Linear Support Vector Classification

assuntos precision | recall | fl-score | support
Direito Tributério 1.00 0.63 0.78 41
Outras 0.88 1.00 0.94 112

accuracy: 0.843

Tabela 5.7: Matriz de confusdo do Linear Support Vector Classification da Tabela 5.6

confusion matrix:
26 15
0 112

Tabela 5.8: Linear Support Vector Classification nos assuntos Classificagdo de Concurso Pi-
blico e outros.

Linear Support Vector Classification

assuntos precision | recall | fi-score | support
Concurso Publico 0.92 0.79 0.85 14
Outras 0.97 0.99 0.98 100

accuracy: 0.843

Tabela 5.9: Matriz de confusdo do Linear Support Vector Classification da Tabela 5.8

confusion matrix:
1T 1
3 99
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Tabela 5.10: Modelo Perceptron no assunto Direito Processual Civil e do Trabalho e Outras

Perceptron

Classe/Assunto precision | recall | fl-score | support
Direito Processual Civil e do Trabalho 0.62 0.82 0.71

Outras 0.84 0.64 0.73 56
accuracy: 0.719

Tabela 5.11: Matriz de confusio do Perceptron da Tabela 5.10

confusion matrix:
33 ‘ 7
20 36

Tabela 5.12: Média de acuracia com os melhores algoritmos e suas respectivas classes, a serem
executados em cascata.

Algoritmo assuntos Score
Stochastic Gradient Descendent | Direito Administrativo e

Qutras Matérias do Direito Publico 0.96
SVC Direito Tributario 0.78
SVC Concurso Publico 0.85
Perceptron Direito Processual Civil e do Trabalho | 0.719
Média de acuraria: 0.825

5.3.2 O uso de deep learning

Ainda na intencao de experimentar e identificar o melhor modelo para classificar os dados
disponiveis buscou-se executar modelos de deep learning, que tem sido muito utilizado em
classificacdo de documentos juridicos, segundo a revisao de literatura realizada.

A Tabela 5.13 apresenta o resultado de uma classificagdo multi classe com as redes
neurais em deep learnig. Pode ser observado que o resultado foi a quem do esperado e o
modelo se concentrou em classificar apenas a classe predominante Direito Administrativo
e Outras Matérias do Direito Piblico e para as demais classes nao houve assertividade

nenhuma. Adiante estdo as tentativas com a binarizacao dos dados e classificagao.

Training and validation accuracy Training and validation loss

096 - R i hi Y R g P 200 -

094 -
094

0.90 - —— Training acc =—— Training loss
— Validation acc 100 - — Validation loss

20 q'c. E::- 8'0 llill a

=
|

& 80 100

f=]
]
B
[=]

Figura 5.7: Validacao e perda com deep learning de Direito administrativo e Outras matérias
do direito publico e Outras.
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Tabela 5.13: Score deep learning com todas as classes

precision | recall | fl-score
0 0.00 0.00 | 0.00
1 0.00 0.00 | 0.00
2 0.87 0.99 |0.93
3 0.00 0.00 | 0.00
4 0.00 0.00 | 0.00
) 0.00 0.00 | 0.00
6 0.00 0.00 | 0.00
7 0.00 0.00 | 0.00
8 0.00 0.00 | 0.00
9 0.00 0.00 | 0.00

0.00 0.00 | 0.00
accuracy 0.86
macro avg 0.09 0.10 | 0.09
weighted avg | 0.76 0.86 | 0.81

Tabela 5.14: Score deep learning de Direito administrativo e Outras matérias do direito publico

e Outras.

deep learning

Training Accuracy:

0.9644

Testing Accuracy:

0.8281

Tabela 5.15: Score deep learning de Direito tributdrio e Outras.

deep learning

Training Accuracy:

0.9719

Testing Accuracy:

0.8235

Training and validation accuracy

— Training acc
Validation acc
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Figura 5.8: Validacdo e perda com deep learning de Direito tributario e Outras.

A Tabela 5.14 apresenta a acuracia obtida com o uso do modelo de deep learning

treinado, validado e testado de modo binario. As classes utilizadas foram Direito admi-
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Tabela 5.16: Score deep learning de Concurso e Outras.

deep learning
Training Accuracy: | 0.9848
Testing Accuracy: | 0.9211

Training and validation accuracy Training and validation loss
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Figura 5.9: Validacdo e perda com deep learning de Concurso e Outras.

Tabela 5.17: Score deep learning de Direito Processual Civil e do Trabalho e Outras.

deep learning
Training Accuracy: | 0.9554
Testing Accuracy: | 0.6667

Training and validation accuracy Training and validation loss

e - = Training loss
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Figura 5.10: Validacao e perda com deep learning de Direito Processual Civil e do Trabalho e
Outras.

nistrativo e Outras matérias do direito publico e a classe Outras. A Figura 5.7 apresenta
o desempenho do treinamento, validacao e teste no tempo e em funcao das épocas da rede
neural.

Por sua vez, em uma segunda execucdo para a classe Direito tributario e a classe

Outras teve os resultados expressos na Tabela 5.15. Esta tabela apresenta mais uma vez
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Tabela 5.18: Média de acuracia com deep learning e suas respectivas classes, a serem executados
em cascata.

deep learning assuntos Score
Direito Administrativo e
Outras Matérias do Direito Ptblico 0.8281
Direito Tributario 0.8235
Concurso Publico 0.9211
Direito Processual Civil e do Trabalho [ 0.6667
Média de acuraria: 0.80985

a acuracia obtida com o uso do modelo de deep learning treinado, validado e testado
de modo binario. A Figura 5.8, por sua vez, apresenta o desempenho do treinamento,
validacao e teste no tempo e em funcao das épocas da rede neural.

Na terceira execucao do modelo para a classe Concurso e a classe Outras tem-se os
resultados da Tabela 5.16 com acuracia, da mesma forma, obtida apés o uso do modelo de
deep learning treinado, validado e testado de modo binéario. As classes Concurso Publico
e a classe Outras foram utilizadas. A Figura 5.9, por tltimo, apresenta o desempenho do
treinamento, validagao e teste no tempo e em funcao das épocas da rede neural.

Nesse processo repetitivo, seguiu-se para a ultima execucao com as classes Direito
Processual Civil e do Trabalho e a classe Outras. A Tabela 5.17 apresenta a acuracia
obtida com o uso do modelo de deep learning treinado, validado e testado de modo binério.
A Figura 5.10 apresenta o desempenho do treinamento, validagdo e teste no tempo e em
funcao das épocas da rede neural.

Diante desse melhor desempenho com a binarizagdo as etapas seguintes irao realizar
uma classificagdo em cascata ou ensemble learning utilizando os algoritmos apresenta-
dos anteriormente. Para isso um programa de computador tnico deve ser desenvolvido
com os modelos treinados e validados. A expectativa é de se construir um modelo de
classificagdo com o auxilio do computador que obtenha um score médio de no minimo
82,5%, assim como demonstra a Tabela 5.12. Outros experimentos com deep learning

serao apresentados no proximo capitulo.

5.3.3 O uso do One-versus-All (OVA)

Com a expectativa de utiliza¢ao da binarizagao com a técnica One-versus-All (OVA) para
incremento do desempenho seguiu-se para os novos experimentos. Também foi pensado na
utilizacdo de técnicas de amostragem em bases desbalanceadas. Aquelas 5(cinco) classes
predominantes, exemplo Tabela 5.18, foram separadas da base de dados e as demais
foram agregadas em uma classe chamada Outras. Portanto, se tem as seguintes classes:
Direito Administrativo e Outras Matérias do Direito Publico, Direito Tributario, Concurso

Publico, Direito Processual Civil e do Trabalho e Outras.
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Inicialmente se mostra vantajoso analisar os resultados dos métodos de amostragem
para bases de dados desbalanceados pois, trata-se de uma fase de pré-processamento e na
ordem logica de execucao é a fase que precede o carregamento dos dados na memoria do
computador para execugcao dos modelos.

Observando a Figura 5.11 pode-se perceber um desbalanceamento na distribuicao dos
dados. O eixo horizontal (X) nesta figura representa cada uma das classes. Por motivos
de exigéncias nas implementacoes as classes foram convertidas em nimeros aqui, sendo:
0 = Direito Administrativo e Outras Matérias do Direito Publico, 1 = Direito Tributario,

2 = Direito Processual Civil e do Trabalho, 3 = Direito Tributéario e 4 = Outras.

2500
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1000 +
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Figura 5.11: Dados desbalanceados

A primeira técnica de amostragem em bases desbalanceadas aplicada nos dados de
petigoes iniciais foi o Synthetic Minority Oversampling Technique (SMOTE). Pode-se
observar na Figura 5.12 que a transformacao na base levou a um crescimento daquelas
classes minoritarias até aproximadamente 2500(dois mil e quinhentas) observagoes. Isso
foi feito com amostras sintéticas adicionadas a base de dados.

A segunda técnica implementada em bases desbalanceadas aplicada nos dados de pe-
tigoes iniciais foi o Random Under-Sampling (RUS). Pode-se observar na Figura 5.13
que a transformacao na base levou a um decréscimo daquelas classes majoritarias até
aproximadamente 40(quarenta) observagoes.

A terceira técnica utilizada em bases desbalanceadas aplicada nos dados de petigoes
iniciais de precatério foi o SMOTE and Edited Nearest Neighbors (SMOTEENN). Pode-
se observar na Figura 5.14 que a transformacao na base levou a um decréscimo daquelas

classes majoritarias até aproximadamente 1500(um mil e quinhentas) observagdes e um
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Figura 5.12: Aplicacdo da técnica Synthetic Minority Oversampling Technique (SMOTE)
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Figura 5.13: Aplicagdo da técnica Random Under-Sampling (RUS)

acréscimo com dados sintéticos nas demais classes, caracterizando a aplicacdo de um
método hibrido.

Na posse dos dados balanceados uma segunda bateria de experimentos foi realizada.
Assim, os resultados estao na Tabela 5.19 Os experimentos iniciais, capitulo anterior,
nao se levou em consideragdo a combinagao de técnicas ou algoritmos e nao se usou o
K-Fold cross-validation. Nesta segunda bateria de experimentos foram combinadas varias

técnicas e algoritmos para verificagao de hipoteses de pesquisa.
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Figura 5.14: Aplicagdo da técnica SMOTE and Edited Nearest Neighbors (SMOTEENN)

Tabela 5.19: Resultados do desempenho dos modelos baseado em Fi-Score macro médio

Modelos combinando GridSearchCV, OneVsRestClassifier e 10-Fold cross-validation
Inbalance X | Logistic SVC K Neighbors | Decision | Random Gradient
Classifier Regression Classifier Tree Forest Boosting

(Classifier | Classifier Classifier
SMOTE 0.28 0.40 0.30 0.38 0.37 0.40
RUS 0.28 0.40 0.30 0.36 0.36 0.40
SMOTEENN| 0.28 0.40 0.30 0.35 0.37 0.40

Tabela 5.20: Resultados do desempenho do deep learning em F1-Score macro médio

Deep learning(tensorFlow e keras)
Desbalanceada | 0.19
SMOTEENN | 0.44
RUS 0.39
SMOTE 0.28

Outro experimento que merece registro foi a aplicacao de redes neurais com deep lear-

ning nesses mesmos dados. Como pode ser visto na Tabela 5.20 o modelo de deep learning

sem binarizac¢ao, ou seja com multiplas classes, nao apresentou resultados expressivamente

superiores aos modelos anteriores.

Como pode ser visto na Tabela 5.19 o desempenho dos algoritmos nao foi como o

esperado. Importante observar que a técnica de cascateamento ou ensemble foi aplicada,

no formato One-versus-All (OVA), porém, sem sucesso. Além disso, foi utilizado uma téc-

nica de busca por forga bruta de parametros dos algoritmos com GridSearchCV do Scikit
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Learn e o 10-Fold cross-validation. A tultima técnica nao foi aplicada nos modelos com
binarizagoes isoladas do capitulo anterior, o que nos leva a pensar que estava ocorrendo
um fendmeno de sobre-ajuste - overfiting.

Com isso, a precisao nao passou de 45% de F;-score macro médio, quando da aplicacao
da combinagao de varias técnicas. Outros experimentos foram feitos, mas nao houve
melhoria no desempenho significativo. Por isso, nao se considerou fazer registros. Restava
uma comparacao estatistica. Mas, como o resultado foi muito a quem nao se considerou
valido maiores implementacoes. Levando em consideracao que a meta seria 82,5% restou
se realizar novas entrevistas com os especialistas de negécio. Chegando ao entendimento
que o problema estava mais inerente aos dados. Porém, as acoes repetitivas, como essas
de precatorio, teriam dados melhores. Maiores explicacoes e evolugoes estarao no proximo

capitulo.

5.3.4 Algoritmos nao supervisionados

Para finalizar a apresentagao dos trabalhos com os dados de precatérios, esta secdo apre-
senta o esfor¢o dado em se verificar um agrupamento melhor para os dados coletados até
o momento. A intenc¢ao seria verificar a distribui¢ao teoricamente ideal das classes diante
dos dados coletados. Pois, vimos que as classificacbes nao tém um bom desempenho se
os rétulos nao estdao adequadamente feitos para um treinamento satisfatorio.

Mais adiante se podera observar que ha muita sobre-posicao de classes e que esse
método pode ser usado com o auxilio de especialistas para reclassificar os dados. Vistos
que, como sera discutido no proximo capitulo, descobriu-se que as rotulagens nao estavam
adequadas e que a classe Direito Administrativo e Outras Matérias de Direito Publico era
usada como uma classe genérica, onde todos os processos de precatérios estavam sendo
direcionados.

Pensando nessa distribuicao tedrica, iniciou-se utilizando o algoritmo Latent Dirichlet
Allocation (LDA) em uma investigagdo do ntimero de clusters étimo. Com a métrica
de coeréncia dos topicos verificou-se o nimero mais adequado para a quantidade de gru-
pos/clusters. A Figura 5.15, a seguir, demonstra que o niimero de coeréncia maxima para
os topicos seria 8 (oito). Importante recordar que foram utilizadas trés implementagoes
de Latent Dirichlet Allocation (LDA) na linguagem Python, assim como ja discutido no
capitulo metodologia.

Destarte, executou-se o algoritmo Latent Dirichlet Allocation (LDA) com 8 (oito)
clusters e o resultado de sua vizualizacdo demostra que existem muitas intersecgoes de
palavras. A Figura 5.16, vizualizagdo do Latent Dirichlet Allocation (LDA) com 8 (oito)

clusters, permite observar que se for seguida uma linha de raciocinio de eliminar as inter-
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Figura 5.15: Nimero maximo de coeréncia para definir a clusterizacdo 6tima.

secgoes tem-se aproximadamente 7 (sete) clusters. Diante disso, executou-se do mesmo

modelo com 7 (sete) clusters, o que pode ser observado na Figura 5.17.

PC2

Figura 5.16: Nimero maximo de coerén-
cia para definir a clusterizagdo 6tima, 8
(oito) clusters.

Figura 5.17: Reducao do nimero de clus-
ters para 7 (sete).

Ainda na tentativa de analisar a melhor distribuicao dos documentos em tépicos domi-
nantes executou-se o modelo LDA para 6 (seis) clusters, apds observar que 7 (sete) clusters
ainda apresentavam intersec¢oes. A Figura 5.18 apresenta a distribuicao dos documentos
nos 6 (seis) clusters. Nesta visualizagao as distribuigdes possuem menos intersecgao, mas
ainda pode-se verificar sobreposi¢oes. Por fim, foi feito a mesma execuc¢ao com 5 (cinco)
clusters, que mesmo nao sendo conclusiva ja nao traz a sobreposicao de topicos, 5.19.

Além disso, a exemplo de Vu Bui et. al. [77] utiliza-se os algoritmos Latent Dirichlet
Allocation (LDA) combinado com o Kmeans. Assim sendo, os resultados da execugao
da combinagao do algoritmo Kmeans e Latent Dirichlet Allocation (LDA) por meio das

vizualizagoes, na Figura 5.21, verificou-se que o cluster 8°(oitavo) nao pode ser percebido
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Figura 5.18: Reducdo do niimero de clus- Figura 5.19: Reducdo do nimero de clus-
ters para 6 (seis). ters para 5 (cinco).

com facilidade. Diferente da nitidez da vizualizagao 5.20 que ja separa melhor os grupos
de topicos. Interessante notar que pode-se observar que se aumentarmos o numero de

clusters a sobreposi¢gdo ou confusao visual aumenta, como consta nas Figuras 5.22 e 5.23

Segregation of Topic Clusters Segregation of Topic Clusters

02

04

08

Figura 5.20: Aplicacdo do LDA utili- Figura 5.21: Aplicacdo do LDA utili-
zando 7 (sete) clusters. zando 8 (oito) clusters.

Nessa logica, analisando as visualizagoes pode-se observar que 6 (seis) ou 5 (cinco)
clusters estao expostos com mais clareza, nas Figuras 5.24 e 5.25. Elas demonstram
uma divisao entre as cores dos clusters com maior nitidez comparadas as visualizacoes
anteriormente apresentadas. Importante lembrar que quando utiliza-se 5 (cinco) clusters
tem-se menos interseccoes, Figura 5.19.

Esse primeiro esfor¢co implementando modelos de aprendizagem de maquina nao su-
pervisionados nao gerou achados tao conclusivos, pois necessitaria de mais tempo com os
especialistas para poder reclassificar grande parte da base de dados. Vai-se utilizar esses

achados nas discussoes e trabalhos futuros.
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Figura 5.22: Aplicacio do LDA utili- Figura 5.23: Aplicacdo do LDA utili-
zando 9 (nove) clusters. zando 10 (dez) clusters.
of Topic Clusters
Segregation of Topic Clusters 08

Figura 5.24: Aplicacio do LDA utili-

zando 6 (seis) clusters. Figura 5.25: Aplicacdo do LDA utili-

zando 5 (cinco) clusters.
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Capitulo 6
Experimentos com acoes repetitivas

Neste capitulo sao apresentados os experimentos finais. Um retorno final ao entendimento
do negdcio foi necessario e um novo entendimento dos dados se fez indispensavel. Além
disso, apresenta a modelagem e resultados finais. Por fim, compara algoritmos com o uso

de estatistica.

6.1 Retorno aos especialistas de negdécio - entendi-
mento do negdbcio e preparacao dos dados adici-

onais

Quando se chegou na aplica¢ao de mais de 40(quarenta) scripts diferentes sem melhorar o
desempenho dos modelos. Esses scripts com a aplicagao de algoritmos diferentes, técnicas
diversas de ensemble learning e amostragem em bases desbalanceadas. Levou-se em con-
sideragao que o problema estaria nos dados e por isso um novo retorno aos especialistas
de negécio de PGDF foi necessario. Nessas novas entrevistas a ideia seria melhorar o en-
tendimento do negocio e o entendimento dos dados, fazendo-se mais uma rodada do Cross
Industry Standard Process for Data Mining (CRISP-DM) para evolucao dos trabalhos.

Neste momento de retorno as entrevistas, soube-se de uma informacao nova. O setor
que rotulou esses dados foi iniciado pouco antes do inicio da pandemia de COVID-19 de
2020. Ou seja, cerca de 10% desses dados foram realmente conferidos com uma técnica
de revisao dupla em equipes, sendo uma equipe em certos momentos realizando as classi-
ficacoes e a outra revisando. Essas funcoes de classificagao e revisao vao sendo alternadas
e dail se encaminha o processo judicial para a procuradoria especializada certificar.

Uma questao interessante é que nao se tinha certeza de que os dados anteriores tra-

balhados neste estudo estivessem bem rotulados. Na verdade o depoimento foi de que a
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classe Direito Administrativo e Outras Matérias do Direito Piblico era realmente uma
classe genérica.

Importante lembrar dos agrupamentos que foram feitos com algoritmos nao supervi-
sionados, pois a realidade de agrupamento quando se observa as categorizacoes feitas é
diferente da apresentada com a cluteriza¢do. Praticamente todos os dados estavam sendo
colocados manualmente em uma sé classes. Neste ponto vé-se que faz sentido realizar
agrupamentos com algoritmos nao supervisionados para posterior ajuste por parte dos
especialista, em uma re-rotulagem assistida pelo computador. Questao que ficou para ser
solucionada em trabalhos futuros.

Portanto, seguiu-se para investigar dados mais confidveis no ponto de vista de negdcio
e técnico para poder ter mais garantias e desempenho satisfatorio na execucao dos modelos
atendendo as expectativas da casa. Isso, exigiu mais tempo para que os especialistas de
negocio pudessem entender o que seria um dado mais confiavel.

Lembrado que Russel e Noving [6] afirmam, que alguns trabalhos recentes na IA suge-
rem que, para muitos problemas, faz mais sentido se preocupar com os dados e ser menos
exigente sobre qual algoritmo aplicar. Assim, iniciou-se uma busca por uma quantidade de
dados de causas repetitivas que tivessem a garantia de rétulos revisados e/ou certificados

por um outro setor.

Tabela 6.1: Assuntos repetitivos que tem revisao e certificagio por outras areas nao sendo a
triagem

ASSUNTOS REVISADOS E CERTIFICADOS

Palavra(s)-chave | Assunto Cédigo | Quantidade| Especializada
para encaminhar
GATE / GAEE | Gratificagoes Por Ativi- | 1.29.5.10| 21896 PROPES

dades Especificas - Gra-
tificacao de Atividade de
Ensino Especial

Medicamento Satde - Fornecimento de | 1.28.3.5 | 3765 PROSAUDE
Medicamentos
Creche Ensino Fundamental e | 1.28.2.1.2] 4753 PROCAD

Médio - Creche

Foi encaminhado um estudo com 11(onze) possibilidades de assuntos repetitivos que
tivessem maior garantia de rétulos revisados e certificados. A Tabela 6.1 apresenta os
3(trés) assuntos escolhidos arbitrariamente dentre os 11(onze). Neste caso os codigos dos
processos foram retirados do sistema de informacao e gestao de documentos da PGDF.
As palavras chave da busca sdo a primeira coluna da Tabela 6.1. Nestes casos, duas

equipes trabalham na classificacao e revisdo. Quando o processo chega na procuradoria
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especializada, é certificado se realmente é daquele assunto encaminhado. Desse modo,

acreditou-se que se teria melhores resultados.

Tabela 6.2: Dados adicionados por meio de consolidagao

CONSOLIDADOS
Palavra(s)-chave | Assunto Codigo | Quantidade| Especializada
para encaminhar
Precatério Precatério 1265 3934 PROPREC
Execucao Fiscal | Execucao Fiscal 1116 9604 PGFAZ

Tabela 6.3: Assuntos repetitivos que tem revisao e certificacio por outras areas nao sendo
apenas na triagem

NOVA BASE DE DADOS

Palavra(s)-chave | Quantidade de | Especializada

peticoes iniciais | para encaminhar

coletadas
GATE / GAEE 9976 PROPES
Medicamento 2991 PROSAUDE
Creche 2731 PROCAD
Precatério 3934 PROPREC
Execucao Fiscal 9604 PGFAZ
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Figura 6.1: Nova base, ainda desbalanceada

Adicionalmente aos dados coletados, foi consolidada toda a base dos experimentos

anteriores de precatorio. Ademais, tendo em vista o projeto de inteligéncia artificial em
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Figura 6.2: Nova base, dados de treinamento
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Figura 6.3: Aplicagdo de Random Under-Sampling (RUS) na nova base

Execucdo da PGDF! se coletou alguns dados neste tema. Chegando ao levantamento
presente na Tabela 6.2.

A nova base de dados resultado das coletas de codigos do processo no sistema de
informacao e gestao de documentos da PGDF e, em seguida, das petigdes iniciais no
sistema do Tribunal de Justiga do Distrito Federal e dos Territérios (TJDFT) via Modelo
Nacional de Interoperabilidade (MNI) resultou na Tabela 6.3.

'http://www.pg.df .gov.br/inteligenciaartificial/
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Figura 6.4: Aplicagao de Synthetic Minority Oversampling Technique (SMOTE) na nova base
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Figura 6.5: Aplicacdo da técnica SMOTE and Edited Nearest Neighbors (SMOTEENN) na
nova base

Ou seja, apos a coleta dos codigos dos processos rotulados, revisados e certificados
no sistema de informacao e gestdao de documentos da PGDF para posterior coleta das
peticoes iniciais via MNI foi feito o pré-processamento. Pode-se visualizar que ainda
existe um desbalanceamento nos dados, por meio da figura 6.1 que mostra as quantidades
de processos por classe.

Seguiu-se o pré-processamento aplicando-se as técnicas de amostragem em bases des-

balanceadas. O primeiro passo foi dividir os dados em dois para treinamento e teste. A
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Figura 6.2 é a visualizacao da parte extraida dos dados para o treinamento. Nesta que se
vai trabalhar as amostragens, pois o desbalanceamento impacta o treinamento e nao os
testes, visto que os testes sao feitos unitariamente sem reajustes do modelo.

A primeira técnica de re-amostragem em bases desbalanceadas foi a Random Under-
Sampling (RUS), que pode ser verificada na Figura 6.3. Nela um o corte foi feito em
aproximadamente 1750(um mil setecentos e cinquenta) observagoes para cada classe. Se
comparado com a Figura 5.13 pode-se concluir que nesta base a quantidade de observacoes
por classe minoritaria é mais significativa.

Apos esses resultados mais significativos, segui-se para a aplicacao das outras técnicas
de re-amostragem. As Figuras 6.4 e 6.5, respectivamente, apresentam os resultados das
técnicas Synthetic Minority Oversampling Technique (SMOTE) e SMOTE and Edited
Nearest Neighbors (SMOTEENN). Como dito, a primeira é uma técnica de oversampling,
simplesmente criando dados sintéticos para as classes minoritarias e a segunda é uma

técnica hibrida.

6.2 Modelagem e resultados finais

Uma primeira execugao dos algoritmos selecionados foi feita. A Tabela 6.4 demonstra que
os resultados foram melhores que com a base anterior. A Tabela 5.19 tem uma precisao
macro média(avg) que nao passou de 40%. O algoritmo Gradient Boosting Classifier foi
o que deu cabo aos resultados presentes na Tabela 6.4 com Fj-Score macro médio de
89%, mas todos os outros algoritmos selecionados para os experimentos finais, presentes
na Tabela 5.19, também apresentaram desempenho similar. O que pode ser observado na

Tabela 6.5, discutida mais adiante.

Tabela 6.4: Primeira execugdo da terceira bateria de experimentos

Gradient Boosting Classifier
precision | recall | f1-score
Execucao Fiscal 0.99 1.00 | 0.99
GATE_GAEE_PROPES 0.99 0.98 |0.99
Precatorio 0.94 0.93 ]0.93
creches. PROCAD 0.68 0.98 | 0.80
medicamentos_ PROSAUDE | 0.95 0.58 | 0.72
accuracy 0.94
macro avg 0.91 0.89 | 0.89
weighted avg 0.95 0.94 | 0.94

A Tabela 6.5 demonstra a aplicagdo dos algoritmos selecionados e as técnicas de re-

amostragem. Pode-se observar uma melhoria significativa. Inclusive, ja se pode perceber
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que a expectativa de precisao do trabalho foi atendida. Mesmo assim, partiu-se para a
implementagao das redes neurais em deep learnig utilizando esta nova base com 10-Fold

cross-validation na intensao de se ter mais garantias da qualidade dos resultados.

Tabela 6.5: Resultados do desempenho dos modelos na nova base em Fi-Score macro médio

Nova base e as técnicas GridSearchCV, OneVsRestClassifier e 10-Fold cross-validation
Inbalance X | Logistic SVC K Neighbors | Decision | Random Gradient
Classifier Regression Classifier Tree Forest Boosting

Classifier | Classifier Classifier
RUS 0.88 0.88 0.70 0.86 0.88 0.89
SMOTE 0.88 0.89 0.83 0.87 0.88 0.89
SMOTEEN | 0.87 0.88 0.83 0.86 0.87 0.87

6.3 Comparacao dos algoritmos e as redes neurais em

deep learnig

Para comparar os algoritmos foi utilizada uma técnica de 5(cinco) vezes 2(duas) validagdes
cruzadas com teste t de student. Isso, com todas as técnicas de amostragem em bases
desbalanceadas, para RUS, SMOTE e SMOTEENN. A comparacao foi feita par-a-par
em cada um dos algoritmos selecionados para os experimentos finais: Logistic Regression,
Support Vector Machine (SVM), K Neighbors Classifier, Decision Tree Classifier, Random
Forest Classifier e o Gradient Boosting Classifier. Ou seja, a combinacao de 3(g> resultou
em 45 execugoes de comparagoes.

As Tabelas 6.6, 6.7 e 6.8 apresentam os p-valor do teste de hipétese que foram mai-
ores que 0.05. O teste de hipoteses tinha como hipdétese nula que nao havia diferenca
significativa entre os modelos. Esse p-valor maiores que 0.05 demostram que os modelos
com os algoritmos Logistic Regression e Random Forest nao refutaram a hipoteses de que
os modelos sao similares. Assim, como os modelos com os algoritmos Gradient Boosting
e Support Vector Machine (SVM). Desse modo, se elegeu o algoritmo Gradient Boosting
Classifier arbitrariamente para comparar com os demais algoritmos com redes neurais em
deep learning.

Avancando nos experimentos tém-se os resultados da Tabela 6.9, que demonstra que o
deep learning com 10-Fold cross-validation acompanha a melhoria de desempenho. Apa-
rentemente com melhores resultados que todos os outros modelos. O que restou a ser feito
foi realizar uma comparagao estatistica com esses resultados das classifica¢oes, de modo a
eleger o melhor modelo. Por hora, tem-se que registar uma tentativa de classificacdo com

um algoritmo de classificacao em deep learning pré-treinado. O algoritmo pré-treinado
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selecionado foi o Bidirectional Encoder Representations from Transformers (BERT) da

Google?.

Tabela 6.7: Comparagao com 5 X 2-Fold-cross-validation e SMOTE

Tabela 6.6: Comparacao com 5 X 2-Fold-cross-validation e RUS

p-valor - RUS Logistic Regression | SVM
Random Forest 0.309 -
Gradient Boosting | - 0.908

p-valor - SMOTE | Logistic Regression | SVM
Random Forest 0.352 -
Gradient Boosting | - 0.884

Tabela 6.8: Comparacao com 5 X 2-Fold-cross-validation e SMOTEENN

p-valor - SMOTEENN | Logistic Regression | SVM
Random Forest 0.382 -
Gradient Boosting - 1

Tabela 6.9: Resultados do desempenho do deep learning em Fj-Score macro médio para o
BERT

Deep learning(tensorflow e keras)
SMOTEENN | 0.95
RUS 0.94
SMOTE 0.95

Tabela 6.10: Resultados do desempenho dos modelos na nova base em Fj-Score macro médio
para o BERT

precision | recall | fl-score
0 0.91 0.85 | 0.88
1 0.83 0.85 | 0.84
2 0.92 0.93 | 0.92
3 0.93 0.98 | 0.95
4 0.83 0.82 | 0.83
accuracy 0.89
macro avg 0.89 0.89 | 0.89
weighted avg | 0.89 0.89 | 0.89

2https://github.com/google-research /bert

81



Tabela 6.11: Resultados do desempenho dos modelos na nova base em Fij-Score macro médio
para o Gradient Boosting Classifier

precision | recall | fl-score
0 0.72 0.98 | 0.83
1 0.96 0.62 | 0.75
2 0.99 0.97 | 0.98
3 0.98 0.99 | 0.99
4 0.93 0.93 |0.93
accuracy 0.90
1Macro avg 0.92 0.90 | 0.90
weighted avg | 0.92 0.90 | 0.90

Na comparagao o algoritmo Gradient Boosting Classifier teve o resultado da Tabela
6.11. Neste teste, o que se mostrou mais interessante foi o resultado da comparacao
estatistica. Quando da aplicacao do teste estatistico para comparagao da significancia
da diferenca, realmente nao se refuta a hipotese de diferenca significativa entre os 90%
do Gradient Boosting Classifier com One-versus-All (OVA) e o GridSearchCV do Scikit
Learn e os 89% do algoritmo pré-treinado BERT. O teste resultou em um p-valor de 0.268.

Vale também observar as matrizes de confusao dos dois modelos. Comparando as
Tabelas 6.12 e a 6.13 pode-se perceber que a primeira, que corresponde ao modelo do
algoritmo pré-treinado BERT tem mais erros que o do modelo do algoritmo Gradient
Boosting Classifier, expresso na Tabela 6.13. Porém a diferenca nao foi considerada

significativa estatisticamente.

Tabela 6.12: Matriz de confusdao para o BERT

289135 |3 7 5
16 | 278 | 4 3 27
2 4 293 |1 16
1 3 0 335 | 3

9 15 |18 | 14 | 238

Tabela 6.13: Matriz de confusdo para o Gradient Boosting Classifier

329 | 2 0 6 2
123 1198 | 0 0 7
2 0 308 | 0 6
0 0 0 340 | 2
10 |7 0 1 296

Quando comparados com teste estatistico Cochran’s Q Test para verificacao da signifi-

cancia da diferenga entre os 3(trés) modelos Gradient Boosting Classifier com One-versus-
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All (OVA) e o GridSearchCV do Scikit Learn, o BERT e o deep learnig com tensorFlow
e keras o teste resultou em um p-valor de 0. Ou seja, como o p-valor foi menor que 0.05
podemos refutar a hipotese estatistica de que os modelos sao significativamente similares.
Portanto, o modelo deep learnig com tensorFlow e keras tem diferenca com seus 95% de
precisao.

Para certificar foram feitos testes par-a-par com o BERT e o deep learnig com tensor-
Flow e keras, também, resultando em p-valor igual a 0(zero). Além disso, foi feito outro
teste par-a-par com Gradient Boosting Classifier se valendo de One-versus-All (OVA) com
GridSearchCV do Scikit Learn e o deep learnig com tensorFlow e keras, da mesma forma,
resultando em p-valor igual a 0(zero).

Com isso, os experimentos foram encerrados e o algoritmo com redes neurais em deep
learnig com tensorFlow e keras foi eleito para montar o melhor modelo para a classificagao
dos documentos no contexto deste estudo. Importante notar que a melhora de desem-
penho teve mais relagdo com a base de dados estar mais susceptivel a uma classificacdo
supervisionada do que propriamente a técnica ou algoritmo utilizado.

Com isso, para a PGDF é amplamente sabido que urge a necessidade de utilizacao
do aprendizado de maquina nos trabalhos processuais repetitivos. Enquanto a mao de
obra especializada se torna cada dia mais dispendiosa os recursos computacionais vao
se tornando mais baratos, de mais facil acesso. Sendo assim, o principal impacto deste
trabalho para a instituicao foram as possibilidades que ficam claras com o uso de seus
proprios recursos. Muito mais que um protétipo funcional e documentacao a casa juridica
sabe que pode avancar na estruturagao para um implementacao de modelos de aprendizado

de maquina que trarao real beneficio para sua atividade fim.
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Capitulo 7

Conclusao, limitacoes e Trabalhos

futuros

Este capitulo trata das conclusoes retiradas a partir da execucao do trabalho. Serao apre-
sentas as limitagoes que foram impostas no decorrer da pesquisa. Ao final serd apresentada

as intengoes de trabalhos futuros.

7.1 Conclusao e limitacoes

As conclusoes sao iniciadas apresentando que este trabalho experimentou varias técnicas
de pré-processamento em bases de dados desbalanceadas e comparou classificadores com-
putacionais utilizando dados da Procuradoria Geral do Distrito Federal (PGDF). Sabe-se
que remanesce uma necessidade latente de se otimizar o uso de recursos humanos na ativi-
dade de classificagao de processos judiciais, que hoje é feita manualmente. A expectativa
seria de que o aprendizado de maquina seria mais rapido que a classificacdo manual.

Sabendo que em média uma pessoa pode levar cerca de 20 (vinte) a 30 (trinta) minutos
para classificar um processo judicial de natureza simples e conhecida no contexto deste
trabalho, este trabalho conseguiu demonstrar viabilidade para um aprofundamento na
implementacao de um classificador com o auxilio do computador em producao. Pois, o
classificador com aprendizado de méaquina que consegue classificar um processo na ordem
de segundos. Certamente a manutencdo do modelo deve influenciar, pois o retrino é
necessario. Entretanto, o retreino com o modelo de melhor desempenho comparativo,
deep learning ¢é retreinado em horas, o que daria para classicar apenas algumas dezenas
de processo manualmente.

Ou seja, depois do modelo estar treinado uma classificacao esté sendo feita na ordem
de tempo de segundos. Lembrado que a automatizacao das classificacbes em si ja se

mostra vantajosa na hipotese de se fazer a atividade automaticamente no mesmo tempo
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que uma pessoa, pois retiraria as pessoas das atividades repetitivas de classificacdo para
posiciona-la em outras atividades mais intelecto-produtivas.

Com relagao as analises descritivas pode-se concluir que dependendo dos dados co-
letados podemos encontrar grande desbalanceamento. A expectativa do 6rgdo no inicio
do trabalho seria de que o computador fizesse a classificacao sem ter dados previamente
rotulados. Por isso que a base de dados inicial estava muito desbalanceada e com da-
dos sem garantia de rotulagem adequada. Pode-se considerar esta a primeira limitacao.
Mas, os métodos de analise descritiva dos dados trouxeram a tona alguns problemas que
nao estavam visiveis para a area de negocio. Por exemplo, a ma classificacgao dos anos
anteriores para os documentos de precatoério.

A expectativa inicial do negbcio seria de que o computador corrigisse as possiveis mas
classificacoes que foram feitas no passado. Foi um arduo trabalho conseguir entender isso
e explicar como seria o real processo de classificacdo com o uso do computador. Princi-
palmente com algoritmos de classificacao supervisionados, pois necessitavam de rétulos
bem feito para se realizar a fase de treinamento. O trabalho avancou na medida que o
processo de entendimento de negdcio e entendimento dos dados foi sendo explicitado para
ambas as partes e se equalizou a necessidade de negdcio com as possibilidades técnicas.

Pode-se concluir que mesmo se utilizando as técnicas ditas estado da arte a condigao
dos dados é muito importante para o aprendizado de maquina. Também pode-se concluir
que modelos nao tao modernos combinados podem gerar resultados bem interessantes.
Visto que a fase de treinamentos de modelos mais tradicionais pode ser considerada mais
rapida que modelos mais modernos como o Bidirectional Encoder Representations from
Transformers (BERT) que demorou dias para finalizar o treinamento. Se o modelo precisa
ser retreinado com frequéncia e nao se dispoe de altos recursos computacionais, pode-se
pensar em utilizar um modelo mais tradicional como o Support Vector Machine (SVM).
Os modelos mais antigos sao treinados em questao de horas e a velocidade de classificacao
é similar. O desempenho que variou na diferenca méxima de 5%. Ou seja, no pior caso
tivemos 90% para o Gradient Boosting Classifier e 95% para o deep learnig.

Outra conclusao sao de que se verificou a eficiéncia do cascateamento de modelos
bindrios perante outros métodos. O modelo que apresentou melhor desempenho foi o
deep learning com score de 95% de acerto, na métrica Fi-Score macro médio. Foi nitida
a melhoria promovida pelo uso das técnicas de amostragem em dados desbalanceados.
Nao foi possivel realizar analises descritivas mais profundas com os dados encontrados de
modo a entender os ganhos com a classificacdo automatica, pois grande quantidade de
dados estavam muito desbalanceados. Pode-se considerar essa a segunda limitacao.

Conclui-se que os documentos juridicos de processos repetitivos sao melhor classifica-

dos automaticamente com o uso de redes neurais em deep learnig, refutando a hipdtese
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que os modelos em ensemble learning seriam mais eficientes no caso estudado. Nao foi
possivel quantificar distribuicao do insucesso do contencioso utilizando os agrupamentos
de documentos juridicos. Isso sera tema de trabalho futuro. A técnica de amostragem
que melhor se adequou aos modelos dependeu do modelo e dos dados. Nao foi possivel
eleger uma melhor técnica de amostragem para este problema.

Por fim, diante dos melhores resultados com a troca de base de dados podemos concluir
que o desempenho do modelo vai depender muito da qualidade dos dados. Esta, por sua
vez, esta relacionada a exatiddao com que os rétulos nos dados foram feitos. Podemos
perceber que na primeira base todos os esfor¢os nao resultaram em uma melhoria de
desempenho. Utilizando as mesmas técnicas na nova base de dados, com mais garantias

de qualidade na rotulagem, o trabalho chegou nos resultados esperados.

7.2 Trabalhos futuros

Para os trabalhos futuros se pretende aumentar os nimeros de classes a serem identifi-
cadas. Estudar melhor os dados de precatorio para, talvez, apresentar uma sugestao de
rotulacao assistida pelo computador, verificar a aplicacao de reconhecimento de entida-
des nomeadas nos documentos classificados para coletar as partes do processo e criar um
mecanismo de sugestao de peticoes iniciais.

Para aumentar o niimero de classes a serem identificadas percebe-se que serao neces-
sarias mais rodadas de entrevistas, pois é visivel a necessidade de se aumentar o entendi-
mento do negbcio e dos dados. Visto que a qualidade dos dados rotulados é fundamental
para uma rapida transi¢do da classificacdo manual para a automatica. Inicialmente pode-
se focar nos casos mais simples para melhor aproveitar as pessoas humanas em outras
atividades mais intelecto-produtivas.

Com relacao aos dados de precatorio inicialmente verificados permanece a necessidade
da casa de se ajustar aquelas classificagoes. Entao se precisa estudar melhor os dados
de precatorio talvez seja necessario utilizar classificadores nao supervisionados, como foi
tentado com o Latent Dirichlet Allocation (LDA) neste trabalho, sem sucesso. Assim,
uma equipe poderia certificar os agrupamentos automaticos e direcionar para a melhor
classe dentre as permitidas na ontologia no Conselho Nacional de Justica (CNJ). Assim,
talvez aceleraria o processo de ajuste dessas classificagoes.

Outra contribuicao seria na evolugao de algum conhecimento na verificacdo das enti-
dades nomeadas dos documentos, pois reconhecendo as entidades nomeadas, serd possivel
se verificar as partes do processo e, possivelmente, se criar peti¢oes iniciais automaticas.
A ideia é que se crie uma base de petigoes para que o sistema faca sugestoes de peti¢oes

iniciais ou outras pegas. Ou seja, entendendo de que tema ¢é a intimagao e entendendo,
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por exemplo, que o Governo do Distrito Federal (GDF) é polo passivo na agao, se podera
sugerir algumas pecas para que o procurador selecione aquela que melhor se adeque ao
caso repetitivo e o sistema completa as pecas com as entidades nomeadas reconhecidas.
Visto que ja se tem na PGDF peticoes iniciais feitas manualmente para alguns casos co-
nhecidos e repetitivos. A partir da identificacdo do tema repetitivo ja se tem um modelo

pronto, porém, atualmente, é preenchido manualmente.
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