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Resumo

Os dados geograficos representam abstragoes de entidades do Mundo real e podem ser
obtidos de diversas formas. Além disso, eles possuem algumas propriedades que os dife-
renciam dos demais tipos de dados, tais como a estrutura complexa, a dinamicidade e o
volume. Nos tltimos anos, com o crescimento do volume dos dados geograficos, conceitu-
ado como big geospatial data, algumas ferramentas foram desenvolvidas para possibilitar
o processamento eficiente desses dados, entre elas o SpatialHadoop, que é um framework
incorporado ao Hadoop. A utilizacao da indexacao correta dos dados baseado no conjunto
de dados a ser processado, e também nas consultas e nas operacoes a serem realizadas
é fundamental para que estas aplicagoes tenham o melhor desempenho. Por outro lado,
como a tarifacao em provedores publicos de computacao em nuvem ocorre de acordo com
0 uso, é importante otimizar a execucao das aplicacoes para evitar desperdicio financeiro.
Assim, este trabalho propde a construcao de uma Base de Conhecimento e de um Me-
canismo de Inferéncia que buscam a otimizacao dos custos para o processamento de big
geospatial data em provedores publicos de nuvem. Além disso, é apresentada uma compa-
racao entre os servigos oferecidos pelos trés principais provedores de nuvem publica para
o processamento de grande volume de dados. Os testes executados demonstraram que a
utilizacao das regras geradas pelo Mecanismo de Inferéncia e a escolha do provedor de
menor custo sao capazes de otimizar os custos totais de processamento em até 71%.

Palavras-chave: Big Geospatial Data, Computacao em Nuvem, SpatialHadoop, Dados
Geograficos.
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Abstract

Spatial Data represents abstractions of real-world entities and can be obtained in various
ways. They have properties that differentiate them from other types of data, such as a
complex structure and dynamism. In recent years with the increasing volume of spatial
data, referred to as big geospatial data, some tools have been developed to process this
data efficiently, such as SpatialHadoop, a framework incorporated into Hadoop. The use
of appropriate data indices based on the dataset to be processed, queries and operations to
be performed is essential for the optimal performance of these applications. In particular,
since public cloud providers charge based on the resources used, it is imperative to optimize
application execution to avoid unnecessary expense. This paper proposes the construction
of a Knowledge Base and an Inference Engine that seek to minimize the cost of processing
big geospatial data in public cloud providers. In addition, a comparison of the services
offered by three public cloud providers for large-volume data processing is presented. The
tests performed demonstrate that the use of rules generated by the Inference Engine and
the choice of the lowest-cost provider can reduce the total processing cost by up to 71%.

Keywords: Big Geospatial Data, Cloud Computing, SpatialHadoop, Spatial Data
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Capitulo 1

Introducao

Os dados geograficos representam abstracoes de entidades do Mundo real, tais como es-
tradas, edificios, lagos, florestas e paises, por meio da localizacao geogréfica e das carac-
teristicas naturais ou artificiais, fendmenos e limites da Terra [9]. Este tipo de dado pode
ser obtido de diversas formas, incluindo raster, vetor, ponto, linha, poligono, texto, video,
registros de banco de dados, etc [9]. Além disso, eles possuem algumas propriedades que
os diferenciam dos demais tipos de dados, tais como a estrutura complexa, a dinamicidade
e o volume [5]. Atrelado a isso, houve um crescimento assintotico de dados geograficos
gerados e disponibilizados nos tltimos anos, provenientes de diferentes fontes, como por
exemplo smartphones, telescopios espaciais e satélites [10].

Dessa forma, surgiu o conceito de Big GeoSpatial Data [6], que incentivou a necessidade
do desenvolvimento de aplicagoes capazes de processar de maneira otimizada uma grande
quantidade de dados, e também a disponibilizacao de poder computacional capaz de suprir
as necessidades geradas por estas aplicagoes.

Assim, existem diversas ferramentas disponiveis para o processamento de grandes vo-
lumes de dados, sendo o Apache Hadoop [11] um dos mais difundidos. Ele utiliza um
modelo de programacao conhecido como MapReduce, que divide um grande problema em
pedacos menores e os executa de forma paralela e distribuida. Para conseguir ser eficiente
também para o processamento de grandes volumes de dados geogréficos, os conceitos de
Hadoop foram adaptados para diversas ferramentas. Entre essas ferramentas, destaca-se
o SpatialHadoop [8], que é um framework que implementa funcionalidades espaciais no
nucleo do Hadoop, tornando-se eficiente no processamento de consultas e de operacoes
espaciais.

Além disso, para que essas aplicacoes tenham um bom desempenho, uma tarefa im-
portante é a indexacao do conjunto de dados a ser processado, que é uma forma de
organizar um conjunto de dados de maneira hierarquica e ordenada [I2]. No entanto,
existem diferencas entre os métodos de indexacao, fazendo com que a escolha do indice
mais adequado ao conjunto de dados, as consultas e as operacoes a serem executadas,
também tenha papel fundamental na eficiéncia do processamento realizado.

Com relacao & infraestrutura para suportar estas aplicacoes, a computacao em nuvem
tem se mostrado bastante aderente a esse cendrio, pois é um modelo que possibilita
o acesso sob demanda a um conjunto de recursos computacionais, com alto poder de
processamento e de armazenamento [13]. Quando comparada a computacao tradicional,
ou seja, construida de forma dedicada para uma organizagdo, a computa¢ao em nuvem



oferece diversas vantagens relacionadas a confiabilidade do servico e também ao custo.
Isto se deve ao fato do usuario evitar o investimento inicial na aquisicao de equipamentos
para o processamento da aplicagao, e também nao ter a preocupacao do equipamento
adquirido ser suficiente para manter o desempenho da aplicacao em periodos de pico,
uma vez que os recursos computacionais podem ser adquiridos e liberados rapidamente,
de acordo com a necessidade exigida pela aplicacao. Além disso, os recursos utilizados sao
tarifados de acordo com o uso, em forma de servigo, assim como ja ocorre com servigos
bésicos como 4gua, energia e telefone [14].

No entanto, existem diferencas entre os diversos provedores publicos de nuvem com
relacao a tarifacao e aos servigos oferecidos para o processamento de grandes volumes de
dados, gerando pesquisas como as apresentadas por Buyya et al. [I5], que visam entender
o custo-beneficio de mover aplicativos com uso intensivo de recursos de ambientes locais
para nuvem publica. Para garantir a escolha da oferta de menor custo, foi realizada uma
andlise dos servigos oferecidos para este fim pelos trés principais provedores piblicos de
computacao em nuvem — |Amazon AWS, Google Cloud e Microsoft Azure.

Assim sendo, com a combinacao dos trés fatores — utilizacao do servico para proces-
samento de Big Geospatial Data em provedor de nuvem publica adequado, indexacao do
conjunto de dados que otimize as consultas e as operacoes a serem realizadas e, quando
possivel, o redimensionamento dos recursos computacionais — este trabalho propde uma
Base de Conhecimento e um Mecanismo de Inferéncia para otimizar o custo financeiro
para o processamento de big geospatial data em provedores publicos de nuvem.

1.1 Motivacao

O modelo de computacao em nuvem vem sendo cada vez mais utilizado para a execucao
de aplicacoes e servigos que demandam alto poder de processamento e de armazenamento.
Mais recentemente os provedores publicos de nuvem passaram a ofertar servicos especificos
para o processamento de grandes volumes de dados, com suporte as diversas ferramentas
voltadas para este tipo de aplicacao, entre elas o Hadoop, facilitando, assim, a configuracao
da infraestrutura, o redimensionamento do cluster e o gerenciamento das aplicacoes.

Por outro lado, as aplicacoes para processamento de big geospatial data possuem algu-
mas caracteristicas especificas que devem ser consideradas para a alocacao adequada da
infraestrutura que as suportaré, garantindo, desta forma, bom desempenho. Entre estas
caracteristicas esta a indexacao do conjunto de dados, pois se trata de uma tarefa onerosa
computacionalmente e com impacto direto no desempenho das consultas e das operacoes
a serem realizadas pelas aplicacoes.

Os trabalhos avaliados, mostraram que o ambiente de nuvem é bastante indicado para
o processamento de big geospatial data, no entanto, nao houve, até o momento, um estudo
que focasse na otimizacao do custo neste ambiente, especificamente, para este tipo de
aplicacao.

Assim, diante da lacuna notada na literatura, este trabalho tem como motivacao a
necessidade de otimizar os custos financeiros para o processamento de big geospatial data
alocados em provedores publicos de nuvem computacional.


https://aws.amazon.com
https://cloud.google.com
http://azure.microsoft.com

1.2 Problema

A utilizacao de provedores piblicos de computacao em nuvem é tarifada de acordo com
a utilizacao dos recursos computacionais — pelo segundo do processamento ou pelos bytes
transferidos, por exemplo. Desta forma, a otimizacao no uso dos recursos computacionais
alocados é fundamental para a reducao dos custos.

As aplicacoes que realizam consultas e operagoes com dados geogréficos, por sua vez,
possuem caracteristicas especificas, como por exemplo a necessidade de indexacao do con-
junto de dados e que, se nao consideradas, podem impactar no desempenho da aplicacao
e, desta forma, gerar desperdicio financeiro.

Assim, nota-se que um dos problemas nessa area é nao tratar de maneira diferenciada
as aplicacoes de acordo com as indexacoes a serem aplicadas as bases de dados, bem como
as consultas e as operacoes a serem executadas. Com isso, os recursos computacionais
sao utilizados de forma nao otimizada, resultando em gastos que poderiam ser evitados
se estes fatores fossem considerados na alocacao dos recursos.

1.3 Objetivos

O objetivo geral deste trabalho é otimizar o custo financeiro para o processamento de
big geospatial data em provedores publicos de computacao em nuvem. Para tanto, faz-se
necessario cumprir os seguintes objetivos especificos:

1. Analisar o desempenho de diversas indexacgoes de acordo com o conjunto de dados
a ser processado, bem como das consultas e das operacoes a serem realizadas;

2. Avaliar o desempenho das operacoes e das consultas de acordo com a capacidade
dos recursos computacionais;

3. Construir uma Base de Conhecimento e um Mecanismo de Inferéncia capazes de
indicar a indexacao mais adequada e a possibilidade do redimensionamento da in-
fraestrutura;

4. Validar que a aplicagao das regras do Mecanismo de Inferéncia garantam a otimi-
zacao no custo financeiro para o processamento de big geospatial data em ambiente
de nuvem computacional piblica.

1.4 Metodologia de Pesquisa
Para atingir os objetivos propostos nesta pesquisa, foram definidas trés fases a saber:

e Fase 1: Revisao bibliografica, a fim de identificar os trabalhos ja produzidos sobre
o tema de pesquisa, e assim contribuir para o estado da arte;

e Fase 2: Construcao da Base de Conhecimento e do Mecanismo de Inferéncia, exe-
cutando diversas operacoes que sejam capazes de criar uma base consistente para a
formalizacao da proposta, de maneira qualitativa e quantitativa. Para isso, foram
considerados apenas provedores ptblicos de computagao em nuvem, nao sendo foco
desta pesquisa outros modelos de implantacao;



e Fase 3: Realizacao de testes, através de uma abordagem quantitativa, para valida-
cao da proposta de otimizacao de custo para processamento de big geospatial data,
considerando o escopo dos cenérios propostos.

A execucao de cada uma das fases de maneira consistente sao suficientes para garantir
o atingimento do objetivo deste trabalho que ¢ a otimizacao do custo financeiro para o
processamento de big geospatial data em provedores publicos de computacao em nuvem.

1.5 Estrutura do Trabalho

Este trabalho esta dividido, além deste capitulo, em mais sete capitulos. O Capitulo
apresentard os conceitos sobre dados geograficos e big geospatial data. Os conceitos sobre
computacao em nuvem, os servicos e as ferramentas disponiveis para o processamento
de big geospatial data serao apresentados no Capitulo O Capitulo [ apresenta os
trabalhos relacionados ao tema desta dissertagao. Os detalhes para a construcao da Base
de Conhecimento e do Mecanismo de Inferéncia propostos sao apresentados no Capitulo
bl O Capitulo [f] traz a avaliagdo dos resultados obtidos com a utilizagdo das regras do
Mecanismo de Inferéncia e, por fim, o Capitulo [7] faz as consideracoes finais sobre esta
dissertacao e destaca alguns trabalhos futuros para a continuidade desta pesquisa.



Capitulo 2

Dados Geogrdficos

Neste capitulo sao apresentados os principais conceitos relacionados aos dados geograficos,
as principais indexacoes e as operacoes realizadas com estes dados. Além desses conceitos,
este capitulo apresenta a definicao do termo Big Geospatial Data.

2.1 Definicao

Dado geogréfico é aquele que se distingue essencialmente pelo componente espacial, que
associa a cada entidade ou fendmeno uma localizacao na Terra, traduzida por sistema ge-
odésico de referéncia, em dado instante ou periodo de tempo, podendo ser derivado, entre
outras fontes, das tecnologias de levantamento, inclusive as associadas a sistemas globais
de posicionamento apoiados por satélites, bem como de mapeamento ou de sensoriamento
remoto [16].

As estruturas de dados utilizadas em bancos de dados geograficos podem ser divididas
em duas grandes classes [I]: estruturas vetoriais e estruturas matriciais. As estruturas
vetoriais sao utilizadas para representarem as coordenadas das fronteiras de cada enti-
dade geografica, por meio de trés formas basicas, as quais sdo pontos, linhas e areas (ou
poligonos), definidas por suas coordenadas cartesianas, conforme apresentado na Figura
2.1l

Por outro lado, as estruturas matriciais usam uma grade regular sobre a qual se re-
presenta, célula a célula, o elemento que esta sendo especificado. A cada célula atribui-se
um codigo referente ao atributo estudado, de tal forma que o computador saiba a que

Figura 2.1: Formas Basicas de Representacao Geografica, reproduzida de [I].
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Figura 2.2: Representagao Matricial, reproduzido de [1].

elemento ou objeto pertence determinada célula. Nesta representacao o espaco é visto
como uma matriz P(m, n), composta de m colunas e n linhas, sendo que cada célula
possui um nimero de linha, um nimero de coluna e um valor correspondente ao atributo
estudado, e cada célula é individualmente acessada pelas suas coordenadas.

A representacao matricial supoe que o espaco pode ser tratado como uma superficie
plana, na qual cada célula esta associada a uma porc¢ao do terreno. A resolucao espacial
do sistema é dada pela relagio entre o tamanho da célula no mapa (ou documento), e a
area por ela coberta no terreno [I]. A Figura ilustra a representacao matricial em duas
diferentes resolucoes espaciais. Note que as células da imagem a esquerda sao maiores
do que as da imagem a direita, o que significa que a segunda tem uma melhor resolucao
espacial.

2.2 Big Geospatial Data

O termo big data ¢ usado, principalmente, para descrever enormes conjuntos de dados,
em sua maioria nao estruturados. Além disso, o big data também traz oportunidades ao
descobrir novos valores, auxiliando na compreensao dos dados e gerando novos desafios,
como por exemplo, para organizar e gerenciar esses conjuntos de dados com eficiéncia [17].

Diante disso, o termo big data é considerado um conceito abstrato [I7], pois além do
grande volume de dados, ele também engloba outros atributos, tais como a variedade e
a velocidade, diferenciando-se da simples referéncia de "dados muito grandes". Assim,
embora o conceito de big data seja amplamente utilizado, ainda ha grande discussao sobre
sua defini¢ao.

Em 2010, a Comunidade Apache Hadoop [18], definiu o termo big data como os conjun-
tos de dados que nao podem ser capturados, gerenciados e processados por computadores
comuns dentro de um escopo aceitavel.

O International Data Corporation (IDC) publicou, em 2011, um relatorio que definiu
big data como uma nova geracao de tecnologias e arquiteturas projetadas para extrair
valor economicamente de grandes volumes de uma ampla variedade de dados, permitindo
a captura, a descoberta e a anélise de alta velocidade [19].

Para o National Institute of Standards and Technology (NIST) [20], big data significa
os dados cujo volume de dados, velocidade de aquisicao ou representacao de dados limita a
capacidade de usar banco de dados relacionais tradicionais para conduzir analises efetivas,
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Figura 2.3: Caracteristicas Essenciais de Big Data, reproduzida de [2].

ou os dados que devem ser efetivamente processados por tecnologias que exijam maior
capacidade computacional, capazes de realizar o processamento em um menor tempo.

Por fim, de acordo com o Instituto Gartner [21], o termo big data refere-se ao "grande
volume, alta velocidade e/ou grande variedade de informagdes que exigem formas ino-
vadoras de processamento que permitem uma melhor compreensao, tomada de decisao e
automagao de processos". Esta definicao, baseada em 3V’s (Volume, Velocidade e Varie-
dade), conforme apresentado na Figura é considerada a mais tradicional para big data
e foi utilizada, ao longo do tempo, por diversos outros autores |2, 22, 23].

A Variedade indica que, diferentemente dos sistemas tradicionais, nos quais os dados
estao todos estruturados, para big data, os dados podem ser recebidos de forma semi-
estruturada ou nao estruturada. A caracteristica da Velocidade refere-se as diversas for-
mas de processamento e, por fim, a caracteristica de Volume refere-se aos grandes volumes
de dados que devem ser processados.

No entanto, com a evolugao das tecnologias para a obtencao e para o processamento de
dados, novos “Vs” foram atribuidos a defini¢ao de big data. Kaur et al. [24], adicionaram
a caracteristica da Variabilidade, referindo-se as constantes mudangas nas informacgoes
coletadas. Ward e Barker [25], e também Lovalekar [20], indicam a inclusdo do termo
Veracidade, uma vez que os dados devem ser confiaveis.

Da mesma maneira que ocorreu para os demais tipos de dados, nos tltimos anos, houve
um alto crescimento nos montantes de dados espaciais produzidos por varios dispositivos,
como smartphones, dispositivos moveis, telescopios espaciais, dispositivos médicos, entre
outros [I0]. Estes dados sao coletados a uma velocidade cada vez mais rapida e com
maiores resolugoes, excedendo a capacidade dos sistemas computacionais atuais, com um
crescimento estimado de 20% a cada ano [27]. Por exemplo, os telescOpios espaciais geram
até 150 GB de espaco semanal de dados, dispositivos médicos produzem imagens espaciais
a uma taxa de 50 PB por ano, um arquivo da NASA de satélite com imagens da Terra
tem mais de 500 TB e é aumentada diariamente por 25 GB, enquanto existem 10 milhoes
de tweets etiquetados geograficamente emitidos do Twitter todos os dias [10, 27].

Além disso, dispositivos de GPS e smartphones geram uma enorme quantidade de



dados de localizagao e, frequentemente, estes dados de localizagao pontuais precisam ser
associados a dados de infraestrutura urbana, como redes rodoviarias e zonas administrati-
vas, para melhor entender os padroes de mobilidade humana e, posteriormente, melhorar
o planejamento urbano, o controle de trafego e a manutencao da infraestrutura. Como
exemplo, mais de 13.000 taxis na cidade de Nova York tém gerado meio milhao de via-
gens de taxi por dia, cada uma com locais de coleta e devolugao de passageriso, além de
registros de data e hora. Isso equivale a quase 170 milhoes de viagens de taxi anualmente,
transportando mais de 300 milhGes de passageiros [28].

Muitos dos conjuntos de dados cientificos também tém um componente geoespacial e
precisam se alinhar as zonas ecologicas e administrativas globais e regionais para facilitar
a investigacao cientifica e a descoberta. Por exemplo, o Global Biodiversity Information
Facility possui mais de 400 milhoes de registros de ocorréncia de espécies e muitos deles
estdo associados a um par (latitude e longitude). E essencial mapear os registros de
ocorréncia das varias regioes ecologicas para entender os padroes de biodiversidade e
fazer planos de conservacao [28§].

Desta forma, o termo Big Geospatial Data é um paradigma emergente para a enorme
quantidade de informagoes geograficas e espaciais que se tornam disponiveis a cada se-
gundo em todo o Mundo [29].

2.3 Meétodos de Acesso Multidimensionais

O processamento de operagoes espaciais ¢ fortemente influenciado e melhorado pelo uso
de estruturas de dados e algoritmos de pesquisa conhecidos como Métodos de Acesso
Multidimensionais (MAM) [12]. Estes métodos sao projetados para atuarem como um
caminho otimizado aos dados espaciais com base em um conjunto definido de predicados
sobre os atributos. Neste sentido, o espaco indexado é organizado de tal forma que, por
exemplo, a recuperacao dos objetos espaciais contidos em uma area particular requeira
apenas o acesso a objetos proximos a esta area, em oposicao a anélise do conjunto completo
de objetos armazenados em disco.

De fato, normalmente, uma consulta espacial envolve apenas uma pequena parcela
do banco de dados. Neste caso, percorrer todo o banco pode ser bastante ineficiente.
Portanto, um plano de execugao para uma consulta tipicamente comecga com uma fase de
filtragem, que identifica quais objetos podem satisfazer a qualificacao da consulta. Esta
fase depende da existéncia de indices espaciais, em geral definidos sobre aproximacoes das
geometrias dos objetos [4].

O desempenho de um MAM varia significativamente em funcao, por exemplo, das
caracteristicas dos dados espaciais e da escolha do tipo de consulta espacial. Em outras
palavras, a relacdo de desempenho entre um conjunto de MAM pode nao ser a mesma
quando sao considerados diferentes conjuntos de dados, diferentes tipos de consultas e
operagoes espaciais [12].

Um MAM é voltado, principalmente, & indexacao direta de pontos e de areas, sendo
que seu principal objetivo é propiciar uma rapida obtencao dos objetos espaciais que
satisfazem a um determinado critério. Desta forma, a utilizagao da indexacao minimiza
o conjunto de objetos espaciais pesquisados, sendo que este subconjunto, na maioria dos
casos, ¢ menor do que o total de objetos espaciais armazenados em um arquivo de dados
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Figura 2.4: Arvore Binaria Balanceada.

2.3.1 Principais Indices Espaciais

Ao longo do tempo, diversas pesquisas vém sendo realizadas no intuito de melhorar as
formas de indexacao dos dados espaciais, que é uma forma de organizar um conjunto de
dados de maneira hierarquica e ordenada, por meio do uso de arvores de pesquisa, como
por exemplo a pesquisa apresentada por Bentley [30]. As mais simples e conhecidas sdo as
arvores binérias, tendo como propriedades em comum o balanceamento, ou seja, todos os
caminhos, desde a raiz (o nodo do topo da arvore) até as folhas (nodos finais na arvore),
possuem o mesmo comprimento, conforme ilustrado na Figura [2.4

Segundo Gaede e Gunther [5], devido & necessidade de indexar dados espaciais, com
o decorrer do tempo, diversas estruturas de dados foram desenvolvidas e aperfeicoadas
para organizarem o espago de forma diferente, sendo as principais: KD-Tree [30], Grid
File |31, R-Tree |32, Hilbert R-Tree [33] ¢ a R+-Tree [34]. Dessa forma, ¢ importante
ressaltar que estas estruturas diferem entre si no tipo de objeto que pode ser armazenado
e no conceito base utilizado para a organizacao.

Todavia, embora diversas estruturas de indexacao espacial tenham sido propostas, a
escolha do melhor indice é uma tarefa complicada, pois cada um se comporta de uma
maneira diferente. Pode-se ter, por exemplo, uma estrutura eficiente em consultas sobre
pontos, mas ineficiente em rela¢ao a poligonos [12].

Nesta dissertacao de mestrado serao utilizados os métodos de indexacao de objetos
espaciais Grid File |31, R-Tree [32] ¢ R+-Tree |34] e, portanto, serdo explorados em mais
detalhes nas proximas segoes.

2.3.2 Grid File

Uma das técnicas mais utilizadas para facilitar a pesquisa em dados convencionais é
o hashing [31]. Este método consiste em criar uma série de buckets, que recebem os
identificadores dos itens que se quer pesquisar [4]. O Grid File particiona o espago de
dados de uma forma que reflete a distribuicao de dados em um determinado conjunto. O
método é projetado para garantir que qualquer consulta de ponto pode ser respondida em
no maximo dois acessos ao disco [3].

O Grid File depende de um diretério para identificar a pagina de dados que contém
o ponto desejado. A entrada de diretorio da grade identifica a pagina na qual o ponto
desejado é armazenado, se o ponto estiver na base de dados. Para isso, o Grid File
divide o espaco em regioes retangulares usando linhas que sao paralelas aos eixos. Assim,
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Figura 2.5: Pesquisa em um Grid File, reproduzido de [3].
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Figura 2.6: Localizagao de Pontos Proximos, reproduzido de [4].

podemos descrever um particionamento de arquivo de grade, especificando os pontos nos
quais cada eixo é "cortado". Se o eixo X é cortado nos segmentos i e o eixo Y é cortado
em segmentos j, temos um total de particdes ¢ x 5. O diretério de grade é uma matriz ¢
por j com uma entrada por particao. Esta descricao ¢ mantida em um array chamado
escala linear e existe uma escala linear por eixo. Caso o diretério de grade seja muito
grande para ficar alocado na memoria principal, ele é armazenado no disco, conforme
apresentado na Figura [2.5]

Alguns tipos de pesquisas podem ser feitas com muitas facilidades utilizando grid,
como por exemplo consulta por K vizinhos mais proximos (KNN), conforme apresentada
na Figura 2.6 [4].

Todavia, a principal limitacao deste método, superada pelos métodos que serao apre-
sentados a seguir, é o fato de somente ser eficiente com pontos, ou com objetos que caibam
inteiramente em um quadrado. Nao ¢ um método adequado para lidar com linhas ou po-
ligonos, mas é bastante eficiente e simples de implementar para o tratamento de dados do
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Figura 2.7: Retangulo Envolvente Minimo, reproduzido de [4].
tipo ponto [4].

2.3.3 R-Tree

As limitacoes encontradas nos mecanismos de indexagao, que nao possibilitavam pesquisas
no espaco multidimensional, tais como a B-Tree [5], motivaram a criacdo de uma nova
estrutura de indexagao multidimensional, chamada R-Tree [32], que foi considerada um
marco no desenvolvimento de estruturas de indices espaciais.

A R-Tree nao busca organizar exatamente o contorno ou a forma gréafica do objeto, e
sim o seu retangulo envolvente minimo, ou seja, o Minimum Bounding Rectangle (MBR).
Este retangulo é formado a partir da observagao dos limites geométricos minimo e méximo
do contorno do objeto, e é expresso pelas coordenadas dos seus pontos inferior esquerdo e
superior direito, conforme apresentado na Figura[2.7 No caso de objetos pontuais, estes
extremos vao coincidir com as coordenadas do proprio objeto (portanto, formando um
retangulo nulo), mas isto ndo compromete o método [4].

A indexacao R-Tree possui uma estrutura hierarquica dinamica, utilizando os MBRs
para organizar objetos espaciais de maneira que os objetos espacialmente proximos fiquem
armazenados proximos uns dos outros, promovendo assim, uma reducao no espacgo de
busca a cada nivel de arvore [32]. A R-Tree é uma arvore balanceada por altura com
ponteiros para os objetos espaciais nos nos folhas. A Figura ilustra os MBRs (1, 2, 3
e 4) agrupando os objetos espaciais (A, B), (C, D, E), (F, G) e (H, I, J) conforme a sua
localizagao. Uma indexacao R-Tree possui uma estrutura de dados dividida em dois tipos
de nos, os quais sao [4]:

e Nos folhas: armazenam informagoes sobre os objetos indexados na forma (I, id),
sendo:

— [-MBR: que contorna o objeto indexado;

— Id: identificador do objeto que é uma referéncia a um endereco de memoéria
que possui os dados do objeto.

e Nos internos: que contém informagoes da forma (I, p), sendo:

— I-MBR: que cobre todos os nos dos niveis inferiores;

— p: ponteiro para um n6 de nivel inferior.
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Figura 2.9: Estrutura de Indexagao R-Tree, adaptado de [5].

Assim, cada né é armazenado em uma pagina de disco cuja capacidade méxima é M, e a
capacidade minima é m < M /2 de entradas, e devem satisfazer as seguintes propriedades:

e Cada n6 folha contém entre m e M elementos, a menos que ele seja uma raiz;

Para cada elemento em um no6 folha, I é o menor MBR que o contém espacialmente;

Cada no6 interno tem entre m e M elemento, a menos que ele seja o nd raiz;

e O no raiz tem, pelo menos, dois filhos, a menos que ele seja um no6 folha;

Todos os noés folhas estdao no mesmo nivel da estrutura.

Um problema com as arvores-R é que a ordem de insercao dos objetos interfere na
forma final da arvore e, portanto, vai interferir também com o resultado das operacgoes
de subdivisao dos n6s para manter o balanceamento. Existem algumas técnicas para
tentar otimizar este comportamento da R-Tree, mas sempre com algum custo adicional
em termos de processamento [4].

A Figura ilustra a estrutura hierarquica da R-Tree, apresentando um no raiz (1,
2, 3, 4) e nos folhas (A, B), (C, D, E), (F, G) e (H, I, J). A principal fun¢ao da R-
Tree & reduzir o espaco de consulta, descartando os objetos que nao fazem parte do
predicado espacial selecionado. Um grande beneficio proporcionado pela R-Tree é que
sua estrutura permite que varios noés que nao fazem parte do critério de busca sejam
descartados, diminuindo o acesso a disco. Porém, a sobreposicao de nos internos pode
fazer com que a busca percorra varios caminhos do né raiz até os nos folhas.
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2.3.4 R-+-Tree

Conforme apresentado na secao anterior, como os MBRs na R-Tree podem estar sobre-
postos, quando um determinado objeto espacial ¢ procurado, pode-se ter que verificar
mais de um MBR até que o objeto seja encontrado, degradando o tempo da busca.

Devido a esse problema, desde a publicagao da R-Tree [32], variagdes foram propostas,
sendo a R+-Tree [34] uma delas. O foco central ¢ a melhoria do tempo de busca, evitando
a verificacao de nos, devido ao problema de interseccao de MBR. Desta forma, essa nova
variacao adiciona uma restricao na representacao dos MBRs, ou seja, nenhuma intersecao
pode ocorrer entre dois MBRs. Com esta restricao ¢ possivel melhorar o desempenho da
busca. Portanto, um mesmo objeto espacial pode estar contido em mais de um MBR,
facilitando a consulta.

Dessa forma, a R-+-Tree apresenta um ganho de desempenho devido & redugao de
acessos ao disco, principalmente, em consultas envolvendo pontos, sobre a R-Tree [34]. No
entanto, para garantir que os retangulos nao se interseccionem, a R-+-Tree forca algumas
divisoes de MBR que seriam desnecesséirias, o que causa um maior nimero de noés e,
consequentemente, maior espaco ocupado do indice devido aos espacos nao utilizados nos
nos.

2.4 Operacoes e Consultas Geograficas

As operacoes e as consultas geograficas sao funcoes que utilizam os atributos espaciais e
nao espaciais das entidades graficas armazenadas na base de dados espaciais, e buscam fa-
zer simulagoes (modelos) sobre os fenomenos do Mundo real, seus aspectos ou parametros
[35].

Neste cenario, diversas sao as operacgoes e as consultas disponiveis para serem execu-
tadas com dados espaciais. Considerando as consultas e as operagoes apresentadas no
trabalho de Eldawy et al. [30], para o desenvolvimento desta pesquisa, sete operagoes
espaciais sao utilizadas:

e Range Query (Consulta por Faixa): sendo R um conjunto de dados espaciais
e A um intervalo de entrada, a consulta retorna o conjunto de registros em R que
se sobrepoe com faixa A [§], veja a Figura [2.10|(a);

e kNN - k-Nearest Neighbors (k vizinhos mais proximos): esta consulta con-
sidera um conjunto de pontos espaciais R, um ponto de consulta P e um inteiro
k como entrada, e retorna os k pontos mais proximos de P em R [8], conforme
mostrado na Figura [2.10[b);

e Farthest Pair (Par mais longe): dado um conjunto de pontos P, o par mais
distante é o par de pontos que tem a maior distancia euclidiana entre eles [36], veja

a Figura [2.10)c);

e Closest Pair (Par mais proximo): dado um conjunto de pontos P, o par mais
proximo é o par de pontos que tem a menor distancia euclidiana entre eles [30],
como mostrado na Figura 2.10)(d);

e Union (Unido): a uniao de um conjunto S de poligonos é o conjunto de todos
os pontos que tocam em, pelo menos, um dos poligonos em S, no qual apenas
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Figura 2.10: Operacoes com Dados Espaciais.

o perimetro de todos os pontos é mantido, enquanto os segmentos internos sao
removidos [36], veja a Figura [2.10]e);

e Skyline (Pontos Maximos): considerando um conjunto de pontos P, é dito que o
ponto p; € P domina o ponto p; € P se cada uma das coordenadas de p; é maior ou
igual a coordenada correspondente de p;, com estrita desigualdade em pelo menos
uma dimensao, o skyline de P consiste dos pontos de P que nao sao dominados por
nenhum outro ponto de P [36], conforme apresentado na Figura [2.10](f);

e ConvexHull (Menor Poligono Convexo): tendo um conjunto de pontos P, o
convezhull é o menor poligono convexo que contém todos os pontos em P [36], veja

a Figura 2.10)g).

Conforme apresentado neste capitulo, os dados geograficos possuem caracteristicas
que requerem métodos de processamento especificos para a execucao de operacgoes e de
consultas de maneira eficiente.

Neste cenério, o proximo capitulo apresentara a computacao em nuvem uma vez que ela
possui caracteristicas que suprem as necessidades requisitadas por aplicacoes que traba-
lham com estes tipos de dados, principalmente, para aquelas que processam big geospatial
data, dada a capacidade computacional exigida.
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Capitulo 3

Computacao em Nuvem

Neste capitulo é apresentada a definicao de computacao em nuvem, bem como suas ca-
racteristicas essenciais, modelos de servicos e modelos de implantacao. Também sao
apresentados os principais provedores publicos de computacdao em nuvem e as ofertas
disponibilizadas por estes provedores de big geospatial data como servigo.

3.1 Definicao

Diante de um cenario crescente de demanda por recursos computacionais para a execucao
de aplicacoes que requerem cada vez mais capacidade de processamento e de armazena-
mento, surge o conceito de computacao em nuvem. De acordo com o National Institute of
Standards and Technology (NIST) |37], definicdo mais utilizada na literatura, a computa-
cao em nuvem é um modelo que possibilita acesso, de modo conveniente e sob demanda,
a um conjunto de recursos computacionais configuraveis (por exemplo, redes, servidores,
armazenamento, aplicacoes e servigos) que podem ser rapidamente adquiridos e liberados
com minimo esforco gerencial ou interacao com o provedor de servicos.

Outros autores, tais como Fox et al. [14], citam que na computagdo em nuvem os
recursos de tecnologia sao fornecidos como servigos, permitindo aos usuarios acessarem o0s
servicos sob demanda, conforme sua necessidade e, sem precisar ter conhecimento sobre a
tecnologia utilizada, fornecendo as caracteristicas de disponibilidade e de escalabilidade.

Para Vaquero et al. [38], a computagao em nuvem pode ser definida como um grande
conjunto de recursos virtualizados e compartilhados (hardware, plataformas de desenvol-
vimento ou software) que podem ser facilmente acessados e utilizados. Ainda de acordo
com este autor, esses recursos podem ser dinamicamente reconfigurados para se ajustarem
a uma carga variavel de trabalho, permitindo uso otimizado dos mesmos. Este conjunto de
recursos ¢é tipicamente explorado por um modelo de pagamento por utilizagao chamado de
pay-per-use no qual as garantias sao oferecidas pelo provedor de infraestrutura por meio
de contratos de servigo personalizados, chamados de Service Level Agreement (SLA).

Além disso, NIST [37] descreve que o modelo de computagao em nuvem é composto por
cinco caracteristicas essenciais, trés modelos de servicos e quatro modelos de implantacao,
que sao descritos nas proximas segoes.
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3.1.1 Caracteristicas Essenciais

A computagdo em nuvem apresenta cinco caracteristicas essenciais [37]:

e Servico sob demanda: capacidade de provisionar os servigos de forma direta, sem a
necessidade de interacao do usuério com o provedor do servico;

e Acesso amplo a rede: capacidade de acesso aos servicos por meio de diversos dispo-
sitivos;

e Agrupamento de recursos: capacidade de agrupamento dos servicos de forma que o
mesmo possa atender a diferentes demandas de usuéarios;

e Elasticidade: capacidade de adquirir e configurar os recursos automaticamente de
forma rapida, conforme a sua demanda;

e Servico medido: capacidade de medicao e de controle dos servicos oferecidos, con-
forme a necessidade do usuario, fazendo com que o mesmo pague somente pelo
Servico que usou.

Dessa forma, é importante ressaltar que as principais vantagens da computacao em
nuvem sao a disponibilidade de alto poder computacional e de armazenamento de acordo
com a demanda de cada usuéario, além do pagamento apenas dos recursos utilizados, o
que é fundamental para atingir os objetivos propostos nesta dissertacao. Nesse sentido,
a caracteristica de elasticidade tem papel fundamental no uso eficiente dos recursos, por
isso, serd melhor detalhada.

A elasticidade esta relacionada ao fato dos recursos computacionais oferecidos pelos
provedores de nuvem serem rapidamente alocados e liberados, de acordo com a demanda,
passando a ideia de que os recursos sao ilimitados e estarao disponiveis a qualquer mo-
mento [37]. Assim, Herbst et al. [39] definem a elasticidade como o grau no qual um
sistema ¢ capaz de se adaptar as mudancas de carga de trabalho através do provisio-
namento e do desprovisionamento de recursos. Nesse contexto, a elasticidade pode ser
obtida de trés formas [40, [41], [42]:

e Scale-out ou Horizontal: elasticidade obtida ao adicionar novas instancias (maquinas
virtuais) do mesmo modelo ao cluster. A reducao de recursos, neste modelo, é
chamada de Scale-in;

e Scale-up ou Vertical: neste caso a elasticidade ocorre ao ser adicionado mais recursos
computacionais — por exemplo CPU — na instancia que esta em uso. A reducao de
recursos ¢ conhecida por Scale-down;

e Hibrida: quando as duas formas anteriores (Scale-out e Scale-up) sdo utilizadas em
conjunto.

Além desta classificacao, baseada no tipo da elasticidade, outras classificagoes também
sao propostas. Entre elas, Coutinho et al. [43] definem uma classificagao baseada na poli-
tica de acionamento, que pode ser manual ou automatica, e acrescenta que a elasticidade
automatica pode ocorrer de maneira proativa — quando a elasticidade é agendada, por
exemplo; ou preditiva — quando o aumento ou a reducao de recursos é baseado em alguma
condi¢ao como o aumento de uso de CPU ou memoria, por exemplo.
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Desta forma, para evitar desperdicio de recursos computacionais e, consequentemente,
financeiro, é importante que as métricas utilizadas para a elasticidade de recursos sejam
atribuidas de acordo com a carga e com o fluxo de trabalho a ser executado, garantindo
assim o uso otimizado dos recursos alocados.

3.1.2 Modelos de Servicos

De acordo com NIST [37], a computagdo em nuvem pode ser entregue em trés modelos
de servicos:

Software como Servigo (SaaS — Software as a Service): este modelo proporciona que
os usuarios tenham acesso aos servicos de software, por meio de diversos dispositivos,
em qualquer lugar e a qualquer momento, por meio da Internet. Alguns exemplos
deste modelo de servico sao: Microsoft Office 365, Google Apps e Dropbox;

Plataforma como Servico (PaaS — Platform as a Service): este modelo proporciona
que os usuario tenham acesso aos servicos de plataforma, fornecendo ao usuério um
ambiente de desenvolvimento de aplicacoes. Alguns desses servicos sao: Heroky,
Google App Engine e AWS Beanstalk;

Infraestrutura como Servico (IaaS — Infrastructure as a Service): este modelo ga-
rante que os usuarios tenham acesso aos servicos de infraestrutura que dara suporte
para o SaaS e o PaaS, proporcionando acesso aos recursos, tais como servidores, rede
e armazenamento, baseado em técnicas de virtualizacao de recursos de computacao.
Assim, sao exemplos de [aaS, Amazon AWS, Google Cloud| e Microsoft Azure.

3.1.3 Modelos de Implantacao

A computacdo em nuvem oferece quatro modelos de implantacao para os seus servicos,
sendo eles [37]:

Privado: o servico de infraestrutura é disponibilizado especificamente para um pu-
blico com total restricao de acesso e, exclusivamente, operado pelo mesmo;

Publico: a infraestrutura é provisionada para atender ao publico em geral. Ela pode
ser provida por empresas, pelo governo ou por centros académicos;

Comunitario: o servico de infraestrutura é compartilhado para um publico especifico,
com interesses comuns;

Hibrido: a infraestrutura é composta por, pelo menos, dois dos modelos citados
anteriormente (privada, comunitaria e publica). A nuvem permanece como uma
unica plataforma, permitindo a troca de dados e aplicacoes.

Além destes modelos apresentados pelo NIST [37], existe também a implantagao
de maneira federada. Uma federacao de nuvens é um sistema cooperativo de dois
ou mais provedores de computacao em nuvem. Esta cooperacao é interessante por
quebrar a dependéncia de um tnico provedor, melhorando assim a disponibilidade
de servico da federacgao, reduzindo custos, e também aumentando o ntmero de
combinagoes de instancias [44].
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Data, adaptado de [6].

Assim sendo, nota-se que a computacdo em nuvem é um modelo de entrega de poder
computacional em forma de servico que possui caracteristicas que favorecem o processa-
mento de grandes volumes de dados, tais como a elasticidade para o provisionamento de
recursos; o alto poder computacional obtidos através do compartilhamento de recursos;
o amplo acesso que permite uma rapida comunicagao; a obtencao de recursos de acordo
com a demanda; e, por fim, a tarifagao baseada apenas nos recursos que foram utilizados.

Por todas estas caracteristicas, alguns autores como Li et al. [45] e Yang et al. [6],
afirmam que a computacao em nuvem é bastante aderente ao processamento de Big Ge-
ospatial Data, definindo o termo Spatial Cloud Computing para o ambiente em que a
infraestrutura da computacao em nuvem é utilizada em prol da geracao de valor para
dominios geograficos. Assim, como pode ser observado na Figura tendo como insumo
um grande volume de dados obtidos das mais variadas fontes, as ferramentas para o pro-
cessamento de big geospatial data se apoiam na infraestrutura da nuvem computacional
para armazenamento, acesso e mineracao dos dados, com o objetivo de atingir resulta-
dos que agreguem valor as organizacoes, favorecendo a tomada de decisao e a otimizacao
de processos. Desta forma, a Figura sintetiza a ideia acerca do termo Spatial Cloud
Computing.

Neste contexto, como o foco deste trabalho é a otimizagao no custo para o proces-
samento de Big Geospatial Data, sao analisados provedores publicos de computacao em
nuvem, uma vez que neste modelo a tarifacao ocorre de forma mais detalhada e clara,
conforme apresentado na proxima secao.
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3.2 Provedores Ptblicos de Computacao em Nuvem

De acordo com Hofer e Karagiannis [46], os provedores publicos, geralmente, oferecem
dois tipos de planos para alocacao de recursos: sob demanda e reservados. No plano
sob demanda a tarifacao é baseada no conceito de "pay-per-use", ou seja, o cliente é
tarifado por aquilo que realmente utilizar (exemplo, pagar por 2 horas de uso), podendo
aumentar e reduzir os recursos alocados conforme a necessidade da aplicacao. J& o plano
baseado em recursos reservados, tanto a alocacao dos recursos quanto a tarifacao ocorre
por um periodo maior (por exemplo, pagar por ter os recursos disponiveis por 1 ano).
Assim, embora o plano baseado em recursos reservados seja mais econémico do que o
plano sob demanda, nao é adequado para aplicacoes que possuem grande variacao de
processamento e/ou armazenamento, pois a ndo utilizagdo dos recursos alocados resulta
em um desperdicio financeiro, e uma demanda abaixo do necessario, podendo causar
impactos no desempenho da aplicacao.

Além disso, alguns provedores oferecem uma forma de pagamento e obtencao de recur-
sos denominada spot, para a aquisicao de servicos, exclusivamente, na modalidade laaS.
Nesta modalidade, os clientes do provedor fazem lances em recursos e os utilizam sempre
que a oferta excede o preco a vista atual, no entanto, os recursos podem ser desalocados
quando o preco a vista exceder o lance atual, ou seja, o provedor necessita da capacidade
dos recursos alocados por este modelo [47].

Por fim, estes provedores publicos, com o objetivo de facilitar o acesso e a utilizacao de
seus servicos, oferecem servigos especificos para determinadas solucoes, tais como bancos
de dados, inteligéncia artificial, computacao cognitiva, entre outros. Entre estes servicos,
existe também aqueles oferecidos para o processamento de grandes volumes de dados,
dada a complexidade que um ambiente para este tipo de aplicacao exige, conforme seré
apresentado na Secao [3.2.1}

Em pesquisa divulgada em Julho de 2017 pelo Gartner Group [48], os trés principais
provedores ptblicos de computagao em nuvem sao: Amazon AWS, Google Cloud e Mi-
crosoft Azure. Entre elas, segundo o Gartner Group, a lider é a Amazon AWS, que teve
inicio em 2006 e possui a maior participacao no mercado. Em segundo lugar em relacao a
participagao no mercado esta Microsoft Azure, que iniciou suas atividades em 2008. Por
fim, a Google Cloud tem uma participacao mais discreta no mercado, mas é importante
considerar que ela iniciou suas ofertas de servigos de nuvem apenas em 2013.

Um ponto comum entre esses trés provedores estd na abrangéncia de suas ofertas e
a necessidade de constante evolucao de seus datacenters para permitir o atendimento a
crescente demanda [7]. A Figura apresenta uma comparacao entre as localidades em
que cada um destes trés provedores possuem datacenters instalados. Conforme apresen-
tado, a maior concentracao dos datacenters estd localizada na América do Norte e na
Asia, com predominio da quantidade de instalacdes da Microsoft Azure sobre os demais.

3.2.1 Big Geospatial Data como Servico

Entre os provedores publicos, conforme ja dito, é pratica comum ofertar servigos espe-
cificos para determinado produto, facilitando a configuracao por parte dos usuarios e
otimizando os custos. No caso dos servicos oferecidos para o processamento de Big Data,
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il

e, consequentemente, para Big Geospatial Data, o conceito principal esta relacionado ao
provisionamento e ao redimensionamento do cluster, e as plataformas suportadas.

Nesse contexto, um cluster ¢ um agrupamento de recursos composto por um servidor
principal, responsavel pelo gerenciamento da aplicacao, e um ou mais servidores secun-
darios, responsaveis pela execucao das tarefas da aplicagao. O servigo oferecido pela
Microsoft Azure é denominado e ¢ apresentado como um servico de anélise
totalmente gerenciado, completo e de fonte aberta. O provedor Google Cloud oferece o
servico denominado DataProc, sendo ofertado como uma plataforma completa e eficiente
para processamento de dados, analise e aprendizado de méquina. Por fim, o provedor
Amazon AWS disponibiliza o servigo chamado Elastic MapReduce (EMR), ofertado com
0 objetivo de processar big data com seguranca e confiabilidade, incluindo analise de [og,
indexacao da web, transformacoes de dados, aprendizado de maquina, andlise financeira,
simulacao cientifica e Bioinformatica.

A Tabela apresenta uma analise comparativa entre os servicos para Big Data ofere-
cidos por esses trés provedores de computacao em nuvem. Conforme pode ser observado
na Tabela apenas o servico HDInsight do Microsoft Azure faz a tarifacdo baseada
em minutos, enquanto os demais provedores ja precificam seus servigcos pelos segundos
utilizados pelo cluster.

Ainda em relacao a anélise comparativa realizada com esses provedores, é importante
destacar que para o provisionamento de um cluster, diversas sao as configuragoes de ma-
quinas virtuais disponiveis nos provedores. Quanto maior a capacidade de processamento
(CPU e memoria), mais elevado é o preco cobrado por eles. Assim, a Tabela apresenta
uma comparacao entre a maquina virtual com menos recursos e a maquina com mais re-
cursos disponiveis para configuragao do cluster, bem como seu prego por hora de uso, em
Janeiro de 2018.

Os valores apresentados na Tabela referem-se ao custo da instancia no servigo
especifico para processamento de grandes volumes de dados de cada provedor. O preco
da menor maquina do provedor Google, por exemplo, é composto de $ 1,90 pela hora da
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Tabela 3.1: Servicos Oferecidos pelos Provedores de Nuvem Publica para Processamento
de Big Data.

Provedor Microsoft Azure Google Cloud Amazon AWS
. . Elastic MapRe-
Nome do Servico HDInsight Dataproc duce (EMR)

Hadoop, Spark, Hadoop,

fs’latafti):rr(;las Hive, HBase, Ha§90p7§P3rk> Spark, HBase,
uportadas Storm, Kafka e R 16 © HIVe Presto e Flink
Unidade de .
Tarifacio Minutos Segundos Segundos

Tabela 3.2: Comparacao de Preco por Hora entre a Menor e a Maior Maquina Virtual
Disponivel para Provisionamento de um Cluster nos Principais Provedores Publicos.

Provedor Amazon Azure Google
vCPUs 2 64 1 16 1 64
Memoria (Gb) 3,75 488 1,75 112 3,75 416
Preco da Instancia | $ 0,35 | $ 14,89 | $0,366 | $5,14 | $1,90 | $ 1547
Preco do Servigo | $0,15 | $0,945 | $ 0,254 | $4,96 | $0,04 | $2,24
Custo Total $0,50 | $1583 | $0,62 | $10,10 | $1,94 | 17,71

instancia mais $ 0,04 pelo servico Dataproc. Assim, como pode ser observado na Tabela
.2 ha uma significativa variacao nos pregos, por exemplo, a menor instancia disponivel
no provedor Google Cloud oferece apenas 1 vCPU e ainda assim ¢ 533% mais cara que a
oferecida pelo provedor Amazon AWS, que, oferece 2 vCPUs.

Com relacao ao servico especifico para o processamento de grandes volumes de dados,
o maior valor é cobrado pelo Microsoft Azure, com uma variacao de 635% em relacdo ao
Google Cloud para a menor instancia, ¢ de 525% em relacao ao Amazon AWS para a
instancia mais robusta.

Outra caracteristica importante para estes servicos especificos para Big Data esté re-
lacionado ao armazenamento dos dados. E essencial que o acesso, a leitura e a escrita
sejam feitos de forma eficiente para nao causarem impactos no desempenho da aplica-
cao. Cada provedor recomenda a utilizacao de servicos proprios de armazenamento, no
entanto, um ponto comum entre os trés provedores avaliados, é que todos utilizam um
storage externo ao cluster, e nao os discos internos das instancias virtuais. Isto garante a
persisténcia do dado, mesmo com o redimensionamento ou até mesmo com a exclusao do
cluster. Contudo, é importante ressaltar que como o armazenamento nao é o foco deste
trabalho, ele nao sera considerado para a elaboragao dos custos no decorrer da pesquisa.

As ferramentas, atualmente, disponiveis para o processamento de big geospatial data
sao variacoes das ferramentas utilizadas para o processamento de big data e, portanto,
sao capazes de aproveitar os servigos oferecidos pelos provedores publicos para este fim,
uma vez que utilizam as mesmas caracteristicas para provisionamento de infraestrutura.

21



Assim sendo, nos taltimos anos, diversas aplicacoes foram desenvolvidas para otimizar
o processamento destes tipos de dados, entre elas:

e SpatialHadoop [49]: um framework que estd incorporado no Hadoop, ou seja, im-
plementa as funcionalidades espaciais no interior do nicleo do Hadoop, tornando-se
bastante eficiente no processamento de consultas espaciais;

e GeoSpark [50]: um framework que estende as RDDs tradicionais do Spark para for-
mar as Spatial Resilient Distributed Dataset (SRDD) e particiona de forma eficiente
os elementos de dados entre as instancias;

e LocationSpark [51]: assim como o GeoSpark, esta ferramenta também é baseada em
Spark, sendo desenvolvida como uma biblioteca para executar apenas operacoes de
consulta por faixa, k-vizinhos mais proximos e juncoes espaciais.

A Tabela faz uma comparacao das operacoes disponiveis em cada uma das ferra-
mentas pesquisadas.

Tabela 3.3: Operacoes Disponiveis nas Ferramentas Pesquisadas.
Operacao SpatialHadoop | GeoSpark | LocationSpark
Range Query v
KNN v
ConvezHull
Union
Skyline
Farthest Pair
Closest Pair

SNENENENEN

SNENENENENENEN

Como pode ser visto na Tabela [3.3] a ferramenta que apresentou a maior abrangéncia
foi o SpatialHadoop. Dessa forma, essa foi a ferramenta escolhida para ser utilizada na
conducao dos testes abordados por este trabalho, por este motivo ela serd apresentada
em detalhes na proxima secao.

3.2.2 SpatialHadoop

O SpatialHadoop é um framework completo para o Hadoop ser capaz de processar com
eficiéncia dados espaciais, por meio de uma linguagem simples e de alto nivel para facilitar
a realizacao das operacoes e das consultas espaciais.

Uma visao geral da arquitetura do SpatialHadoop é apresentada na Figura [3.3] Um
cluster SpatialHadoop contém um né mestre que divide um trabalho MapReduce em tare-
fas menores, realizadas por nos escravos. O ntucleo de SpatialHadoop consiste em quatro
camadas [§], que sdo camada de linguagem, camada de operagoes, camada MapReduce e
camada de armazenamento, descritas em detalhes a seguir:

3.2.3 Camada de Linguagem

Para que o Hadoop se tornasse popular e possivel de ser utilizado por usuérios sem co-
nhecimento avancado para a realizacao de consultas, algumas linguagens SQL-like foram
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Figura 3.3: Visdo Geral das Camadas do SpatialHadoop, adaptado de [g].

disponibilizadas, tais como Pig Latin [52] e Hive@QL [53]. Estas linguagens permitiam o
uso de fungoes simples tais como filtro (filter), classificacdo (sort) e jungao (join). Para
operacoes complexas era necessario a combinacao destas funcgoes.

No entanto, essas linguagens eram insuficientes para o tratamento de grandes volu-
mes de dados geograficos e espaciais, dificultando o processamento das consultas e das
operagoes. Para isso, foi desenvolvido o Pigeon (37|, uma linguagem SQL-like baseada
em Pig-Latin, que suporta os tipos de dados padroes do Open Geospatial Consortiums
(OGC) [9], tais como ponto, linha e poligono, e também possui quatro categorias de
funcoes espaciais, a saber:

e Funcoes Espaciais Béasicas: sao utilizadas para obter informagoes bésicas sobre um
objeto espacial, tais como o comprimento ou a area;

e Predicados Espaciais: estas funcoes retornam um valor booleano sobre a relacao
entre objetos, por exemplo, a funcao touches retorna se o objeto A encosta no
objeto B;

e Analises Espaciais: executa algumas transformacoes espaciais na entrada dos ob-
jetos, como calcular o centroide ou a interseccao. Estas fun¢oes sao normalmente
utilizadas para realizar transformacoes de registos de entrada para produzir a res-
posta final;

e Funcoes Agregadoras: retornam valores resultantes da agregacao de diversos objetos
espaciais, por exemplo, a funcdo converhull retorna um poligono que representa o
menor convexo que englobe todos os objetos de entrada.

O Pigeon [54] esta em conformidade com o padrao OGC que é utilizado por Sistemas
Gerenciadores de Banco de Dados (SGDB) comerciais e também de codigo aberto.

3.2.4 Camada de Operacoes

A camada de operacoes encapsula a implementacao de diversas operacoes espaciais que
utilizam os indices espaciais, e 0s novos componentes na camada de MapReduce [8)]. Esta
camada é composta por:
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e Operacoes Basicas: entre as diversas operacoes espaciais disponiveis, trés delas fo-
ram escolhidas como operacoes basicas pelo SpatialHadoop devido a grande uti-
lizagao. Estas operagOes sao consulta por faixa (Range Query), K-vizinhos mais
proximos (KNN) e Juncdo Espacial (Spatial Join);

e CG-Hadoop: um conjunto de algoritmos apresentados por Eldawy et al. [36] para
operagoes geograficas que utilizam da indexacao do SpatialHadoop para obter um
bom desempenho. Entre essas operacoes estao a uniao de poligonos, skyline, con-
verhull, par mais longe e par mais proximo;

e Mineracao de Dados Espaciais: operacgoes desenvolvidas para SpatialHadoop utili-
zando técnicas de mineracao de dados.

Os indices espaciais introduzidos na camada de armazenamento, juntamente com os
novos componentes na camada MapReduce possibilitam a realizacao eficiente de varias
operacoes espaciais em SpatialHadoop. Outras operacoes espaciais podem ser adicionadas
a camada de operacoes utilizando uma abordagem semelhante a execugao de operacoes
espaciais basicas [§].

3.2.5 Camada MapReduce

Segundo Mokbel e Eldawy [8], a camada de MapReduce no Hadoop tradicional é pro-
jetada para trabalhar com arquivos heap nao indexados como entrada. No entanto, as
operacoes espaciais em SpatialHadoop recebem arquivos indexados espacialmente como
entrada, o que requer um tratamento diferente. Além disso, algumas operacoes espaci-
ais, por exemplo juncao espacial, sao operacoes binarias que tomam dois arquivos como
entrada.

Para ser capaz de lidar com arquivos indexados espacialmente, o SpatialHadoop intro-
duz dois novos componentes na camada de MapReduce - SpatialFileSplitter e SpatialRe-
cordReader - que exploram os indices globais e locais, respectivamente, para o acesso aos
dados com mais eficiéncia [§].

3.2.6 Camada de Armazenamento

Segundo Mokbel e Eldawy [8], na camada de armazenamento, o SpatialHadoop adiciona
indices espaciais bem adaptados ao paradigma MapReduce. Esses indices superam uma
limitacao do Hadoop, que prové suporte apenas para arquivos nao indexados do tipo heap.
O SpatialHadoop suporta os indices Grid, R-Tree e R-+-Tree, que ja foram detalhados na
Secao [2.3.1

Existem dois desafios que impedem indices espaciais de serem usados com o Hadoop
tradicional [8, [55], pois os indices tradicionais sdo projetados para o paradigma de progra-
macao procedural, enquanto o Hadoop utiliza programacao MapReduce. Além disso, os
indices tradicionais sao projetados para sistemas de arquivos locais, enquanto o Hadoop
usa o Hadoop Distributed File System (HDFS) [56], que é limitado em arquivos que podem
ser escritos apenas uma vez e depois nao podem ser alterados.

Para superar esses desafios, o SpatialHadoop organiza o seu indice em dois niveis:
indexacao global, que particiona os dados através de nos no cluster; e indexacao local,
que organiza os dados em cada no escravo |8, 55].
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A separacao dos indices globais e locais é realizada pelo paradigma de programacao
MapReduce, na qual o indice global é utilizado para preparar o trabalho MapReduce e os
indices locais sdo usados pelas fungoes de processamento de map [49).

Uma vez descrito o SpatialHadoop, que sera a ferramenta utilizada para o desenvolvi-
mento deste trabalho, o proximo capitulo apresenta os trabalhos relacionados aos demais
temas desta pesquisa, tais como a comparacao de desempenho das indexacoes de dados
geograficos, a comparagao dos servicos oferecidos pelos provedores ptiblicos de nuvem com-
putacional e a otimizacao de custo no processamento de aplicacoes para Big Geospatial
Data.
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Capitulo 4

Trabalhos Relacionados

Este trabalho apresenta uma Base de Conhecimento e um Mecanismo de Inferéncia que
garantam a otimizacao do custo para o processamento de big geospatial data em provedores
publicos de nuvem. Para isto, a pesquisa bibliografica realizada levou em consideragao
trés pontos:

e A comparacao de desempenho na indexacao de dados espaciais;
e A comparacao entre os servicos oferecidos pelos provedores de nuvem;

e A otimizacao do uso de recursos computacionais para processamento de grandes
volumes de dados.

Assim, a revisao da literatura referente a cada um destes aspectos é apresentada nas
préximas secoes.

4.1 Comparacao de Desempenho na Indexacao de Da-
dos Espaciais

A comparacao de desempenho na indexacao de dados espaciais é tema recorrente na
literatura. Normalmente, a cada vez que um novo indice é proposto, ele é comparado
com um ou mais indices de conhecimento geral. Em 1990, Smith e Gao [57] fizeram
uma comparacao de desempenho das indexacoes Grid, R-Tree, R-+-Tree e zkdB-Tree para
operacoes de inclusao, exclusao e pesquisa para diversos tipos de dados espaciais. A
indexacao Grid foi a mais performatica para as operagoes de inclusao e exclusao, mas
apresentou um desempenho insatisfatoria para as operacoes de pesquisa. As indexacoes
R-Tree e R+-Tree nao tiveram um bom desempenho para inclusao e exclusao, porém
foram bem superiores nas pesquisas. Por fim, segundo os autores, embora a indexacao
R-+-Tree tenha sido a de melhor desempenho, ela nao se mostrou como a melhor opcao
dado a grande necessidade de espaco em disco requerida por esta indexacao.

Oii et al. [58] apresentaram uma taxonomia sobre indices espaciais, entre eles o Grid,
o R-Tree e o R+-Tree, que sao os indices utilizados neste trabalho. Apods a realizacao
de diversos testes com os indices analisados, os autores concluiram que independente do
método utilizado, o desempenho da indexacao é influenciado pelo ntimero de objetos espa-
ciais por unidade de espaco; pelo tamanho dos objetos; e pelo tamanho da base de dados.
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Entre os testes realizados pelos autores, foi apresentada uma comparacao de desempenho
entre as indexacoes R+-Tree e R-Tree para as relagoes topologicas de encontro (meet),
contorno (overlap), inser¢ao (inside), cobertura (covers), contém ((contains) e disjungao
(disjoint), utilizando bases de dados com 10.000 objetos, com diferentes tamanhos de
MBRs e 100 consultas. Para MBRs pequenos e médios, a indexacao R-+-tree teve desem-
penho superior & R-tree. No entanto, para MBRs grandes, o R+-Tree ¢ menos eficiente
devido ao nivel adicional causado pelas duplicacoes que sao caracteristicas desta indexa-
cao, indicando que o R-+-Tree nao ¢ indicado para bases que contenham alta densidade
de objetos.

Em 1998, o trabalho apresentado por Gaede e Gunther [5] sobre métodos de acessos
multidimensionais, tornou-se uma referéncia sobre a indexacao de conjuntos de dados
espaciais. Embora o foco do trabalho nao fosse a comparacao entre as diversas indexa-
coes disponiveis naquela época, os autores destacaram uma secao exclusivamente para
relacionar as analises e as comparacgoes realizadas até entao pela academia. Dentre estas
comparagoes, foi citada a realizada por Greene [59], que apontou a indexacao R-+-Tree
mais performéatica que a R-Tree para conjuntos de dados que possuam menos sobreposi-
¢oes de retangulos.

Teotonio [60] apresentou uma comparacio de desempenho dos indices R-Tree, Grid
e Curvas de Hilbert para consultas espaciais em bancos de dados geograficos relacionais,
utilizando as ferramentas PostgreSQ)L, com extensao espacial PostGIS e MySQL. Os testes
foram realizados em uma tnica maquina, sem qualquer variacao de configuracao dos
recursos computacionais. A maior das trés bases de dados utilizadas continha pouco mais
de 1 milhao de registros, sendo composta basicamente por poligonos. Apos a realizagao dos
testes, os autores concluiram que a indexacao Grid ¢ mais performatica para conjuntos
de objetos nos quais h&4 muitas sobreposicoes entre os MBRs dos objetos. J& para os
conjuntos de objetos que apresentam poucas sobreposicoes, a R-tree foi mais eficiente.

Ainda com relagao & comparacao de desempenho entre os indices espaciais, no en-
tanto, de maneira mais especifica para o processamento de Big Geospatial Data, Eldawy
et al. [55] apresentaram uma comparacdo entre algumas técnicas de indexac¢do por meio
do SpatialHadoop, utilizando as operacoes Range Query e Spatial Join em cinco bases de
dados distintas. Os testes foram executados em ambiente de nuvem alocado no provedor
Amazon AWS, sendo que o cluster foi composto de 5 a 35 nodos, todos com a mesma
configuragao de hardware. Entre as conclusoes, os autores indicam que embora o Spatia-
[Hadoop seja escalavel, o tempo para indexagao nao é reduzido de forma proporcional ao
incremento no tamanho do cluster.

4.2 Comparacao entre os Servicos Oferecidos pelos Pro-
vedores de Nuvem

Com relacao a comparagao entre provedores de nuvem, dado o dinamismo e a oferta cons-
tante de novos produtos que é realizada por estes provedores, este ¢ um tema também
bastante abordado por diversos autores. Em Ang Li et al. [45], quatro provedores pu-
blicos de nuvem foram comparados (Amazon AWS, Microsoft Azure, Google AppEngine,
e Rackspace CloudServers) em quatro funcionalidades: elasticidade, persisténcia de ar-
mazenamento, conexao intra-cloud e amplo acesso. Neste cenario, foi apresentada uma
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ferramenta chamada (CloudCmpl, que tem o objetivo de comparar tanto o desempenho
quanto o custo de provedores de nuvem e que, nos diversos casos de estudo apresenta-
dos, mostraram uma grande diferencga entre os custos de cada provedor. Os testes foram
realizados com diversas variacoes da ferramenta, e eles mostraram-se consistentes e a
ferramenta demonstrou possuir boa capacidade para benchmark de servicos de nuvem.
No entanto, a época da realizacao deste trabalho, ainda eram poucos os provedores que
ofereciam servicos voltados ao processamento de Big Data, e por isso este tipo de servigo
nao foi comparado.

A utilizacdo do ambiente de nuvem computacional para aplicacoes de Big Data foi
abordado por Ji et al. [61] e Kambatla et al. [62], focando principalmente em aplicagoes
implementadas em Hadoop. Entre os desafios apresentados por Ji et al. [61] para melho-
rar o desempenho do processamento de grandes volumes de dados em ambiente de nuvem
através de aplicagoes Hadoop estao: o custo e o tempo necessério para a transferéncia de
dados; a otimizacao nas iteracoes dos jobs para evitar o desperdicio de processamento;
a necessidade de processamento em tempo real para algumas aplicacoes; e, por fim, a
necessidade de otimizacoes na realizacao de consultas do tipo join. Os autores indicaram
ainda que, mesmo a computacao em nuvem tendo um alto poder computacional, é neces-
sario que as aplicacoes sejam capazes de simplificar o processamento das informagoes —
indexando as bases de dados a serem processadas, por exemplo — para evitar desperdicios
de recursos.

Kambatla et al. [62] também propuseram uma otimizagao no provisionamento de
recursos para a execucao de jobs Hadoop em ambiente de nuvem utilizando o provedor
Amazon AWS. Para isto, os autores utilizaram ajustes em parametros do Hadoop, como
por exemplo o namero de réplicas dos dados, o namero de tarefas map /reduce executadas
em paralelo etc, para estimarem os recursos adequados para a execucao da aplicacao,
mantendo seu desempenho e evitando o desperdicio de recursos. Todavia, embora tenha
sido indicado que esta otimizacao era independente do provedor de nuvem a ser utilizado,
nao foi realizado nenhum estudo que comprovasse a efetividade da proposta em provedores
diferentes.

O mesmo objetivo teve o trabalho apresentado por Zhao et al. [63], que propds um
algoritmo denominado Profit Optimization Resource Scheduling para a otimizacao dos
recursos alocados em provedores de nuvem para o processamento de Analytics-as-a-Service
(AaaS). Os testes para a demonstragao da aplicabilidade deste algoritmo foram executados
no provedor CloudSim, mostrando-se eficaz na otimizagao da utilizacao dos recursos. Nao
houve, no entanto, apresentacao de resultados executados em outros provedores de nuvem
e também nenhuma indicacao dos custos efetivamente reduzidos.

4.3 Otimizacao do Uso de Recursos Computacionais
para Processamento de Grandes Volumes de Da-
dos

Com relacao a otimizagao no uso de recursos computacionais em nuvem para aplica-
¢oes que processam grandes volumes de dados, Pramila [64] apresentou uma ferramenta
comercial chamada Qubole, que garantia um bom desempenho para processamento de
aplicacoes Hadoop com o minimo custo, utilizando a infraestrutura do provedor ptblico
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Amazon AWS. As razoes para o uso do Qubole, ao invés de utilizar as ferramentas nati-
vas para escalonamento do provedor foi motivada pelo fato do escalonamento depender
de agoes do usuario; por problemas no uso do HDFS, inclusive com perda de dados nos
datanodes; e, por desperdicio de recursos e falta de interface que facilite a interacao com o
usuario. No entanto, nao foram apresentados quaisquer resultados de testes comparando
a ferramenta Qubole com as ferramentas nativas oferecidas pelo provedor, bem como nao
foi indicado que os problemas encontrados no provedor Amazon AWS também ocorriam
em outros provedores publicos de nuvem.

De maneira mais relacionada ao processamento de Big Geospatial Data, Yang et al. [0]
apresentaram a utilizacao da computagao em nuvem para auxiliar no processamento de
grandes volumes de dados geograficos. Os beneficios da plataforma de nuvem, tais como
elasticidade, medicao do servico, servi¢o sob demanda e pagamento pelo uso (pay-per-use)
foram evidenciados através de quatro casos de uso, os quais foram estudos climéticos,
mineracao de conhecimento, anélise de mudancas na superficie terrestre e simulacao de
tempestades. A computacdo em nuvem se mostrou bastante aderente e adequada para a
realizacao de todos os testes gerados pelos casos de uso propostos. De qualquer forma, nao
houve preocupagao dos autores em relagao aos custos gerados pela execugao dos testes,
focando apenas no poder computacional oferecido pela plataforma.

Por fim, Kramer e Senner [29] apresentaram um sistema modular e flexivel, permi-
tindo o uso de diversas plataformas de processamento, tais como o SpatialHadoop e Spa-
tialSpark. Um dos desafios relatados por Kramer e Senner [29] para a implantacao do
sistema em ambiente de nuvem esta relacionado ao provisionamento e ao gerenciamento
dos recursos de infraestrutura. A solucao encontrada foi a utilizagdo de uma ferramenta
comercial chamada Ansible, que executa scripts para provisionamento de recursos em di-
versos ambientes de nuvem. Ainda sobre o trabalho de Kramer e Senner [29], os autores
nao apresentaram qualquer teste que demonstrasse a eficiéncia na alocacao dos recursos
computacionais em provedores de nuvem.

A Tabela apresenta uma comparacao entre os trabalhos apresentados nesta secao
em relacao aos itens relacionados ao escopo do tema de pesquisa desta dissertacao.

Assim, por meio da anéalise dos trabalhos citados nesta revisao da literatura, é possivel
identificar que, embora o ambiente de nuvem seja bastante indicado para o processamento
de big geospatial data, nao houve, até o momento, um estudo que focasse na otimizacao
dos recursos computacionais neste ambiente, especificamente, para este tipo de aplicacao.

Nos trabalhos avaliados nota-se a escassez da utilizagao da analise da indexacgao a ser
utilizada para organizar o conjunto de dados para, desta forma, obter melhor desempenho
na execucao de consultas e de operacoes. Além disso, a utilizacao do redimensionamento
do cluster nao foi explorada como maneira de otimizar os custos destas aplicacoes em
nenhum trabalho.

Dessa forma, para contribuir para o estado da arte, este trabalho propoe uma Base
de Conhecimento e um Mecanismo de Inferéncia para otimizacao no custo para proces-
samento de big geospatial data em provedores de nuvem. Para isto, é necessario indicar
a indexacao mais adequada para o conjunto de dados a ser processado e também con-
siderar as operagoes e as consultas a serem realizadas. Além disso, quando possivel, é
recomendado utilizar o redimensionamento dos recursos computacionais, minimizando,
desta forma, o custo total para o processamento.
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Tabela 4.1: Trabalhos Relacionados ao Tema desta Pesquisa.

Paper | Plataforma | Ferramentas | Comparacdo | Anélise | Redimensionamento
em de de de
Nuvem Indexacoes Custo Recursos
5] v
[6] v
[64] v Hadoop v
[29] v SpatialHadoop v
e SpatialSpark
[45] v CloudCmp v
[55] v SpatialHadoop v v
[57] v
58] v
[60] PostGIS v
e MySQL

[61] v Hadoop v
[62] v Hadoop v v
[63] v v v
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Capitulo 5

Proposta para Otimizacao no Custo
para Processamento de Big GeoSpatial
Data

A utilizacao do poder computacional disponibilizado pelos provedores de nuvem é bastante
conveniente para diversos tipos de aplicacoes, inclusive para o armazenamento e o proces-
samento de grandes volumes de dados geogréficos. No entanto, conforme apresentado nos
capitulos anteriores, dada a tarifacao do tipo "pay-per-use” dos provedores piuiblicos de
computacao em nuvem, para a otimizacao dos custos envolvidos no processamento deste
tipo de aplicagao, faz-se necessario o uso dos recursos da maneira mais racional possivel.
Diante disto, o presente trabalho apresenta uma Base de Conhecimento e um Mecanismo
de Inferéncia para a otimizacao no custo para o processamento de Big Geospatial Data
alocados em provedores publicos de nuvem.

5.1 Base de Conhecimento

Uma Base de Conhecimento é um conjunto de informagoes sobre um determinado dominio
que sao necessarias para auxiliar um Mecanismo de Inferéncia na tomada de decisoes [65].
Especificamente no caso deste trabalho, as informacoes contidas na Base de Conhecimento
devem ser capazes de indicar a melhor indexacao a ser aplicada a base de dados, bem
como a indicacao de redimensionamento do cluster para a execucao das consultas e das
operacgoes, com o objetivo de otimizar o custo para o processamento em ambiente de
nuvem computacional.

Assim sendo, para a construcdo da base de conhecimento foi executada uma série
determinada de consultas e de operagoes espaciais, nos servicos especificos para o proces-
samento de grandes volumes de dados disponiveis nos provedores Amazon AWS, Microsoft
Azure e Google Cloud, conforme apresentados na Sec¢ao [3.2.1] utilizando o SpatialHadoop
como ferramenta. Os detalhes sobre as bases de dados e as indexacoes utilizadas, das
operacoes, das consultas avaliadas e das configuracoes de clusters, sao apresentados nas
proximas secoes.
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5.1.1 Bases de Dados

Para a construgao da Base de Conhecimento foram utilizadas 33 bases de dados, sendo
deste total 16 bases extraidas a partir do US Census Bureau TIGER e 17 bases extraidas do
Open Street Map. Com esta variedade foi possivel realizar testes com bases de quantidades
de registros variados (a menor com 56 registros e a maior com 2,7 bilhées de registros), e
com diferentes formas geograficas (pontos, linhas e poligonos). A Tabela traz alguns
exemplos de bases de dados utilizadas. A relacao completa das bases de dados utilizadas
est& disponivel em http://spatialhadoop.cs.umn.edu/datasets.html.

Tabela 5.1: Exemplos de Conjuntos de Dados Utilizados nos Testes.

Fonte Conteudo Forma | Qtde. Registros | Tamanho em Disco
TIGER Hidrografia Linhas 5,8 milhdes 6 GB
TIGER | Estradas de Ferro Linhas 20 milhoes 8 GB
TIGER Estados (EUA) Poligonos 56 17 MB

OSM Pontos no planeta Pontos 2,7 bilhoes 96 GB

OSM | Objetos no planeta | Poligonos 263 milhoes 92 GB

OSM Estradas Poligonos 59 milhGes 21 GB

Com o objetivo de agrupar os resultados e facilitar a anélise das informacoes obtidas,
as bases de dados foram classificadas de acordo com a forma (Poligono, Linha e Ponto)
e com a quantidade de registros contidos nelas (Pequena, Média e Grande), conforme
apresentado na Tabela Por nao ter encontrado na literatura qualquer classificacao
similar, os valores foram atribuidos baseados na média das bases de dados avaliadas neste
trabalho.

Tabela 5.2: Classificagao das Bases de Dados.

Nome Forma Qtde. Registros
Poli P Poligonos < 1 milhao
Poli_ M | Poligonos | > 1 milhao e < 100 milhdes
Poli_ G | Poligonos > 100 milhoes
Linha P Linhas < 1 milhao
Linha M Linhas > 1 milhao e < 100 milhoes
Linha G Linhas > 100 milhoes
Ponto P Pontos < 1 milhao
Ponto_ M | Pontos | > 1 milhdo e < 100 milhdes
Ponto G | Pontos > 100 milhoes

5.1.2 Estruturas e Indices Utilizados

O SpatialHadoop, que foi a ferramenta utilizada na construcao da base de conhecimento,
tem suporte para as indexacoes Grid, R-Tree e R+-Tree. Portanto, os testes realizados
levaram em consideracao estes trés tipos de indexacao.

Conforme ja demonstrado nos artigos publicados em decorréncia desta pesquisa [66),
67, [68], a indexacdo é a tarefa mais onerosa para o processamento de Big Geospatial
Data, portanto, é fundamental observar o comportamento de cada tipo de base de dados,
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tanto pelo seu tamanho quanto pelo seu contetido, buscando a indexacao mais adequada.
Também é importante observar quais sao as indexacoes com melhor desempenho em
relacao ao tempo e ao custo para cada operacgao e consulta geografica.

5.1.3 Operacoes e Consultas

As operacoes e as consultas geograficas sao as tarefas que retornarao algum resultado para
o requisitante, tendo, portanto, papel fundamental na geracao de valor para a aplicacao.

Para a construcao da base de conhecimento foram analisados os desempenhos das
seguintes consultas e operacgoes geograficas: Union, Skyline, ConvexHull, Range Query,
KNN, Closest Pair e Farthest Pair, ji apresentadas na Secao Estas consultas e
operacoes foram escolhidas por serem operacgoes bastante utilizadas por ferramentas de
processamento de dados geograficos [36] e, também, por abrangerem operagoes com todas
as trés formas predominantes de um dado geografico, ou seja, ponto, linha e poligono.

Neste sentido, espera-se determinar o desempenho das indexacoes para cada uma
destas operacgoes e consultas, bem como avaliar o impacto dos recursos utilizados e o
tempo necessario para o processamento.

5.1.4 Infraestrutura

Os clusters para a realizacao dos testes foram alocados nos provedores Amazon AWS,
Microsoft Azure e Google Cloud, utilizando os servigos especificos oferecidos por estes
provedores para o processamento de grandes volumes de dados, conforme apresentados
na Secao [3.2.1}

Desta forma, foi possivel comparar o desempenho da aplicacao, apontar os pontos
fortes e os pontos fracos de cada um destes provedores, bem como mensurar o custo que
é o foco deste trabalho.

Assim, embora os provedores oferecam diversos tipos de instancias, variando a quanti-
dade de virtual Central Processing Unit (vCPUs) e memoria, para a realizacio dos testes
foram padronizadas configuracoes para o masternode que deveria ter 8 vCPUs e 28GB de
memoria; e para cada datanode, que foi especificado com 4 vCPUs e 14GB de memoria.
O custo apresentado na Tabela tem como referéncia o més de Janeiro/2018.

Tabela 5.3: Pregos Considerados para a Realizacao dos Testes.
Instancia | Amazon AWS | Microsoft Azure | Google Cloud
Master Node $ 0,42 $1,24 $0,28
Data Node $021 $ 0,62 $0,14

O provedor Microsoft Azure, através do servico Azure HDInsight, permite apenas a
criagao de clusters Hadoop utilizando, no minimo, 2 masternodes [69], o que faz com que
o seu custo seja o mais alto entre os provedores analisados.

5.1.5 Conhecimentos Obtidos

Considerando todos os parametros apresentados nos topicos anteriores — bases de dados,
indexacoes, operacoes, consultas e infraestrutura — foram realizados diversos testes com
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o objetivo de construir a Base de Conhecimento. Os resultados apresentados a seguir
representam uma média de, pelo menos, trés execucoes, realizadas nos trés provedores
avaliados — Azure, AWS e Google.

Os resultados obtidos com as execucoes dos testes demonstram que:

e 0 aumento de instancias no cluster reduz o tempo de processamento, mas aumenta,
o custo total;

a criacao do indice Grid é mais performatica para bases que tenham apenas pontos;

a criacao do indice R-Tree é mais performéatica para bases com linhas e poligonos;

a indexacao R+-Tree é melhor para Union, Skyline e ConvexHull;

a indexacao Grid é melhor para KNN, Range Query, Closest Pair e Farthest Pair;

o tempo para as operacoes KNN, Range Query, Closest Pair e Farthest Pair é
pequeno apo6s a indexacao.

Assim, para melhor entendimento dos itens elencados, cada um sera explicado nos
topicos abaixo.

a) O aumento de instancias no cluster reduz o tempo de processamento, mas
aumenta o custo total

Uma das caracteristicas da computacao em nuvem estd na capacidade de expandir e
retrair o poder de processamento dinamicamente. Uma das opcoes para isto, chamada de
elasticidade horizontal, trata-se da adicao de novas instancias ao conjunto de recursos ja
em uso [14].

A Tabela e a Figura traz o tempo (em minutos) e o custo consumidos para a
indexacao R-Tree de uma base classificada como Poli G, realizado no provedor Azure.
Nao foi considerado, neste cenario, o tempo para o provisionamento do cluster.

Os testes realizados demonstraram que, embora a adicdo de novas instancias do tipo
datanodes no cluster SpatialHadoop seja capaz de reduzir o tempo total de processamento,
o aumento de custo gerado pela inclusao de uma nova instancia nao ¢ deduzido pelo tempo
reduzido, gerando, portanto, aumento no custo total.

Tabela 5.4: Tempo (em minutos) e Custo para Indexagao com Incremento no Numero de
Datanodes.

Indexacoes
Grid R-Tree R+-Tree
Datanodes | Tempo | Custo | Tempo | Custo | Tempo | Custo
6 51 $ 5,29 47 $ 4,87 49 $ 5,08
9 47 $ 6,33 42 $ 5,66 45 $ 6,06
12 42 $ 6,97 38 $ 6,30 40 $ 6,63

Atualmente, todos os servicos para o processamento de grandes volumes de dados
avaliados nos trés provedores, permitem apenas a utilizacao da elasticidade horizontal de
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Figura 5.1: Tempo e Custo com Elasticidade Horizontal, para a Indexacao R-Tree.

recursos, ou seja, o redimensionamento do cluster é restrito a inclusao ou a exclusao de
instancias.

Desta forma, a elasticidade vertical de recursos, que ocorre quando héa incremento dos
recursos computacionais da instancia atual (por exemplo, o aumento de memoria), mas
sem adicionar novas maquinas ao cluster, ainda nao esta disponivel nos servicos avaliados.

b) a criagao do indice Grid tem o melhor desempenho para bases que tenham
apenas pontos

Considerando todas as bases de dados analisadas, independente de seus tamanhos, é
possivel afirmar que a tarefa de criacao do indice Grid teve o melhor desempenho para
aquelas que possuiam apenas pontos, podendo esta diferenca chegar até 13% quando
comparada com a indexacao R-Tree, e 9% para a indexacao R-+-Tree, veja a Tabela [5.5

Tabela 5.5: Tempo (em segundos) para a Criacdo do Indice das Bases de Dados.

Base Datanodes | Grid | R-Tree | R+-Tree
Poli_ P 1 1969 1814 1896
Poli_ M 2 2050 1886 1975
Poli_ G 6 3031 2789 2920

Ponto_ P 2 1780 2023 1948
Ponto M 5 2940 3322 3205
Ponto G 7 4752 5369 5179
Linha P 1 1843 1467 1588
Linha M 2 2256 1797 1943
Linha G 4 3849 3063 3317
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Assim, conforme apresentado na Secao [2.3.1] a superioridade da indexacao Grid sobre
as demais para o processamento de bases de dados que contenham apenas pontos deve-se
ao fato de serem objetos pequenos, capazes de serem armazenados em um bucket.

c¢) a criagao do indice R-Tree tem o melhor desempenho para bases com linhas
e poligonos

Para as bases de dados que possuem poligonos e linhas, independente do tamanho destas
bases, a tarefa de criacao do indice com melhor desempenho foi a R-Tree. Para poligonos,
o desempenho da indexacao R-Tree ¢ 8% superior quando comparado a indexacao Grid,
e 4% superior quando comparado com a indexacdo R+-Tree. Ja para as bases de dados
com linhas, esta diferenca sobe para 25% quando comparado com a indexacao Grid, e
para 8% quando comparado com a indexacao R-+ Tree.

Esta superioridade esta relacionada ao fato de serem usados os MBRs, conforme apre-
sentado na Secao Além disso, por serem formas mais complexas, a indexacao Grid
nao é capaz de armazena-las em um tnico bucket, tendo portanto, um desempenho mais
onerosa para estas formas.

d) A indexacdo R+-Tree é melhor para Union, Skyline e ConvexHull

Considerando o desempenho para a execucao das operagoes geograficas testadas, as
bases indexadas com R+-Tree tiveram melhor desempenho para a execucao das opera-
coes Union, Skyline e ConvexHull, conforme demonstrado na Figura E importante
ressaltar que a operagao Union é realizada apenas com bases que sejam compostas por
poligonos, enquanto as operacoes Skyline e ConverHull sao executadas com bases que
contém pontos.

A busca otimizada pelo R-+-Tree em relacao as demais indexacoes é responsavel por
esta superioridade, uma vez que ele consegue realizar a consulta com menos acesso ao
disco, conforme apresentado na Secao [2.3.1

e) A indexagao Grid é melhor para KNN, Range Query, Closest Pair e
Farthest Pair

Diante dos diversos testes realizados, foi possivel observar que a indexacao Grid teve
melhor desempenho para a execucao das consultas KNN, Range Query, Closest Pair e
Farthest Pair, conforme apresentado na Figura [5.3

Esta superioridade estd relacionada ao fato destas operacoes serem executadas em
bases de dados compostas principalmente por pontos e, conforme apresentado na Secao
2.3.2] o Grid ser bastante eficiente para consutlas e operagdes nas quais os objetos caibam
inteiramente em um quadrado da grade.
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Figura 5.2: Comparacao de Indexagao para Operagoes Union, Skyline e ConvelHull.
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Figura 5.3: Comparacao de Indexacao para Consultas Range Query, KNN, Closest Pair
e Farthest Pair.
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f) O tempo para as operagdoes KNN, Range Query, Closest Pair e Farthest
Pair é pequeno apés a indexacgao

Por fim, foi possivel observar que a indexacdo é a tarefa que consome mais tempo
entre todas as demais operacoes e consultas analisadas. Uma vez indexada a base de
dados, as operacoes KNN, Range Query, Closest Pair e Farthest Pair sao realizadas em
pequenos tempos. Apenas as operacoes union, skyline e converhull requerem maior tempo

de processamento, conforme demostrado nas Tabelas de a

Tabela 5.6: Tempo Médio (em segundos) para Execucao de Range Query.

Base Grid | R-Tree | R+-Tree
Poli P 3 5 4
Poli M 3 9 6
Poli_ G 13 25 23

Ponto_P 4 7 7
Ponto M 4 9 12
Ponto G 7 14 13
Linha P 2 8 )
Linha M 6 7 8
Linha G 5 12 11

Tabela 5.7: Tempo Médio (em segundos) para Execucao de KNN.

Base Grid | R-Tree | R+-Tree
Poli_ P 3 7 7
Poli M | 5 14 12
Poli_ G 14 35 27

Ponto P 2 ) S
Ponto M 5] 6 8
Ponto_ G 9 21 19
Linha P 3 4 4
Linha M 4 6 8
Linha G 6 6 7

Desta forma, é possivel afirmar que, dependendo das operacgoes a serem executadas
apoOs a indexacao da base, ¢ possivel redimensionar o cluster, reduzindo a quantidade de
datanodes, por exemplo, possibilitando assim, a reducao dos custos para o processamento
destas consultas e operacoes.

E isto ¢ uma grande contribuicao deste trabalho, uma vez que os trabalhos ja apre-
sentados sobre o processamento de big geospatial data mantinham todas as instancias do
cluster ativas até a conclusao de todas as tarefas.

5.2 Mecanismo de Inferéncia

Um mecanismo de inferéncia é um algoritmo capaz de elaborar as conclusoes a partir das
varidveis fornecidas pelo usuério, e das informacoes que estao armazenadas na Base de
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Tabela 5.8: Tempo Médio (em segundos) para Execucao de Closest Pair.

Base Grid | R-Tree | R+-Tree
Poli P 3 3 4
Poli_ M 6 8 8
Poli_ G 9 11 14

Ponto_P 3 5 5
Ponto M 3 ) 4
Ponto_ G 5] ) 8
Linha P 2 4 5
Linha M 3 4 5
Linha G 7 12 14

Tabela 5.9: Tempo Médio (em segundos) para Execucao de Farthest Pair.

Base Grid | R-Tree | R+-Tree
Poli_ P 4 4 7
Poli_ M 6 13 9
Poli_ G 10 23 17

Ponto P 2 ) S
Ponto M 3 S

Ponto_ G 6 11 10
Linha P 2 5 7
Linha M 4 7 6
Linha G 4 8 7

Tabela 5.10: Tempo Médio (em segundos) para Execuc¢ao de Union.

Base Grid | R-Tree | R+-Tree
Poli_ P | 2460 598 456
Poli_ M | 2841 636 486
Poli_ G | 2953 648 492

Tabela 5.11: Tempo Médio (em segundos) para Execucao de Skyline.

Base Grid | R-Tree | R+-Tree
Ponto P | 1627 425 396
Ponto M | 1840 471 412
Ponto G | 1896 488 425

Tabela 5.12: Tempo Médio (em segundos) para Execugao de ConvezHull.
Base Grid | R-Tree | R+-Tree
Ponto_P | 1566 1030 980
Ponto_ M | 1598 1048 996
Ponto G | 1722 1125 1050

Conhecimento [65]. Para o desenvolvimento do Mecanismo de Inferéncia desta pesquisa
serao consideradas as seguintes variaveis:
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e forma: contém a informacao do tipo de forma predominante na base de dados
(pontos, linhas ou poligonos);

e operagoes: contém as operacoes e as consultas a serem executadas com a base de

dados;

e inder_ sugerida: resultado na aplicagao das regras do mecanismo de inferéncia. In-
dicard a indexagao sugerida a ser utilizada, baseada no contetido da base de dados
e também nas operacoes e consultas a serem realizadas;

e redimensionamento: ¢ um campo booleano, contendo a indicagao para o redimensi-
onamento do cluster apos a execucao da tarefa de indexacao.

Também foram elaboradas quatro regras que tém o objetivo de otimizar o custo ou o
tempo de processamento de operacoes e consultas geograficas. As regras definidas sao:

Regra 1
1: Se forma == pontos A operagoes | = (union V skyline V convexhull) Entao
2: index sugerida < grid
3: redimensionamento < verdadeiro

Regra 2
1: Se forma == pontos A operagoes == (union V skyline V convexhull) Entao
2: index sugerida < r-ttree
3: redimensionamento <— falso

Regra 3
1: Se forma != pontos A operagbes | = (union V skyline V convexhull) Entao
2: index sugerida < r-tree
3: redimensionamento < verdadeiro

Regra 4
1: Se forma != pontos A operagoes == (union V skyline V convexhull) Entao
2: index sugerida < r-ttree
3: redimensionamento < falso

A Base de Conhecimento e o Mecanismo de Inferéncia propostos neste capitulo ob-
jetivam a otimizacao no custo financeiro para o processamento de Big Geospatial Data
quando executados em provedores piiblicos de computacao em nuvem. O escopo da Base
de Conhecimento ¢ limitado as bases de dados com dados geograficos do tipo vetorial (pon-
tos, linhas e poligonos), as indexacgoes executadas, aos servigos oferecidos pelos provedores
avaliados, a ferramenta SpatialHadoop.

No Capitulo [6] sera apresentada uma avaliagdo com o objetivo de demonstrar a efici-
éncia, e garantir que os objetivos deste trabalho tenham sido atingidos.
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Capitulo 6

Avaliacao de Resultados

Para a avaliacao da Base de Conhecimento e do Mecanismo de Inferéncia propostos, foram
realizados diversos testes cujos resultados sao reportados neste capitulo. O objetivo é
mostrar que a utilizacao de ambos resulta em reducoes nos custos para o processamento
de operacoes e de consultas espaciais para big geospatial data em provedores publicos de
nuvem computacional.

6.1 Ambiente de Testes

Os testes foram executados nos trés provedores publicos de computagao em nuvem ava-
liados nesta pesquisa — Amazon AWS, Microsoft Azure e Google Cloud. Em todos os
provedores foram utilizadas, inicialmente, uma instancia para o masternode tendo 8 vC-
PUs e 28GB de memoéria; e trés instancias como datanode, sendo essas compostas com 4
vCPUs e 14GB de memoria. O custo das instancias foi apresentado na Tabela [5.3]

Também foram utilizadas trés bases de dados, todas extraidas aleatoriamente do Open
Street Maps, e diferentes das utilizadas na construcao da base de conhecimento. As bases
usadas também foram capazes de representar todas as formas geograficas (pontos, linhas
e poligonos), com quantidades de registros variadas, conforme Tabela

Além disso, foram definidas, trés sequéncias de operagoes e consultas a serem realizadas
com as bases de dados, que sao apresentadas na Tabela [6.2] Elas foram elaboradas
com o objetivo de executarem operacoes e consultas mais leves em relacao ao poder de
processamento exigido (Sequéncia 1), mais complexas (Sequéncia 2) e a uma combinagao
de ambos os tipos (Sequéncia 3).

O fluxo esperado para a execugdo dos testes é apresentado na Figura[6.1] Ele inicia-se
com o provisionamento do cluster no provedor de nuvem, ou seja, a alocagao das instan-
cias. Em seguida, baseado no resultado gerado pela aplicacao das regras do Mecanismo de
Inferéncia, a base de dados é indexada com o indice de melhor desempenho. Caso seja in-
dicado, pelas regras aplicadas, o redimensionamento do cluster é aplicado. Na sequéncia,
sao realizadas as consultas e as operacoes, os resultados sao salvos e o cluster é, entao,
encerrado. Desta forma, este fluxo compreende todo o periodo em que ocorre a tarifacao
por parte dos provedores, ou seja, do provisionamento até o encerramento do cluster.

E importante ressaltar que os resultados apresentados nesta secio representam a média
de, no minimo, trés execucgoes de cada uma das sequéncias em cada um dos provedores
avaliados.
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Tabela 6.1: Conjuntos de Dados Utilizados na Avaliagao.

Nome | Forma | Qtde. Registros
Base 1 Linhas 15 milhoes
Base 2 | Poligonos 200 milhoes
Base 3 Pontos 3 bilhoes

Provisionar Cluster

I

Indexar Base

Redimensionar Cluster

Redimensionar?

LNSD

Realizar Operagdes <

.

Salvar Resultados

i

Encerrar Cluster

Fim

Figura 6.1: Sequéncia de Execucao Esperada para a Aplicacao.

Tabela 6.2: Sequéncias de Consultas e Operagoes.

Sequéncia 1

Sequéncia 2

Sequéncia 3

KNN (100x)

Range Query (100x)

Closest Pair

Union
Skyline
Convex Hull

KNN (100x)

Range Query (100x)

Closest Pair

Farthest Pair
Union
Skyline
Convex Hull

Farthest Pair

A ordem das operacgoes em cada uma das sequéncias foi definida de maneira aleatoria,
sem considerar a possibilidade de aproveitamento de leitura e escrita em memoria em
memoria de atributos utilizados pelas consultas e operacoes ja realizadas.
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6.2 Resultados

A Base de Conhecimento e o Mecanismo de Inferéncia propostos neste trabalho foram
utilizados para executar as consultas e as operacoes constantes nas sequéncias apresen-
tadas na Tabela Os resultados apresentados na Tabela indicam as sugestoes de
indexacao e de redimensionamento do cluster que foram obtidas, apos a aplicacao das
regras que compoem o Mecanismo de Inferéncia.

Tabela 6.3: Indexacoes e Redimensionamento Sugeridas.

Sequéncia de Operacgoes | Base | Indice Sugerido | Redimensionar?
Base 1 R-Tree Sim
Sequéncia 1 Base 2 R-Tree Sim
Base 3 Grid Sim
Base 1 R—+-Tree Nao
Sequéncia 2 Base 2 R—+-Tree Nao
Base 3 R+-Tree Nao
Base 1 R—+-Tree Nao
Sequéncia 3 Base 2 R—+-Tree Nao
Base 3 R—+-Tree Nao

Considerando que a Sequéncia 1 é a tnica que é composta unicamente por operacoes
menos onerosas computacionalmente, para todas as bases utilizadas, independente da
forma que a compoe, é sugerido o redimensionamento do cluster, objetivando a reducao
do custo total. Neste caso, o cluster foi redimensionado para apenas 1 masternode e
1 datanode para a execucao das consultas e das operacoes. Para as sequéncias 2 e 3
h& predominancia da aplicacao da indexacao R-+-Tree, que é a mais indicada para o
processamento das operagoes mais onerosas, tais como Union, Skyline e Convex Hull, por
isso o redimensionamento nao foi necessario.

6.2.1 Comparacao Entre os Provedores

De acordo com as indicacoes apresentadas na Tabela foi realizada uma comparagao
em relacao ao custo para a execucao das operacoes e das consultas nos trés provedores
avaliados. Para tanto, a Tabela [6.4] apresenta o tempo e o custo total para execucao de
cada uma das sequéncias, para as trés bases de dados, em cada provedor. E importante
ressaltar que, neste caso, estd incluido o tempo necessario para o provisionamento, o
redimensionamento (quando for o caso) e a exclusdo do cluster, além da indexacgdo da
base de dados.

Entre os provedores avaliados, o provedor Google Cloud apresentou a melhor relagao
custo/beneficio, embora nao seja o mais performatico. O melhor desempenho em relagao
a0 tempo de processamento foi obtida pelo provedor Microsoft Azure, porém com o custo
sendo o mais elevado.

A Figura [6.2] apresenta um comparativo entre o tempo de processamento e o custo
obtido para o processamento da Sequéncia 1 para a Base 1 nos provedores avaliados. Neste
cenario, embora a execucao do processamento tenha sido 3% mais rapida no provedor
Azure quando comparado ao Google Cloud, utilizando 4.293 segundos, o custo total foi
mais de 430% mais caro, totalizando $ 221,81.
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Tabela 6.4: Tempos (em segundos) e Custos Obtidos na Execucdo das Sequéncias nos
Provedores Selecionados.

Provedor | Sequéncia Base 1 Base 2 Base 3

Tempo | Custo | Tempo | Custo | Tempo | Custo

1 4.660 $ 69,25 9.309 $ 98,92 8.754 | $ 115,65

AWS 2 5.145 $ 90,04 5.221 $ 91,37 7.013 $ 122,73
3 6.965 $ 121,89 | 10.252 | $ 179,41 | 10.231 | $ 179,04

1 4.293 $ 185,50 | 9.123 $ 282,44 | 8.512 $ 328,93

Azure 2 4.994 | $258,02 | 4.985 $ 257,56 | 6.789 $ 350,77
3 6.850 $ 353,92 | 9.439 $ 487,68 | 9.744 | $ 503,44

1 4.420 $ 43,37 9.455 $ 67,65 9.013 $ 80,12

Google 2 5.150 $ 60,08 5.474 $ 63,86 7.522 $ 87,76
3 7.063 $ 82,40 10.751 | $ 12543 | 10.401 | $ 121,35

$221,81

Tempo (em segundos)
Custo

Provedores
B Segundos  ——Custo

Figura 6.2: Tempo e Custo nos Provedores para Base 1 e Sequéncia 1.

A Figura faz a comparacao entre o tempo e o custo para processamento das con-
sultas e operacoes da Sequéncia 3, que é a mais complexa de todas, para a Base 3, que é
a base de dados com maior nimero de registros, com predominancia da forma "ponto".
Embora, neste caso, o tempo para processamento no provedor Google tenha sido 1,7%
maior em relacao ao obtido pelo AWS, o custo total no provedor Google foi 32,2% menor
em relacao ao custo apresentado pelo AWS, e 75,9% em relacao ao custo do Azure.

6.2.2 Eficiéncia da Base de Conhecimento e do Mecanismo de
Inferéncia

Para validar a eficiéncia da Base de Conhecimento e do Mecanismo de Inferéncia, o mesmo
cenario de testes (instancias, bases de dados e sequéncias de operagoes) foi executado nas
mesmas condicoes e cenarios, porém, sem levar em consideracao a indicacao de indexacao
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Figura 6.3: Tempo e Custo nos Provedores para Base 3 e Sequéncia 3.

que seria oferecida pelo seu uso. A Tabela [6.5]| apresenta as indexacoes que foram utiliza-
das. Além disso, é importante ressaltar que para nenhuma das sequéncias foi utilizado o
redimensionamento do cluster.

Tabela 6.5: Indexacoes Utilizadas para Validagao.
Sequéncia de Operacoes | Base Indice
Base 1 Grid
Sequéncia 1 Base 2 | R+-Tree
Base 3 | R-Tree
Base 1 Grid
Sequéncia 2 Base 2 | R-Tree
Base 3 Grid
Base 1 Grid
Sequéncia 3 Base 2 | R-Tree
Base 3 Grid

Os tempos e os custos resultantes da utilizagao destes novos parametros, na execu¢ao
das sequéncias, sao apresentados na Tabela [6.6] Todos os tempos e, consequentemente,
os custos sdo superiores quando comparados a Tabela [6.4]

A comparacao das Tabelas e permite ainda observar que, a indexacao tem
influéncia direta no desempenho das consultas e das operacoes realizadas. Note, por
exemplo, o tempo de execucao da Sequéncia 3 para a Base 3, que é composta por pon-
tos. Considerando apenas a composicao da base de dados, a indexacao sugerida seria a
Grid. No entanto, esta indexagao nao ¢é performéatica para as operagoes union, skyline e
converhull, que estao presentes na sequéncia, e, portanto, a indexacao mais adequada é a
R-+-Tree. Desta forma, utilizar a indexacao Grid ao invés da R-+-Tree aumenta o custo
e o tempo total de execugdo em aproximadamente 2%.
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Tabela 6.6: Tempos e Custos Obtidos na Execucao das Sequéncias com Novos Parametros.

Provedor | Sequéncia Base 1 Base 2 Base 3
q Tempo | Custo | Tempo | Custo | Tempo | Custo
1 5.284 $ 9247 9.560 $ 167,30 9.311 $ 162,94
AWS 2 7.058 $ 123,52 5.358 $ 93,77 8.796 $ 153,93
3 8.878 $ 155,37 | 10.389 | $ 181,81 | 10.414 | $ 182,25
1 5.123 $ 264,69 9.379 $ 484,58 9.128 $ 471,61
Azure 2 6.852 $ 354,02 4.987 $ 257,66 8.477 $ 437,98
3 8.411 $ 434,57 | 10.103 | $ 521,99 9.983 $ 515,79
1 5.389 $ 62,87 9.720 $ 113,40 9.354 $ 109,13
Google 2 7.199 $ 83,99 5.791 $ 67,56 8.912 $103,97
3 8.893 $ 103,75 | 10.925 | $ 127,46 | 10.423 | $ 121,60
8754 w__rw_,,_.,.a 5141’59
= i
S 5,65
5
¥ 2
= i
T3 8091 ~
8
£
@
Redimensionado Ndo Redimensionado
Redimensionamento
I Tempo =*=—(Custo

Figura 6.4: Comparacao do Uso da Base de Conhecimento e do Mecanismo de Inferéncia.

Ainda considerando as informagoes da Tabela [6.6] também é possivel notar que houve
um aumento no custo até mesmo das sequéncias em que nao ocorreram mais o redimensi-
onamento do cluster, e que, portanto, deveriam ser executadas em tempos menores. Isto
porque embora o tempo das operacoes e das consultas tenha sido reduzido, o tempo para
indexacao foi maior e, além disso, o custo do cluster também foi maior durante a execugao
das consultas e das operacoes, pois nao houve otimizacao no uso dos recursos alocados,
conforme apresentado na Figura [6.4]

A Figura apresenta uma comparacao do tempo (em segundos) para a execucao
de todas as sequéncias para a Base 3 no provedor Microsoft Azure, quando utilizada a
sugestao de indexacao gerada pela aplicacao das regras do Mecanismo de Inferéncia, e
quando elas nao sao utilizadas. Assim como ocorreu em todos os outros provedores, foi
possivel notar um aumento no tempo necessario para a execucao das operacoes.

Pelos testes realizados ¢ possivel concluir que a Base de Conhecimento e o Mecanismo
de Inferéncia propostos otimizam o custo para o processamento de consultas e de operacoes
geograficas em Big Geospatial Data quando realizadas em provedores publicos de nuvem.
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Figura 6.5: Comparacao do Uso das Regras.

A utilizacao da indexacao sugerida pelas regras do Mecanismo de Inferéncia atrelada a
utilizagao do redimensionamento do cluster, quando possivel, sao capazes de gerar uma
reducao de até 39% em relacdo ao tempo, e 71% em relacao ao custo total.

6.3 Resultados em Publicacoes

Durante o desenvolvimento deste trabalho foram publicados quatro artigos cientificos

produzidos pelo autor sobre o tema, os quais foram:

e O artigo com titulo “A Cost-Efficient Method for Big Geospatial Data on Public
Cloud Prouviders”, foi publicado na 9* Conferéncia Internacional sobre Sistemas de
Informacgao Geografica Avangada, Aplicagoes e Servigos (GeoProcessing 2017) [66];

e O artigo com titulo “Cost Optimization on Public Cloud Provider for Big Geospatial
Data: A Case Study Using Open Street Map”, foi apresentado na 7* Conferéncia
Internacional em Computagao em Nuvem (Closer 2017) [67];

e O artigo com o titulo "Comparagao de Desempenho na Indexacao de Big Geospatial
Data em Ambiente de Nuvem Computacional", foi apresentado no X VIII Brazilian

Symposium on Geolnformatics - Geolnfo 2017 [68];

e O artigo com o titulo "An Architecture for Cost Optimization in the Processing of
Big Geospatial Data in Public Cloud Providers”, sera apresentado em Julho de 2018,
no 7th IEEE International Congress on Big Data - BigData Congress 2018.

47




Capitulo 7

Conclusoes

Este trabalho apresentou uma Base de Conhecimento e um Mecanismo de Inferéncia para
otimizacao no custo financeiro para o processamento de big geospatial data em provedores
piblicos de computagao em nuvem.

A revisao da literatura mostrou que os trabalhos realizados até o presente momento nao
tiveram foco no critério custo/beneficio das aplicagoes desenvolvidas para o processamento
de big geospatial data, ficando restritos a comparacao de indexacoes, a comparacao entre
os provedores ou a comparacao no desempenho de aplicacoes, sempre de maneira isolada,
diferenciando-se deste trabalho.

Conforme observado na literatura sobre o tema, a tarefa de indexacao é fundamental
para garantir um bom desempenho & aplicacao, mas também é uma tarefa bastante one-
rosa e que exige alto poder computacional. Assim sendo, uma Base de Conhecimento e
um Mecanismo de Inferéncia foram desenvolvidos considerando uma série de testes reali-
zados, dos quais foi possivel extrair informacgoes que sao capazes de indicar a indexacao
mais adequada de acordo com os parametros definidos pelo usuario, tais como a forma
predominante (ponto, linha ou poligono) no contetido da base de dados a ser processada,
e também a sequéncia de consultas e de operacoes a serem executadas.

Os testes realizados para a construcao da Base de Conhecimento demonstraram que: o
aumento de instancias no cluster reduz o tempo de processamento, mas aumenta o custo
total; instancias com mais recursos computacionais reduzem o tempo de processamento,
mas aumentam o custo total; a indexacao Grid é mais performéatica para bases que tenham
apenas pontos; a indexacao R-Tree é mais performatica para bases com linhas e poligonos;
a indexacao R-+-Tree é melhor para Union, Skyline e ConvexHull; a indexacao Grid
é melhor para KNN, Range Query, Closest Pair e Farthest Pair; e, o tempo para as
operacoes KNN, Range Query, Closest Pair e Farthest Pair é pequeno ap6s a indexacao.

Outro parametro indicado pelas regras do Mecanismo de Inferéncia esté relacionado ao
redimensionamento da infraestrutura que suporta a aplicagao, buscando reduzir o nimero
de instancias ativas para reduzir ainda mais o custo total de processamento.

Além disso, também foi apresentada uma comparacao entre os principais provedores
publicos de computacao em nuvem que sao Amazon AWS, Microsoft Azure e Google
Cloud. Estes provedores disponibilizam servicos especificos para o processamento de big
data que facilitam a configuracao e o gerenciamento da infraestrutura. O provedor Google
Cloud, por meio do servico Dataproc, foi o que obteve a melhor relacao custo/beneficio.
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Para validar a proposta foram criados cenarios de testes que indicaram que as regras
criadas no Mecanismo de Inferéncia sao capazes de otimizar os custos financeiros totais
para processamento de big geospatial data em até 71%.

Como trabalho futuro é sugerida a utilizacao de outras ferramentas atualmente dis-
poniveis para o processamento de big geospatial data, além do SpatialHadoop que foi
utilizado nesta pesquisa, tais como o GeoSpark [B0] e o LocationSpark |51], bem como
a avaliagdo em outros provedores ou até mesmo em regides geograficamente diferentes
de um mesmo provedor. Também é sugerida a analise de desempenho utilizando outras
consultas e operagoes, tais como a jun¢ao espacial (spatial join). Outra melhoria pode ser
feita com a anélise pro-ativa do conjunto de dados, a fim de obter a informacao sobre a
forma predominante na base de dados. Além disso, podem ser utilizadas bases de dados
que contenham os trés tipos de dados vetorias (pontos, linhas e poligonos) em um tnico
arquivo.
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