—

=

Universidade de Brasilia

Instituto de Ciéncias Exatas

Departamento de Matemaética

Estabilidade do Filtro de Particulas e
Estimacao da Distribuicao de Filtragem

por

Walter Batista dos Santos

Brasilia
2010



Resumo

Filtros de Particulas constituem uma classe de algoritmos sequenciais que permitem,
recursivamente em cada passo, atualizagoes das estimativas das caracteristicas do pro-
cesso oculto. A questao da estabilidade do filtro, independéncia da distribuicao inicial,
tem sido pouco abordada na literatura. Na maioria dos trabalhos assume-se que é uma
propriedade intrinsica do filtro herdada da ergodicidade do processo oculto. Neste tra-
balho, estudamos a estabilidade do filtro analisando a ergodicidade fraca de cadeias de
Markov associadas e convenientemente selecionadas. Como aplicagao apresentamos o uso
do Filtro de Bootstrap na solugao do problema do controle de qualidade “on-line” num

processo de producao.

Palavras Chaves: filtros de particulas; distribuicao de filtragem; estabilidade do fil-

tro; ergodicidade; cadeia nao-homogénea.
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Abstract

Particle Filters Algorithms constitute a class of sequential MCMC methods that pro-
duce and, recusively in time, update distributional estimates for the non-observable signal
process. Filter stability issues, independence of initial distribution, have been either as-
sumed or overlooked by most of the authors. In this work we address the stability question
by studying the weak ergodicity of a properly associated non-homogeneous Markov chain.

Applications includes the use of Bootstrap Filter to solve an on-line quality control process.

Key Words and Phrases: Particle Filters; filtering distribution; filter stability; er-

godicity; non-homogeneous chain.
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Notacao

iid - independente e identicamente distribuida
Yin = Y1,Ya,...,Y,) e, analogamente, y1., = (Y1,Y2, .-, Yn)
HMM - Modelo de Markov Oculto
g - densidade genérica
2" (.].) - densidade de transi¢ao do processo filtrado X/ (pdg. 29)
P (.].) - densidade de transigao da cadeia condicional X¢ (pag. 18)
P - niicleo de transigio da cadeia condicional X (pag. 18)
7Y () - densidade de X,|Yo.n = Yo, n =0, 1,... (pag. 8)
m¥on (1) - distribuicao de X, |You = You; 720 (A) = [, 7o (x)dp(z) (pag. 7)
79" (.) - densidade de Xy |Yo.n, = Yo, £ =0,1,...,n (pdg. 18)
q(.|x) - densidade de Y,,|X,, = z (pag. 5)
p(.|.) - densidade de transigao da cadeia de Markov X = {X,, },>0 (pdg. 5)
P,(x,A) = P(X,41 € A|X,, = x) - notagao para cadeias nao-homogéneas (pag. 10)
Prmin(x, A) = P(Xpmin € A|X,, = x) - notac@o para cadeias nao-homogeéneas (pag. 10)
p(jli) = P(jli) = P(Xnpa = j| X0 = 1)
P(z,A) = P(X,41 € AlX,, = x)
P*(x,A) = P(Xjin € Al Xy = 1)
X.,Y,...-espago de estados
X,Y,...- o-algebra de subconjuntos de X', Y, .

an k+1f(‘rkn d,U/ Ikn fX fX xknd,u xkn)

dp(@hn) = dp(zr)dp(Trr) - - dp(zn)

1 sexeA
la(z) = - funcao indicadora do conjunto A
0 sex¢ A

04z} (.) := 04(.) - massa de probabilidade concentrada em {z} (funcao delta Dirac)



Introducao

Filtros de Particulas constituem uma classe de algoritmos MCMC sequenciais e com
estrutura Bayesiana que permitem, recursivamente a cada passo, atualizacoes das estima-
tivas das caracteristicas de interesse. A sua formulagao tem como base o modelo de uma
cadeia de Markov oculta (HMM: Hidden Markov Model). Assim, dispomos de um pro-
cesso Markoviano bivariado {(X,,Y,)}n>0 onde a cadeia X = {X,,},,>0 néo é observével
e a inferéncia sobre suas caracteristicas s6 podem ser derivadas mediante o processo ob-
servavel Y = {Y},},.>0 € este se relaciona com o sinal oculto X de forma condicionalmente
independente. A sua aplicabilidade teve origem na busca de solucoes alternativas para
problemas de filtragem nao-linear em processamento de sinais e, hoje, se diversifica nos
mais variados campos da ciéncia. A idéia basica do Filtro de Particulas foi apresentada em
[21]. Ainda que vérios trabalhos surgiram na década 1965-1975, sua formulagao precisa
foi apresentada em 1993 [16].

Quanto a estabilidade do Filtro, em 1957 em [3] foi conjecturado, para X finito, que
a ergodicidade do processo sinal X era suficiente para garantir a independéncia do Filtro
com relagao a distribuigao inicial. O interesse em [3] ndo era a estabilidade do Filtro mas
sim obter uma férmula simples para a taxa de entropia do processo de observacoes Y.
Em 1975, em [19], foi apresentado um exemplo em que o sinal X é ergédico mas o Filtro
depende da distribuigao inicial. O exemplo utilizado em [19] é de uma cadeia de Markov
ergodica com X = {1, 2, 3,4}, que ja se encontrava em [3], que tem a particularidade que as
observagoes sao dadas por uma func¢do deterministica do sinal (sem ruido). Ainda em [19],
foi obtido um resultado em que a independéncia da distribuicao do Filtro é assegurada para
o0 caso em que o processo sinal X é ergddico mas com hipdteses adicionais sobre a matriz de
transicao de X e sobre a funcao que relaciona as observagoes com o sinal. Aparentemente

de forma independente, em 1971 em [20] foi demonstrado que a ergodicidade do sinal é
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suficiente para que o Filtro seja independente da distribui¢ao inicial. Em [20] o modelo
utilizado é a tempo continuo e com o ruido sendo o Movimento Browniano. Acontece que
em [20] foi assumida, sem prova, uma igualdade entre o-algebras que posteriormente foi
mostrada nao ser valida em geral. O contra-exemplo para invalidar a igualdade entre as
o-élgebras assumida em [20] é o préprio exemplo que [19] utilizou para refutar a conjectura
em [3]. Entretanto, o contra-exemplo apresenta a particularidade de nao conter ruido na
expressao das observagoes, diferentemente da situagao em [20]. Dessa forma, a igualdade
entre o-algebras utilizada em [20] ndo vale em geral mas permanece em aberto a questao
de que tal igualdade seja vélida na presenca de ruido. Com o tempo apareceram outros
trabalhos com outros contra-exemplos de que a igualdade entre as o-algebras que [20]
utilizou nao é valida mas todos tém em comum o fato que as observacoes sao dadas
por uma funcao deterministica do sinal. Nosso exemplo 2.2 exibe esta situagao pois
temos o processo sinal X ergédico com X = {1,2,3} e o Filtro depende da distribuigao
inicial quando p; < py. As observagoes em nosso exemplo 2.2 sdo da forma Y, = f(Xy)

exatamente da forma em [19)].

O nosso interesse pelo estudo do Filtro de Particulas foi motivado, inicialmente, pela
tentativa do seu uso no problema de monitoramento e controle de qualidade “on-line” de
um processo de producao. Neste caso, o estado interno do sistema nao é observavel, porém,
podemos obter as caracteristicas dos itens produzidos que sao intrinsicamente relacionados
aos estados internos. Maiores detalhes deste processo podem ser encontrados em [11] e
[17]. Também, no Capitulo 4 indicamos o uso do Filtro de Bootstrap em problemas desta

natureza.

Uma questao delicada na andlise do Filtro de Particulas é a sua estabilidade relativa
a distribuigao inicial. Mais especificamente, se 7% (.) representa a distribuicao de fil-
tragem, isto é, a distribuicao condicional do sinal X, dadas as observacoes Yy., = yo., =
(Yo, Y1, - - -, Yn) e distribuigao inicial v de X, queremos garantir que w0y independe de v

quando n — oo. Isto é, para alguma norma apropriada queremos garantir que

Jrson () — mn ()] =0, VvV /.

Ainda que a questao da estabilidade seja central para a convergéncia do Filtro, a mesma
tem passado desapercebida por um longo tempo. Na literatura, a quase totalidade dos
artigos e textos sobre os Filtros assume-se que a estabilidade é garantida pelas hipoteses

de ergodicidade do sinal oculto X (ver, por exemplo, a coletanea dos artigos reunidos em

3
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[15]). O primeiro a apontar inconsisténcia dos resultados devido a falta de estabilidade
foi Kaijser em 1975 [19]. Mais recentemente, em 2004, Chigansky e Lipster [7] retomam o
estudo desta questao fazendo uso de condigoes tipo “mixing” sobre o sinal X. Alternativa-
mente, neste trabalho exploramos as propriedades de cadeias de Markov nao-homogéneas
associadas ao Filtro. Veremos que a estabilidade pode ser garantida pela ergodicidade
fraca da cadeia condicionada X¢ = { X" }o<k<n, onde X" = (Xi|Yo.n = Yon). De fato,

os Teoremas 3.1 e 3.3 exibem condicgoes suficientes para a estabilidade desejada.

No Capitulo 1, introduzimos a notagao e terminologia a serem utilizadas além de
alguns resultados sobre cadeias de Markov nao-homogéneas. O Capitulo 2 é dedicado
a motivagao do estudo da estabilidade. Os exemplos 2.1 e 2.2, derivados do problema
de controle “on-line”, ilustram situagoes de estabilidade e de nao-estabilidade. Também,
no Capitulo 2 formulamos as cadeias associadas ao Filtro e derivamos as distribuicoes
de interesse. Os resultados de estabilidade estao reunidos no Capitulo 3. Os Corolérios
3.1 e 3.3 mostram que a condicao de positividade e limitacao da densidade do processo
sinal X garantem a estabilidade do Filtro. O nosso Teorema 3.2 mostra que o processo
condicionado X¢ e o processo filtrado X/ = { X%}, - possuem o mesmo comportamento
ergodico, sob apropriadas condigoes. Também, o Teorema 3.3 mostra que a hipdtese de
limitagao e positividade sobre a densidade de transicao da cadeia oculta X, comumente
utilizada na literatura, pode ser enfraquecida. Finalmente, no Capitulo 4 indicamos o
uso do Filtro de Bootstrap para o problema de monitoramento “on-line” e propomos
estimadores dos parametros do sinal X e estimador tipo nicleo para a distribuicao de

equilibrio do processo Y ([11]).



Capitulo 1
Preliminares

Seja X um conjunto mensuravel e X os subconjuntos de Borel de X. O processo
X = {X,}n>0 ¢ uma cadeia de Markov homogénea com espaco de estados X e nticleo de

transicao (de probabilidade)
P={P(x,A):z e X, AecX} (1.1)

Assumimos que P(.,.) possui densidade p(.|.) relativa a alguma medida o-finita u,

Pz, A) = / p(a|2)dpu(z’). (1.2)

O processo X na terminologia de Filtro de Particulas é comumente denominado processo
sinal e nao é observavel. Associado a X temos o processo observavel Y = {Y, },>0 com

valores em ) C R? para algum d > 1. A sequéncia {Y,,} satisfaz
P(Yn S B|YEJ:n—17XO:n) = P<Yn € B|Xn)

e é condicionalmente independente dado {X,,}, isto é,
P(Yon € Bon|Xon) = [ [ P(Y; € Bj|X)). (1.3)
=0
Usamos a notacao Xo.,, = (Xo, X1,...,X,), Bom = (Bo,...,By), etc; Bj € Ye B € Y.
Assumimos que Y, paran = 1,2, ..., satisfaz

P(Y, € BIX, = 2) = / 4(y]2)dA(y) (1.4)

5



Capitulo 1. Preliminares

onde A é alguma medida o-finita. E, por conveniéncia, tomamos P(Yy = 0) = 1.

Um processo bivariado (X,Y) onde X é uma cadeia de Markov e Y satisfaz a relagao
(1.3) é denominado um modelo de cadeia de Markov oculta (HMM: Hidden Markov
Model). O Filtro de Particulas tem por base um HMM. Note que o processo conjunto
(X,Y) = {(X,,Yn) }n>o também é uma cadeia de Markov. Usando a notagao g(.) para
denotar qualquer densidade relativa a alguma medida o-finita temos,

g(xO:n—i-l ) ?/0:n+1)
9($0:m y01n>

g(l’n+1, Yn+1 |x0:n7 yO:n> -
e pelas relagoes (1.2)-(1.4) segue que

g($n+1,yn+1\$0:n>y0:n) = Q(yn+l‘xn+1)p($n+l|$n) (15)

= g(xn—&-l, Yn+1 |xn7 yn)

Na secao 1.1, introduzimos os algoritmos tipo Filtro de Particulas onde o problema
central da filtragem consiste em calcular a distribuicao de filtragem P(X,, € A|Yo., = Yon)

ou, equivalentemente, alguma caracteristica da distribuicao do tipo

E(F(X0) Yo = gou) = /X F (@) AP (@ lyom).

Destacamos o interesse no comportamento assintético da equagao de filtragem e detalha-
mos o Filtro de Bootstrap, algoritmo popularmente utilizado para se estimar a distribui¢ao

de filtragem de forma recursiva no tempo.

Na secao 1.2, apresentamos resultados conhecidos sobre cadeias de Markov nao-ho-
mogeéneas e que serao utilizados na analise da estabilidade dos filtros. Coeficiente ¢ de
Dobrushin e os conceitos de ergodicidade fraca e forte serao introduzidos. Condigoes
de ergodicidade D (de Doeblin) e as extensoes D* e {D;} de [13] e [24] também ser@o
detalhadas.

Uma listagem das principais notagoes a serem utilizadas pode ser encontrada logo apds

o Indice.

1.1 Filtro de Particulas

Filtros de Particulas constituem uma classe de algoritmos Monte Carlo sequencial

formulados, originalmente, para solucionar numericamente o problema de 6tima filtragem

6



Capitulo 1. Preliminares

em modelos de Equacoes de Estados nao-linear. Tipicamente, estes modelos de estado
sao descritos pelas equagoes
Tir1 = filwe, &) (1.6)
Y = he(xe, me),
onde os sinais {x;} sdo nao observaveis, os ruidos aleatérios {e;} e {n;} sd@o mutuamente
independentes com as varidveis ;s e 7;’s iid e dispomos das observagoes {y;}. Ex-
ceto em situagoes particulares o sistema (1.6) nao possui solucao explicita. O Filtro de
Particulas propoe solugoes para aproximar a distribuicao a posteriori do sinal g(z;|yo.)

por distribuicoes empiricas que evoluem aleatoriamente no tempo conforme a dinamica

do modelo e das observacoes yo, y1, Y2, - - --

Na nossa formulacao os sinais sdo representados pelo processo sinal {X,,} e as ob-
servagoes pelo processo {Y,,}. Neste caso, se as Equagoes de Estados (1.6) tiverem a
representacao

X1 = fulXn) +&n
Y, = ho(X) + 1,
temos a estrutura de um HMM. A distribuicao a posteriori, também conhecida como

distribuicao de filtragem, é dada por

W%On fA ﬂ-yOn xn d'u(l‘n)

(1.7)
= P(Xn € A'%n = yO:n)‘

Ainda nesta formulacao mais simples o Filtro de Kalman s6 proporciona solucao para
o caso de f, e h, serem lineares e os ruidos {e,} e {n,} Gaussianos. Neste caso, a
distribuigao de filtragem é Gaussiana multivariada. A idéia bésica do Filtro de Particulas

¢ aproximar, a cada passo, a distribuicao de filtragem pela distribuicao empirica ponderada

da colegao de particulas {xﬁf ,:lc,(1 ye e )}
N N
w(z) =Y wds o (@) =Y w1 o (x),
j=1 j=1
onde wﬁll), . ,ng) sao pesos convenientemente selecionados e d, é a distribuicao massa

de probabilidade em z (funcao delta Dirac). Alguns algoritmos incluem uma etapa de
reamostragem, por importancia por exemplo, e ao final é obtida uma aproximagao onde
as particulas sao igualmente pesadas. Um exemplo de algoritmo que faz uso da etapa de

reamostragem ¢ o Filtro de Bootstrap como veremos abaixo.
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Existe uma vasta literatura sobre Filtros de Particulas com variantes envolvendo di-
ferentes estratégias de reamostragem/funcao-peso ou técnicas alternativas nas etapas de
predigao e atualizagdo. Como referéncia basica sugerimos [4], [5], [6], [7] e [15] ndo por
serem os principais trabalhos na area mas por serem mais relacionados com os problemas
abordados nesta tese. Os vérios algoritmos propostos para estimar 7%= (.) exploram as

equagoes recursivas de filtragem:

TV () = q(Yn|xn) f/\/ p(xnhin—l)ﬁzoiq_l(‘Tn—l)dll(xn—l) (1.8)

S alyalat oo, ) (@) du(l, )

onde 7" = v. A obtencao de (1.8) é consequéncia imediata do Teorema de Bayes e
da relagao (1.3). Estas equagbes recursivas (1.8), via de regra, nao possuem solugoes
explicitas e seu uso ¢ subdividido em duas etapas: predicao e atualizagao. Na etapa de

predicao temos
9(lyor—1) = /9($k|55k—1)9($k—1|y0:k—1)d,u(9€k;—1)
x
— [ plarln) a2 i) (1.9
x

e na etapa de atualizagao

_ q(Yklzr) 9(zr|yox—1)
(elyos) = fX q(yk’xk)g(ajk’yO:kfl)dﬂ(l'k)‘ (1.10)

Observe que a equacao de predicao fornece uma maneira de aproximar a atualizacao
quando temos disponivel o estimador ﬁ,zo_’j’]i, de 7**7'. Um algoritmo que faz uso do
recurso predigao/atualizacao é o algoritmo Filtro de Bootstrap, bastante popular devido
as suas boas propriedades computacionais. O algoritmo é chamado Filtro de Bootstrap
porque sua fase de atualizac¢do, equagao (1.10), é implementada como um “Bootstrap

pesado”, ou seja, através de reamostragem com pesos.
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Algoritmo Filtro de Bootstrap

1. k=0

e Parai=1,..., N, amostrar :céi) ~ v e definir £k =1
2. k>1

e Parat=1,..., N, amostrar 5:,(;) ~ p(xk]a:,@l)

e Parai=1,..., N, calcular os pesos

0 = q(yil7)

e Normalizar os pesos

@0 _ Wy
We =N
>t
j=1
3. Reamostrar, com reposicao, N particulas {x,(j) :1=1,..., N} a partir do conjunto

{37:,(;) :i=1,..., N} de acordo com os pesos {w,(f):i: 1,...,N}

e k«— k+ 1 eir para o passo 2

A dinamica deste algoritmo é bastante simples. Para compilar o algoritmo é necessario
uma amostra da distrituigdo inicial v, conhecer a densidade ¢(.|.) e ser possivel gerar

amostras da densidade do ruido {e,} (geralmente esta densidade é conhecida).

Do passo k — 1 tem-se disponivel as observagoes yo.x—1 € o conjunto de particulas

{x,glzl, x,(f_’l, e ,a:,g\_[)l} que foi obtido no final do passo 3. O conjunto destas particulas

possui peso uniforme e sua distribui¢do empirica aproxima 7”5 (z5_1) = g(zr_1|Yox_1)-

No passo 2, cada particula é passada pelo sistema, ou seja,

5 = fa(@y) +e,

e obtém-se o conjunto de particulas {j,(:),:%,(f), . ,i’](cN)} igualmente pesadas. A dis-

tribui¢ao empirica deste conjunto de particulas fornece uma aproximacao para g(Zx|yo.x—1)-
Ainda no passo 2, tem-se acesso a observagao yi €, como ¢(.|.) é conhecida, os pesos

de importancia {w,(:),w,(f), . ,w,(CN)} podem ser calculados. No passo 3, reamostra-se,

9



Capitulo 1. Preliminares

com reposicao, N particulas do conjunto {i,(:),igf), e ,i;N)} de acordo com os pesos
{w,il),w,gz), o ,w,iN)} para obter {x,(:), x,(f), e ,a:,E;N)}. A reamostragem ¢é feita de forma
que

E atribuido peso uniforme para as particulas obtidas no final do passo 3, {xg), x,(f), ceey m,(CN)}

e o resultado é que a distribuicao empirica deste conjunto de particulas fornece aproxi-

magao para m"" (zr) = g(zk|Yox)-

1.2 Cadeias de Markov Nao-Homogéneas

O contetdo desta segao pode ser encontrado em [8], [10], [18], [22] e [24]. Entretanto,

os trabalhos [8] e [24] sdo as referéncias mais indicadas para o nosso tipo de abordagem.

Consideraremos cadeias de Markov sobre um conjunto arbitrario X equipado com uma
o-algebra X contavelmente gerada, isto é, gerada por uma colecao contavel de subcon-
juntos de X. No texto deixaremos claro o espaco (X, X) sobre o qual as cadeias estao
definidas. Também, estaremos interessados em cadeias de Markov nao-homogéneas. Neste

caso, temos uma sequéncia de nucleos de transigdo de {P,(z, A) : z € X, A € X},>0,
P, (z,A) = P(X,41 € A|X,, =) = Py pia(z, A),
onde a m-ésima transicao da cadeia é dada pela convolucao dos ntcleos
PoxPoig*x...x Py,
com

Pymin(x,A) = P(Xpgm € AlX, = 2)
= PPy %...% Pyyp(x, A)

- /'--/Pn(xadyl)Pn+1(ylydy2)”'Pn—l—m—l(ym—hA)'
X X

A convolugao de dois niicleos de probabilidade P e @ em (X, X) é dada por

PxQ(z,A) = / P(x,dy)Q(y, A).

X

10
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E a correspondente equacao de Chapman-Kolmogorov é dada por

Pn,n—l—m = Ipntr * Pn+r,n+m-

Para uma cadeia homogénea P, sua ergodicidade é garantida pela existéncia de uma
probabilidade 7., tal que
lim P"(x,A) =7(A), Ve e X eVAeX

n—oo
J& para uma cadeia nao-homogénea {P,}, dois tipos de ergodicidade sdo estudados: a
ergodicidade fraca e a ergodicidade forte. A ergodicidade fraca é baseada no coeficiente
ergédico de Dobrushin 4(.) e a ergodicidade forte na existéncia de um nucleo de transigao

limite constante.

Para o conceito de ergodicidade fraca (forte) a distancia a ser usada é a da norma da
variacao total. Para um medida sinalada p sobre (X, X) definimos a variagao total (VT)
por

VT'(p) = sup p(A) — inf 1i(B).

Aex BeX

E para dois nicleos de transigao P e ) em (X, X)

|P—Q| = supVT(P(z,.)—Q(z,.))
reX (111)
= 2supsup|P(z,A) — Q(x, A)|,
reX AeX

que no caso enumeravel se reduz a

1P = Q| =sup > [P(jli) = QUjli)I.
i€X jex
Definicao 1.1. Para um nicleo de transicao P o coeficiente ergédico de Dobrushin é
dado por
5(P) = sup |P(x, A) — P(y, A). (1.12)

T,y EX

AeX
Definigao 1.2. A cadeia {P,} é dita ergddica fraca se satisfizer (a), (b) ou (c)
(a) para todo m

n—oo

(b) para quaisquer probabilidades pg e 1 em (X, X)

lim H/’LOPm,ern - Mle,m+nH = 07 V'm

n—oo

11
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(c) para todo m, existe uma sequéncia de nicleos de transicao constante { R, }n,>0 tal
que
i || Pysn — Rl = 0.

n—oo

Na defini¢do acima, um nucleo de transicao R ¢é dito constante se R(z, A) = R(y, A)

Va,ye X eV AeX. Também, (a), (b) e (¢) sdo equivalentes.

Definicao 1.3. A cadeia {P,} ¢é dita ergddica forte se existe um nicleo de transigdo
constante P, tal que
lim || Pomin — Pl =0, ¥V m.

n—oo
Definicao 1.4. A cadeia P é uniformemente ergodica se existe uma medida de probabi-
lidade 7., tal que

31%225 [P (2, .) = moo(.)[| = 0.
Observacoes
(a) Se a cadeia é homogénea, P, = P, podemos mostrar que: (i) se a cadeia for fracamente
ergddica ela serd ergddica; (i7) a cadeia serd fracamente ergédica se, e somente se, for
fortemente ergddica.
(b) O seguinte exemplo, extraido de [24], exibe uma situacao em que P é ergbdica porém

nao é fracamente ergddica,

(1000 0 |

10000
P=[01000

00100

Na andlise da ergodicidade de cadeias de Markov varias condi¢oes sao comumente
utilizadas. Historicamente, a condi¢ao de Doeblin é uma das mais importantes condig¢oes

que implicam a ergodicidade de cadeias.

Condicao de Doeblin (D):
Existe uma probabilidade ¢, um inteiro mg > 1 e constantes ¢ < 1 e § > 0 tal que para
todo A € X,

se ¢(A) > e entao mlrelg( pPm™o(z, A) > 6. (1.13)

12
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Ou, equivalentemente, a hipétese de Doob:

se ¢(A) <e entao sup P™(z,A) <1-—0. (1.14)

T eX

Em [13] foi proposta uma varia¢do da condi¢do de Doeblin que é equivalente a ergodici-

dade uniforme. Tal condicao é

Condigao (D*):
Existe uma probabilidade ¢, um inteiro mg > 1 e constantes € < % e 0 > 0 tal que para
todo A € X

se ¢(A) > ¢ entao inf P™(z, A) > 6. (1.15)

r €X

Ainda em [13] foi proposta uma condigao que, para cadeias nao-homogéneas, é equi-

valente a ergodicidade fraca.

Condigao (Dj):
1
Para cada k, existe uma probabilidade ¢, um inteiro my > 1 e constantes g5 < 3 edp >0

tal que para cada A € X,

se ¢r(A) > e, entao inE{ Py jm,, (2, A) > 0 (1.16)
T e

e Z dr = 00 para qualquer subsequéncia {k'} de {k}.
k,/
Extraimos de [8] e [24] os seguintes resultados sobre ergodicidade de cadeias nao-

homogéneas necessarios para o desenvolvimento do Capitulo 3.

Proposicao 1.1. Sejam P, Q e R nicleos de transi¢ao. Entdo
(a) [P+ (Q—R)| < Q- R|;

(0) [(P—Q)=R|| <[P =Qo(R) < ||P—Ql;

(c) [6(P) = d(Q) < 2P —Q;

(d) 3(PQ) < 4(P)I(Q).

Proposicao 1.2. Seja {P,} uma cadeia de Markov nao-homogénea e P um nicleo de
transicao. Entao

a) se para todo n, P, = P, entdo a cadeia € ergédica se, e somente se, € fracamente
ergodica;

b) se P satisfaz a Condicao D, entao P é uniformemente ergodica;

13



Capitulo 1. Preliminares

c) P € uniformemente ergodica se, e somente se, satisfaz a Condi¢ao D*;

d) A cadeia {P,} € fracamente ergddica se, e somente se, satisfaz a Condigdo Dy.

14



Capitulo 2

Algoritmo Filtro de Particulas e

Motivacao

Neste capitulo, através de exemplos de Filtros de Particulas com espaco de estados
finito, ilustraremos situagoes de nao-estabilidade. Mais especificamente, situacoes em que
a distribuicao de filtragem 7% depende da distribuicao inicial v do sinal nao observado
X,

Yo:n __ +Y0:in
Hﬂ-n, v 7Tn, v

- Z |PV(X” - x|}f0n = yO:n) - PV/(XTL = I|%n = yO:n)| n:;_go 07

rzeX

onde v e V' sdo duas distribuicoes iniciais distintas de Xj.

Na secao 2.1, introduzimos o Filtro de Particulas que tem sido estudado no contexto
de canal de ruido. Neste Filtro o sinal observado consiste do sinal oculto perturbado por
um ruido &,, independente do sinal oculto. Nesta secao estudamos a estrutura particular
de HMM onde X e ) onde sao finitos com o objetivo de motivar o estudo da secao 2.2 e

da secao 2.3.

Na secao 2.2, apresentamos dois exemplos onde verificamos a estabilidade ou nao
estabilidade do Filtro. No exemplo 2.1, no contexto de controle on-line, a cadeia oculta X
representa o estado de funcionamento de um equipamento em um processo de producao.
A partir do exemplo 2.1 verificamos que, no caso em que X ¢ finito com 2 estados, o Filtro
associado ao HMM é sempre estavel no sentido que a distribuigao de filtragem nao depende

da distribuicao inicial. O exemplo 2.2, também considerado no contexto de controle on-
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line, é importante para mostrar que a propriedade desejavel de estabilidade do Filtro nem
sempre ¢é véalida. Para o caso de X finito com 3 estados, verificamos no exemplo 2.2 que o
Filtro pode ou nao ser estavel. A estabilidade ou nao do Filtro depende da relacao entre
as probabilidades p; e po. Mostramos que, quando p; > ps, o Filtro é estavel e quando
p1 < po o Filtro nao é estavel. Para mostrar que o Filtro nao é estavel fixamos uma

dada observacao Yg., = yo., €, para condi¢oes iniciais apropriadas v e v/, mostramos que

Yo:n ” n—oo
—>
n, v/

|90 — 0. Em cada exemplo obtemos a distribuigao de Y,,|X,, = x, exibimos a
matriz de transigao do processo conjunto (X,Y) = {(X,,Y,)}, a distribui¢ao do processo
sinal filtrado X/ (que é a distribuicdo de filtragem) e a matriz de transicao da cadeia

nao-homogeénea X¢ (cadeia condicionada).

Na secao 2.3, tratamos das cadeias nao-homogéneas associadas a um HMM. Voltando
para o caso geral, analisamos as cadeias estendida {(X,, Yo.n)}n>0 € condicionada X¢ =
{X}*"}o<k<n € derivamos as respectivas densidades de transigao. Também, mostramos que
a distribuigao de filtragem 7% pode ser obtida a partir da cadeia estendida { (X, Yo.n) }n>o0-
Observamos ainda a grande dificuldade em se trabalhar com o processo X/ = { X¥on}, <,
devido ao fato que suas transigoes estao realacionadas a um processo de espacos de es-
tados variantes (veja [12] para um estudo de processos com espagos de estados variantes
no contexto do algoritmo EM - Expectation Maximization). Novamente considerando o
caso de equacoes de estados (2.20), obtemos a densidade de transicao do processo X/,

que neste caso sera uma cadeia de Markov.

2.1 Filtro de Particulas: Caso Particular

Em modelagem de “canal de ruido” é comum a varidvel observavel Y,, ser o préprio
sinal X, acrescido de um ruido multiplicativo. Assim, quando X,, = ¢ temos Y, =

L(x,=)én (i), onde o ruido &,(i) é provocado pelo canal quando o sinal ¢ é transmitido.

Neste caso, se o espago de estados de X for finito, X = {1, ..., K}, podemos escrever

K

i=1
onde {(&,(1),...,&.(K))}n>0 ¢ uma sequéncia de vetores aleatérios iid e independentes
de X. Assume-se também que os componentes &,(1),...,&,(K) sdo independentes e
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possuem, respectivamente, densidades ¢;(.), i = 1,..., K. Maiores detalhes deste modelo

podem ser encontrados em [6].

Estudaremos a estabilidade do Filtro associado ao HMM através da andlise da ergodici-
dade fraca de cadeias de Markov nao-homogéneas associadas ao HMM e convenientemente
escolhidas. Assim, aplicando a nossa abordagem ao modelo (2.1) derivamos as varias
cadeias de Markov associadas bem como a distribuicao de filtragem. Naturalmente, o
sinal {X,,} é uma cadeia de Markov com probabilidades de transi¢ao p(.|.). O processo

observével {Y, } satisfaz

q(ynli) = P(Y, € dyn| X, =1)
= P(én(l) € dyﬂ)
= Gi(yn)dA(Yn)-

O processo conjunto {(X,,Y,)} é Markoviano e possui nicleo de transigao dado por

P((X,,Y,) € {zn} x Bl X1 = %1, Y1 = Y1) = /ngn(y)p(:vn\xn_l)d)\(y). (2.2)

Para (2.2) basta notar que

g(gjn—lznayn—lzn) = Q(yn|'xn)p(xn|xn—1)g($n—layn—l)
= gzn(yn)p(xn|xn—l)g($n—layn—l)'

O processo conjunto estendido {(X,,, Yo.,)} é uma cadeia de Markov e o seu niicleo de

transicao é dado por
P((XMYEJ:”) € {xn} X BO:n’xnflyyO:nfl) = 1(yo;n71€Bo;n71) |:/ g”"(y>p(x”|xn*1)d)‘<y) .
B’VL
(2.3)

Trata-se de uma cadeia de dificil trato, visto que os espacgos de estados sao variantes,
pois, (X,_1,Ypm_1) toma valores em X x Y" e (X, Yy.,) em X x Y"1 No entanto, o
processo tem utilidade para analisar propriedades de distribuicao de filtragem. De fato,

podemos derivar a distribuicao de filtragem
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Note que de (2.1) temos

P(Y, € B) = Z P(X, = i)P(£,(i) € B),

de modo que a densidade de Y,, é dada por

ZP —Zgzyn)

E como P(X, = i|Yo., = yon) = P(X,, = i|Y, = yn), temos
P(X = 4)9i(yn)

ZP n = 7)9;(Yn)

(i) =

(2.4)

O processo do sinal condicionado X°¢ = {X}"" }o<x<n ¢ uma cadeia de Markov nao-

homogénea e a distribui¢ao condicionada, por (2.1), é dada por

T (wp) = PXP =) = P(Xg = Yo = Youn)
x )

_ P(Xk = )90, () ) (2.5)
ZP<XI<: = 7)9;(yr)

Para o cdlculo das matrizes de transicao P = (pi™ (xx41]xk)),

P( X1 = Tpr1, Xk = 2| Yo = Yo) = P(Xis1 = Trt1, X = 2| Yokt1 = Youkt1)
P(Xk = l'k\Yo:k = Z/o:k)
P(Yb:kﬂ = Z/o:k+1)

Gzpi1 (yk—l—l)p(xk‘-i-l |xk‘)

P(Xi = 2 Yom = tom) = > P(Xip1 = Thy1, X = 24 Yom = Yom).

!
Tri1

Segue que, para k < n,

P (wpgalzr) = P(XST = 2| X" = ay)

gzkﬂ (Yr+1)p(Tht1|zr) (2.6)

Zg] Yr+1)p(d k)
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Para o processo do sinal filtrado X/ = {X}**},-,, note que a estrutura (2.1) garante

que ¢ uma cadeia de Markov. Como para n > k temos
P(Xk - xk‘|ybk’ - yO:k) - P(Xk - xk|Ybn - yO:n)a

segue

Yo:k __ Y0k Yo:k+1 __ PYoin
Tk =1 e P = pPn. (2.7)

2.2 Motivacao

Nesta secao motivaremos a questao da estabilidade do Filtro. Afim de ilustrar situagoes
em que a distribuicao de filtragem depende da distribuigao inicial faremos uso de exemplos
relacionados com o modelo de monitoramento de qualidade “on-line”. A cadeia de Markov
X representa o estado de funcionamento de algum equipamento eletronico, por exemplo
uma maquina em um processo industrial, onde o estado 1 representa que o processo
de producao estd sob controle (ou que a maquina estd funcionando bem) enquanto o
estado 2 representa que o processo estd fora de controle (ou que a maquina nao esta
funcionando bem). Ao se considerar vérios estados {1,..., K} podemos interpretar os
estados 2,3, ..., K como sendo subsequentes estados de deterioracao. Neste sentido, nao
observamos o estado de funcionamento da méaquina mas temos acesso aos itens por ela
produzidos. A conclusao que a maquina esta funcionando bem ou mal deve ser tirada
a partir das observacoes {Y,} que representam as observagoes de alguma caracteristica
dos itens produzidos. Dessa forma, temos uma estrutura de HMM onde X é a cadeia de

Markov oculta e Y é a sequéncia de observagoes.

Sendo a cadeia de Markov X oculta, na maioria das vezes nao dispomos da distribuicao
inicial. Como nosso interesse é obter a distribuicao de X,, dadas as observacoes Y} até
o tempo n, seria desejavel que tal distribuicao nao dependesse da distribuicao inicial da

cadeia. Verificaremos através dos exemplos a seguir que isso nem sempre acontece.
Exemplo 2.1. Assume-se que a cadeia X toma valores em X = {1,2} e possui matriz
de transicao

p= (2.8)

I—m b1
€ 1—e |’

19



Capitulo 2. Algoritmo Filtro de Particulas e Motivagao

onde 0 <p; <1e0<e<1. No contexto de controle “on-line” p; € grande em relagao

ae. O processoY toma valores em Y = {0,1} e satisfaz Y, = 1(x,=1). Note que
Yo = 1x,=0&n(1) + Lix,=2)&(2) = L(x,=1),
onde & = (6(1),6n(2)) € P(&(1) = 1) = P(£.(2) = 0) = L.

Como P(X, = 1,Y, =1)=1¢e P(X, = 1,Y, = 0) = 0, facilmente obtemos as

distribuicoes condicionais

Yol Xn =2 ~ qy]2)=1—y.

(2.9)

Claramente, temos também a relagao

n n

P(%n - yO:n|X0:n - xO:n) = HP(}/j = yj|Xj = xj) - HQ(yj|xj)'

J=0 J=0

Existem varios processos associados ao modelo. O processo sinal X € ergédico e possui

distribuicao limaite , !
pr+e prte
processo observdvel Y, neste exemplo particular, € uma cadeia de Markov. O processo

> independente da distribuicao inicial v de Xo. O

congunto (X,Y) = {(X,, Yn) }uso € também uma cadeia de Markov com a mesma matriz
de transicao de (2.8) e distribuicao inicial (Xo,Yo) ~ v(0)1{0(vo)-

Embora as relagoes (2.3)-(2.6) possam ser utilizadas, neste exemplo o cdlculo direto é
mais facil.
(a) Processo conjunto estendido {( X, Yon) }n>o0-

E um cadeia de Markov com espago de estados variantes. Note que (X,_1,Yon_1) toma
valores em {1,2} x {0,1}" e (X,,, Yo.n) em {1,2} x {0,1}"*1. Como

0 se y,=0
P(Xn = 17YE):n = yO:n) = {
1 se y,=1

€ P(Xn - 27 YE):n - ?Jo:n) =1- P(Xn = 17 Yb:n = yO:n); seque que
9L yom) =Y € 9(2,%0m) =1 — Yn.
Mazis ainda, as probabilidades de transicao sao dadas por

g<1ay0:n|$n717y0:n71> = YUn
g(2ay0:n|xn—l7y0:n—1) - 1—,%
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Dai, temos, independéncia da distribuicao inicial,
T (1) =y, e 72 =1—y,. (2.10)

(b) Processo do sinal condicionado X¢ = {X"" Yo<k<n-

Temos

P (wrplar) = PXEYT = o |[ X0 = ay)
p<Xk+1 = Tpg1, X = xk‘ybzn = yO:n)
P(Xk = mk’Ybn = yO:n) '

Usando o fato que Xpp1 = Ly, =1) + 2 Lv,, =0y temos ppo" (L|azg) = Yes1, D" (2|s) =

I —ypq1 e

o — Ukr1 1 — Yrn '
Ye+1 1 — Yrp

Se a distribuicao inicial for v temos também

p(l)/O:n — [

epara 0 < k<nek+m<n temos

- - - 1 — Y

Yo:n _ Yo:n Y0o:n _ yk+m k—"_m

P, =F "« o« BT = .
Yk+m 1= Yktm

O coeficiente ergddico de Dobrushin (1.12) é dado por

s(PY.) = (P )

2
= 5 Supz |pz()¥m71(£|z) - pz?kmfl(aj”
b =1
= 0.

Assim, a cadeia X¢ € fracamente ergddica e também podemos verificar diretamente que

ﬁzo;n@) —_ p(X,g = 2|Y0m = yO:n) = 1 —y.

(¢) O processo sinal filtrado X7 = { X% },50.
Por (2.7) e (2.10) temos

o = (w0 (1), 727 (2)) = (s = )
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e X é uma cadeia de Markov nao-homogénea com
. Yn 1 —yn
P ggl = .
Yn 1—yn

Claramente temos estabilidade do Filtro com

|| — g¥on | =0, Vv, V.

n, v n, v’

O préximo exemplo mostra que ainda que X seja ergddica nao podemos garantir a

estabilidade do Filtro.

Exemplo 2.2. Assuma que X toma valores em X = {1,2,3} com matriz de transi¢ao

I—p1 m 0
€ 0 1—¢

onde 0 <p; <1,0<py<1le0<e<1. O processo observivel Y = {Y,}n>0 satisfaz a
relacao

Y, = 1ix,=1) + Lx,=2)-
Note que temos a estrutura (2.1)
Y, = 1ix, =& (1) + 1(x,=9&(2) + 1(x,=3)6(3),
onde P(&,(1) =1) = P(&,(2) = 1) = P(&.(3) =0) = 1.

E facil verificar que

(ynln) Yn , 8¢ T, =1,2
g\Yn|Tn) =
1—y, ,se z,=3

e que X € ergodica com distribuicdo limite

< Ep: ep1 Pipe )
e(p1 +p2) +pip2 €(p1 +p2) +pip2 €(pr +p2) +pip2 )
Também, o processo conjunto {(X,,Ys)}}n>0 tem a mesma matriz de transi¢ao (2.11) e é

ergodico.
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(a) Processo sinal condicionado X¢ = {X*" }o<k<n-

E uma cadeia de Markov nao-homogénea especificada por

e

l’k+1|$€k) = P(Xk+1 = $k+1|Xk = T, Yo, = yo;n)
Q(yk+1’$k+1>p(wk+l‘xk)Qk—i-l(xk—i-l)

Z Q(Yk+1 |2k ) P(@h g1 | 70) Qi (T 1)

!
Th+1

b

com,
Qu(z)=1,VzeX,
Qr(z) = Z q(Yrt1|Trr1)P(@ht1[2) Qo1 (Th1)-

Tk+1

Portanto, para k =n —1 ey, = 1 temos,

I—p1 p1 O
o — 0 1 0
1 0 0
e, para Yy, = 0,
0 0 1
P =10 0 1
0 0 1

Escrevendo, como no exemplo 2.1, em funcao de y, temos
(L=p)¥n P1Yn 1—yn
g&? = 0 Yn 1 — Yn : (2‘12)
Un 0 1—wy,
(b) Processo sinal filtrado X/ = { XY}, 5.
Também é uma cadeia de Markov nao-homogénea com matrizes de transi¢io P2 bty

dada por (2.12).
(¢) Distribuicao de filtragem mw¥om.

_ : % S . .
Xo|Yom = Yo ~ 7%, onde w35, ~ v. Aqui utilizaremos as equagoes de filtragem recursi-

n,wy

vas .
9iom) D_ PO ()
i) = ,

<
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em que Ty = V.

Yo (X = po)m 1, (1) + em, ™57, (3)]

Yo:n 1 —

o (1) . ,

o (2) = yalprm i, (1) + (1= po)m, 1, (2)]
n, v @, s

0 (3) = (1 = yn)[pomy i (2) + (1 — &)mp7 1, (3)]
n, v o, ,

onde,
an = Yul(1 = po)m2 (1) +empi L (3) + prmyi (1) 4+ (1 = p2)mn 1 L (2)] +

+(1 - yn)[pﬂZ‘i’fL@) + (1 —e)m"7 ()]

(Caso 1) se y, =0

Neste caso temos,

(1) =men(2) =0 eryp(3) =1, Vv = |7ty —m0n || =0, Vn.

nu’

(Caso 2) se y, =1

(2&) Yn—1n = 01
Neste caso temos, w7 (1) = m>1 (2) = 0 e ™ ,(3) = 1. Também, o7 (3) =
mon(2) =0 e mpon (1) = 1. Logo,

Hﬂ—yOn_ yOnH_O vn

nl/

(26) Yn—1:n = 11 e pP1 > Po
Aqui, como y, =1 = m* " (3) = 72 (3) = 0 em™ (1) + 77,02 =1 = a, =

n—1,v
1-— pgﬂz(),q’_,lj(Q) .

I e Vi AL e N W O

Tt L2 1= pat oy (1)

P (1) + (L= pa)mh(2) _ put (1= pr— po)mli(2)
1= 1 2) T 2

n—1,v

i) =
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Assim,

1-p)m2,1)  A=pym2,30)
(1= p2) +pomy i (1) (L= pa) +pomy (1)

(T =p1)(A = p2)(m=7 (1) = 7, (1))
(1 = p2) + o™i L (D1 = p2) + pamy 2 (1)]

(1 —p)(1 = po)(m,71 (1) = w25, (1)
[ = por, 5 V(D)L = pom, 2L (2)]
(1= p) (A = p2) (w27, (2) — w2 (2))

o (2) — w¥om (2) = — ’ —— . Também,
BRI = T e T — e 1 (2)

Ty (1) —m (1) =

n, v

mp() = () = (=) = (L= w2 (D) = m() — mp (L),

n, v n, v

Note que,

(1—]71)(1—192) < IL—p

— — < =0 <1, pois p1 > ps.
[(1 = p2) + P2 (D1 = p2) + poriy L (D] = 1= py P

Logo,

[m (D)= (D] < dlmg ()= L (D] < ..

n—1, v n—1,v =

< §"v(1)—v'(1)] — 0, quando n — oo,

e, com isso, ||y — w0 || — 0, quando n — oo.

(2¢) O mesmo nao acontece quando (p; < p2) € Yo, = 011 ... 1.

. 1
Seja po = 2p; com 0 < pp < 3

Para v(1) =v(3) =0 ev(2) = 1 temos Pz (1) = 7y (3) = 0 e mpon(2) = 1.

1
Para v'(3) =0 e (1) =1(2) = 5 ( ou podemos tomar py = %)(12)) obtemos
v
(1—p)/(1) _1-—p 1 | 1
(1) = ———— — V() =5=>m",02) =3

1—=2p/(2) 1—p 2 2

Em geral
1

A1) = () = 5 = I = ) m (H @)-m@) = 1,

25



Capitulo 2. Algoritmo Filtro de Particulas e Motivagao

Portanto, ||7yon — 7% || - 0.

Com 1isso vemos que, neste exemplo, para p; > ps o Filtro é estavel enquanto que, para

p1 < p2 o Filtro nao € estavel.

2.3 Cadeilas de Markov Associadas

Retomamos o Filtro geral apresentado no Capitulo 1. Assim, o sinal {X,} tem as
transigoes X,, — X,,11 determinadas pela densidade de transi¢do p(zx41|er)du(zgL1), a
observacao Y, condicionada ao X,, é determinada por q(y,|z,)d\(y,) além de satisfazer
a estrutura HMM dada por (1.3). Derivamos abaixo as densidades de transi¢do do pro-
cesso conjunto estendido {(X,, Yo.n)}n>0 € do sinal condicionado X¢ = {X*" }o<k<n, a
densidade de filtragem 7% e, no caso do modelo de equagao de estados, a densidade de

transi¢cao do processo do sinal filtrado X/ = {X¥on}, 5.
Proposigao 2.1. O processo {(Xn, Yon) fn>0 € uma cadeia de Markov e possui densidade
de transi¢cao dada por

g@m y0zn|xn—17 yO:n—l) = Q(yn|xn)p(xn|xn—1) (213)

O processo X¢ também € uma cadeia de Markov e sua densidade de transicao, para 0 <
k <n, € dada por

q(yx|or)p(r|zr—1) Qr (k)

e R AT EA FRR e N AT IEA 2
onde {Qx} satisfaz
Qr(xg) = /XQ(ykJrl’karl)p(karl|xk)Qk+1<xk+l)du(xk+l> (2.15)

Qn(z,) = L

Demonstragao: Primeiro, note que a existéncia das densidades (2.13) e (2.14) é garan-

tido pela existéncia de densidade de (X,,Y},),

9T, Yn) = q(Yn|zn)vn(20),
onde v,(x,) = / ﬁp(xﬂxj1)V(x0)d,u(x0;n1), sendo v alguma distribuigao de Xy. A
estrutura HMM gargnlte que ambas sao cadeias de Markov.
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Capitulo 2. Algoritmo Filtro de Particulas e Motivagao

(a) Para {(X,, Yy.n)} temos

g(fﬁnq;n, yO:n)
g(xnfla yO:nfl)

g(iUn, y():n|$n—1> yO:n—l) =

Para qualquer distribuigao inicial v(z¢)dp(zo) de Xo e P(Yy = 0) = 1 temos por (1.3) e o
fato de {X,,} ser uma cadeia de Markov

9(Zoims Youn) = [HQ(?JJ‘\%)P(%\%Q] v(0)d0(Yo)

n—1

= q(Yn|zn)p(@n|2n-1) [H Q(yjij)p(xﬂlfj—l)] v(w0)d0(yo)

7=0
= Q<yn|xn)p(xn |$n—1)9($0;n—1, yO:n—l) .

Assim,

g(xn—lzna yO:n) - Q(yn’xn)p<xn‘xn—l) . g<x0:n—l> yO:n—l)dﬂ<x0:n—2)
xn—

- q(yn ’xn)p(xn|xn—l)g(xn—lv yO:n—l)

e temos (2.13).

(b) Para X°¢ temos para a transicao X;°7 — X",

g(xk—lzk |y0:n)

~Y0:n —

p Tk|TE— =
k— 1( ’ 1) g(Ik_ﬂyo;n)
g(xk—la yO:n)

Note que para 0 < k < n vale

9(@xs Yon) = 92k, Yox) / H q(yjlw;)p(x;le—1)dp(Trsam).-
" =kt

Vamos definir

':C J n
Qutre) = 8882) [ TT ooty i)
Xn

T
9 k,ym@ ikt

onde, para k = n, definiremos @Q,(x,) = 1. Segue diretamente desta defini¢ao que

Qk(xk) :/XQk+1(xk+1)Q(yk+1’$k+1)p(xk+1|xk)dﬂ<xk+l) (2-16)

27



Capitulo 2. Algoritmo Filtro de Particulas e Motivagao

g(l‘k, yO:n) = Qk($k)g($k7 yO:k)-

Também,

g(l’k:kH, yO:n) = C](yk+1 |l’k+1)p($k+1 \»Tk)g(xk, yo:k)QkH(l’kH)

= g(xk:k—f—layo:k+1>Qk+1($k+1)

onde, para k = n — 1, adotamos
/ H Q(yj‘xj)p(zj’xj—l)d:u(xn-i-l:n) = Qn(ZI?n) =1
X% ont1

E (2.14) segue.

A cadeia {(X,,,Yy.,)} possui espagos de estados variantes X x V"' e, claramente, a
cadeia X°¢ é uma cadeia nao-homogénea pois, para k # k', temos @y, # @}, A distribuigao

da cadeia condicionada 7;”" pode ser obtida observando que para 0 < k < n,

9(Won) = /X[/Xn_k H q(yjlz)p(@;lzj—1)dp(Trsin) | 9(@k, Yo )dp(zy)

j=k+1
~ [ Qular)glir. a)duton). (2.17)
X
Assim temos
ﬁ.ZO:n (l'k) _ g<xk7 yO:n)

9(yon)
Qk(@k)9(Tk, Yo:r)
S Qu(ai)g(w, o) dp(ay)

_ Qr () m"" (1) (2.18)
S Q@) m (2 ) dp () ‘
Também, a distribui¢do de filtragem 7% pode ser derivada da cadeia {(X,, Yo.n)}, pois,
9(Tn—1,Yo:n—1)
9(Yon—1)

para T (1, 1) =

, temos

9(n o) = 9(yomr) / Wl )p (| Tn )T () dpa( 1)
X
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Capitulo 2. Algoritmo Filtro de Particulas e Motivagao

() = Sted 90U [ 1yt o )72 i)
g(yO:nfl)

9(Yon) q(ynm)/Xp(iﬂnm—l)ﬂi(’;’i‘l(a:n_l)du(:cn_l),

o que, por (2.17), resulta na equagao da filtragem

q(Ynlzs) [ p(@n] )72 dp(2,—1)

Yo:n—1

f/w q(ynl ) p(), |27, )Ty (2, ) dp(, ) .

T () = (2.19)

Proposicao 2.2. A densidade de filtragem 7% (.) € dada pela equagao de filtragem (2.19)
onde m°(x0) = v(0), sendo v a distribuicao inicial de Xo. A densidade condicionada
70, para 0 < k < n € dada por (2.18) com {Qx} definidos por (2.16). Mais ainda,

7-(-%0:71, — 7}%0:71 () .

Quanto ao processo do sinal filtrado X/ as suas densidades de transicdo sao de dificil
CélCUIO7 pois Xgofylhl ~ n—llYE):n—l = Yon-1 € Xgom ~ Xn|}/0:n = Yon- No entanto,
para o modelo de Equagoes de estados introduzido no Capitulo 1 podemos explicitar as

densidades de transicao. Temos
Y, = ho(Xy) + 100 (2.20)
onde o ruido {n,} consiste de varidveis aleatérias iid e {n,} é independente de {X,}.

Neste caso, usando os mesmos tipos de argumentos da secao 2.1, temos

Proposicao 2.3. Assumindo a estrutura de Equagoes de Estados (2.20) a cadeia de

Markov X/ = { X%}, <4 possui densidades de transi¢do dadas por

_ q(Yn|Tn)p(@0|T0 1)
fX q(Ynlz),)0(20| 2,1 )dp(),) .

pzo_ﬁ (Tn|Tn-1)

(2.21)
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Capitulo 3

Estabilidade do Filtro

Em 1957, em [3], foi conjecturado que o filtro seria independente da distribuigao
inicial se o processo sinal X fosse ergddico (X com espaco de estados finito). No modelo
estudado em [3] as observagoes sao dadas por Y, = f(Xj), ou seja, sem dependéncia
de ruido. Em 1975, em [19], foi apresentado um exemplo de cadeia ergédica em que o
Filtro depende da distribuigao inicial mostrando que a conjectura em [3] nao é verdadeira.
Ainda em [19], foi demonstrado que o Filtro é independente da distribuicao inicial, sob a
hipétese de ergodicidade do processo sinal mas com hipdteses adicionais sobre a fungao
deterministica que relacionava o processo sinal com as observacoes e sobre a matriz de

transicao de X (X com espago de estados finito).

Nas 1ltimas décadas resultados de independéncia da distribuicao inicial do Filtro foram
obtidos por varios autores sob variadas condigoes que incluem ou nao a ergodicidade do
processo sinal e o espaco de estados do sinal sendo enumeravel ou nao. Atualmente, exibir
condigoes necessarias e suficientes para assegurar a independéncia do Filtro com relagao
a distribuicao inicial permanece um problema em aberto. Dessa forma ha um esforco
em se conseguir exigéncias minimas sobre o modelo para que o Filtro seja independente
da distribuicao inicial. As exigéncias comumente impostas ao modelo dizem respeito a
densidade de transi¢ao do processo sinal X (denotada por p(.|.)), & densidade condicional
de Y, dado X}, (denotada por ¢(.|.)), ao nicleo de transigdo do processo sinal (denotado

por P(.,.)) e/ou as distribuigbes iniciais v e v/'.
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Capitulo 3. Estabilidade do Filtro

Em [1] foi proposto o indice de estabilidade
) 1
v = limsup — log ||, , — T, ||
n n

para estudar a estabilidade do Filtro. Caso o limite seja negativo, se existir, implicard a
estabilidade do Filtro. Este indice foi estudado em [1] e [2] utilizando técnicas de expoentes
de Lyapunov e distancia projetiva de Hilbert, respectivamente. Em [1] foi introduzida e

utilizada a condigao tipo “mixing”
0 <A <plylr) <A <0 (3.1)

no estudo de v. Esta condi¢ao também foi utilizada em [9] para estudar a estabilidade do
Filtro através de técnicas de semi-grupos. Em [7] o coeficiente de estabilidade - também

foi utilizado para estudar a estabilidade do Filtro.

Outra condigao relacionada a (3.1) que aparece em [5] é
~ 1
epr(A) < P (x,A) < ESOk(A), (3.2)
onde {py} ¢ uma sequéncia de medidas o-finitas. Em [5] a estabilidade do Filtro ¢ obtida

via cépulas e técnicas de cadeia dividida (veja [22] e [23] para teoria de cadeias divididas).

Em nosso trabalho evitamos as técnicas acima descritas embora utilizamos as condigoes
do tipo (3.1) e (3.2). No caso da condicao (3.1) nossa técnica evita impor condi¢oes sobre
as condigoOes iniciais ou sobre ¢(.|.). A exigéncia béasica que utilizamos é a ergodicidade
fraca da cadeia condicionada. O Teorema 3.1 estende os resultados em [5]. Em [7] a
condi¢ao utilizada sobre a densidade de transi¢ao do processo sinal é mais fraca que (3.1)
mas existem condigoes adicionais sobre as distribuigoes iniciais do Filtro e é exigida a
existéncia de medida invariante para o nicleo de transicao do processo sinal. Em nosso

trabalho evitamos tais hipoteses.

3.1 Resultados de Estabilidade

Nesta secao enunciamos os resultados quanto a estabilidade do Filtro. Os resultados
se baseiam, essencialmente, na andlise do comportamento ergédico (fraco e forte) dos

processos X¢ e X/. As provas serao feitas na secao 3.2.
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Capitulo 3. Estabilidade do Filtro

Da secao 2.3 derivamos os nucleos de transicao. Para o processo condicionado X*

temos para 0 <k <neAeX
Pt A) = [ Aol )duon) (33
A
onde p*% é dado por (2.14) e (2.15).

O processo X/ com {Y,} obedecendo as Equagoes de Estados (2.20) tem nticleos de

transicao dados por

P2 (i, A) = / P (o) dp), (3.4)
A
onde p?*7 é dado por (2.21).

n

Com abuso de notagao, escreveremos para A € X

ms(A) = [ w0 (o) dute,)
A

A = [ Ao,
onde v é uma distribuicao inicial de Xj.

Lema 3.1. Assuma que o coeficiente ergodico da cadeia {]5,;1/0’"} satisfaz

lim §(P*"  y=0, m=0,1,...

n—oo m,m+kn

, (3.5)

onde k, T oo com m + k, < n. Entdo a cadeia X° € fracamente ergddica e o Filtro é

estavel, isto €, para quaisquer distribuicoes iniciais v e V'

lim ||z — 77| = 0. (3.6)
Mais ainda, temos
lmon — mio || < 26(Fgsey) < 2] [ o(Bm). (3.7)
§=0

Exemplo 3.1. O sequinte exemplo ilustra o cdlculo da taza de convergéncia (3.7). Con-

sidere o modelo {(X,,Yn) }n>2 onde {X,,} tem espaco de estados X = {1,2,3} e matriz
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Capitulo 3. Estabilidade do Filtro

de transicao

Wl

Wl

Wl =

Wl

Wl

1
3

3

!
3

1

3

e o processo {Y,} com valores em Y = {0,1} € dado por

3

Y, = Z Lx,1=i,Xn=)&n (15 7)

,j=1

com &,(i,7) 's independentes tomando valores 0 ou 1. Assuma que

Pn(1,5) =1) =

P(&n(2,5) =1) =

Pn(3,5) = 1) =

N[N —3 | = e A

Dado y, = 1, temos

= O3~

1(Yn:1) = Z 1(X,,L,1:i,Xn:j)1(£n(i,j)=1)'
2%

Assim, se X% =1 com y, =1 temos X% = j se &,(i,7) = 1. Temos

pUIPE(1,5) = 1)

Pni(il) =

S pUDP(E(1,0) = 1)

= P(&(1,5) =1),
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1
pois p(jl1) = 3 Vje ZPﬁn(l,E = 1) = 1. Similarmente, temos p"(j]2) =
P(§a(2,5) = 1) e py” "1(J|3) = P(&.(3,5) = 1). Segue que para y, = 1
-1 1 -
S 0
n n
DY2:n __ l 0 1— l
n—1 n n
1 1 1 1 1
= Z(1==2) =(1=2=
| n 2 n) 2 n) |
e
S(P) = —supZIPy“ (k1)]

Similarmente, se y, = 0 entao X1 =i — XY = j se &,(1,7) = 0, e usando o fato

1
que p(jli) = 3 Vi, Vj, temos

P(&n(i, ) = 0)

Zpgnm )=0)

P (dli) =

Note que, para todo i, temos Z P(&,(i,0) = 0) = 2. Segue que, para y, = 0, temos
¢

1
DN | —
7N
—
|
S|
N———

[N}

S|~

DN | —
1

2
S
|l\’>
—3
Il
DN | —
N
—_
|
S|
~_
N | —
2|
3

T

N | —
N
—_
|
S|
N———
=] =
S
—_
+
S|
N———
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Pyz k+1

Como neste exemplo temos }5,32:" para k < n, seque por (3.7)

<2H5 (PY*m) <2H<1—k—+1)

||7Ty2n _ y? n

Como E = 00, Nao s6 temos a taxa de convergéncia como também a estabilidade

k
do Filtro ¥ ya.p .

Lema 3.2. Assuma que para algum nicleo de transicao constante P, temos

lim ||[PY"  — P | =0, m=0,1,.... (3.8)

o m,m-+knp,

Entao X°¢ € fortemente ergddica e existe uma probabilidade 7o, em (X,X) tal que

hm [7é0m — 7ol = 0, V v (3.9)

Teorema 3.1. Assuma que existam uma sequéncia de constantes {ag}, ar > 0, V k e

uma sequéncia de medidas o-finitas {@r} em (X, X) tais que
> aj =00, V{K} C {k} (3.10)
k/
epara 0 < k<n
~ 1
arpr(A) < PP (x, A) < a—gak(A), VeeX, VAeX (3.11)
k

Entao X¢ € fracamente ergddica e o Filtro é estdvel, isto €, vale (3.6)

Corolario 3.1. Sob as condi¢oes do Teorema 3.1, se ay, = «, Y k, entdo temos que

3\ "
<2 <1 - 0‘-) , V. (3.12)

Hwyon _ yO n

2

O resultado acima representa extensao dos resultados de [5]. Observe que (3.11) pode

ser verificado por condicoes tipo positividade e limitacao.

Condicao 1

Assuma que a densidade de transicao do sinal X satisfaz

0 <A <plvu) <N <oo, Vu,veX. (3.13)
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Corolario 3.2. Sob a Condigao 1 temos a estabilidade do Filtro com a validade de (3.12).

Teorema 3.2. Sejam {P"%},>0 0s niicleos de transicdo de X/ = { XY}, 5 e assuma

que

limsup Y _ [|PX% — P3| < o (3.14)

Entdo as cadeias X/ e X¢ possuem o mesmo comportamento ergédico, isto €, X' € fraca-

mente (fortemente) ergddica se, e somente se, X¢ for fracamente (fortemente) ergddica.

Note que para o modelo de Equacoes de Estados (2.20) temos P/ = ngf. Assim,
(3.14) ¢ trivialmente satisfeita e podemos estudar a estabilidade do Filtro analisando a
ergodicidade de X7/.

Condigao 2
Para o modelo (2.20) assuma que existam constantes p > 0, p, > 0 e p* < 0o tais que

para todo y,, € Y existe C, C X satisfazendo

pe <plv|u) <p*",Vvel, eVuelX (3.15)

PP (xp-1,Cy,) > p, Va1 € X. (3.16)

Teorema 3.3. Se a Condicio 2 for satisfeita entio as cadeias X7 e X¢ sio fracamente

ergodicas e o Filtro é estdvel.

Observacoes 3.1

(a) Note que, se temos Condicao 1 entdo, tomando-se Cy, = X, Vy, € YV e p =1, temos
a Condigao 2.

(b) Pela prova do Teorema 3.3 é facil concluir que podemos relaxar (3.16), substituindo

por: existe {p,}, pn > 0, V n, satisfazendo an/ =o00,V{n'} C{n}e

n

P (z,Cy.) = pn, Yo €X.

(¢) Se X e Y sao finitos podemos substituir (3.15) e (3.16) por: para todo y, existe z
tal que
qYalzy)p(p|201) > 0, V201 € X. (3.17)
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Corolario 3.3. Sob o modelo (2.20), se X e ) sao espagos finitos entao (3.17) garante
a estabilidade do Filtro.

Exemplo 3.2. (a) Para o exemplo 2.1 temos a Condi¢ao 2 satisfeita. Se y, = 0 tomamos

xy =2 e temos
. . D1 S€ Tp_1 =1
4(ynl2})p (2 2n1) = { !
1—¢ sex,_1=2.
Similarmente, se y, = 1 tomamos x;, = 1.
ara o exemplo 2.2 nao temos a Condicao 2 satisfeita, pois, nao existe z* tal que
(b) P plo 2.2 nao t Condicao 2 satisfeita, pois, na ste x* tal g

p(z*lx) >0, Ve X.

O exemplo seguinte exibe uma situacao em que vale a Condi¢ao 2 mas nao vale a
Condicao 1. Note que neste exemplo temos que o ruido é uma sequéncia de variaveis

aleatorias iid normais truncadas.

Exemplo 3.3. Vamos considerar a cadeia oculta X = {X,} com espago de estados

X ={1,2,3} e matriz de transi¢ao

Observe que a matriz Py é uma perturbacao, por 0 < 6 < e, da matriz P do exemplo 2.2.
Aqui assumimos também 0 < p; < 1, 0 < py <1 e 0 < p; < e. Vamos considerar as

observagoes Y = {Y,} dadas por

d Y

e 202 dy, h uma fungao conhe-

1
onde 1, = Ennl([—d,d}) com n, ~ N(0,0%), ¢ = / o
—d

cida e d tal que max{|h(i)|;7 = 1,2,3} < d. O espago de estados das observagoes Y €
Y =, [—d+ h(i),d+ h(i)].

Nestas condigoes, Y| X, =i~ h(i)+1n), e

PR 0)
dyl) = ——c 27, ye,
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(y — h(i))*

1
onde ¢; = e 202 dy.
/y V2 Y

Claramente a Condicdao 1 nao é satisfeita. FEntretanto, para qualquer y € Y existe
Cy, = {2} C X tal que

pe <p(2li) <p*, VieX,
onde p, = min{p;, 1 — ps,0} > 0 e p* = max{py,1 — p2, 6}

(y — h(2))?

Sejam a, = min{cy, co,c3} € e, = min{ e 202 .y €Y p. Note que,

Pi(i,2) =

j=1
(y — h(2)?
2 AyPx—€ 202
(&)
> %p*e* =p>0
Ca

Portanto, vale a Condigcao 2, e temos a estabilidade do Filtro.

3.2 Demonstracoes dos Resultados

Lema 3.1
Demonstragao: Note que, de (3.5) temos: dado € > 0 existe k'(¢) tal que para k,, >
ko (e)

S(PPr ) <e,

m,m-+knp,

e a ergodicidade fraca segue da Definicao 1.2. Sejam v e /' duas distribuicoes iniciais

quaisquer, temos pela Proposi¢ao 1.1 (b)

vy = VBl = [l = V) Bl
< v = V6B
< 25(Pg ) 0. (3.18)
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Por outro lado, temos

3

mer(A) = mm(A) = P(X € A) = /X P(XEom € AIXPET = 2, 1) P(X32] € day)
= /X/ PV (g1, A)P(XPn € day_ | X200 = 2 _o0) P(XY% € day_s)

_ / / PO (1) AV P8 (o, 1) P(XY0 € day o) = . —
/XP(XyO“ € dag) PV (zg, dxy) . .. PP (2,1, A)

P(X§ € dxo) P (zo, A).

Assim, para qualquer distribui¢ao inicial v, isto é, X{"" ~ v temos

Ty (A) = / v(dao) Pt (20, A). (3.19)
X

E, por (3.18)

hm |moes — mpon || = 0.
n—

Também, de (3.18) e Proposigao 1.1 (d),

n—1
Iy — wol < 2L 5B
=0
]
Lema 3.2
Demonstragao: Por (3.8), dado € > 0 existe k”"(¢) tal que para k, > k"(¢)
123, — Puoll <.
Pela Definicao 1.3 temos a ergodicidade forte. Em particular, temos
lim || B%m, — Py = 0. (3.20)
Seja v uma distribui¢ao inicial qualquer e defina 7, (A) = Py(x,A). Note que

Pyo(xz,A) = Py(2',A), ¥V z, V 2/, pois P, é um ntcleo de transi¢ao constante. Além

disso, v * Py, = T € por (3.19)
lvPgry — vPsol| = lmhy — moc.
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Usando a Proposicao 1.1 (a) temos
||7TZ?:Z — Too|| < “Péioﬁil — Pyl

e o resultado (3.9) segue de (3.20).

Teorema 3.1

Demonstracao: Faremos a prova em duas etapas. Primeiro, mostraremos que temos a
Condigao Dy, (1.16), satisfeita. Em seguida, mostraremos que a Condigdo Dj assegura
as hipoteses do Lema 3.1, do qual obtemos a ergodicidade fraca de X¢ e a estabilidade do
Filtro.

(7) Note que se temos (3.11) entdo o mesmo vale para qualquer o} < ai. Assim, sem

perda de generalidade, podemos assumir que oy < 1, ¥V k. Por (3.11) temos

1
A 1
Podemos definir as probabilidades ¢p(A) = i ) Sejam my = 1, g = Mg
Q
O = ?k > 0.
Para A € X, se ¢x(A) > ¢, entdo por (3.21)
g
pu(A) > erpn(X) = .
Por (3.11) temos
-~ 3
Pron (2, A) > appr(A) > % = 5
e
ok(A) > e = inf PP (x, A) > 0. (3.22)

Como, por (3.10), temos Zai, =00, V{k'} C {k}, a Condigao Dj estd satisfeita.
k/

(74) Mostraremos que vale (3.5) e a ergodicidade fraca é obtida do Lema 3.1. Dado A € X
entao ¢r(A) > e ou Pp(A) < k. Se ¢ (A) > gk entdo por (3.22) temos V z, V y

|]5,;y°’"(x, A) — Pgo’"(y,AH <1— 6.
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1
Se ¢r(A) < g entdo, como g5 < 3 obtemos ¢ (A°) > gi. Por (3.22) temos para V z, Vy

B A) = B ) = 10— PR A%) = (1= Py, A7)
= By A0) — B )
< 1—9;.

Concluimos que Vz,y e ¥ eVAeX

[P (2, A) = P (y, A)] < 1= 6y,

ou seja,
5(15,30:") = sup |f)ky°:"(m,A) — ﬁ,fom (y, A)| <1 — 6. (3.23)
WX
Por outro lado, param =0,1,... e m + k, < n temos
]5737/107;:‘1 T PYon 15%04”1 * ... % pgf;r"kn_l

e pela Proposicao 1.1 (d)

m+kn,—1
0(E) < TT o).
j=m

Usando (3.23) temos
mtkp—1

sprm < I -6
j=m

3
o %
e fazendo k, T oo com m + k,, < n obtemos (3.5), pois, por (3.10) e o fato de §; = ?]
mtkn—1
temos Z d; = oo.
j=m
n

Observacgao 3.2
O fato da Condicao Dj assegurar a ergodicidade fraca da cadeia pode ser encontrado

em [13]. Entretanto, na demonstra¢do do teorema acima apresentamos uma prova mais

simples e direta.
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Corolario 3.1

Demonstracao: De fato, obtivemos na demonstracao do Teorema 3.1 que

m-+tknp—1

(P < 11 (=0,
j=m

3
Usando (3.7) e o fato que §; = %, obtemos

n—1 3 n
o — e | < 25(Bgee ) < 2 [[(1—6) =2 (1 _ —) v

k=0

Corolario 3.2

A
Demonstragao: Basta verificar que temos (3.11) oy, = X V k. De (2.14) e (3.3) temos

PP (g, A) = /ﬁiiﬁ(m\xm)u(dww
A

LaaCyrler)p(ar|er—1) Qr(xr) p(dy,)
L a(yelzr)p(ze|2e—1)Q(xr) p(dy)

Por (3.13) temos V21 € X e A € X|

A o A*
F@kfl(A) < Pl (xp-1, A) < )\—Sﬂk—l(A),

onde
_ Ja a(ilzr) Q) pu(day,)
fx q(yr|r) Qu(zr) pu(dy)

or-1(4)

Teorema 3.2

Demonstracao: No que segue fica subtendido que m+k, < nek, T oo quando n — oo.

Também, afim de simplificar a notacao, escreveremos

Yo:m Yo:m+1 Yoom+kn—1 . Yo:m i Yo:m—+kn .
Pm * Pm+1 ..ok Pm—i—kn—l . Pm,m+kn = Immtkn
DY0:n DYo:n DYo:n .__ pYon D
Pm * Pm+1 *ooox Pm—l—kn—l T Pm,m—i—kn T vaerkn'
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De modo que (3.14) se reduz a

n

limsup Y || P — Be]| < oo. (3.24)

Note que, usando (a) e (b) da Proposigao 1.1, obtemos

<
+ H(Pm,m—&-k:n—l - pm,m-i-kn—l) * pm-l-kn—lH

(a),(b) - ~
< ||Pm+kn—1 - Pm-i-kn—lH + HPm,m-i-kn—l - Pm7m+kn—1|l'

—

Repetindo o processo para || P m+k,—1 — Prmm+k,—1|| € assim sucessivamente, obtemos

m-tknp—1

”Pm,erkn - pm,m+an < Z HPJ - ]SJH (3'25)

j=m

(1) Vamos supor que X/ = { P} ndo é fracamente ergédica e que X¢ = {P,} é fracamente
ergbdica. Pela Proposigao 1.1 (d) temos 0(P,, m+k,) nNa0-crescente com n — 0o, assim
temos

dm(a) tal que lim 6(Py(a)m(a)+k,) = a > 0. (3.26)

Assim, segue de (3.25) que, dado a > 0 existe mg(a) tal que

a
| Pt — Prmtien || < T V'm > mg(a). (3.27)

Note que para m < m* < m + k,, temos

HPm,m-i-kn - Pm,m—i—kn || < ||Pm*7m+kn - Pm*,m+kn|| + 25(Pm*,m+kn)' (3-28)

Como k,, — oo podemos tomar k,, de forma que max{m(a), mg(a)} < m* < m(a)+k,
e, usando (¢) da Proposi¢ao 1.1, (3.27) e (3.28) obtemos

~ a ~
|5(Pm(a),m(a)+kn) - 5<Pm(a)7m(a)+kn)| <2 (Z + 25(Pm*,m(a)+kn>> .

Pela ergodicidade fraca de { P} segue que

. a
lim 6(Pm(a),m(a)+kn) < 5,

n—oo
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contrariando (3.26). Logo, as cadeias X/ e X¢ ou sao fracamente ergédicas ou nenhuma

delas é fracamente ergodica.

(17) Vamos tratar da ergodicidade forte. Vamos supor que X¢ = {P,} é fortemente
ergédica e que X/ = {P,} ndo é fortemente ergédica. Assim existe um ntcleo de transicio

constante P, tal que
lim || Pymsk, — Pl =0, ¥V m. (3.29)

n—oo

Por hipédtese, para qualquer niicleo de transi¢ao constante () existe m(Q) tal que

lim | Pon@)m(@)+r, — @Il = a(@) > 0. (3.30)

n—oo

Logo, dado P, nicleo de transi¢ao constante, existe m(P.,) := mq tal que

Um || Py mo+kn — Proll = a0 > 0. (3.31)

n—oo

Sendo X°¢ = {P,} fortemente ergédica, também é fracamente ergdica, assim

im 8(Prmsn,) =0, ¥V m. (3.32)

n—oo

Por (3.25), dado ag > 0 existe m(ao) tal que

a
| Pt = Bkl < 57 ¥ > ma). (3.:33)
Como k,, — 00, podemos tomar max{mg, m(ag)} < m* < mgy + k,, e observando que

||Pm07m0+kn - POOH < ||Pmo,mo+kn - Pmmmo—i-an + ||Pm07m0+kn - POOH

usando (3.28) e (3.33) obtemos

ao ~ ~
||Pm07m0+k'n - POOH < (5 + 25(Pm*,mo+kn)> + ”Pm07m0+kn - POOH'

Entéao, usando (3.29) e (3.32) obtemos

. Qa
lim ”Pmo,mo-i-k‘n - POOH < EO

n—00 -

contrariando (3.31). Assim, ou as duas cadeias sdo fortemente ergédicas ou nenhuma

delas é fortemente ergddica.
Portanto, X/ = {P,} e X¢ = {P,} possuem o mesmo comportamento ergédico.
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Teorema 3.3
Demonstragcao: Pela prova do Teorema 3.1 basta mostrar que temos a Condigao D
satisfeita. Por (2.21) temos

_ fA q(Yn| ) (T | Tn—1)dp(T,)
L a(ynlay) ()| 2n—1)dp(zr,)

ngyll (xn—h A)

Seja Cy, dado por (3.15) entao por (3.15) e (3.16)

fAﬂC Q<yn|xn)p(‘rn|xnfl>dﬂ($n> D«
Yn — A
Jo, aQnlzl)p(@)|2n-1)dp(),) zp*d) 1)

 Jane,, 4nlv)dp(v)
o, a(yalv))dp(v)

Segue que Vz € X e A € X temos por (3.16)

onde ¢, 1(A)

PYn (2, A) > PgE’;(x,cyn)]%%_l(A)

> ,o%%_l(A).

1
Dado ¢, = ¢ < 3 temos que se ¢,—1(A) > e, entdo in)f(PﬁT?(x,A) > 05, onde
S

o = p%s, V k. Assim, temos a Condi¢ao Dy, pois Z(Sk/ = o0, V{K'} C {k}.
k/

Corolario 3.3

Demonstragao: A prova é imediata.
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Aplicacoes

Neste Capitulo, faremos alguns comentérios sobre a relacao entre a estabilidade do
Filtro e a estimativa da distribuicao de filtragem obtida via Filtro de Bootstrap. Também,
faremos alguns comentarios necessarios sobre a estimacao da densidade de equilibrio do
processo observavel afim de obtermos estimativas para as probabilidades de transicao da

cadeia oculta, quando X é finito.

Na secao 4.1, analisamos a estimativa da distribuicao de filtragem obtida via Filtro
de Bootstrap sob a condicao de estabilidade do Filtro. Mostramos que a estimativa da
distribuicao de filtragem, obtida pelo Filtro de Bootstrap, depende da distribuicao inicial
quando o Filtro nao é estavel. No caso do Filtro ser estavel qualquer distribuicao inicial
pode ser utilizada para inicializar o algoritmo Filtro de Bootstrap. Utilizamos os exemplos
do Capitulo 2 para mostrar que o resultado obtido via Filtro de Bootstrap pode depender

da condicao inicial adotada.

Na secao 4.2, fazemos comentarios sobre como obter a densidade de equilibrio de Y,,.
Utilizamos a hipdtese que a cadeia oculta sendo ergddica tem distribuicao limite 7, e,
com isso, podemos obter a densidade de equilibrio de Y,,. Nesta secao trabalhamos com
X geral, Y = R e utilizamos a teoria de estimadores de ntucleo para uma amostra de
observacoes Yy,...,Y,. A densidade de equilibrio de Y,, serd importante para estimar
a distribuicao limite da cadeia oculta, quando X for finito. Esta, por sua vez, serd

importante para estimar as transicoes da cadeia oculta.

Na segao 4.3, utilizamos os comentarios da se¢iao 4.2 e o Teorema 2 de [14] para
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obtermos a Proposi¢ao 4.1. Para o contexto de HMM, é mostrado no Teorema 2 de [14],
que existem constantes ¢; = ¢1(e) > 0 e co = ¢3(€) > 0 independentes de n tais que para

qualquer condicao inicial v,

P [ 100 = Feldn = 5) < e, (1)

onde f,(y) é obtida via estimadores de nticleo e f é a densidade de equilibrio de Y;,. Como
consequéncia obtemos uma estimativa para probabilidade de transicao da cadeia oculta

do exemplo 2.1, ou seja, estimaremos p;.

4.1 Estimacao da Distribuicao de Filtragem

Conforme comentamos na segao 1.2, existem algoritmos para estimar a distribuigao de
filtragem, sendo que o Filtro de Bootstrap é um dos mais conhecidos. Para que possamos
compilar o algoritmo a densidade de Yj|X; = z; deve ser conhecida e deve ser possivel
gerar amostras do ruido {ex} (veja (1.6)), comumente é assumido que sua densidade g.
é conhecida. Além disso, para inicializar o algoritmo é necesséaria a distribuicao inicial
da cadeia oculta X = {X,,}. Entretanto, como a cadeia X é nao-observavel, geralmente
nao temos disponivel a verdadeira distribuicao inicial da cadeia. Assim, devemos escolher

uma distribuicao inicial para inicializar o algoritmo.

Quando a distribuicao inicial que escolhemos é a verdadeira distribuicao inicial da
cadeia oculta o algoritmo fornece uma estimacao para a distribuicao de filtragem e, assim,
o problema de estimacao da distribuicao de filtragem esta resolvido. No entanto, quando
a distribuicao inicial que escolhemos nao é a verdadeira distribuicao inicial da cadeia
oculta, o Filtro de Bootstrap pode nao estimar a distribuicao de filtragem. De fato,
neste caso, para cada distribuicao inicial diferente que escolhermos o Filtro de Bootstrap
pode retornar uma estimativa diferente e nao teremos como decidir qual é a estimativa
para a distribuicao de filtragem. Este seria o caso, por exemplo, se o algoritmo Filtro de
Bootstrap fosse utilizado para estimar a distribuicao de filtragem do exemplo 2.2, pois
mostramos que a distribuicao de filtragem depende da condicao inicial. Na verdade, no

exemplo 2.2 caso 2, (2¢), mostramos que

i |72 — ] = 1
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para duas condicoes iniciais diferentes v e v/. Assim, inicializando o algoritmo Filtro
de Bootstrap pela condicao inicial v obterifamos um conjunto de particulas {xﬁ)y C1=
1,...,N} tal que

e, analogamente, inicializando por v/ obterfamos {xff)y, ci=1,..., N} tal que

Portanto,
N

1 Y 1
200, — N 200

i=1 =1 "

N—oo
— 1.

Uma situacao desejavel seria que, independente da distribuicao incial escolhida, o
algoritmo Filtro de Bootstrap retornasse, para N grande, a mesma (ou muito proxima)
estimativa para a distribuicao de filtragem. Esta situacao desejavel ocorre quando o
Filtro ¢ estavel, isto é, quando o Filtro é independente da distribuicao inicial. Isto pode
ser observado no exemplo 2.1, onde a distribuigao de filtragem independe da distribuicao
inicial. Neste caso, se o algoritmo Filtro de Bootstrap fosse utilizado para estimar a
distribuicao de filtragem entao poderiamos inicializar o algoritmo a partir de qualquer
distribuicao inicial que o algoritmo retornaria a mesma estimativa para a distribuicao de
filtragem. De fato, mostramos no exemplo 2.1 que, para quaisquer distribuigoes iniciais v
e

lim [[a — 7% = 0.
n—o00
Assim, inicializando o algoritmo Filtro de Bootstrap por v e v/ obteriamos conjuntos de

particulas {z}, ,:i=1,...,N} e {xg)y, :i=1,..., N}, respectivamente, tais que

1 & 1 &
—N 6w —=Y 6.
N; 1:5“),/ N; I’E741>V/

Portanto, vemos que o algoritmo Filtro de Bootstrap pode depender da distribuicao inicial

N
0.

escolhida para inicializacao. Com isso, considerando que o algoritmo seja eficiente quando
independe da distribuigao inicial utilizada, temos que sua eficiéncia estda dependendo da
estabilidade do Filtro.
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Quando X é finito é possivel obter a sequéncia de estados X, ..., X,, da cadeia oculta
a partir das observagoes, conforme [4] Capitulo 5. Um problema associado com a recu-
peracao dos estados da cadeia oculta é o de estimar as transicoes da cadeia oculta. Por
exemplo, estimar p; e € no exemplo 2.1. No contexto de controle on-line o € pode ser
estimado a partir do histérico de falhas no processo de produgao (por exemplo, como a
proporcao de vezes que o processo ficou sob controle imediatamente apds a intervencgao

de um técnico). Assim, o problema de interesse seria estimar a probabilidade de falha p;.

Associado ao problema de se estimar as transicoes da cadeia oculta, quando X é
finito, ha o problema de se estimar a densidade de equilibrio do processo de observagoes

Y ={Y,}. Trataremos deste problema na préxima se¢ao.

4.2 Estimacao da Densidade de Equilibrio

Nesta se¢ao vamos considerar o HMM (X, Y) = {(X,,, Y,)} onde a cadeia ndo-observéavel

tem espaco de estados X e o processo de observacoes tem espacgo de estados R.

Assumiremos que a cadeia X tenha distribuicao limite 7., de forma que

Too(A) = /A7Too($)d$ = lim P(X,, € A), VAeX

n—oo

A distribuicao de Y,,| X, é conhecida e vamos considerar que

P(Y,e B|X,=xz)= / q(y|z)dy, ¥ B € B(R),

B

onde B(R) é a o-dlgebra dos Borelianos em R.

Supondo que desejamos obter a distribuigao limite para {Y,,}, isto é, a densidade de Y,
para n arbitrariamente grande (quando o processo Y atinge um regime estdvel) podemos

observar que

lim P(Y, € B) = lim [ P(Y, € B|X,, = 2)7s(dx)

n—oo n—oo

- /X / Z<y|x>dywm<dx>

= [ | atlormatan)] ay
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Logo, a densidade de equilibrio de Y,, é dada por

foly) = /X 1)) oo (d).

Como ¢é conhecido que nicleos estimadores constituem uma ferramenta para aproximar

densidades, podemos lancar mao desta teoria para estimar f..

Dada uma amostra Yi,...,Y, de observacoes, definimos para uma densidade K sobre
R,
r 1 = Y}c -y n—oo
=k () L0, mh, " oo (42)

Em geral, nem mesmo o conhecimento de f,,(y) para todos os valores de y permitem
conhecer 7,,. Entretanto, em casos especiais, como por exemplo X finito, é possivel obter
Too @ partir do conhecimento de f(y). Assim, uma estimativa de f., pode ser utilizada

para obter uma estimativa para 7. Isso é o que mostraremos na préxima secao.

4.3 O Problema de Controle “On-line”

Nesta secao, utilizaremos uma estimativa de f., para estimar a distribui¢ao ergédica
(que é estaciondria), .., da cadeia oculta do exemplo 2.1. Como a distribuigdo 7., no
exemplo 2.1, depende de p; e €, e como podemos estimar ¢ a partir do histérico das falhas,
teremos um mecanismo para estimar p; a partir da estimacao de 7. Os detalhes dos

resultados desta segdo podem ser vistos em [11].

A Proposicao a seguir é uma consequéncia do Teorema 2 de [14] e serd utilizada para
obter uma estimativa para as transi¢oes da cadeia nao-observavel X. A Proposicao sera

mostrada para X = {ag, a1, ...} e no Corolario utilizaremos X = {1, 2}.

Proposicao 4.1. Suponha o HMM {(X,, Y,)} com a cadeia { X, } uniformemente ergédica.
Entao, dado 6 > 0 existem constantes ¢y = ¢1(6) > 0 e co = c2(d) > 0 tais que, para qual-

quer distribuicao nicial de Xo vale

P, ( / [Fuly) = Sooly)ldy > 6) < e (4:3)

e, quase certamente,
lim | |fu(y) = foo(y)ldy = 0. (4.4)
X

n—oo
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Demonstragao: A demonstragao desta proposicao, conforme [14], se resume em verificar
a validade da condicao: X tem distribuicao estacionaria 7 e satisfaz a condi¢ao ¢-mixing;:
VAe F, Be Fx,

|Pr(AN B) = Pr(A)Pr(B)| < ¢(n) Pr(A)

com Z o(n) = My < o0, onde as o-algebras sao definidas por
n>1

./Tk = O'(XQ,Xl,...,Xk) € f/?in = O'(Xk+n,...).

Como estamos assumindo que X ¢é uniformemente ergddica segue que existe uma dis-
tribuicao limite 7., que é estacionaria. Logo, tomando A € Fj com P, _(A) > 0 e

B e F2, temos A = (Xo = ag,..., Xy = ax) € B = (Xisn = bpyn, - . .) donde segue que
Pr (BIA) = P _(bksn|ar)Pro(Xisns1 = Okgnsts - - [ Xian = brgn) ©
Pwoo(B) = Pr, (Xk:+n = bk+n)P7roo (Xk+n+1 = bitnt, - - - ’Xk:—i-n = bk+n)
= Too(Oktn) Proe (Xktnt1 = Okintts -+ - [ Xkin = bryn)-
Assim,
| Pro (B|A) = Pro (B)] < |Pr (branlar) — Moo (brin )| < p" = 0(n)

e Zgb(n) = M; < oo, pois 0 < p < 1. A ultima desigualdade é valida por causa da
n>1
ergodicidade uniforme da cadeia X.

Para o problema de controle “on-line” na forma original em [17], a estrutura HMM
considerada é composta pela cadeia nao-observavel X = {X,, },>¢ com espaco de estados

X = {1,2}, matriz de transigao

°= 0 1

1—-p p]

e pelo processo de obseravgoes Y = {Y,},>0, onde Y, |X,, = x, ~ N(x,,0?). Aqui,
consideramos uma pequena perturbacao na matriz de transicao () e a denominamos P

onde

P =

I—-p p
€ 1—¢
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Nossa perturbacao na matriz (), do ponto de vista tedrico, nos fornece uma matriz ergédica
que é extremamente desejavel. Do ponto de vista pratico, essa perturbacao pode ser
interpretada como uma pequena probabilidade que o processo fique sob controle, sem
intervencao de um técnico, apds ficar fora de controle. Por exemplo, em uma queda de
energia alguns equipamentos podem voltar a funcionar imediatamente apds a restauragao

da energia. Também, consideramos as observagoes como
Yn = 1(Xn=1)'

Neste contexto, podemos estimar a probabilidade de falha através da estimativa da dis-

tribuicao estacionaria da cadeia X. Temos que

L=p p ] (4.5)

€ 1—c¢

P =

onde 0 <p<le0<e<1 Aquiassumiremos ainda que p+ ¢ < 1. Logo, como

£ (I-p—g) p (I—p—¢g)y
+p —Pp
p+e p+e p+e p+e

Pt =
€ 1l—p—¢g) 1l—p—e)
_(d-p—¢) P (-p—¢)
p+e p+e p+e p+e
e a cadeia X ¢é ergddica com distribuicao limite 7, = ( < , b ) , um simples célculo
E+p e+p

mostra que X é uniformemente ergédica com p" = (1 —p —e)"

Também, temos que foo(y) = m(1)q(y|1) + 7(2)q(y|2), donde segue que

foo(y) — a(y[2)

() = q(y1) = q(yl2)’

desde que ¢(y|1) — q(y[2) # 0.
Portanto, para v, tal que 0 < ]fn(y*) — q(y«]2)| < |q(y«|1) — q(y«|2)| podemos definir

Falys) = aly:12)
q(

W) = | = a2

€ Yn(2) =1 =n(1).

Segue assim o seguinte corolario

Corolario 4.1. Nas condigoes de (4.5) obtemos 7, (1) — w(1) e Y.(2) — 7(2), quando

n — o0.
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Como o € pode ser estimado a partir do histérico de falhas do processo de produgao e o
p pode ser estimado via o Corolario 4.1, temos que as transigoes da cadeia nao-observavel

podem ser estimadas a partir das observacoes.

Neste contexto, calculamos 7% (z,,) no exemplo 2.1 e obtivemos

Vo () = { Yn sen =1 (4.6)
1—y, sex,=2

Podemos utilizar o algoritmo Filtro de Bootstrap para estimar 7%%». Como ja mostramos

que o Filtro é estavel, podemos inicializar o algoritmo Filtro de Bootstrap a partir de

qualquer condicao inicial da cadeia oculta X que obtemos um conjunto de particulas

{ng) ci=1,2,...,N} tal que

1 N
N—oo .
_N E (Sz(i) — 7T7ylo‘”.
n
=1

No caso em que o Filtro é estavel podemos utilizar o algoritmo Filtro de Bootstrap para
estimar a distribuicao de filtragem sem preocupacao com a condigao inicial a ser utilizada.
Vamos observar a situagao de se estimar a distribuicao de filtragem, via algoritmo Filtro
de Bootstrap, para o problema de controle “on-line” do exemplo 2.2, onde o Filtro nao
necessariamente é estével, ou seja, quando a cadeia X tem espago de estados ={1,2, 3},

matriz de transicao

P = 0 1 —po D2
€ 0 1—¢

e o processo das observacoes é dado por
Y, = Iix,=1) + Lx,=2)-
Consideramos 0 < p; < 1, parait=1,2,e 0 <e < 1.

Nestas condigoes ja mostramos que a estabilidade ou nao do Filtro depende da relacao
entre p; e py, sendo estavel para p; > ps e nao-estavel para p; < ps. No entanto, sem
o conhecimento de p; e ps nao podemos assegurar a estabilidade do Filtro de forma que
inviabiliza o uso do algoritmo Filtro de Bootstrap para estimar a distribuicao de filtragem.
Podemos contornar esta dificuldade adotando o procedimento de parar o algoritmo quando

ocorrer a primeira falha no processo. De fato, mostramos que para (y, = 0) ou (yp—1.n, =
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01) o Filtro é estavel sem consideragoes sobre p; e po. Também, mostramos que quando
Yn—1.n = 11 precisamos da condigao p; > p, para garantir a estabilidade do Filtro. Logo,
enquanto nao ocorrer falha no processo o Filtro é estavel, ou seja, podemos utilizar o
algoritmo Filtro de Bootstrap para estimar a distribuicao de filtragem até o momento
em que ocorrer a primeira falha. Portanto, esta constitui uma alternativa para estimar a

distribuicao de filtragem mesmo quando o Filtro nao é necessariamente estavel.
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