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RESUMO

Os processos erosivos são fenômenos naturais que causam a remoção e o
transporte de solo, tendo como fatores naturais o clima, o relevo, a vegetação, a
geologia e o solo. No entanto, a interferência humana tem contribuído
significativamente na intensificação desses fenômenos. Em particular nas cidades, o
processo de urbanização altera o comportamento do escoamento superficial devido
a convergência do fluxo d´água e da impermeabilização do solo causada pela
implantação de estruturas urbanas. Nesse contexto, o presente trabalho tem como
objetivo delimitar as áreas susceptíveis a ocorrência de processos erosivos, nas
áreas urbanas do Distrito Federal, a partir de parâmetros morfométricos, derivados
de um Modelo Digital de Terreno (MDT) na escala de detalhe, utilizados na
modelagem de algoritmos de aprendizado de máquina. A metodologia foi dividida
nas seguintes etapas: a) obtenção e definição dos parâmetros morfométricos; b)
mapeamento de feições ocasionadas pelos processos erosivos; c) treinamento de
amostras; d) aplicação dos modelos de aprendizado de máquina (Forest Based e
Gradiente Boosting), e) validação. Os resultados obtidos demonstram que os
modelos utilizados apresentam eficácia em relação à predição. Ambos os modelos
tiveram melhor desempenho quando foi acrescentado os parâmetros que definem as
áreas úmidas. Na comparação dos resultados, o modelo Gradient Boosting obteve
maior grau de acerto, delimitando uma área susceptível menor, além de ter maior
velocidade de processamento. O mapeamento obtido fornece uma visão holística
das áreas de vulnerabilidade, servindo de subsídio para orientar as tomadas de
decisão no planejamento urbano, prevenindo prejuízos sociais e econômicos.

Palavras-chave: Aprendizagem de Máquina, Gradient Boosting, Área úmida,

Processos erosivos lineares.



ABSTRACT

Erosive processes are natural phenomena that cause the removal and transportation
of soil, with climate, topography, vegetation, geology, and soil being the natural
factors involved. However, human interference contributes significantly to the
intensification of these phenomena. In the cities, the urbanization process changes
the behavior of surface runoff due to the convergence of water flow and soil
waterproofing caused by the implementation of urban structures. In this context, the
present work aims to delimit the areas susceptible to the occurrence of erosive
processes, in the urban areas of the Federal District, based on morphometric
parameters, derived from a Digital Terrain Model (MDT) at the detail scale, using
modeling of machine learning algorithms. The methodology was divided into the
following steps: a) Obtaining and defining morphometric parameters; b) mapping of
features caused by erosion processes; c) training; d) application of two supervised
Machine learning methods, Forest Based, and Gradient Boosting), e) validation. The
results demonstrate that the models are effective in relation to prediction. Both
models performed better when included parameters that define wetlands. When
comparing the results, the Gradient Boosting method achieved a greater degree of
accuracy, even delimiting a smaller susceptible area, with faster processing. The
mapping obtained provides a holistic view of vulnerable areas, serving as a basis to
guide decision-making in urban planning, preventing social and economic losses.

Keywords: Machine Learning, Gradient Boosting, Wetland, Gullies
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1. INTRODUÇÃO

A formação de processos erosivos, tanto no meio rural quanto no

urbano, é um fenômeno complexo que resulta da interação de diversos fatores

naturais e antropogênicos. No meio rural, a erosão do solo é frequentemente

causada pela remoção da cobertura vegetal, seja através do desmatamento

para a agricultura ou da exploração inadequada dos recursos naturais

(CASTILLO E GÓMEZ, 2016). Já no meio urbano, a impermeabilização do solo

devido à expansão urbana descontrolada, o excesso de pavimentação e a

remoção de vegetação são alguns dos principais fatores que intensificam os

processos erosivos (MARÇAL, 2003; ARABAMERI et al., 2020).

O processo de implementação ou ampliação das manchas urbanas

ocasiona um aumento da impermeabilização do solo, que pode ser parcial ou

total, resultando na dificuldade de infiltração da água da chuva e,

consequentemente, um aumento do escoamento superficial concentrado nas

vias e nos sistemas de drenagem. Além disso, esse processo pode alterar a

superfície topográfica da área, modificando a dinâmica hidrológica com o

desenvolvimento de processos de concentração de fluxos (ODEMERHO E

SADA, 1984; KERTZAMN et al.,1995; BURKARD E KOSTASCHUK, 1997;

ARCHIBOLD et al., 2003; CARVALHO JUNIOR et al., 2010; LIMA E

FERNANDES, 2020).

Como os ambientes urbanos são, em sua maioria, impermeabilizados,

existe uma tendência dos fluxos de água, das chuvas principalmente, serem

canalizados para as vias e sistemas de águas pluviais, fazendo com que a não

dissipação desses possibilite o aumento de sua velocidade e consequente

ampliação do potencial erosivo (BOUCHNAK et al., 2009; ADEDIJI et al., 2013).

No caso desses processos se desenvolverem rapidamente, existe a

possibilidade de risco à população e prejuízos financeiros com a perda de

infraestrutura já implementada (BERTHIER et al., 2004; BIGARELLA et al.,

2007; CUNHA E GUERRA, 2010; GUERRA et al., 2020; KOCAMAN et al.,

2020).
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Após o processo erosivo consolidado, os sedimentos podem ser

carregados pelo escoamento superficial até corpos hídricos podendo

comprometer a qualidade da água e quase sempre desencadear impactos

negativos para o funcionamento hidrológico das bacias hidrográficas

(MENESES et al., 2015; GUERRA et al., 2023).

Deste modo, é de fundamental importância desenvolver procedimentos

que identifiquem as áreas susceptíveis à ocorrência dos processos erosivos

resultantes de alterações antrópicas na morfologia do terreno ou, de processos

naturais, principalmente em áreas urbanas ou próximo a elas. A modelagem

matemática, a partir de modelos hidrologicamente consistidos, tem contribuído

para o desenvolvimento de metodologias de identificação (YANG et al., 2019;

WU E CHEN, 2020; GHOLAMI et al., 2021).

Corroborando isso, modelos digitais que caracterizam a superfície

topográfica e a superfície das estruturas urbanas têm tido um avanço em seu

detalhamento e precisão. Este tipo de modelagem, em conjunto com os

Sistemas de Informação Geográfica (SIG), tem possibilitado o desenvolvimento

de produtos que auxiliam não somente na identificação das áreas mais

susceptíveis a estes processos, mas também na identificação de quais áreas

possuem o maior grau de susceptibilidade para sua ocorrência (PASSO, 2017;

DIETRICH et al.,1993; MONTGOMERY E DIETRICH, 1994; GUIMARÃES et al.,

2003; CARVALHO JUNIOR et al., 2010; ALBUQUERQUE et al.,2020,

TREPEKLI et al., 2022; RECLA E SCHIMITT, 2024).

Deste modo, o objetivo dessa pesquisa é definir as áreas susceptíveis

a ocorrência de processo erosivos, nas áreas urbanas e periurbanas, que se

encontram numa posição de transição entre espaços estritamente rurais e

áreas urbanas, do Distrito Federal, a partir de parâmetros morfométricos,

derivados de um Modelo Digital de Terreno (MDT) na escala de detalhe,

utilizando algoritmos de aprendizagem de máquina.

Como objetivos específicos têm-se:

● - Identificar as áreas úmidas como subsídio ao mapeamento das

áreas susceptíveis a ocorrência de processos erosivos lineares;
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● - Identificar os índices morfométricos de maior importância para

entrada nos modelos;

● - Aplicação e comparação de resultados entre os métodos de

aprendizagem de máquina Forest Based e Gradient Boosting.

2. REFERENCIAL TEÓRICO

2.1. Processos erosivos

O ciclo hidrológico envolve a movimentação contínua da água sobre e

abaixo da superfície terrestre, desempenhando um papel crucial na

manutenção dos ecossistemas e na disponibilidade de recursos hídricos.

Dentro desse ciclo, a água pode se mover de várias formas, incluindo o

escoamento superficial, subsuperficial e subterrâneo e cada um desses

processos tem características e impactos distintos no meio ambiente e na

sociedade (XIE et al., 2003; FURMAN, 2008; POISSON et al., 2019).

De acordo com Guerra e Jorge (2012), Li et al. (2015) e Kuffour et al.

(2020), o escoamento superficial ocorre quando a água da chuva não é

absorvida pelo solo e flui sobre a superfície terrestre, sofrendo influência da

intensidade da precipitação, permeabilidade do solo, cobertura vegetal e

topografia do terreno (GUERRA, 1990). O escoamento subsuperficial refere-se

ao movimento da água que infiltra no solo e se desloca através da zona não

saturada, ocorrendo de forma menos visível e em ritmos mais lentos. Por fim, o

escoamento subterrâneo envolve o movimento da água através da zona

saturada do solo, essencial para a recarga de lençóis freáticos e abastecimento

de água para poços e nascentes.

Nesse sentido, o escoamento superficial contribui diretamente para a

erosão do solo, removendo a camada superficial em áreas com pouca

vegetação e alta precipitação (MA et al., 2023). O escoamento subsuperficial

pode causar erosão interna, enfraquecendo o solo e levando a deslizamentos.

Já o escoamento subterrâneo afeta a estabilidade do solo e rochas,

influenciando a formação de cavernas e sumidouros (SILVA et al., 2019).
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Entende-se erosão como todo processo de desgaste da superfície do

terreno que acarrete a remoção, transporte e depósito de solo por meio de

agentes como a água e vento (DREGNE, 1987; NEARING et al.,1990; LAL,

2001; GUERRA, 2003; BIGARELLA, et al., 2007; WU E CHEN, 2020; HITOURI

et al., 2022; LANA, 2023).

A erosão é um importante processo natural de modelamento do relevo

que atua em quase toda a superfície terrestre, sendo a água um dos principais

agentes deflagradores, como agente desagregador e de transporte das

partículas do solo (WILLIAMS, 1990; LAL, 1998; GUERRA, 2011), podendo ser

acelerada devido à ação antrópica associada à processos de desmatamento e

cultivo inadequados e/ou implementação de estrutura urbana sem o devido

planejamento (POLOVINA et al., 2021; REHM et al., 2021; MOISA et al.,2022;

FONSECA et al., 2022).

O processo de urbanização de uma área causa o aumento de

superfícies impermeáveis, como estradas pavimentadas, casas/edifícios e

estacionamentos, que reduzem a infiltração de água da chuva e aumentam o

escoamento superficial (GURNELL et al., 2007; TANIGUCHI et al., 2018),

alterando o sistema hidrológico de diferentes maneiras, como: (1) modificando

a rede de drenagem; (2) diminuindo a recarga das águas subterrâneas; (3)

diminuindo o intervalo de latência entre o início da precipitação e os picos mais

altos do escoamento; (4) aumentando o volume total de fluxo do sistema de

águas pluviais e; (5) diminuindo o tempo médio de permanência do fluxo no

sistema (RAN et al.,2018; WU et al., 2023). Deste modo, a concentração de

escoamento num curto espaço de tempo e em áreas concentradas a partir do

processo de impermeabilização é um dos fatores que pode acelerar os

processos erosivos nas áreas urbanas (PALIAGA et al.,2019; SESTRAS et

al.,2021).

Nesse contexto, é importante enfatizar o papel das bacias hidrográficas,

que consistem em áreas delimitadas por divisores de água, nas quais toda a

precipitação se acumula e drena para um único ponto de saída, o exutório.

Assim, a forma de uma bacia hidrográfica influencia o comportamento

hidrológico, incluindo a velocidade e o volume de escoamento, podendo
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apresentar diferentes configurações, cada uma com características distintas

que influenciam nessa dinâmica (GREGORY, 1976).

Devido ao tempo de concentração menor nas bacias arredondadas,

onde a água de todas as partes chega ao ponto de saída quase

simultaneamente, o risco de erosão na drenagem principal é maior

(TREMARIN et al., 2010). Já as bacias de formato elíptico concentram a água

por um período mais longo, uma vez que a água das extremidades mais

distantes leva mais tempo para alcançar o ponto de saída, resultando em um

escoamento mais distribuído ao longo do tempo (MACEDO et al., 2019). As

bacias com padrão radial e ramificado, formadas por sub bacias que

convergem a água para o curso principal das bacias, geram o escoamento

concentrado e rápido, o que pode aumentar o potencial erosivo em bacias com

esse formato (SILVA et al., 2019).

Além disso, a erosão hídrica pode ocorrer basicamente de duas

maneiras: erosão laminar e erosão linear. A erosão laminar é aquela em

formato de lençol, em que as partículas soltas do solo são removidas por meio

de uma lâmina na superfície. Esta erosão ocorre de forma muito homogênea,

normalmente, e especialmente em grandes áreas agrícolas, tendo como

principal consequência o empobrecimento do solo devido à retirada de

nutrientes. Já a erosão linear se caracteriza pela concentração de fluxo e

aumento da profundidade do fluxo da água que pode ocasionar a formação de

canais de escoamento caracterizados por sulcos, ravinas e voçorocas

(PIZZUTO E MECKELNBURG, 1989; DUBE et al.,2020)

O regime pluviométrico sazonal característico na região do Distrito

Federal (DF) faz com que este processo mereça procedimentos de

monitoramento, uma vez que possui grandes concentrações no período de

verão, em locais específicos, podendo atingir alta intensidade em um curto

espaço de tempo (somados ao uso e cobertura da terra e às características

dos solos). Esta combinação faz com que ocorra uma sobrecarga no sistema

de águas pluviais, que poderá ocasionar uma concentração de fluxo de água,

resultando na deflagração de processos erosivos lineares, como ilustra a Figura

1.
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Figura 1 – Exemplos de processos erosivos lineares no Distrito Federal. O shapefile em
vermelho são os processos mapeados por meio de interpretação visual. Os pontos A, B e C
representam processos localizados próximos ao perímetro urbano e a vias pavimentadas.

Esse processo é intensificado em áreas com declives acentuados,

onde a água pode adquirir maior velocidade e energia, aumentando sua

capacidade de entalhamento. Fatores como intensidade e duração da chuva,

capacidade de infiltração do solo e existência de vegetação influenciam na

formação desse tipo de erosão (DUBE et al.,2020; MOHAMMED et al.,2020).

Assim, a cobertura vegetal é importante fator de proteção contra os

processos erosivos de várias maneiras: por meio de retenção da água,

proteção contra ação direta da chuva, redução da velocidade do vento,
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melhoria da estrutura do solo, estabilização de encostas e produção de matéria

orgânica (PREITI et al.,2022).

Segundo Jeong e Dorn (2019) e Zhang et al. (2021), a erosão linear

pode ser agravada pelo desmatamento, processo de urbanização, construção

de estradas e práticas agrícolas tradicionais, que não utilizam ou aplicam as

técnicas conservacionistas, que aumentam a taxa de escoamento superficial e

diminuem a capacidade de retenção de água pelo solo. O vento pode

transportar partículas de solo e sedimentos causando a erosão das superfícies

expostas, o que ocorre geralmente em regiões de áreas secas e áridas com

baixo índice pluviométrico e solos pouco coesos (JARRAH et al.,2020).

Desse modo, a gravidade e a ação antrópica desempenham influência

direta nos processos erosivos. A primeira influencia principalmente nas

encostas íngremes, enquanto a segunda se desencadeia de diversas maneiras,

como pelo processo de urbanização, agricultura intensiva, mineração e

desmatamento (MERRITT et al., 2003; BORRELLI et al.,2020; BORRELLI et

al.,2021; MHASKE et al.,2021).

No que diz respeito aos solos, a sua natureza tem atuação direta nos

processos de suscetibilidade à erosão. Solos arenosos, com partículas maiores,

são mais suscetíveis à erosão devido à sua capacidade de infiltração, que

facilita o arraste de partículas soltas. Entretanto, solos com alta permeabilidade

permitem que a água se infiltre rapidamente, diminuindo a quantidade

disponível na superfície e reduzindo o escoamento superficial (PREITI et

al.,2022).

Segundo Dur et al. (2022), a erosão do solo é um problema ambiental

significativo que afeta a produtividade agrícola, a qualidade da água, as

infraestruturas urbanas e causa impactos socioambientais. Para mitigar os

impactos da erosão e preservar a integridade do solo, diversas práticas

conservacionistas são implementadas em todo o mundo, visando reduzir a

velocidade de escoamento da água, aumentar a infiltração no solo e proteger a

superfície do solo contra o impacto direto das chuvas (BIAS et al., 2012).

Alguns exemplos podem ser citados, como: (a) o terraceamento, que

consiste em terraços construídos em terrenos inclinados para diminuir o
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escoamento superficial e promover a infiltração de água, sendo eficaz em

áreas montanhosas e encostas íngremes (MARIA E FILHO, 2007); (b) a

técnica de cobertura vegetal, que envolve plantar culturas de cobertura que

protegem o solo (SHARMA et al., 2018); (c) as faixas de vegetação

permanente, que são áreas ao longo das margens dos campos agrícolas,

atuando como barreiras para sedimentos e reduzindo o escoamento (FILIZOLA

et al., 2008a); (d) as barragens de retenção, que capturam e armazenam água

de escoamento, permitindo infiltração lenta no solo, controlando a erosão e

recarregando aquíferos (HINDERSHA al., 2018) e; (e) a recuperação de áreas

degradadas, que inclui a revegetação e estabilização de áreas erodidas, com o

plantio de árvores e arbustos nativos, aplicação de cobertura morta e

construção de terraços (YIRDAW et al., 2017).

Deste modo, as práticas conservacionistas são essenciais para a

preservação dos solos com o intuito de garantir a sustentabilidade agrícola e

ambiental. A implementação dessas práticas, ajuda a proteger o solo contra a

erosão, melhora a qualidade da água, aumenta a produtividade agrícola e

conserva a biodiversidade (ADIMASSU et al., 2017).

2.2. Índices morfométricos no estudo de processos erosivos

Entender os processos de mudanças morfológicas do terreno ajuda na

compreensão e na identificação das áreas com maior concentração de fluxos.

Nesse sentido, o desenvolvimento de metodologias para a construção de

modelos numéricos do terreno que representem com maior acurácia as feições

da superfície do terreno é fundamental para obtenção de parâmetros

morfométricos.

Os modelos numéricos do terreno se dividem em: MDT – Modelo

Digital de Terreno, que é uma projeção gráfica de computador tridimensional de

dados de elevação usadas para representar a superfície do terreno

(MITÁŠOVÁ E HOFIERKA, 1993) e; MDS – Modelo Digital de Superfície, que

caracteriza a elevação das estruturas ou elementos dispostos sobre o terreno

(SHARMA et al.,2021) (Figura 2). Existem, ainda, outras denominações para os

modelos que representam a superfície do terreno, MNE - Modelo Numérico de
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Elevação e MDE – Modelo Digital de Elevação (BUARQUE et al., 2008; MESA-

MINGORANCE E ARIZA-LÓPEZ, 2020; GUTH et al., 2021).

Figura 2 - Esquema dos conceitos de Modelos Digitais de Terreno e de Superfície.

Com a difusão do uso de modelos digitais e o aumento da qualidade

desse parâmetro, os SIGs avançaram muito em relação aos estudos voltados

para as ciências naturais (RUHOFF et al., 2011), possibilitando a previsão e a

compreensão de dinâmicas topográficas que alteram a paisagem (DIGIACOMO

et al., 2020; KOCAMAN et al., 2020; BROŽOVÁ et al., 2021; CONFORTI et al.,

2021; ZHANG et al., 2021; TREPEKLI et al., 2022) especialmente no que diz

respeito à modelagem hidrológica, por meio de simulações de redes de fluxos e

delimitação de bacias hidrográficas.

Nesse sentido, o desenvolvimento de métodos de mapeamento a laser

possibilita mapear o relevo, de forma precisa, com resolução espacial

centimétrica. Entretanto, esse grau de detalhamento pode acarretar o

mapeamento de artefatos que não representam a superfície e/ou o terreno,

como por exemplo, linhas de transmissão de energia. Desse modo, o

desenvolvimento de modelos digitais hidrologicamente consistentes para

caracterização de processos erosivos se torna essencial.

O LiDAR (Ligth Detection and Ranging) é um exemplo desse método e

utiliza pulsos de luz a laser para medir a distância entre o sensor e qualquer

objeto que compõe a superfície, medindo o tempo que um pulso de energia

transmitida leva para retornar ao sensor, sendo calculada a distância entre o

alvo e o sensor. A superfície é gerada a partir do cálculo dessas distâncias em
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uma nuvem de pontos. Dependendo da frequência, o sinal emitido poderá

penetrar na vegetação e atingir o solo, possibilitando o mapeamento da

superfície sem a presença das árvores.

Após a aquisição da nuvem de pontos com as informações sobre a

elevação é possível separar os objetos que compõem a superfície (como a

vegetação, edificações, vias, corpos d’água, entre outros) por meio de

classificação, filtrando o MDT (FILIN, 2001; WEINACKER et al., 2004; YUNFEI

et al., 2008). Assim, em comparação com os sistemas tradicionais de

levantamento e mapeamento, incluindo sistemas fotogramétricos, a tecnologia

LiDAR oferece uma alternativa rápida e precisa para mapear grandes áreas em

alta resolução (SHAN E SAMPATH, 2005; MENG et al.,2009; MENG et al.,

2010).

Por definição, esses modelos são representações numéricas em que

as áreas de escoamento superficial são priorizadas para melhor representação

e sua correta definição. Dessa forma, alguns procedimentos matemáticos são

necessários para que artefatos e/ou dados espúrios não sejam considerados

na hora da modelagem, como demonstrados por (O’CALLAGHAN E MARK,

1984; MARTAZA E GARBRECHT, 1995; HELLWEGER et al., 1997;

TURCOTTE et al., 2001; LINDSAY E CREED, 2005).

Devido ao fato das pesquisas em torno da deposição e transporte de

sedimentos para subsidiar a gestão urbana ganhar destaque com o uso de

ferramentas de SIG como instrumento poderoso (EMTEHANI et al.,2021;

GHUNOWA; et al., 2021; LEU et al., 2021),os índices morfométricos calculados

com base em MDT e MDS têm sido usados de maneira expressiva nas últimas

três décadas para avaliar diferentes fenômenos da dinâmica terrestre em

diferentes contextos geomorfológicos como os de Lima e Fernandes (2020),

López-Tapia et al. (2021), Sur et al. (2022) e Bosino et al. (2022), que

estudaram respectivamente fluxos de detritos, identificação de áreas úmidas e

escorregamentos no Rio de Janeiro, Illinois e Himalayan, além de Rickenmann

e Zimmermann (1993), Bovis e Jakob (1999), De Scally et al. (2001), Chen e

Yu, ( 2011) e Rogelis e Werner (2014), que trabalharam com dinâmica de

sedimentos, fluxo de detritos, avalanches de neve e mudanças topográficas na

Itália, Suíça, Columbia Britânica, Taiwan e Bogotá.



11

Deste modo, a topografia e suas derivadas influenciam diretamente os

fluxos de água, assumindo função essencial, já que condiciona esses fluxos de

materiais e energia na paisagem (MOORE et al., 1991) e controla a variação de

umidade, degradação e os processos erosivos do solo (MOORE E BURCH,

1986; MOORE et al, 1988).

Os índices morfométricos são divididos em dois grupos: primários e

secundários. Os primeiros são compostos por características básicas como a

declividade, aspecto (direção da vertente), curvatura do terreno e fluxo

acumulado. Estes são parâmetros básicos para os estudos relacionados a

processos erosivos derivados da urbanização e são amplamente utilizados

(BEVEN E KIRKBY, 1979; O’LOUGHLIN, 1986; ZEVENBERGEN E THORNE,

1987; BEVEN et al., 1993;MITÁŠOVÁ E HOFIERKA, 1993; MOORE et al.,1993;

MONTGOMERY, 1994; JUNGERIUS et al., 2002; NYSSEN et al.,2002;

SCHMIDT et al., 2003; HENRIQUE et al., 2013; IMWANGANA et al., 2014;

ALBUQUERQUE et al.,2020; REHM et al., 2021).

Os secundários são o resultado de cálculos feitos a partir da

combinação de dois ou mais índices primários e possuem características mais

complexas (BALOQUE E CAPOANE, 2021). Um dos principais índices

secundários utilizados na análise de áreas urbanas é resultado da combinação

da área de contribuição específica ortogonal com a linha de fluxo e a

declividade, chamado de Índice de Umidade Topográfica (IUT) ou Topographic

Wetness Index (TWI), que reproduz o escoamento superficial de um ponto e a

declividade local (BEVEN E KIRBY, 1979). Este índice identifica áreas com

acúmulo de água provisório ou permanente, representando a distribuição das

zonas de saturação de água no solo e o balanço entre o acúmulo de água e

condições de drenagem em escala local (LANG et al.,2013; ALLAN, 2016; HU

et al.,2017; ASHIQ et al.,2022).

O índice TWI (BEVEN E KIRKBY, 1979; O’LOUGHLIN, 1986),

amplamente aplicado à saturação do solo, executa uma operação de divisão

expressa por:

TWI = ln(A∕ tan S) (Equação 1)

Onde: A – área de contribuição; S – Declividade
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O índice P indica a potência erosiva (intensidade do fluxo) ou a

capacidade de incisão do escoamento (MOORE et al., 1988), que estabelece

uma relação multiplicativa definida como:

P = A tan(S) (Equação 2)

O Índice de Profundidade da Água (Depth to Water index – DTW),

desenvolvido por Murphy et al. (2007), é um índice de umidade do solo

baseado na suposição de que os solos mais próximos das águas superficiais

em termos de distância e elevação, provavelmente estarão mais saturados de

água.

Já o Índice Morfométrico Composto (Composite Topographic Index -

CTI) está relacionado aos processos de formação e distribuição espacial das

propriedades do solo (MOORE et al., 1991) e foi desenvolvido para pesquisas

envolvendo a sequência de solos ao longo das encostas em áreas de declive

(MOORE et al., 1993). Ele fornece informações sobre susceptibilidade

hidrológica e a capacidade de retenção de água de determinada área, levando

em consideração a inclinação, declividade e orientação do terreno (KOPEĆ et

al., 2013). Este adiciona a curvatura em planta (Plant Curvature - PC) na

expressão multiplicativa como demonstrado na seguinte equação (THORNE et

al., 1986; ZEVENBERGEN E THORNE, 1987):

CTI = A × S × PC (Equação 3)

Onde: PC – curvatura em planta.

A curvatura em planta mede a curvatura ao longo da linha de contorno.

A PC usada no ArcGIS Pro utiliza as Equações de Zevenbergen e Thorne

(RANA, 2006) e representa o grau de convergência (côncavo) ou divergência

(convexa) do terreno, onde o perfil convergente concentra e acelera o fluxo

(MOORE E BURCH, 1986; MITÁŠOVÁ E HOFIERKA, 1993). De acordo com

Momm et al. (2013), uma normalização dos valores de CTI é desconsiderar a

curvatura em planta negativa (cumes) e aplicar uma função logarítmica apenas

aos pixels que contêm valores de CTI positivos, que são locais possíveis para

iniciação de ravinas ( ALBUQUERQUE et al.,2020).
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Dessa forma, propõe-se um CTI normalizado (CTIN) com base na

seguinte equação:

CTIN = ln(abs(CTI)) × b (Equação 4)

Onde: b = CT I ∕ abs(CTI).

O termo “b” estabelece diferentes sinais para as áreas côncavas (+ 1) e

áreas convexas (− 1).

O Fator topográfico (Length Slope fator - LS) mede dados das

vertentes como o comprimento de rampa e a declividade. Dentre os vários

métodos de obtenção, o escolhido foi o desenvolvido por Moore e Burch,

(1986), que apresenta valores próximos aos obtidos por medidas em campo

(HRABALÍKOVÁ; JANEČEK, 2017).

O índice de posição topográfica (Topographic Position Index - TPI) -

tem como objetivo comparar a elevação de cada pixel em um MDT ou MDS

com a elevação média da vizinhança a partir de um valor específico de

distância, utilizando uma janela móvel, ou seja, é uma métrica que descreve a

posição relativa de um local dentro do terreno circundante. Indica que os

pontos com valores positivos são mais altos que sua área circundante e os

pontos com valores negativos indicam local mais baixo que sua área

circundante, o que torna possível a identificação de áreas com possibilidade de

acúmulo de água (WEISS, 2001; DE REU et al., 2013).

O Índice de Robustez do Terreno - Terrain Ruggedness Index (TRI),

desenvolvido por RILEY et al., (1999), calcula a mudança na altura de uma

encosta a partir da diferença de elevação entre células adjacentes de um

Modelo Digital de Elevação. A ferramenta mede a diferença nos valores de

elevação de uma célula central e oito células vizinhas ao seu redor. Em

seguida, é realizado o somatório das oito diferenças de elevação elevadas ao

quadrado. Finalmente é extraída a raiz quadrada. O valor encontrado é uma

medida TRI para a célula central.

A curvatura tangencial mede a curvatura tangente à linha de contorno.

É descrita como contorno normal e é aplicada para caracterizar a convergência

topográfica e a divergência do fluxo.
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2.3. Identificação de áreas úmidas como subsídio ao mapeamento de
processos erosivos lineares

Áreas úmidas são definidas como terras de transição entre

ecossistemas terrestres e aquáticos onde o lençol freático está geralmente na

superfície ou perto dela ou a terra é coberta por águas rasas (LIVINGTSON,

1986). Incluem também corpos de água permanentes, regiões que possuem

regime intermitente de presença de água e áreas onde a água está abaixo de

uma vegetação de densa cobertura, como turfeiras ou manguezais

(CHATZIANTONIOU et al., 2017).

Essas áreas são importantes devido às suas características naturais,

oferecendo uma série de mecanismos (HAMMER, 2020) como a atuação da

vegetação como barreira natural, ajudando a estabilizar o solo por meio de

suas raízes, e na absorção de água, diminuindo o volume que flui sobre o solo

(REDDY et al., 2022; IKEDA-CASTRILLON et al.,2022). Além disso, são

capazes de reter sedimentos transportados pela água, evitando que sejam

levados para corpos d’água ou áreas mais baixas. Essas áreas também

possuem capacidade de filtrar impurezas melhorando a qualidade da água que

flui para corpos d’água adjacentes (SHAHID et al., 2020; GONÇALVES E DA

COSTA, 2022).

Outras funções importantes decorrentes disso são a preservação dos

padrões dos rios, na estabilização do fluxo de água, no reabastecimento dos

aquíferos e na continuidade de existência de água de determinada bacia

(BORGES E DA COSTA, 2022).

Mas apesar das áreas úmidas consistirem em importantes regiões para

prevenção de processos erosivos, essas são compostas, além das áreas mais

planas com acúmulo de água, pelas cabeceiras de drenagem e diversas áreas

sensíveis com declividade mais acentuada, especialmente em suas bordas,

que podem apresentar condições morfométricas favoráveis à deflagração de

processos erosivos, especialmente em consequência de alterações na

quantidade de água no sistema, como a presença de áreas com características

urbanas(ALIKHANI et al., 2021; SAQUIB et al., 2022, MAO et al., 2023)
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Deste modo, a identificação de áreas úmidas utilizando como

parâmetro os limiares mínimo e máximo de cada uma das variáveis associadas

a esses ambientes (como declividade, altimetria, curvatura do terreno, entre

outros), por meio do processamento de índices morfométricos, tem a

capacidade de ampliar a sensibilidade e percepção no mapeamento de áreas

propensas ao desenvolvimento de processos erosivos lineares (WHITLOW,

1992; DUKU et al., 2021; ARABAMERI et al., 2019; CHIROL et al., 2022). A

susceptibilidade de processos erosivos em áreas úmidas (especialmente em

suas bordas), quando analisadas em contexto urbano, pode ser aumentada,

considerando que o fluxo de águas é canalizado devido ao processo de

impermeabilização e a construção de vias, aumentando o poder do

escoamento.

Portanto, devido à importância das áreas úmidas nos mais diversos

contextos, e neste caso, como subsídio à compreensão da localização das

áreas propensas ao desenvolvimento de processos erosivos em áreas urbanas

e periurbanas, a identificação de sua localização e distribuição é fundamental

(HU et al., 2017b). Mas esse tipo de estimativa é limitado, principalmente em

grandes escalas, devido às imprecisões dos modelos hidrológicos aplicados

para esse fim (ZHU E GONG, 2014). Nesse sentido, as técnicas de

sensoriamento remoto voltadas a segmentação de imagens e classificação

orientada a objetos mostram melhorias significativas de precisão em relação às

técnicas de classificação tradicionais (FROHN et al., 2011; Allan, 2016).

Vários estudos a partir da década de 1980 obtiveram bons resultados

na delimitação de áreas úmidas (GUO et al., 2017) utilizando imagens ópticas

multiespectrais e hiperespectrais, de radar, sensores laser, além de métodos

como o mapeamento orientado a objetos, classificação não supervisionadas e

supervisionada (OZESMI E BAUER, 2002; HENDERSON E LEWIS, 2008;

ADAM et al., 2010; DRONOVA, 2015; GALLANT, 2015). De acordo com Chust

et al. (2008), Chadwick (2011), Rapinel et al. (2015), Zhang et al. (2021), Bian

et al. (2021), entre outros, a melhor alternativa para uma fonte precisa de

dados morfométricos para o mapeamento de áreas úmidas tomando a

topografia como elemento fundamental para o movimento da água é o uso de

MDS e MDT derivados de sensores laser, como o LiDAR, de alta precisão.
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Desse modo, os avanços relacionados a esse tipo de técnica de

representação do relevo e superfície demonstram precisão e qualidade quanto

a informações sobre terreno, vegetação e estruturas artificiais, além de

representar topografia e as redes hidrográficas (WILSON E GALLANT, 1996;

WILSON, 2012; ALGANCI et al., 2018). Com a necessidade da delimitação de

grandes áreas úmidas, os índices morfométricos passaram a fazer parte da

modelagem hidrológica com o intuito de representarem a heterogeneidade

topográfica nesses ambientes (BEVEN E KIRKBY, 1979; BHAT et al., 2022) e

auxiliarem na identificação da distribuição espacial das áreas úmidas,

agregando informações geomorfológicas das bacias hidrográficas

(INFASCELLI et al.,2013; POLIDORI E HAGE, 2020)

2.4. Algoritmos de aprendizado de máquina

Aprendizado de Máquina (AM) é uma área da inteligência artificial que

consiste no desenvolvimento de técnicas em ambiente computacional sobre o

aprendizado e construção de sistemas capazes de adquirir conhecimento de

forma automática (MAHESH, 2020; MÖLLER, 2023). Um sistema de

aprendizado é um programa computacional que toma decisões baseado em

experiências anteriores bem sucedidas e esses possuem características

singulares e comuns que permitem sua classificação quanto à linguagem de

descrição, modo, modelos e forma de aprendizado utilizado (MAHESH, 2020).

As técnicas de AM possuem dois tipos de aprendizado: o

supervisionado, que possui uma Figura de indução externa que demonstra o

conhecimento do ambiente por amostras na forma de entrada e saída que se

deseja, e o não supervisionado, que não possui influência externa e não

apresenta exemplos rotulados, onde o algoritmo aprende a agrupar as entradas

submetidas segundo uma medida de qualidade (ALLOGHANI et al.,2020;

JIANG et al., 2020a).

Dentro do AM, existem tarefas descritivas e tarefas preditivas. Em

tarefas descritivas, o algoritmo se desenvolve na busca da descrição de dados,

agrupando-os de maneira que os semelhantes fiquem em um mesmo grupo

(MAHESH, 2020). Nessas, a função mais comum é a análise exploratória de

dados, que elabora a exploração de dados por meio de técnicas estatísticas e
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visuais, ajudando a identificar a distribuição dos dados, detectar discrepâncias,

entender a explicação entre as variáveis e destacar tendências ou padrões

(JIANG et al., 2020b).

As tarefas preditivas podem ser divididas em tarefas de classificação e

regressão. Em tarefas de classificação busca-se atribuir categorias

predefinidas dos dados e nas de regressão objetiva-se prever o valor de uma

variável numérica, dadas outras variáveis. Assim, em vez de encontrar uma

classe associada, como na classificação, o algoritmo tenta aprender uma

função matemática que relaciona as variáveis de entrada ao dado de saída

(NASTESKI, 2017).

A regressão é uma técnica de aprendizado de máquina usada para

prever valores numéricos contínuos e ajustar um modelo a um conjunto de

dados de treinamento com recursos de entrada e valores de destino

correspondentes. Assim, os modelos de regressão capturam os

relacionamentos nos dados e fazem previsões com base nos padrões

aprendidos (DREISEITL, 2002).

Entre os algoritmos e modelos capazes de aprender a partir de dados,

permitindo que computadores tomem decisões ou façam previsões sem serem

explicitamente programados, um dos mais importantes é o Floresta Aleatória

(Random Forest), além das Redes Neurais Artificiais (Artificial Neural Networks

- ANN) e Máquinas de Vetores de Suporte (Support Vector Machines - SVM),

todos com ampla aplicabilidade nas mais diversas áreas do conhecimento

(NOBLE, 2006; KROGH, 2008; TALUKDAR et al.,2020; DENG et al.,2021).

Apesar da imensa quantidade de trabalhos que utilizam algoritmos de

aprendizagem de máquina, diversos autores já comprovaram a eficiência de

duas técnicas específicas utilizadas com maior frequência para mapeamento

de processos erosivos: o Random Forest e o Gradient Boosting que são

baseados no método ensemble que consiste na combinação dos resultados

obtidos por um conjunto de classificadores (GANAIE et al., 2022). Muitos

artigos foram elaborados a partir desses algoritmos, como por exemplo:

Soleimanpour et al. (2021), no Irã; Azedou et al. (2021), que testaram modelos

para mapeamento de processos erosivos em Marrocos; Rahmati et al. (2017);

Chen et al. (2021), com estudos sobre modelos de susceptibilidade à erosão

em áreas de agricultura em regiões semiáridas; Pal et al. (2020) e Band et al.
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(2020), que utilizaram técnicas de AM a partir de dados do ALOS/PALSAR;

entre outros.

O Random Forest foi proposto por Leo Breiman em 2001 (BREIMAN,

2001) como uma extensão do algoritmo Árvore de Decisão (Decision Tree),

baseado na combinação de várias árvores de decisão em um único modelo. O

RF é um modelo de aprendizagem supervisionado, o que torna necessário a

escolha de uma variável a ser prevista, para que a partir daí, o algoritmo crie

múltiplas árvores de decisão e cada árvore retorna uma resposta, tendo como

resultado obtido por cada árvore uma média feita a partir de cada resposta

apresentada (KLUSOWSKI, 2018) (Figura 3).

O modelo RF aplica uma técnica em que cada árvore de decisão é

criada em paralelo usando uma parte gerada aleatoriamente dos dados

originais (de treinamento), gerando sua própria previsão e vota em um

resultado. O modelo considera os votos de todas as árvores de decisão para

prever ou classificar o resultado de uma amostra desconhecida. Isto é

importante, pois árvores individuais podem ter problemas com o ajuste

excessivo de um modelo; entretanto, combinar múltiplas árvores em uma

floresta para predição resolve o problema de sobreajuste (overfiting) associado

a uma única árvore. Este modelo requer menos parâmetros e é mais intuitivo.

Figura 3 - Modo de funcionamento do Random Forest. Fonte: ESRI, 2023.

O RF é um algoritmo que pode ser usado tanto para tarefas de

regressão quanto para tarefas de classificação, uma vez que é uma técnica

complexa que se adapta a diferentes tipos de problemas. Durante a

classificação das árvores cada amostra aleatória é selecionada para determinar

a melhor divisão dos dados, o que permite lidar com um grande número de

variáveis (LIAW E WIENER, 2002; PARMAR et al., 2019; PROBST et al., 2019).
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Existem ainda outras técnicas de aprendizado de máquina amplamente

utilizadas, como o Gradient Boosting (GB) que tem como função resolver

problemas de regressão e classificação nas quais o procedimento de

aprendizado ajusta-se consecutivamente a novos modelos para fornecer uma

estimativa mais precisa da variável de resposta (ALI et al., 2023).

O GB tem como objetivo construir uma nova base de aprendizes para

minimizar a função de perda, na qual inicialmente um modelo simples é criado

e, posteriormente, os modelos subsequentes são adicionados em etapas

sequenciais, onde cada novo modelo é treinado para prever os erros do

modelo anterior, ou seja, cada preditor é treinado para corrigir o erro residual

de seu predecessor. Depois que as árvores são treinadas, elas podem ser

usadas para previsão simplesmente adicionando os resultados de todas as

árvores (Gausiana, Laplace, Huber e Quantile) e resposta categórica (Binomial

e Adaboost) (FRIEDMAN, 2001; FRIEDMAN, 2002; GUELMAN, 2012;

NATEKIN E KNOLL, 2013; BENTÉJAC et al., 2019; VELTHOEN et al.,2021).

O GB usa conjuntos de dados originais (de treinamento) de árvores

fracas (em vermelho) e segue construindo sequencialmente de árvores de

decisão em que cada árvore subsequente corrige os erros das árvores

anteriores (em verde), de modo que o modelo se torna uma previsão forte

(Figura 4). Este modelo proporciona maior controle sobre os hiperparâmetros e

é mais complexo.

Figura 4 – Modo de funcionamento do Gradient Boosting. Fonte: ESRI, 2023

A avaliação do desempenho dos modelos, realizada após o

treinamento, ocorre por meio de métricas apropriadas para os problemas

estabelecidos. Para problemas de regressão, métricas comuns incluem o erro
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médio quadrático (RMSE) e o coeficiente de determinação (R²). Para

problemas de classificação, métricas como a acurácia, a precisão e o F1-score

são frequentemente utilizadas.

3. MATERIAL E MÉTODOS

3.1. Área de estudo

A cidade de Brasília, Distrito Federal (DF), é considerada a terceira

maior cidade do Brasil (CENSO, 2020), com aproximadamente três milhões de

habitantes distribuídas em diversas áreas do território do DF. Essa ocupação

de forma desordenada, ocorrida principalmente nas últimas décadas, carece de

uma infraestrutura capaz de minimizar os impactos negativos provocados pelas

alterações do fluxo superficial. Consequentemente isso acarreta novos pontos

de inundações, aumento dos processos erosivos, perda de solo, dentre outros.

Esses fatores comprometem a qualidade estrutural, ambiental e de vida da

população A área de estudo compreende a região contemplada pelo

aerolevantamento elaborado pela Companhia Imobiliária de Brasília (Terracap)

do Governo do Distrito Federal, que abrange especialmente as áreas urbanas

do DF, com exceção das áreas referentes a pequenos núcleos urbanos (Figura

5).

.
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Figura 5 - Área referente ao aerolevantamento realizado em 2016 pela Companhia Imobiliária de Brasília (Terracap). Fonte: GEOPORTAL, 2023.
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A geomorfologia do DF é composta por diferentes formas de relevo,

distribuídas entre chapadas, planaltos e vales (NEVES et al., 2017),

caracterizados por regiões aplainadas, corrugadas e áreas de dissecação

intermediárias, apresentando altitudes que variam entre 750m a 1350m (PINTO,

1986; CODEPLAN, 2021).

A área de estudo contemplada pelo aerolevantamento é composta

basicamente por áreas urbanas e planas de planaltos, compostas

predominantemente por Latossolos, que ocupam 54,50% da região do DF,

divididos em latossolos vermelhos e latossolos vermelho-amarelos. O DF

também é coberto por Cambissolos nas áreas de declividade mais acentuada

(30,98%), Chernossolos (0,08 %), Plintossolos (0,40%), Neossolos

Quartizarênicos (0,51%), Nitossolos (1,36%) e Argissolos (2,89%) (REATTO et

al., 2004). A distribuição espacial desses solos pode ser observada na Figura 6.

Assim, a área de estudo é composta basicamente por Latossolos que,

a partir de declividades de 8%, apresentam probabilidade de desenvolver

processos erosivos, de acordo com o Sistema Brasileiro de Classificação dos

Solos – SIBCS (EMABRAPA, 2018). Esse solo caracteriza-se por ser altamente

intemperizado e quimicamente pobre, com baixos níveis de matéria orgânica e

nutriente. Além disso, possui uma textura predominantemente argilosa, mas

com argila de baixa atividade, resultando em menor capacidade de retenção de

água e nutrientes. Essas condições favorecem a dispersão das partículas do

solo quando submetidas à ação das chuvas intensas (HOLANDA, 2022) e

práticas agrícolas inadequadas, como o cultivo em monocultura e a ausência

de cobertura vegetal, que potencializam ainda mais o risco de erosão ao deixar

o solo desprotegido e exposto aos agentes erosivos (ARAUJO et al., 2011).
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Figura 6 – Mapa Pedológico do Distrito Federal. Fonte: Sistema de Informações Ambientais – SISDIA (2024).
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O clima na região é classificado como tropical de altitude, com

características típicas do Planalto Central brasileiro. Apresenta duas estações

bem definidas: uma chuvosa e uma seca (CARDOSO et al., 2014). A

vegetação predominante é o Cerrado, que apresenta fitofisionomia florestal

savânica e campestre, composto por uma variedade de espécies de plantas

adaptadas às condições específicas desse bioma (MARIMON JUNIOR e

HARIDASAN, 2005).

Dentro da área de estudo, foi selecionada uma área teste para

processamento dos dados e posterior

ampliação para toda a área de estudo. Essa área abrange parte das

bacias hidrográficas do Córrego Taboquinha, Ribeirão Taboca e Córrego Mato

Grande, localizadas na zona central do DF (Figura 7). Essa área foi escolhida

porque contempla outros tipos de solo, é mais declivosa e possui interface

entre a área urbana e rural, ou seja, todos esses aspectos estão representados

na área urbana total do Distrito Federal.
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Figura 7 – Mapa de localização da área teste.
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3.2. Etapas metodológicas

Primeiramente a metodologia foi desenvolvida na área teste com

resoluções espacial de 3 e 0,5 m. Foram mapeadas as áreas úmidas e as

áreas suscetíveis ao desenvolvimento de processos erosivos lineares. Com

base nos melhores resultados metodológicos obtidos, os processamentos

foram aplicados a todo o conjunto de dados do Distrito Federal para a

elaboração do mapa final, identificando as áreas suscetíveis ao

desenvolvimento de processos erosivos lineares. Cada etapa da metodologia

está descrita detalhadamente no fluxograma da Figura 8.

Figura 8 – Fluxograma geral de processamento dos dados.

3.3. Elaboração e tratamento do modelo digital

Inicialmente foi elaborado um MDT com resolução de 0,5 metro da área

de estudo a partir dos pontos do aerolevantamento a laser com o sensor LIDAR

disponibilizado em 2016 pelo Governo do Distrito Federal – GDF (TERRACAP,

Mapeamento
Áreas Úmidas

ÁREA DE ESTUDO TOTAL

MDT 1m
Mapeamento de processos

erosivos lineares considerando
as Áreas úmidas

Mapeamento de
processos erosivos

lineares
considerando as
Áreas úmidas

ÁREA TESTE
MDT 3m e 1 m

Mapeamento
processos erosivos
lineares sem incluir
as Áreas úmidas
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2016) com escala 1:500 e resolução espacial de 10 x 10 cm (GEOPORTAL,

2023). O MDT reproduz o relevo de forma mais apropriada que o MDS para a

determinação dos parâmetros morfométricos porque: a) todo o relevo da

vegetação é eliminado e, consequentemente, isso garante o fluxo de

escoamento e drenagem de forma gravitacional e; b) o relevo referente às

edificações são eliminados, porém, o arruamento foi preservado, permitindo

que o parâmetro morfométrico fluxo acumulado seja calculado seguindo esse

trajeto, retratando as interferências antrópicas.

Devido a nuvem de pontos gerada ser muito densa em função da

altíssima resolução espacial, o resultado da interpolação gera microtopografias

que podem ocasionar dados errôneos da superfície e por este motivo utilizou-

se o filtro Perona Malik para suavização, minimizando as feições que interferem

na continuidade do fluxo de escoamento.

O filtro Perona-Malik, desenvolvido por Passalacqua et al,. (2010), é

uma técnica não linear de imagens que reduz o ruído e preserva as bordas e

detalhes importantes da imagem, o que o difere dos filtros lineares tradicionais,

como a filtragem Gaussiana (Figura 8), uma vez que a filtragem não linear leva

em consideração a estrutura local da imagem (PASSALACQUA et al., 2010).

Esse filtro baseia-se no princípio de difusão anisotrópica, ou seja, a difusão do

filtro ocorre de maneira direcionada, levando em consideração as propriedades

locais da imagem.
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Figura 9 - Comparação do esquema de funcionamento do filtro Perona-Malik com uma
filtragem Gaussiana. (a) dados originais; (b;c) filtragem Gaussiana; (d;e) filtragem Perona-Malik.
Fonte: Passalacqua, 2015.

Desse modo, o filtro Perona-Malik usa o gradiente da imagem para

estimar a direção e a intensidade do fluxo de difusão em cada ponto da

imagem (DENG et al., 2019). Nesse tipo de difusão as bordas e os detalhes da

imagem são preservados mesmo com a suavização do ruído (TORKAMANI-

AZAR e TAIT, 1996; WANG et al., 2018), como as bordas das elevações e os

detalhes da topografia. Para que o filtro se torne adequado a esse tipo de

arquivo matricial, que representa a topografia em larga escala, os filtros

precisam ser adaptados de acordo com a resolução espacial e a precisão dos

dados (GUAN et al., 2013; O’NEIL et al., 2019).

A Figura 10 apresenta o MDT original e o MDT filtrado da mesma área

mostrando que as diferenças entre os MDTs não são perceptíveis. Entretanto,

quando se traçam os perfis, pode ser observado, não só a suavização, mas

também a identificação do fundo de vale, permitindo que água superficial

percorra o caminho gravitacional até o fundo do vale (Figura 11).
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Figura 10 – MDT original (A) e MDT filtrado (B).

Figura 11 – Gráficos de perfil do relevo referente ao MDT original e após a filtragem utilizando o
Filtro Perona Malik (PM).

O produto final será um MDT consistido hidrologicamente para que o

escoamento superficial possa fluir de forma gravitacional sem a interferência

dos micros relevos e vegetação, porém considerando as feições antrópicas.

3.4. Definição dos parâmetros para os mapeamentos

Para a definição dos parâmetros a serem utilizados na identificação

das áreas susceptíveis ao desenvolvimento de processos erosivos lineares foi

elaborada extensa pesquisa bibliográfica para identificação do estado da arte

nas pesquisas atuais utilizando parâmetros morfométricos e hidrológicos

elegendo os que possuem maior potencial para predição de processos erosivos.

Para tanto, foi feita uma seleção de artigos científicos, identificando os

parâmetros mais utilizados e que fornecem os melhores resultados.

A

y

B

x xy
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A tabela 1 (Anexo 1) apresenta os parâmetros utilizados identificados

em 36 artigos científicos recentes e contabiliza, na última linha, o número total

de utilização nas pesquisas. Indica também a conclusão de cada autor quanto

ao melhor método de aprendizado de máquina aplicado e quais os parâmetros

mais importantes para a elaboração do mapa de susceptibilidade. Dos artigos

pesquisados, apenas 1 utiliza modelos digitais de elevação de alta resolução (1

metro). Isso demonstra a dificuldade de se obter um modelo digital

hidrologicamente consistido, devido ao micro relevo encontrado em

levantamentos de detalhe.

De acordo com os trabalhos pesquisados, a variável mais utilizada é a

altitude, seguida da declividade e o TWI. Os trabalhos indicam o uso da

densidade de drenagem, solos, litologia e o uso e cobertura da terra, mas no

presente contexto essas variáveis se apresentam muito uniformes por se tratar

de uma área urbana, plana e predominantemente composta por latossolos

(Figura 12).

.

Figura 12 - Gráfico da frequência de uso das variáveis nos trabalhos pesquisados

Com base na literatura consultada e em testes de desempenho e

colinearidade, foram escolhidos apenas os parâmetros morfométricos para

serem utilizados nos algoritmos de aprendizado de máquina na identificação de

áreas propensas a processos erosivos. Esses parâmetros incluem o Índice de

Posição Topográfica (TPI), o Índice de Robustez do Terreno (TRI), o Fator
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Topográfico (LS), a Curvatura Tangente, o Índice Potencial de Erosão (P), o

Fluxo Acumulado e o Índice Topográfico Composto Normalizado (CTIN).

3.5. Parâmetros que definem áreas úmidas

Processos erosivos podem estender-se para áreas úmidas,

especialmente em eventos de fluxo da água de alta energia, alterando a rede

de drenagem potencializada por influências antrópicas. Em particular, ravinas

também podem ocorrer em porções mais baixa da paisagem com declividades

inferiores a 3% (AMARE et al., 2019; BILLI e DRAMIS, 2003), incluindo erosão

da rede de drenagem que passa por áreas úmidas, bem como os processos

erosivos causados por enchentes sazonais ou eventos extremos de

precipitação. Com intuito de avaliar o comportamento dos processos erosivos

dessas porções da paisagem, foi elaborado o mapeamento das áreas úmidas

na área de estudo, demonstrado a seguir.

A delimitação das áreas úmidas foi realizada utilizando-se os índices

secundários TWI, DTW e a curvatura em planta, com base nos parâmetros

definidos por pesquisadores da Universidade da Virgínia, que realizaram a

delimitação de áreas úmidas utilizando a ferramenta ArcHydro no software

ArcGis Pro. De acordo com o manual do software, os índices foram definidos

após diversos testes utilizando o modelo intitulado Wetland Identification Model

(O’NEIL et al., 2019). Assim, o modelo foi calibrado levando em consideração

esses índices, que apresentaram melhor desempenho na delimitação de áreas

úmidas.

3.6. Mapeamento das áreas úmidas e áreas susceptíveis a processos
erosivos lineares

Na presente pesquisa optou-se por realizar testes metodológicos com

base no algoritmo Random Forest modificado, chamado Forest - Based - FB,

além do Gradient Boosting com o objetivo de identificar qual modelo

apresentava melhor capacidade de mapeamento, considerando os algoritmos

mais utilizados nos trabalhos encontrados na pesquisa bibliográfica (anexo 1).

O mapeamento das áreas foi realizado no software ArcGis Pro. Os dados

foram processados na ferramenta Forest-Based and Boosted Classification and

Regression do ArcGis PRO.
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Para realizar a classificação, inicialmente foi necessário treinar o

modelo para a previsão, definindo a área denominada de “verdade terrestre”.

Esse modelo constrói uma relação entre as variáveis fornecidas, nesse caso os

mapas dos parâmetros morfométricos, com as áreas previstas com as mesmas

características. São separados uma porção da área correspondente a verdade

terrestre, que não fazem parte do treinamento, para posterior validação do

modelo.

O treinamento pode ser feito a partir da identificação dos parâmetros

de cada pixel de áreas úmidas ou cicatrizes referente aos processos erosivos

ou também a partir da média ou mediana dos valores de cada parâmetro

dentro de cada área ou cicatriz (Figura 13).

Figura 13 – Treinamento a partir de pontos dentro da área ou cicatriz (A) e a partir de uma
média/mediana (B).

Esse treinamento permite que o dado de entrada seja um arquivo

vetorial de polígono ou ponto. Quando é utilizado um polígono, ocorre a sua

conversão para um conjunto de centroides que correspondem a cada célula

raster que estiver dentro do polígono. O valor de cada célula é extraído e a

ferramenta fará uma busca detalhada para encontrar as variáveis explicativas

em cada localização de ponto, como mostra a Figura 14. A partir do

treinamento o algoritmo identificará as células de cada cicatriz que foram

classificadas de acordo com o conjunto de parâmetros definidos. Esse

procedimento permite verificar se o mapeamento das cicatrizes necessita de

revisão.

BA
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Figura 14 – Amostras mapeadas com geometria de polígonos convertida em pontos para o
treinamento dos algoritmos Gradient Boosting e Forest Based.

O arquivo vetorial que contém as informações rotuladas dos dados

para previsão de áreas úmidas e cicatrizes resultantes de processos erosivos é

gerado a partir de amostras de áreas úmidas/cicatrizes, designadas com o

código de classe 1, e de áreas não úmidas/não cicatrizes, com a classe 0,

conforme ilustrado na Figura 15 e Figura 16. Este arquivo é então empregado

como entrada para representar as duas categorias nos modelos utilizados para

treinamento e previsão.
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Figura 15 – Exemplo de amostras para treinamento de áreas úmidas e áreas não úmidas.
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Figura 16 – Exemplo de amostras do que representa processos erosivos lineares e o que não
representa.

O mapeamento para a identificação das áreas foi elaborado a partir da

análise visual das características das feições existentes, como forma, largura,

tonalidade, textura, ramificações, extensão, direção, disposição, localização,

umidade do solo, vegetação e conexão (CUNHA e COSTA, 2020) no

aerolevantamento disponível de 2016. Da mesma forma foram mapeadas as

incisões erosivas em áreas paralelas ou adjacentes às áreas urbanas e à

malha viária do Distrito Federal, considerando as duas margens das rodovias,

com um buffer de até 200 metros, a depender da região.
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Essa interpretação visual foi atualizada a partir de imagens mais

recentes disponíveis no Google Earth Pro, no qual foram criados polígonos que

posteriormente foram convertidos em arquivos vetoriais no software ArcGis

10.8. Após o mapeamento foram feitas campanhas de campo para validação

das informações mapeadas relacionadas principalmente às áreas de cicatrizes.

A partir dessas amostras, foram feitos os seguintes processamentos

com a ferramenta Forest - Based and Boosted Classification and Regression,

aplicados na área teste, para a definição das áreas úmidas e das áreas

susceptíveis a processos erosivos, demonstrados no fluxograma da Figura 17,

descritos a seguir.

● O Teste 1 corresponde a elaboração do mapeamento das áreas úmidas:

MDT com resolução de 3 metros com e sem a aplicação do filtro Perona

Malik; utilizando três variáveis (curvatura em planta, TWI e DTW) e

aplicando os dois algoritmos (FB e GB). A Figura 18, mostra os três

parâmetros utilizados;

● O Teste 2 corresponde a elaboração do Mapeamento dos processos

erosivos lineares: MDT com resolução de 3 metros com e sem filtro;

utilizando sete variáveis (curvatura tangente, fluxo acumulado, TPI, CTIN,

TRI, LS e P) e aplicando os dois algoritmos (FB e GB) A Figura 19

mostra os três parâmetros utilizados.

● Como forma de identificar a importância das áreas úmidas no

mapeamento dos processos erosivos lineares, foi realizado o Teste 3

utilizando o MDT com resolução de 3 metros com e sem a aplicação do

filtro Perona Malik; todas as variáveis (TWI, DTW e curvatura em planta

utilizadas no mapeamento das áreas úmidas, além das variáveis

anteriormente utilizadas no mapeamento dos processos erosivos

lineares - TPI, TRI, LS, curvatura tangente (Tang_C), P, fluxo acumulado

(FA) e CTIN), aplicando os dois algoritmos (FB e GB). Finalmente, a

partir da identificação do teste que fornece o melhor resultado, esse foi

utilizado para calcular as áreas susceptíveis a ocorrência de processos

erosivos para todo o Distrito Federal.
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Figura 17 – Fluxograma de processamento dos testes para elaboração do mapeamento das
áreas úmidas e dos processos erosivos lineares.
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Figura 18 – Parâmetros gerados a partir de MDT com resolução de 3 metros – Curvatura em
planta, TWI e DTW.
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Figura 19 - Parâmetros gerados a partir de MDT com resolução de 3 metros - curvatura
tangente (Tang_C), fluxo acumulado (FA), TPI, CTIN, TRI, LS e P
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3.7. Validação do modelo

A maioria dos programas fornece como resultado da aplicação dos

algoritmos uma série de informações que auxiliam na avaliação do

desempenho do modelo. Um fator importante é revelar qual a importância que

cada parâmetro (altitude, índice morfométrico etc.) tem no desempenho do

modelo e isso é realizado a partir de um ranking proveniente do coeficiente de

Gini, que calcula o número de vezes que um parâmetro é responsável por uma

divisão, ou seja, uma decisão, dividido pelo número de árvores.

Essa informação é fundamental para avaliar quais parâmetros são

significativos para criação do modelo. Parâmetros com baixíssimo valor do

coeficiente de Gini, não são necessários e, se incluídos no processamento,

podem ainda diminuir o desempenho do modelo. A Tabela 1 mostra um

exemplo em que os valores na coluna “Importância” são iguais à soma dos

coeficientes de Gini de todas as árvores para cada variável listada, e o da

coluna “%” refere-se as respectivas porcentagens relativa à soma total dos

coeficientes de Gini.

Tabela 1 – Exemplo da importância das variáveis no modelo de acordo com o índice de Gini.

Variável Importância %
TRI 59,41 18
P 56,56 17
FA 47,48 15
Tang_C 42,87 13
LS 42,23 13
CTIN 38,43 12
TPI 38,36 12

O diagnóstico de intervalo explicativo auxilia na avaliação dos valores

usados para treinamento, validação e previsão orientando se são suficientes

para produzir um bom modelo. Os dados de treinamento devem ser

representativos dos dados que você está modelando. Por padrão, 10% dos

dados de treinamento são excluídos aleatoriamente, resultando em um

subconjunto de treinamento e um subconjunto de validação. Portanto, é

necessário avaliar se o mínimo e máximo dos valores do parâmetro na amostra

de treinamento abrangem o mínimo e o máximo do total de valores dos
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parâmetros. Isso revela o quanto a sua amostra estará ajustada para efetuar o

treinamento.

A tabela 2 mostra um exemplo de valores mínimo e máximo desses

subconjuntos. A variável P apresenta os valores de Mínimo e Máximo na

Predição de -53,37 e 50,36, porém os valores do intervalo de treinamento

possuem os valores de Mínimo e Máximo de -0,14 e 0,03. Ao subtrair os

valores de máximos e mínimos, a razão entre os intervalos será (50,37 – (-

53,37)) / (0,03-(-0,14)) igual a 609,21, o que demonstra que apesar da

validação realizada com os dados de treinamento ser 1, o modelo não foi

treinado com uma amostra apropriada para esse parâmetro específico.

Tabela 2 – Exemplo de diagnóstico dos parâmetros utilizados.

Parâmetro
Treinamento Validação Predição Razão entre os intervalos

Mín Máx Mín Máx Mín Máx Treina
mento Validação Predição

Área de
Contribuição
(FA)

-7,59
2,28 -6,82 0,66 -

21,66 18,12 1,00 0,76 4,03

TPI 1,31 8,92 1,44 7,57 -3,18 16,61 1,00 0,81 2,60
P -0,14 0,03 -0,16 0,03 -

53,37 50,36 0,90 1,00 609,21

CTIN 0,00 0,09 0,00 0,09 -0,00 0,86 1,00 0,99 9,35
CTang -0,69 7,10 0,82 6,30 -0,69 13,30 1,00 0,70 1,80
LS -7,60 6,34 -2,92 5,93 -7,60 13,39 1,00 0,64 1,51
TRI 0,00 41,12 0,82 35,36 0,00 87,90 1,00 0,84 2,14

Os métodos estatísticos mais utilizados para identificação de

desempenho dos modelos FB e GB são o Precision (precisão) e Recall

(sensitividade). A precisão (verdadeiro positivo) retrata se todos os pixels

rotulados como áreas úmidas/áreas susceptíveis realmente são, e é expressa

pela seguinte expressão:

Precisão = VP / VP + FP

Onde VP – Verdadeiro Positivo, FP – Falso Positivo.

A sensitividade (falso negativo) retrata se de todos os pontos que

realmente são susceptíveis, quantos foram rotulados como tal, ou seja, o quão

frequente é classificado como úmida/área susceptível. Quanto menor o valor da

sensitividade, mais falso negativo existe no processamento. Essa é dada pela

expressão:
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Sensitividade (recall) = VP / VP + FN

Onde FN – Falso Negativo.

Acurácia é o número de vezes que uma classe é identificada

corretamente levando-se em conta o número total de observações dessa

classe. A acurácia considera o quanto uma classe de interesse é

acertadamente predita e como as outras classes são corretamente

identificadas como não sendo essa classe de interesse. A acurácia é calculada

da seguinte forma:

Acurácia (Accuracy) = (VP + VN) / (VP + VN + FN + FP)

O F1-Score indica o grau de acerto do modelo levando-se em conta a

precisão e sensitividade:

F1-Score = 2 x ������ã� � �������������
������ã�+ �������������

A Tabela 3 mostra um exemplo de resultado das métricas estatísticas,

indicando o grau de acerto do modelo. O coeficiente de correlação de

Matthews (MCC) utiliza as categorias de verdadeiros negativos, verdadeiros

positivos, falsos negativos e falsos positivos (VILELA JUNIOR et al., 2022). O

valor do índice próximo a 1 indica que o modelo acertou de forma homogênea

nas duas categorias analisadas.

Tabela 3 – Exemplo de resultado estatístico do modelo.

Classe F1-Score MCC Sensitividade Acurácia
0 0,97 0,93 1,00 0,96
1 0,96 0,93 0,92 0,96

Dado o exposto, após análise das estatísticas dos testes feitos, os

melhores resultados (em termos de processamento) foram aplicados ao MDT

com resolução de 0,5 metro para a área teste e, posteriormente, devido as

limitações do programa ArcGis foi elaborada o MDT com resolução de 1 metro

para toda a área de estudo (área abrangida pelo levantamento

aerofotogramétrico das áreas urbanas de todo o DF), resultando em um mapa

final de áreas susceptíveis a processos erosivos lineares.
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4. RESULTADOS E DISCUSSÃO

4.1. Mapeamento das áreas úmidas

Iniciando com o Teste 1 do fluxograma da Figura 17, no que diz

respeito à importância das três variáveis selecionadas para análise das áreas

úmidas (TWI, DW e curvatura em planta), os testes feitos com o algoritmo

Forest Based, independentemente de ter sido aplicado o filtro Perona Malik ou

não ao MDT, indicam que todas apresentam a mesma relevância, com 33%

cada. Já quando as mesmas variáveis são utilizadas no modelo Gradiente

Boosting, nota-se uma relevância maior para a curvatura em planta na

detecção das áreas úmidas (Tabela 4).

Tabela 4 – Importância de cada variável nos modelos

Variável FB GB

MDT original MDT PM MDT original MDT PM
Curvatura 33% 33% 37% 37%
TWI 33% 33% 33% 31%
DTW 33% 33% 30% 32%

Esse fato se deve pela importância que os índices morfométricos

primários apresentam na análise da paisagem, sendo parâmetros básicos na

compartimentação da paisagem e, nesse caso, a curvatura em planta, sendo a

segunda derivada do relevo, apresenta-se fundamental na determinação das

áreas úmidas no contexto da topografia. Deste modo, no processamento pelo

GB, a curvatura apresentou-se sempre no topo da hierarquia da árvore,

demonstrando a importância da variável.

Quando analisadas as amostras utilizadas no treinamento em todos os

testes, os valores mínimo e máximo na etapa de treinamento estavam dentro

do intervalo da predição, mantendo um valor de validação próximo de 1,

indicando que o modelo, em todas as situações, foi treinado com uma amostra

apropriada para todos os parâmetros utilizados (Tabela 5 a tabela 8).
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Tabela 5 – Diagnóstico dos parâmetros utilizados na aplicação do algoritmo Forest-Based sem
aplicação do filtro Perona Malik.

Variável
Treinamento Validação Predição Divisão

Mín Máx Mín Máx Mín Máx Treina
mento Validação Predi

ção
CURV -0,43 0,23 -0,31 0,17 -0,65 0,45 1,00 0,73 1,65+
DTW 0,00 68,57 0,00 69,29 0,00 101,99 0,99 1,00 1,49+
TWI 0,77 19,98 0,99 18,56 -0,24 22,84 1,00 0,91 1,20+

Tabela 6 – Diagnóstico dos parâmetros utilizados na aplicação do algoritmo Forest-Based com
aplicação do filtro Perona Malik.

Variável
Treinamento Validação Predição Divisão

Mín Máx Mín Máx Mín Máx Treina
mento Validação Predi

ção
CURV -0,36 0,18 -0,17 0,10 -0,53 0,28 1,00 0,50 1,49+
DTW 0,86 19,99 1,32 19,61 -0,29 21,88 1,00 0,96 1,16+
TWI 0,00 73,48 0,00 71,97 -0,00 105,03 1,00 0,98 1,43+

Tabela 7 – Diagnóstico dos parâmetros utilizados na aplicação do algoritmo Gradient Boosting
sem aplicação do filtro Perona Malik.

Variável
Treinamento Validação Predição Divisão

Mín Máx Mín Máx Mín Máx Treina
mento Validação Predi

ção
CURV -0,36 0,18 -0,17 0,10 -0,53 0,28 1,00 0,50 1,49+
TWI 0,86 19,99 1,32 19,61 -0,29 21,88 1,00 0,96 1,16+
DTW 0,00 73,48 0,00 71,97 0,00 105,03 1,00 0,98 1,43+

Tabela 8 – Diagnóstico dos parâmetros utilizados na aplicação do algoritmo Gradient Boosting
com aplicação do filtro Perona Malik.

Variável
Treinamento Validação Predição Divisão

Mín Máx Mín Máx Mín Máx Treina
mento Validação Predi

ção
CURV -0,36 0,18 -0,26 0,15 -0,53 0,28 1,00 0,76 1,49+
DTW 0,86 19,99 1,00 18,92 -0,29 21,88 1,00 0,94 1,16+
TWI 0,00 73,48 0,00 69,49 0,00 105,03 1,00 0,95 1,43+

No que diz respeito ao mapeamento das áreas úmidas, as tabelas 9,

10 e 11, apresentam as estatísticas referentes a cada teste. Em todas elas

pode-se notar uma queda na qualidade do mapeamento quando se comparam
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os dados de treinamento com os dados de validação, o que é esperado, pois

na validação do modelo é utilizada toda a área teste no parâmetro de entrada.

A Tabela 9, mostra as estatísticas do mapeamento das Áreas Úmidas

utilizando o algoritmo Forest Based no MDT original na área de treinamento. O

F1-score possui valores altos, representando que os 10% das amostras da

área de treinamento para a validação, tiveram um alto grau de acerto. Observa-

se uma queda na qualidade do mapeamento quando se comparam os dados

de treinamento com os dados de validação (Tabela 10), o que é esperado, pois

na validação do modelo é utilizada toda a área teste no parâmetro de entrada.

A Tabela 10, mostra as estatísticas do processamento da Área Úmida

utilizando o algoritmo Forest Based no MDT original na área total, com uma

precisão global (F1 Score) de 0,54 nos dados de validação, referente às áreas

úmidas e de 0,69 para as áreas não úmidas. Esse resultado é justificado

porque as áreas não úmidas possuem uma dimensão muito maior do que as

áreas úmidas, portanto, o F1 Score é proporcionalmente maior.

Tanto a precisão global quanto a acurácia do modelo nos dados de

validação (área total) aumentaram para 0,72, área não úmida e 0,58, área

úmida (Tabela 11), apesar da sensitividade em ambos continuarem abaixo de

0,70, indica que em algumas porções as áreas úmidas estão sendo

classificadas como não úmidas (lembrando que quanto mais baixo o valor da

sensitividade, mais falso negativo existe no processamento dos dados). Em

relação à sensitividade é interessante observar que para os dados de

treinamento, para as áreas classificadas como úmidas o valor deu igual a 1 em

ambos os testes, demonstrando que as amostras na verdade estavam bem

ajustadas. Esses resultados demonstram um incremento no mapeamento ao se

aplicar o filtro Perona Malik no MDT utilizado como dado de entrada.

Tabela 9 – Estatísticas do processamento da Área Úmida utilizando o algoritmo Forest Based
no MDT original (treinamento)

Classe F1-Score MCC Sensitividade Acurácia
0 0,96 0,90 0,92 0,95
1 0,94 0,90 1,00 0,95

Tabela 10 – Estatísticas do processamento da Área Úmida utilizando o algoritmo Forest Based
no MDT original (validação).

Classe F1-Score MCC Sensitividade Acurácia
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0 0,69 0,24 0,66 0,63
1 0,54 0,24 0,59 0,63

Tabela 11 – Estatísticas do processamento da Área Úmida utilizando o algoritmo Forest Based
no MDT com filtro Perona Malik (validação).

Classe F1-Score MCC Sensitividade Acurácia
0 0,72 0,30 0,69 0,66
1 0,58 0,30 0,62 0,66

Os resultados para o algoritmo Gradient Boosting (Tabelas 12 e 13)

seguem a mesma linha, apresentando melhora no mapeamento das áreas

úmidas com a aplicação do filtro Perona Malik no MDT original. Assim,

observa-se que a precisão global (F1 Score) para o conjunto dos dados de

validação para as áreas úmidas – 1 aumenta de 0,69 com o modelo original e

para 0,73 com o filtro Perona Malik, aumentando também a acurácia, de 0,76

para 0,78.

Quanto aos valores de sensitividade, em ambos os testes (com e sem

filtro) os valores ficaram muito parecidos, todos próximos a 0,80, o que é um

bom resultado considerando que quanto mais próximo do valor 1, menos falso

negativo existe na amostra final. Assim, novamente esses resultados

demonstram um incremento no mapeamento ao se aplicar o filtro Perona Malik

no MDT utilizado como dado de entrada.

Tabela 12 - Estatísticas do processamento da Área Úmida utilizando o algoritmo Gradient
Boosting no MDT sem filtro Perona Malik (validação).

Classe F1-Score MCC Sensitividade Acurácia
0 0,80 0,49 0,79 0,76
1 0,69 0,49 0,71 0,76

Tabela 13 – Estatísticas do processamento da Área Úmida utilizando o algoritmo Gradient
Boosting no MDT com filtro Perona Malik (validação).

Classe F1-Score MCC Sensitividade Acurácia
0 0,82 0,55 0,78 0,78
1 0,73 0,55 0,79 0,78

Os testes utilizando tanto o algoritmo FB quanto o GB indicam

melhoras nos resultados em todas as estatísticas analisadas à medida que se

aplica o filtro Perona Malik – PM no dado de entrada (MDT) – (Tabela 14).

Além disso, há melhora expressiva na utilização do GB quando se comparam
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os dois algoritmos (Figura 20) em que o mapeamento apresenta as classes

mais homogêneas, mais compactadas. Assim, para o presente contexto de

paisagem, o algoritmo GB apresentou os melhores resultados no mapeamento

das áreas úmidas, como melhora de todas as estatísticas com a utilização do

algoritmo.

Tabela 14 – Síntese comparativa das estatísticas geradas com utilização do FB e GB para o
mapeamento das Áreas Úmidas no MDT com aplicação do filtro Perona Malik.

Classe Forest PM Boosted PM
F1 MCC Sensitividade Acurácia F1 MCC Sensitividade Acurácia

0 0,72 0,3 0,69 0,66 0,82 0,55 0,78 0,78
1 0,58 0,3 0,62 0,66 0,73 0,55 0,79 0,78

Figura 20 – Detalhe da comparação entre os algoritmos FB e GB, sem a aplicação do filtro
Perona Malik e com a aplicação do filtro no MDT.

4.2. Mapeamento dos processos erosivos

A análise dos parâmetros morfométricos no estudo dos processos

erosivos lineares demonstra que a urbanização apresenta papel fundamental
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na canalização das águas pluviais (e águas servidas), contribuindo

sobremaneira no desenvolvimento dos processos erosivos lineares.

Em análise multitemporal tomando como exemplo um processo erosivo

linear localizado na área teste (Figura 21), pode-se observar a rápida evolução

a partir do crescimento urbano na região, especialmente entre os anos de 2015

e 2016 (Figura 22).

Figura 21 – Localização do exemplo na área teste.

Figura 22 – Evolução temporal de um processo erosivo linear entre os anos de 1975 e 2016.

Na imagem de 1975 pode-se observar a área ainda coberta com

vegetação nativa, com presença apenas de caminhos de largura reduzida. Em

1997 já é possível verificar o surgimento de vias e ocupação com

Área Teste
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características urbanas, com adensamento de edificações, mas pela imagem

ainda não é possível identificar o surgimento de um processo erosivo linear. No

ano de 2015, já com a ocupação bastante adensada, nota-se a presença de

uma cicatriz de erosão bastante visível, a qual se aprofunda em grande medida

em apenas 1 ano, como pode ser observado na imagem do ano de 2016.

A análise morfométrica da área, especialmente da variável P (que

indica a potência erosiva - intensidade do fluxo - ou a capacidade de incisão do

escoamento), demonstra que os maiores valores coincidem com as áreas nas

quais a água é canalisada na superfície por meio de caminhos

impermeabilizados, especialmente em função da construção de vias de acesso

(Figura 23). Na imagem de 2018 observa-se a evolução do processo erosivo

linear em várias direções, principalmente na sua porção oeste, em caminho

preferencial bastante definido pelo Fator P, que coincide com a via interna da

ocupação.

Figura 23 – Análise do Fator P na área exemplificada.

Os algoritmos Forest-based e Gradient Boost possuem metodologias

distintas para a construção de modelos e a maneira como definem a

importância dos parâmetros. O Forest-based por utilizar uma média das

reduções de impureza, como a impureza de Gini, hierarquiza a importância dos

parâmetros a partir da frequência que são utilizados para fazer divisões.

Entretanto, o Gradient Boost define a importância do parâmetro a partir do

modelo que apresentou um melhor desempenho. Os parâmetros que são

utilizados para promover ajustes são considerados os mais importantes.

2018



51

Seguindo com o Teste 2 do fluxograma da Figura 18, em relação aos

parâmetros mais importantes para o mapeamento dos processos erosivos

lineares utilizando o MDT com resolução de 3 metros, pode-se observar que,

para o algoritmo FB o TRI foi o mais determinante, apesar da importância estar

bem próxima do Fator P. Já para o GB, a variável mais importante variou de

acordo com o uso ou não do MDT filtrado, como pode ser observado na Tabela

15. Para o FB, o Índice de Robustez do Terreno - Terrain Ruggedness Index

(TRI), que calcula a mudança na altura de uma encosta a partir da diferença de

elevação entre células adjacentes, teve maior peso.

Assim como ocorreu na análise das amostras utilizadas no treinamento

nos testes relativos ao mapeamento das áreas úmidas, todos os valores

mínimo e máximo na etapa de treinamento estavam dentro do intervalo da

predição, com exceção dos valores relacionados ao Forest Based sem

aplicação do Filtro PM no MDT (Tabela 16, 17, 18 e 19). Neste último caso,

apesar dos intervalos do treinamento não estarem contidos no de predição, os

valores de validação foram próximos de 1 (excluindo o referente à curvatura

tangencial, que ficou próximo à 0,5), indicando que o modelo foi treinado com

uma amostra apropriada para esses parâmetros também.

Tabela 15 - Importância de cada variável nos modelos.

Variável FB GB
MDT original MDT PM MDT original MDT PM

TRI 18 17 15 17
P 17 16 17 11
Fluxo acumulado 15 15 7 7
Curvatura
tangente 13 13 11 13

LS 13 13 11 16
CTIN 12 13 18 19
TPI 12 13 21 17

Já quando utilizado o GB, a ausência de filtro no MDT demonstrou que

o Índice de Posição Topográfica - Topographic Position Index (TPI) – teve

importância considerável, o que pode ser justificado pelo excesso de dados e

não uniformização do terreno a partir da filtragem, uma vez que esse índice

compara a elevação de cada pixel com a média da vizinhança, tornando

possível a identificação de áreas com possibilidade de acúmulo de água.
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Desse modo, as estruturas que se mantiveram pela ausência do filtro podem

ter influenciado na importância da variável para o modelo.

Quando utilizado o filtro com o GB, a variável mais importante passou a

ser o Índice Topográfico Composto Normalizado (CTIN), que fornece

informações sobre a susceptibilidade hidrológica e a capacidade de retenção

de água de determinada área, levando em consideração a inclinação,

declividade e orientação do terreno, mas desconsiderando os cumes, uma vez

que a água não se acumula nesses pontos. Esse resultado se mostra

interessante à medida que, pela bibliografia explorada, o desenvolvimento de

processos erosivos lineares deve considerar todas essas variáveis inseridas no

cálculo do índice.

Tabela 16 – Diagnóstico dos parâmetros utilizados na aplicação do algoritmo Forest Based
sem considerar o filtro Perona Malik.

Variável
Treinamento Validação Predição Divisão

Mín Máx Mín Máx Mín Máx Treina
mento Validação Predi

ção
CTIN -15,07 12,83 -14,60 11,59 -40,92 14,88 1,00 0,94 2,00+
LS -17,42 2,78 -17,42 2,71 -18,48 3,47 1,00 1,00 1,09+
Fluxo
acumulado

0,00 9,05 0,00 8,79 0,00 10,77 1,00 0, 97 1,19+

P 0,00 12,04 0,00 11,35 0,00 13,80 1,00 0,94 1,15+
TANG -0,72 0,37 -0,40 0,17 -1,08 0,56 1,00 0,52 1,50+
TPI -18,46 11,72 -18,67 10,23 -28,85 20,66 0,99 0,95 1,64+
TRI 0,00 10,91 0,00 11,46 0,00 40,51 40,51 1,05 3,71+

Tabela 17 - Diagnóstico dos parâmetros utilizados na utilização do algoritmo Forest Based com
aplicação do filtro Perona Malik.

Variável
Treinamento Validação Predição Divisão

Mín Máx Mín Máx Mín Máx Treina
mento Validação Predi

ção
CTIN -14,83 12,60 -13,69 10,11 -17,52 45,70 1,00 0,87 2,30+
LS -17,42 2,88 -17,42 2,53 -18,47 3,78 1,00 0,98 1,10+
Fluxo
acumulado

0,00 9,29 0,00 9,25 0,00 11,51 1,00 1,00 1,24+

P 0,00 12,13 0,00 11,99 0,00 14,04 1,00 0,99 1,16+
TANG -0,50 0,26 -0,28 0,16 -0,66 0,49 1,00 0,57 1,49+
TPI 0,00 9,26 0,00 9,37 0,00 40,14 0,99 1,01 4,33+
TRI -18,53 11,60 -18,44 10,09 -27,82 20,43 1,00 0,95 1,60+

Tabela 18 - Diagnóstico dos parâmetros utilizados na utilização do algoritmo Gradient Boosting
sem aplicação do filtro Perona Malik.

Variável Treinamento Validação Predição Divisão
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Mín Máx Mín Máx Mín Máx Treina
mento Validação Predi

ção
CTIN -15,07 12,83 -14,17 11,10 -40,92 14,88 1,00 0,91 2,00+
LS -17,42 2,78 -17,42 2,59 -18,48 3,47 1,00 0,99 1,09+
Fluxo
acumulado

0,00 9,05 0,00 8,78 0,00 10,77 1,00 0,97 1,19+

P 0,00 12,04 0,00 11,24 0,00 13,80 1,00 0,93 1,15+
TANG -0,72 0,37 -0,61 0,24 -1,08 0,56 1,00 0,78 1,50+
TPI -18,67 11,40 -18,46 11,72 -28,85 20,66 0,99 0,99 1,65+
TRI 0,00 11,46 0,00 10,91 0,00 40,51 1,00 0,95 3,53+

Tabela 19 - Diagnóstico dos parâmetros utilizados na utilização do algoritmo Gradient Boosting
com aplicação do filtro Perona Malik.

Variável
Treinamento Validação Predição Divisão

Mín Máx Mín Máx Mín Máx Treina
mento Validação Predi

ção
CTIN -14,83 12,60 -14,67 10,45 -17,52 45,70 1,00 0,92 2,30+
LS -17,42 2,88 -17,42 2,35 -18,47 3,78 1,00 0,97 1,10+
Fluxo
acumulado

0,00 9,29 0,00 8,94 0,00 11,51 1,00 0,96 1,24+

P 0,00 12,13 0,00 11,75 0,00 14,04 1,00 0,97 1,16+
TANG -0,50 0,26 -0,39 0,12 -0,66 0,49 1,00 0,66 1,49+
TPI 0,00 9,37 0,00 8,30 0,00 40,14 1,00 0,89 4,28+
TRI -18,47 11,34 -18,53 11,60 -27,82 20,43 0,99 1,01 1,62+

Em relação aos resultados estatísticos do processamento, assim como

ocorreu com o mapeamento das áreas úmidas, o mapeamento das áreas

suscetíveis a processos erosivos lineares com a utilização dos algoritmos FB e

GB demonstrou que os resultados melhoram tanto com a utilização do filtro PM

no dado de entrada, quanto quando comparados os dois algoritmos, sendo os

melhores resultados encontrados com a aplicação do GB, chegando a uma

acurácia de 0,95 (Figura 24 e Tabela 20, 21, 22, 23, 24, 25, 26 e 27).

Vale salientar que em todos os testes, os resultados dos dados de

treinamento sempre são melhores que o resultado na validação dos dados,

uma vez que este último considera toda a área teste. Além disso, os resultados

do F1 Score para as áreas de código 0 (áreas não compostas por processos

erosivos lineares) são sempre melhores que das áreas com processos erosivos

lineares, fato que se deve pela simplicidade e facilidade de detecção das áreas

que não apresentam processos erosivos lineares.
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Tabela 20 - Estatísticas do processamento das áreas suscetíveis a processos erosivos lineares
utilizando o algoritmo Forest Based no MDT sem filtro Perona Malik (treinamento).

Classe F1-Score MCC Sensitividade Acurácia
0 0,96 0,83 0,93 0,94
1 0,86 0,83 0,99 0,94

Tabela 21 - Estatísticas do processamento das áreas suscetíveis a processos erosivos lineares
utilizando o algoritmo Forest Based no MDT sem filtro Perona Malik (validação).

Classe F1-Score MCC Sensitividade Acurácia
0 0,91 0,59 0,87 0,86
1 0,67 0,59 0,80 0,86

Tabela 22 - Estatísticas do processamento das áreas suscetíveis a processos erosivos lineares
utilizando o algoritmo Forest Based no MDT com o filtro Perona Malik (treinamento).

Classe F1-Score MCC Sensitividade Acurácia
0 0,96 0,84 0,93 0,94
1 0,87 0,84 0,99 0,94

Tabela 23 - Estatísticas do processamento das áreas suscetíveis a processos erosivos lineares
utilizando o algoritmo Forest Based no MDT com o filtro Perona Malik (validação).

Classe F1-Score MCC Sensitividade Acurácia
0 0,91 0,61 0,87 0,86
1 0,68 0,61 0,80 0,86

Tabela 24 - Estatísticas do processamento das áreas suscetíveis a processos erosivos lineares
utilizando o algoritmo Gradiente Boosting no MDT sem filtro Perona Malik (treinamento).

Classe F1-Score MCC Sensitividade Acurácia
0 1,00 0,99 1,00 1,00
1 0,99 0,99 0,98 1,00

Tabela 25 - Estatísticas do processamento das áreas suscetíveis a processos erosivos lineares
utilizando o algoritmo Gradiente Boosting no MDT sem filtro Perona Malik (validação).

Classe F1-Score MCC Sensitividade Acurácia
0 0,97 0,82 0,89 0,95
1 0,85 0,82 0,81 0,95

Tabela 26 - Estatísticas do processamento das áreas suscetíveis a processos erosivos lineares
utilizando o algoritmo Gradiente Boosting no MDT com filtro Perona Malik (treinamento).

Classe F1-Score MCC Sensitividade Acurácia
0 1,00 0,99 1,00 1,00
1 0,99 0,99 0,99 1,00

Tabela 27 - Estatísticas do processamento das áreas suscetíveis a processos erosivos lineares
utilizando o algoritmo Gradiente Boosting no MDT com filtro Perona Malik (validação).

Classe F1-Score MCC Sensitividade Acurácia
0 0,97 0,83 0,98 0,95
1 0,86 0,83 0,84 0,95
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Figura 24 – Detalhe da comparação entre os algoritmos FB (A e C) e GB (B e D), com e sem a
aplicação do filtro Perona Malik no MDT para predição de áreas suscetíveis ao
desenvolvimento de processos erosivos lineares (áreas escuras).

4.3. Mapeamento dos processos erosivos lineares inserindo parâmetros
das áreas úmidas

O mapeamento das áreas úmidas é importante devido à incidência de

processos erosivos lineares envolvendo esses ecossistemas, especialmente

em suas áreas limítrofes, uma vez que os processos erosivos podem se iniciar

nos limiares das variáveis utilizadas no mapeamento das áreas úmidas, como

as mais altas declividades e as áreas com solos menos úmidos. Portanto, a

utilização dos parâmetros de áreas úmidas consiste na possibilidade de

surgimento de processos erosivos lineares nesse tipo de ecossistema. A Figura

25 ilustra essa situação, de um processo erosivo linear que se inicia no limite

de uma área úmida (em área não úmida) e se estende até dentro da área

úmida.
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Figura 25 – Exemplo de processo erosivo linear que tem início fora de uma área úmida e se
desenvolve para seu interior.

Considerando o Teste 3 do fluxograma da Figura 17, o teste da

acurácia no mapeamento dos processos erosivos lineares a partir da inserção

dos parâmetros de detecção das áreas úmidas (curvatura em planta, TWI e

DTW) indicou que, independentemente do algoritmo (FB ou GB), a utilização

dessas variáveis acrescidas às demais aumenta a capacidade de mapeamento

das áreas suscetíveis. Os valores de F1 aumentam, assim como a

sensitividade, demonstrando que o conjunto de dados apresentam menos

falsos positivos com a utilização dos parâmetros, levando a uma acurácia maior

no mapeamento geral, como comprovado nos dados de validação

apresentados na Tabela 28.
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Tabela 28 – Estatísticas dos dados de validação para o teste utilizando os parâmetros de áreas
úmidas.

FOREST-BASED - MDT ORIGINAL
Classe F1-Score MCC Sensitividade Acurácia

0 0,97 0,83 0,98 0,95
1 0,86 0,83 0,84 0,95

FOREST-BASED – PM
Classe F1-Score MCC Sensitividade Acurácia

0 0,92 0,66 0,89 0,88
1 0,72 0,66 0,84 0,88

GRADIENT BOOSTING - MDT ORIGINAL
Classe F1-Score MCC Sensitividade Acurácia

0 0,98 0,89 0,99 0,97
1 0,91 0,89 0,89 0,97

GRADIENT BOOSTING – PM
Classe F1-Score MCC Sensitividade Acurácia

0 0,99 0,92 0,99 0,98
1 0,93 0,92 0,90 0,98

Quando comparados os resultados com e sem a inserção dos

parâmetros de áreas úmidas, as estatísticas demonstram incremento na

acurácia do mapeamento. Considerando apenas o algoritmo GB, com

aplicação do filtro PM, que apresentou melhor performance nos testes

anteriores, a acurácia do mapeamento chega a 98% (Figura 26, Tabela 29).

Tabela 29 – Comparação entre as estatísticas do mapeamento com e sem a inserção dos
parâmetros de áreas úmidas, considerando o algoritmo GB com aplicação do filtro PM.

Sem parâmetros de áreas úmidas
F1 MCC Sensitividade Acurácia
0,97 0,83 0,98 0,95
0,86 0,83 0,84 0,95

Com parâmetros de áreas úmidas
F1 MCC Sensitividade Acurácia
0,99 0,92 0,99 0,98
0,93 0,92 0,99 0,98
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Figura 26 – Detalhe da comparação entre o mapeamento com e sem a inserção dos
parâmetros de áreas úmidas, considerando apenas o algoritmo GB, com aplicação do filtro PM.

É possível verificar na Tabela 30, que o algoritmo GB classificou como

classe 1 (áreas com potencial erosivo) um percentual menor de pixels que o

algoritmo FB e mesmo assim, de acordo com o F1 score, obteve melhor

resultado, ou seja, definiu uma área menor de áreas susceptíveis e teve um

maior grau de acerto.
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Tabela 30 – Percentual de pixels classificados como classe 1 (processos erosivos lineares) e
resultado estatístico do F1 Score.

Algoritmo
F1 score

Percentual de pixels
classificados como

classe 1
(áreas com potencial
erosivo) da área total0 1

Gradient Boosting_MDT_3m 0.97 0.85 25.21%

Forest Based_MDT_3m 0.91 0.67 33.86%

Gradient Boosting_MDT_com_AU_3m 0.98 0.91 24.82%

Forest Based_MDT_com_AU_3m 0.92 0.71 29.42%

Gradient Boosting_MDT_3m_PM 0.97 0.86 26.65%

Forest Based_MDT_3m_PM 0.91 0.68 35.80%
Gradient
Boosting_MDT_com_AU_3m_PM 0.99 0.93 25.97%

Forest Based _MDT_com_AU_3m_PM 0.92 0.72 31.47%
AU (área úmida) – PM (Perona Malik)

4.4. Mapeamento de áreas susceptíveis ao desenvolvimento de
processos erosivos na área teste com resolução de 0,5 metros

De posse dos melhores resultados dos testes metodológicos, foram

definidos os parâmetros mais adequados para o mapeamento das áreas

susceptíveis ao desenvolvimento de processos erosivos, são eles:

● Aplicação do filtro Perona Malik no MDT original;

● Utilização do algoritmo Gradient Boosting;

● Inserção das variáveis de mapeamento das áreas úmidas junto às

variáveis de mapeamento mais utilizadas na bibliografia consultada para

mapeamento de áreas susceptíveis ao desenvolvimento de processos

erosivos.

Assim, procedeu-se ao último teste metodológico, ainda na área teste,

relacionado à melhora na resolução espacial do dado de entrada, aplicando

esses parâmetros a um MDT com resolução de 0,5 metro, que demonstraram

melhoria na capacidade de identificação das áreas susceptíveis à medida que

a resolução espacial do MDT foi aumentada de 3m para 0,5m, (Jiang et al.,

2020; López-Tapia et al., 2021).

As estatísticas mostram que os valores de todos os parâmetros

melhoram com uma resolução espacial maior, desde o F1, a sensitividade, até
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a acurácia, todos eles chegando a próximo de 1, indicando o alto desempenho

do modelo (Tabela 31).

Tabela 31 – Estatísticas dos dados de validação no mapeamento das áreas suscetíveis a
processos erosivos lineares com utilização do MDT com resolução de 0,5m, aplicando o filtro
PM e o algoritmo GB

Classe F1-Score MCC Sensitividade Acurácia
0 1,00 0,98 1,00 0,99
1 0,98 0,98 0,98 0,99

Quando comparados os mapeamentos na resolução de 3m e de 0,5m,

os dados indicam sensível melhora do F1-Score de 93 para 99%, além de

visível melhora na definição espacial das áreas suscetíveis, corroborando a

indicação de uso de MDT com melhor resolução espacial (Figura 27).

Figura 27 - Comparação entre os dados processados com base no MDT com resolução de 3
metros (A) e 0,5 metros (B).

Desta forma, considerando os valores de F1 Score e acurácia de todo

o fluxograma de processamento, pode-se observar o aumento na precisão do

mapeamento dos processos erosivos lineares à medida que vão integrando-se

o filtro Perona Malik ao MDT, algoritmos diferentes (FB e GB), parâmetros de
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mapeamento de área úmida, além do aumento na resolução espacial do dado

de entrada, como mostram as Figura 28 Figura 29.

Figura 28 – Fluxograma de crescimento da acurácia nas etapas de processamento no
mapeamento das áreas suscetíveis à processos erosivos lineares.

Onde,
Eixo x (nível de processamento):
1 = Processos erosivos lineares - Forest-Based - MDT 3 metros original
2 = Processos erosivos lineares - Forest-Based - MDT 3 metros PM
3 = Processos erosivos lineares - Gradient Boosting - MDT 3 metros original
4 = Processos erosivos lineares - Gradient Boosting - MDT 3 metros PM
5 = Processos erosivos lineares com parâmetros de áreas úmidas - Gradient Boosting – MDT 3
metros PM
6 = Processos erosivos lineares com parâmetros de áreas úmidas - Gradient Boosting – MDT 0,5
metro PM

Figura 29 – Gráfico dos valores de F1 e Acurácia dos diversos níveis de processamento.
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4.5. Mapeamento de áreas susceptíveis ao desenvolvimento de
processos erosivos em toda a área urbana no Distrito Federal

Seguindo os procedimentos que forneceram os melhores resultados, foi

elaborado o mapa final de “Áreas Suscetíveis ao Desenvolvimento de

Processos Erosivos Lineares em toda a área urbana do Distrito Federal”,

utilizando os seguintes parâmetros:

● MDT com resolução de 1m filtrado com o Perona Malik (devido a

limitação de 2 bilhões de pixels do ArcGis Pro 3.2, só foi possível

elaborar o mapa final com 1 metro de resolução espacial);

● Algoritmo Gradient Boosting;

● Inserção dos parâmetros para o mapeamento das áreas úmidas junto

aos demais parâmetros (Figura 30).

● Parâmetros utilizados para elaboração do mapeamento dos processos

erosivos lineares: MDT com resolução de 1 metro com filtro Perona

Malik; utilizando sete variáveis (curvatura tangente, fluxo acumulado, TPI,

CTIN, TRI, LS e P) (Figura31).

A Figura 32 mostra o resultado do mapeamento de toda a área urbana

do Distrito Federal, onde a classe 1 representa as áreas susceptíveis a

ocorrência de processos erosivos lineares.
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Figura 30 - Variáveis de mapeamento das áreas úmidas a partir de MDT com resolução de 1
metro e filtro Perona Malik: (A) Curvatura em planta; (B) TWI; (C) DTW; (D) Abrangência da
área.

A B

C D
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Figura 31 - Parâmetros gerados a partir de MDT com resolução de 1 metro e filtro Perona Malik
(A) Curvatura tangente; (B) TRI; (C) Fluxo acumulado; (D) LS; (E) TPI; (F) P; (G) CTIN; (H)
Abrangência da área.

A B

C D

E F

G H
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Figura 32 – Mapa de previsão de áreas susceptíveis a processos erosivos lineares da área urbana do Distrito Federal.
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Esse resultado binário (área suscetível – 1, não área suscetível – 0) se

mostra de enorme aplicabilidade para os gestores públicos, uma vez que

consegue indicar com alto grau de acerto todos as áreas com possibilidade de

desenvolvimento de processos erosivos lineares.

5. DISCUSSÃO

A obtenção de dados precisos a respeito da suscetibilidade à erosão

linear continua sendo um desafio para gestores e planejadores de uso da terra.

Para enfrentar esta situação, os pesquisadores têm se debruçado na

proposição de modelos que possam identificar locais susceptíveis a ocorrência

de processos erosivos em diversas regiões do planeta. Neste artigo, foram

avaliados dois algoritmos, o Forest Based e o Gradient Boosting, que se

baseiam em modelos de previsão utilizando a combinação de parâmetros

morfométricos gerados a partir de MDTs com 3, 1 e 0,5 metros de resolução

espacial.

Pode-se observar que, além da utilização do filtro Perona Malik no

dado de entrada trazer melhores resultados, o algoritmo Gradiente Boosting se

destacou na previsão dessas áreas, corroborando com trabalhos que utilizaram

Aprendizagem de Máquina, como Chen et al. (2021), que testou algoritmos

para o mapeamento de processos erosivos em Meimand, no Irã, incluindo o

Boosted Tree (BT), Boosted Generalized Linear Models (BGLM), Boosted

Regression Tree (BRT), Extreme Gradient Boosting (XGB) e Deep Boost (DB),

sendo o último um algoritmo de aprendizagem profunda - Deep Learning. O

autor encontrou que o método DB apresentou um desempenho um pouco

maior (AUC = 0,95) do que as abordagens BT (AUC = 0,93), BGLM (AUC =

0,91), BRT (AUC = 0,94) e XGB (AUC = 0,92), sendo possível inferir que o

algoritmo XGB, o mesmo utilizado na presente pesquisa, obteve apenas 0,3%

a menos de acurácia que o algoritmo de aprendizagem profunda.

Assim, o trabalho no DF demonstrou alto desempenho na previsão de

áreas susceptíveis a deflagração de processos erosivos lineares e o algoritmo

Gradiente Boosting executou essas previsões com rapidez e eficiência mesmo

com uma quantidade limitada de amostras, uma vez que as amostras de

processos erosivos lineares mapeados são cicatrizes de processos que já
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aconteceram. Esse resultado demonstra que, mesmo com amostragem

reduzida, a porcentagem de acerto foi altíssima.

No que diz respeito à resolução espacial do dado de entrada, a

bibliografia consultada demonstra que a maioria dos MDTs utilizados nas

pesquisas são de média resolução, como do sensor ALOS, com 12,5m

(ARABAMERI et al., 2020b; ARABAMERI et al., 2020ª , ARABAMERI et al.,

2020c; ARABAMERI et al., 2021;; NHU et al., 2020; BAND et al., 2020; YANG

et al., 2021; SAHA et al., 2021; AMARE et al., 2021) ou do Shuttle Radar

Topography Mission - SRTM e LANDSAT, com 30m (ARABAMERI et al.,

2019;ARABAMERI; PRADHAN; REZAEI, 2019; REZA et al., 2020;

GHORBANZADEH et al., 2020; RAIKWAR, 2021; CHOWDHURI et al., 2021;

AHMADPOUR et al., 2021; BUSCH et al., 2021; HEMBRAM et al., 2021).

Assim, foi demonstrado que a resolução espacial influencia na melhora dos

resultados e, quanto mais alta a resolução espacial, melhor o desempenho dos

modelos aplicados. Além disso, à medida que se diminui o pixel, melhor é a

capacidade de acerto do método, bem como menor a área identificada como

susceptível. Por este motivo a utilização de dados com 3m, 1,5m e 0,5m

comprova a melhoria dos resultados à medida que a resolução aumenta.

Os índices TWI, DTW e Curvatura em planta utilizados para o

mapeamento das áreas úmidas e aplicados no processo de mapeamento de

áreas susceptíveis a processos erosivos foi decisivo. Em todos os resultados

obtidos na área teste houve o aumento do desempenho tanto do algoritmo

Forest Based quanto do algoritmo Gradient Boosting, demonstrando que os

processos erosivos estão intimamente relacionados com a presença de áreas

úmidas no contexto da paisagem do trabalho. O melhor resultado obtido foi

executado pelo algoritmo Gradient Boosting, chegando a uma acurácia de

0,98%, demonstrando melhora significativa com a utilização dos parâmetros,

garantindo assim maior precisão nas previsões.

A capacidade de predição de um modelo está intimamente relacionada

ao tamanho da área que ele irá considerar como susceptível a ocorrência de

um fenômeno, no caso aqui a deflagração de processos erosivos. A maioria

dos mapas de susceptibilidade são elaborados dividindo-se em classes de alta,

média, baixa susceptibilidade (AMARE et al., 2021; POLOVINA et al., 2021;
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RAHMATI et al., 2022). Os diversos testes elaborados na pesquisa levaram o

mapa final a um alto grau de acerto, isso permitiu que o mapa final fosse

apresentado de forma binária, ou seja, a área é ou não susceptível. Essa forma

de predição auxilia muito mais o planejamento de uso e ocupação do solo,

possibilitando evitar ou mitigar os avanços dos processos erosivos de maneira

localizada, sendo uma informação promissora para a realização de um

ordenamento territorial.

6. CONCLUSÃO

Este estudo utilizou parâmetros morfométricos derivados de MDTs na

escala de detalhe para o mapeamento de áreas susceptíveis a processos

erosivos lineares no DF por meio da comparação entre dois algoritmos de

aprendizagem de máquina: o Forest Based e o Gradiente Boosting.

A aplicação do filtro Pernona Malik no MDT demonstrou que sua técnica

de suavização não linear de imagens reduz o ruído e preserva detalhes

importantes do MDT, aumentando a porcentagem de acertos e a acurácia dos

modelos aplicados.

Tanto os algoritmos Forest Based quanto o Gradient Boosting, utilizando

como parâmetros de entrada os índices DTW, TWI e curvatura em planta,

obtiveram resultados satisfatórios quanto à delimitação de áreas úmidas,

demonstrando que ambos são capazes de construir mapas de previsão de área

desse tipo de ecossistema.

Parâmetros morfométricos derivados do relevo, quando utilizados

levando em consideração o seu grau de importância para a confecção de

mapas voltados à previsão de processos erosivos, são fontes importantes para

representar a dinâmica geomorfológica, demonstrando a eficácia desse tipo de

dado associado a estudos ambientais. Os parâmetros de áreas úmidas,

quando adicionados ao processamento, aumentaram a precisão e a acurácia

dos modelos, sendo fundamentais para um melhor desempenho na previsão de

processos erosivos lineares.
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A aprendizagem de máquina demonstrou bom desempenho quanto a

sua utilização para a previsão de processos erosivos. Isso porque, mesmo

diante da limitação referente ao número de amostras de cicatrizes de

processos erosivos lineares mapeadas, a previsão das áreas susceptíveis teve

alta acurácia e precisão.

Apesar do algoritmo GB ter classificado uma quantidade menor de pixels

como áreas com potencial erosivo em comparação ao algoritmo FB, de acordo

com o F1 score, o GB obteve um resultado superior. Ou seja, delimitou uma

área menor de áreas suscetíveis a processos erosivo lineares e alcançou um

maior grau de acerto. Assim, o algoritmo Gradient Boosting teve melhor

desempenho no mapeamento de processos erosivos lineares, uma vez que

apresentou melhores resultados em relação à precisão, acurácia e ao F1 score

em todos os testes, além de apresentar maior rapidez de processamento.

Os testes relacionados à resolução espacial do MDT demonstraram que

esse parâmetro influencia na acurácia e precisão do mapeamento. Entretanto,

o volume de dados em consequência de sua resolução afeta a rapidez do

processo e demanda hardwares com maior poder de processamento. Além

disso, o trabalho demonstrou a importância da utilização de MDTs

hidrologicamente consistidos.

Outro ponto importante do trabalho é que a elaboração de um mapa

binário (1 – áreas susceptíveis e 0 – áreas não susceptíveis) com informações

de áreas susceptíveis a processo erosivos lineares promove um mapeamento

mais assertivo e localizado do que os mapeamentos que rotulam para toda a

área categorias de alto, média e baixa susceptibilidade. Isso facilita a atuação

dos gestores na formulação de políticas públicas e o planejamento de ações.

Assim, os mapas de susceptibilidade produzidos neste estudo podem

ser utilizados para o planejamento do uso e cobertura da terra e gestão do

risco de processos erosivos lineares, contribuindo significativamente com os

gestores no intuito de minimizar e mitigar o problema de processos erosivos

lineares, prevenindo processos futuros e tomando medidas preventivas de

posse de dados confiáveis.-

https://www.sciencedirect.com/topics/agricultural-and-biological-sciences/land-use-planning
https://www.sciencedirect.com/topics/agricultural-and-biological-sciences/land-use-planning
https://www.sciencedirect.com/topics/agricultural-and-biological-sciences/land-use-planning
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