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REesumo

O sono consiste de uma série de etapas fundamentais para a qualidade de vida em varias
espécies. Sua importancia ¢ comparavel a alimentacao e a pratica de atividades fisicas. No entanto,

seu entendimento ainda tem lacunas que precisam ser estudadas.

Nesse sentido, duas tecnologias podem contribuir, em particular, para o entendimento do sono.
A primeira diz respeito ao eletroencefalograma (EEG), que tem relevancia em diversos estudos da
neurociéncia, inclusive para o sono. A outra tecnologia ¢ a do aprendizado de maquina, que vem
ganhando espago como ferramenta para identificagdo de padrdes que auxiliam no diagndstico; mas
ainda ha poucos trabalhos que utilizam essas técnicas na identificagdo de patologias associadas ao

Sono.

Diante disso, esse trabalho se propde a comparar diferentes abordagens de aprendizado de
maquina a partir de dados de EEG com a finalidade de automatizar analises para auxilio em
diagnésticos de patologias associadas ao sono. Para isso, foram comparadas a utilizacdo de
maquinas de vetor de suporte (SVM) e florestas aleatorias (Random Forest) com diferentes
hiperparametros a partir de caracteristicas obtidas por meio de calculo de energias em bandas de

frequéncia dos sinais.

Nos experimentos com SVM, foram testadas abordagens com variacdo de kernels; com
Random Forests, profundidade méxima. Adicionalmente, esses resultados foram comparados com
os obtidos com wuso de redes neurais convolucionais (CNN), definindo caracteristicas
dinamicamente por meio das camadas dessa rede. Nestas arquiteturas de CNN, foram utilizadas

distintas camadas convolucionais e densas com altera¢ao de hiperparametros.

Para a realizagdo desse trabalho, foram utilizados dados de polissonografia disponiveis no
portal Physionet. A partir desses dados brutos, houve selecdo de caracteristica e, com excecao dos
experimentos que utilizaram CNN, extra¢do de caracteristicas utilizando transformada de Fourier,

selecionando distintas derivagdes (eletrodos).

No estudo piloto, foram implementados algoritmos para detectar o sinal de EEG de epilepsia
noturna do lobo frontal. Os resultados obtidos com SVM e Random Forest sugerem que esses
classificadores podem identificar padrdes relevantes a partir de sinais de EEG: a maior acuracia

(média de 5 folds) foi de 60% em ambas as abordagens. Além disso, as comparacdes do trabalho

v



com essas abordagem mostraram que a distribuigdo espacial da informagdo ¢ homogénea. Por outro
lado, ndo foi possivel distinguir os sinais de EEG de participantes com epilepsia, ainda que
utilizando-se diferentes arquiteturas, variando-se quantidade de camadas, func¢des de ativacao,

quantidade de neuronios e dropout.

Em seguida, foram implementados novos experimentos utilizando os resultados dos estudos
preliminares como direcionamento. Para isso, novos classificadores foram treinados com dados que
passaram por outras etapas de preparagdo a partir de janelamento do sinal e filtro dos sinais. Com

1sso, houve melhoria nas métricas de desempenho dos classificadores.

Palavras-chave: Eletroencefalograma; Sono; Aprendizado de Maquina; Maquinas de Vetor de

Suporte; Florestas Aleatorias; Processamento de Sinais.

vi



ABSTRACT

Sleep consists of a series of fundamental stages for the quality of life in several species. Its
importance is comparable to food and physical activity. However, their understanding still has gaps

that need to be studied.

In this sense, two technologies can contribute, in particular, to the understanding of sleep. The
first concerns the electroencephalogram (EEG), which is relevant in several neuroscience studies,
including sleep. The other technology is machine learning, which has been gaining ground as a tool
for identifying patterns that aid in diagnosis; but there are still few works that use these techniques to

identify pathologies associated with sleep.

Therefore, this work proposes to compare different machine learning approaches from EEG
data in order to automate analyzes to aid in the diagnosis of sleep-associated pathologies. For this, the
use of support vector machines (SVM) and random forests (Random Forest) with different
hyperparameters from characteristics obtained by calculating energies in signal frequency bands were

compared.

In experiments with SVM, approaches with grain variation were tested; with Random Forests,
maximum depth. Furthermore, these results were compared with those obtained using convolutional
neural networks (CNN), defining characteristics dynamically through the layers of this network. In
these CNN architectures, distinct convolutional and dense layers were used with changing

hyperparameters.

To carry out this work, polysomnography data available on the Physionet portal was used.
From these raw data, there was feature selection and, with the exception of experiments that used

CNN, feature extraction using Fourier transform, selecting different derivations (electrodes).

In the pilot study, algorithms were implemented to classify the EEG signal of nocturnal frontal
lobe epilepsy. The results obtained with SVM and Random Forest suggest that these classifiers can
identify relevant patterns from EEG signals: the highest accuracy (mean of 5 folds) was 60% in both
approaches. In addition, comparisons of the work with these approaches showed that the spatial
distribution of information is spatially homogeneous. On the other hand, it was not possible to
distinguish the EEG signals of participants with epilepsy, even using different architectures, varying

the number of layers, activation functions, number of neurons and dropout.
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Then, new experiments were implemented using the results of preliminary studies as a
guideline. For this, new classifiers were trained with data that went through other stages of preparation
from signal windowing and signal filtering. As a result, there was an improvement in the performance

metrics of the classifiers.

Keywords: Electroencephalogram; Sleep; Machine Learning; Support Vector Machines; Random

Forests; Signal Processing.

viii



SumARIO

T INTRODUCGAO. .« et e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e eeaeeeeenans 1
| O 153 157 7 OO RPRUPRPSR 3
|22 B 0 o] 11 A o € 1<) v | FO RSP SRTSRRTR 3

1.2.2 Objetivos ESPeCifiCOS....c.uiriiriiiiiiiiiiiente ettt 3

2 FunpAMENTACAO TEORICA 5
00 S 1+ ) s Lo T PSPPSR 5
2.2 Caracterizag@0 do SiStema NETVOSO......c.eiecuiieiiiiieerieeeieeeeiee et e eetreeeetaeeeeaeeesbeeeereeesareeeeenes 7
2.3 Ondas Cerebrais € 0 EEGu.......ccoooiiiiiiiiiecc ettt s 8
2.4 Caracterizacdo € Monitoramento de Estdgios de Sono.........ccccoeveeviienieniiieniienieeiiee, 11
2.5 Processamento e Classificacao de SINAiS.........cccceeiuiiiiiiiiiieeeeiiiee e e 16
2.6 Aprendizado de MAQUING. . ......ccceeeiiiiiiiiiiieiie ettt ettt ettt e et saeeebeesseeenbeeseaeenseas 24

B B O . TSy o7 16 (o) (TSRS 40
2.8 Patologias ASSOCIAAAS Q0 SOMNO. . ..cc.eeriiiiiieiiieitieiieeieeeiee ettt et eete e bt eseeeebeesaeeebeeseneenseas 50

3 Marteriatis E METODOS 52
3.1 Descricdo do Conjunto de Dados.........ccceeruieiiriiniiiiiniiiecicneeeestee s 52
3.2 Ingestdo, Pré-processamento ¢ Extragdo de CaracteristiCas........oevveeveereeeciienieeeireeneenneans 55
3.3 Implementacdo de Classificadores. ........ccciiriiiiiieniieiierie et 59

4 REesuLtADOS E DISCUSSOES 64
5 ConcLusio 70
ListA bE REFERENCIAS 71

X



LisTA DE TABELAS

Tabela 4.1. Comparacdo de acuracia de modelos utilizando SVM, com a derivagao “F4-C4” e
variando 0 Kernel. ... 65

Tabela 4.2. Comparagdo de acurdcia de modelos utilizando RF, com a derivagdo “F4-C4” ¢
variando a profundidade das ArvOTes.........c..oiuiiiiiii i e 65

Tabela 4.3. Arquiteturas e hiperparametros utilizados nos modelos de redes neurais convolucionais.



LisTtAa bE QUADROS

Quadro 2.1. Principais caracteristicas das fases de sono e da vigilia....................cooviiiinne, 12

Quadro 2.2. Trabalhos em aprendizado de mAqUINGA..........cvviiiiiiiiiiiiii i, 25

Quadro 3.1. Descrigao geral do contetido dos arquivos disponibilizados no conjunto de dados
UEHIZAAO. ..o e 53

Quadro 3.2. Mapeamento dos registros de polissonografia..............cccoovviiiiiiiiiiiiiiniiiiennn... 54

X1



LisTA DE FIGURAS

Figura 2.1. Divisdes anatomica e funcional do SN. Esse sistema pode ser dividido
morfologicamente em SNC e SNP. Na perspectiva funcional, por outro lado, pode ser dividido em
funcdo sensitiva e fun¢do integradora. Além disso, ainda se divide o SNP em somadtico (SNS),
autdonomo (SNA) € eNteriCO (SNE).....iiiiiiiiieeie et eeaaeeeanees 7

Figura 2.2. Representagdo do modelo de regulagdo dos processos do sono. A figura mostra a Curva
S e a Curva C - que também podem ser chamados de processos, respectivamente, S e C. A primeira
curva representa o débito de sono associado aos eventos homeostaticos. A segunda, por sua vez,
representa o ciclo circadiano. A intensidade do processo (eixo vertical) esta em funcdo do periodo
do dia (eixo horizontal, €M NOTaS)........ccceiviieiiiiiiiiiiecieeieee e et 15

Figura 2.3. Esquema do diagrama dos sistemas de comunicagdo. Nessa representagdo, ha a
mensagem ¢ transmitida partindo de uma fonte de informagdo; o sinal recebido pelo receptor ¢
composto pelo sinal inicial e, de uma forma geral, por um ruido. Por fim, uma mensagem resultante
o] TS e B T (15150 o J PN 17

Figura 2.4. Representacdo de sinais de tempo continuo (a) e de tempo discreto (b). No sinal de
tempo continuo (a), os valores assumidos pela varidvel de tempo sdo continuos; no sinal de tempo
discreto (b), por sua vez, ha valores especificos inteiros que podem ser assumidos pela variavel de
tempo. O eixo vertical representa a amplitude do sinal em ambos os graficos. O eixo horizontal
representa o  tempo: em (a), assume valores reais; em (b), apenas valores
101157401 18

Figura 2.5 - Sobreposicao das representacdes de um sinal de tempo continuo e tempo discreto
amostrado a partir do primeiro. Nesse sentido, o sinal de tempo discreto corresponde ao sinal de
tempo continuo para os valores definidos no tempo discreto .O eixo vertical representa a amplitude
do sinal; o eixo horizontal representa 0 teMPO.........vuuiiriititie e eeeaeaes 19

Figura 2.6. Representacdo de um sistema de tempo discreto: a entrada ¢ um sinal “x(n)”; a saida,
“y(n)”. Esses dois sinais s30 de tempo diSCIeto.........ooueiuiiuiiitiiiiii e 20

Figura 2.7. Esquema comparando as solu¢des a partir de um problema no espago original e no
espaco transformado. De uma forma geral, a justificativa para transformadas integrais ¢ a
simplificagdo da solucdo no espago resultante dessa transformada. Assim, o problema ¢ resolvido
no espaco transformado e, em seguida, aplica-se a transformada inversa nessa solu¢do para o
espaco original do Problema...........c.oiuiiii e 22

Figura 2.8. Representacdo do fendmeno de aliasing. No primeiro caso, a frequéncia de amostragem
atende ao critério de Nyquist. No segundo, no entanto, a frequéncia nao atende e, por isso, ocorre
perda de informacdo. Essa perda ¢ representada pela sobreposicdio na imagem
T 24

X1l



Figura 2.9 - Exemplo com um conjunto de dados para aprendizado supervisionado. Nessa
ilustracdo, cada linha ¢ um registro de uma pessoa; as primeiras colunas (idade e massa)
representam as caracteristicas (“features”), que sdo as informagdes sobre os dados a partir das quais,
supostamente, sera possivel classificar um registro; a ultima coluna (grupo), por sua vez, ¢ a
indicagdo da classe a qual cada regiStro PerteNnCe. ... . .vuvirieeiit ettt e eeeaens 27

Figura 2.10. Representacdo de (a) um conjunto de dados sem rétulos em um grafico com
caracteristicas dos dados em cada eixo e com (b) uma possivel separagao de classes a partir de um
algoritmo de aprendizado nAo SUPETVISIONAAO. ......o.iiuiiniiii i, 28

Figura 2.11. Visualiza¢do de um conjunto de dados utilizando t-SNE. Nesse exemplo, as classes sao
objetos agrupados em um mapa de caracteristicas bidimensional: pontos mais proximos tendem a
pertencer a mesma classe. Esse método permitiu representar graficamente dados com multiplas
oD 11 1) o 1] 5 (6221 PPt 28

Figura 2.12 - ilustra¢do de um conjunto de dados parcialmente rotulado. Cada um dos trés simbolos
representam uma classe. O circulo com uma interrogagao (em destaque), por sua vez, representa um
registro cuja classe € desconhecida. ... ......oviiiiii i e 29

Figura 2.13. Ilustracdo esquematizando aprendizado baseado em refor¢o. Se a escolha realizada
pelo agente se refletir em um resultado esperado, ha um aumento de pontuagdo a esse caminho:
reforgo positivo. No entanto, se a escolha se refletir em um resultado distinto, hd uma perda de
PONLOS: TETOTCO NMEGATIVO . L.ttt ettt ettt ettt et et e e et e et e e e e e e e e e e e e aeeneenaeeanaas 30

Figura 2.14. Ilustracdo de aprendizado baseado em instancia com métrica de similaridade baseada
em menor distancia. Nesse exemplo, cada simbolo no espaco de caracteristicas representa uma
classe conhecida. A classe do novo registro (em destaque), por outro lado, ¢ desconhecida. Por se
tratar de uma abordagem baseada em menor distancia, esse novo registro serd rotulado com a
mesma classe a qual o losango azul pertence. Cada um dos eixos (vertical e horizontal) representam
UMA CATACTETISTICA. ...ttt ettt ettt ettt et et et e et e et e e et e ettt et et et e e e eneaas 32

Figura 2.15. Tlustracdo de aprendizado baseado em modelo. Nesse exemplo, cada simbolo no
espaco de caractetisticas representa uma classe conhecida. A reta tracejada, por sua vez, separa as
classes - uma representagao de modelo. Nesse sentido, um registro acima dessa reta ¢ classificado
como pertencente & mesma classe do losango azul. Caso contrario, pertence a outra classe. Diante
disso, o novo registro (em destaque) pertence & mesma classe do losango azul. Cada um dos eixos
(vertical e horizontal) representam uma CaracteriStiCa. ......o.vvurirrierientiint ettt aiieiieaneenannn 33

Figura 2.16. Tlustragdo de sobreajuste (overfitting) ap6s treino de conjunto de dados. Cada classe
esta representada por um simbolo: losango e tridngulo. A curva, por sua vez, representa o modelo.
O sobreajuste ¢ evidenciado pela tentativa excessiva de ajustar a curva aos dados de exemplos que,
consequentemente, diminui o poder de generalizagdo. Assim, a classificacdo de um novo registro
(em destaque na imagem) com classe desconhecida seré dificultada. Cada um dos eixos (vertical e
horizontal) representam Uma CaraCteriStICa. . .. .. uvvrtiitt ettt et a et ee e e aaeenaaes 36

xiii



Figura 2.17. Ilustragdo de sub-ajuste (underfitting) no modelo de classificacdo. Cada classe esta
representada por um simbolo: losango e tridngulo. H4 uma uma reta (representando o modelo) para
a separagdo das classes “losango” e “tridngulo”. O subajuste ¢ evidenciado pela simplifica¢dao do
modelo que ¢ linear, enquanto que a distribuicdo dos registros ndo ¢ linear. Dessa forma, o modelo
ndo ¢ robusto o suficiente para classificar adequadamente um novo registro, como ¢ o caso do
registro em destaque: sua classificagdo ¢ hipoteticamente desconhecida; o modelo tenderia a ndo
classificar corretamente. Cada um dos eixos (vertical e horizontal) representa uma
LoD 1o 1<) 0 1] 1 (72 37

Figura 2.18. Representacao de um fluxo de trabalho em aprendizado de maquinas para a separagao
do conjunto de dados brutos em dados de treinamento, de validagao e de teste. Cada um desses tem
finalidade especifica: os “dados de treinamento” sdo utilizados para a identificacao de padrdes por
meio do algoritmo de treinamento do modelo; os “dados de validacdo” sdo utilizados para verificar
os resultados do modelo em elaboracdo para auxiliar na otimizagdo dos resultados; os “dados de
teste”, por sua vez, sdo, de uma forma geral, desconhecidos pelo modelo e, com isso, sdo utilizados
para avaliar a capacidade de generalizagao do modelo criado...............ccooiiiiiiiiiiiiiii i, 38

Figura 2.19. Representacdo de uma matriz de confusdo. Os valores reais sdo uma parte dos dados
conhecidos separada para fazer essa avaliacdo; os valores preditos sdo os resultados da predigao
realizada pelos algoritmos preditivos a partir dos modelos treinados. Para a construgdo dessa matriz,
ambos os conjuntos de valores sdo comparados a com a finalidade de avaliar o desempenho do
modelo criado. O “verdadeiro” representa uma convergéncia entre os valores reais e preditos; o
“falso”, por outro lado, representa uma divergéncia entre esses valores. Adicionalmente, o
“positivo” representa a condigdo “positiva” (previamente estabelecida); analogamente, o “negativo”
representa a CONAIGAO “NEZALIVA” .......oouiiiiiriiriiiieeiiere ettt ettt ettt sbe et s esae e 39

Figura 2.20. Ilustragdao de uma arvore de decisdo em situacao hipotética para condigdes favoraveis e
desfavoraveis para a realizagdo de um experimento. Nessa arvore, cada caixa representa um no:
uma condi¢do de uma determinada variavel que serd avaliada. Ha dois tipos de nds particulares: o
superior, que ¢ a raiz (por onde a arvore comega); os inferiores, que sdo chamados de folha e
remetem a condi¢do final (para uma tarefa de classificagdo, essa ¢ a classe esperada para as
condicdes do re@istro de @Nrada)..........cecveeeiierieeiiieiieeee ettt ettt e e eeees 41

Figura 2.21. Tlustragdo de separagdo de classe com vetores de suporte. Em ambos os casos, hd duas
retas tracejadas que buscam uma regido maxima a partir da reta continua. No entanto, a segunda
situagdo ¢ um candidato mais otimizado por separar com maior distin¢do as classes representadas
POT CIrCulo € tHIANGZUIO. . ...t e e e e e 44

Figura 2.22 - Mapa de caracteristicas para um conjunto de dados com duas classes cuja separacao
tende a ndo ser linear. Nessa representacdo, ha duas classes: uma tem seus cada registro identificado
por um circulo; outra, por triANGUIOS. ........oiii e 44

Figura 3.1. Fluxograma com uma visao geral do fluxo de trabalho. Os retangulos azuis representam
os artefatos; os paralelogramos em laranja, as tarefas realizadas. Esse fluxo se inicia com a ingestao
e preprocessamento dos dados brutos para gerar os dados tratados; a partir da extragdo de
caracteristicas, ¢ gerada uma matriz de caracteristicas; sao implementados modelos com suas

Xiv



respectivas avaliagdes que geram resultados a serem avaliados por meio de métricas de
desempenho; com isso, sdo apresentadas as conclusdes do trabalho.......................cooia. 52

Figura 3.2. Fluxograma de atividades de ingestdo e pré-processamento de dados. Os retangulos
azuis representam os dados; os paralelogramos em laranja, as tarefas realizadas. Esse processo parte
da copia dos dados de PSG do servidor do PhysioNet para um computador de trabalho; ¢ aplicada
uma sele¢do dos dados de EEG e, em seguida, o resultado ¢ salvo em “.parquet”; ¢ alicada a
transformada de Fourier e, no dominio da frequéncia, sdo calculadas as energias em bandas; esses
dados sdo salvos em arquivo “.csv” para andlise futura...............oooeiiiiiii i 55

Figura 3.3. Esquema com detalhes da ingestao de dados do servidor da PhysioNet para o ambiente
local. Nesse processo, apenas os arquivos “.edf” sdo copiados para o ambiente local. Os arquivos
“txt” e “.csv” desse servidor ndo sdo utilizados nesse trabalho..................... 56

3

Figura 3.4. Representagdo da etapa de selecdo de dados e de carga em “.parquet”. Apenas as
informagdes sobre o EEG sdo utilizados; o EKG, EMG e os metadados, embora fagam parte do
conteudo dos arquivos “.edf’, ndo sdo utilizados nesse trabalho. Foram utilizadas as bibliotecas
“Pandas” e “MNE” para lidar com essa extracdo. Como resultado, foram gerados arquivos
“parquet” com registros dos potenciais para cada um dos arquivos “.edf” originais.................. 56

Figura 3.5. Representagdo da etapa de calculo das bandas de energia. Nesse processo, foi utilizada a
transformada de Fourier para fazer a transformacgdo dos dados que estavam no dominio do tempo

(quadro a esquerda) para o dominio da frequéncia (quadro a direita). Com isso foi gerado o
espectrograma para cada deriVaGA0. ... ...o.uiuiint ittt 57

Figura 3.6. Representacdo do padrdo internacional 10-20 de montagem de eletrodos de EEG em
humanos. As partes A e B da figura apresentam diferentes perspectivas da mesma montagem; a
parte C mostra uma versao extendida do modelo 10-20. Cada circulo representa um eletrodo com
sua respectiva denominac¢do no centro de cada circulo..............oooiiiiiiiiii 58

Figura 3.7. Visdo geral das comparacdes de abordagens, algoritmos e arquiteturas utilizadas nos
experimentos. Sdo trés dominios de comparagdo: utilizando-se processamento de sinais para
extracdo de caracteristicas ou com essa extragdo por parte do classificador. No primeiro caso, ha
comparacdo de eletrodos, além da comparacdo entre utilizar SVM e RF (cada um com vérios
experimentos comparando alguns hiperparametros). No segundo caso, sdo comparados os
experimentos com CNN que se distinguem por seus hiperparametros..............ccceveviiiieennennnn. 60

Figura 3.8. Etapas dos experimentos propostos para o estudo piloto. De inicio, um eletrodo ¢
escolhido arbitrariamente para a avaliagao dos algoritmos no passo (1), no qual sdo comparadas
algumas abordagens utilizando SVM (1.1) e RF (1.2). O algoritmo com o melhor resultado ¢
utilizado na comparacao entre diferentes eletrodos (2), nao apenas aquele escolhido inicialmente. O
eletrodo com o melhor resultado ¢ utilizado na ultima etapa de avaliagdo de arquiteturas utilizando
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1 INTRODUGAO

O sono diz respeito a um conjunto de estados fisiologicos caracterizados por niveis
sensoriais de redu¢do de consciéncia e de sonhos [54, 56]. Ainda ndo se sabe tudo a respeito
do sono, mas evidéncias sugerem que o sono ¢ fundamental para os animais [3, 5, 54, 57].
Nesse sentido, algumas complicagdes associadas ao sono sdo conhecidas e precisam ser mais
estudadas.

Os diagnosticos dessas patologias sdo, no geral, realizados a partir da analise de um
profissional com base em interacdes com o paciente ¢ em resultados de exames [68]. Isso
pode ocorrer por diagndstico anatdmico, funcional, sindrémico, clinico e etioldgico [68].
Embora esses diagnosticos sejam essencialmente uma competéncia médica, poderiam ser
auxiliados por analises automatizadas por meio de algoritmos que alertam os profissionais de
quadros provaveis [69, 76, 77]. Essa automagao favorece resultados iniciais mais rapidos e
precisos por meio de diagndsticos diferenciais gerados por ferramentas computacionais para
auxiliar os profissionais [69, 76, 77]; além disso, potencializa a descoberta de marcadores que
auxiliam no entendimento de processos biologicos a partir de dados [76].

A Organizag¢ao Mundial de Satde (OMS) defende um minimo de 1 médico a cada
1.000 pessoas [70]. No entanto, regides do Asia e Africa tém uma proporgdo de apenas 1
médico para cada 100.000 [70]. Além disso, a OMS estima uma deficiéncia de quase 13
milhdes de profissionais da saude até 2035 [69].

As tecnologias para auxilio a triagem e a diagnostico. Além disso, ndo substituem o
atendimento dos profissionais. Ainda assim, o desenvolvimento de solu¢des de baixo custo e
escalaveis disponibilizadas de forma integrada ou independente de outros sistemas de
cuidados médicos podem otimizar os recursos utilizados para solug¢des para a satde [69].

O eletroencefalograma (EEG) ¢ um exame utilizado com frequéncia nessa analise de
patologias associadas ao sono [25, 54, 57-59, 71-75] — podendo ser complementado por
outros exames [54, 75]. O EEG permite registrar atividades elétricas no encéfalo de forma
ndo invasiva (ainda que haja a forma invasiva), relativamente barata e com boa resolugao
temporal [54, 75]. Assim, favorece uma andlise de variacdes de estados ao longo do tempo. A
resolugdo espacial, no entanto, ¢ inferior a de outros métodos — as imagens geradas por

equipamentos de ressonancia magnética, por exemplo, t€m resolu¢do superior, sendo, assim,



mais apropriadas em estudos para identificacdio de regides lesionadas [78]. Outra
complicacdo ¢ a relacdo entre o sinal e o ruido: as atividades cerebrais ocorrem dentro da
cabeca; os eletrodos dos exames ndo invasivos, realizados em humanos, estdo na regiao
externa [3, 5, 75]. Assim, como ha material (incluindo osso) entre a regido de atividades e a
de coleta de sinais, estes precisam ser cuidadosamente tratados com a finalidade de melhorar
a qualidade dos dados.

Diante dessas limitacdes, ¢ importante estudar sobre aplicacdes de técnicas de
processamento de sinais e tratamento de dados. A exemplo disso, o uso de representagdes
transformadas, de decomposi¢des de sinais [18] e de métodos de inteligéncia artificial [69]
podem contribuir na otimiza¢ao dos processos de analise de dados de exames de EEG [75].

De um lado, o aprendizado de méquina ¢ um campo de estudos crescente € com
resultados relevantes para varias areas da saude [38-42, 69, 76, 79-81]. Por outro lado, o
estudo do sono apresenta oportunidades de estudos para identificacdo de padrdes
relacionados a diferentes estdgios do sono e de patologias [54, 79]. A esse respeito,
percebe-se que ha trabalhos utilizando-se o aprendizado de maquina no estudo de sono cujos
resultados mostram a viabilidade dessa aplicagdo nesse contexto utilizando-se SVM [80, 85,
86], Random Forests [80, 87] e redes neurais convolucionais [81-84]. No entanto, foram
encontrados poucos trabalhos que sejam voltados para a aplicacdo de aprendizado de
maquina para a analise de patologias associadas ao sono, tendo como ponto de partida os
sinais de EEG. Nesse sentido, autores afirmam que os trabalhos nessa area sao focados em
identificacao de fases do sono e que a identificacdo de patologias com esses recursos ¢ uma
oportunidade de estudo [79].

De forma complementar a abordagem de aprendizado de maquina, as técnicas de
processamento digital de sinais sdo valiosas no estudo de sinais bioldgicos, como o EEG
[88-91]. A transformada de Fourier, por exemplo, permite que seja feita a anélise dos dados
de um sinal no dominio da frequéncia [18, 32]. A partir disso, calculando-se a energia em
bandas de frequéncia, ¢ possivel obter uma representagdo do sinal com redugdo de
dimensionalidade e, consequentemente, menor consumo de recursos computacionais [6].

Assim, implementag¢des de aprendizado de maquina podem potencializar os estudos
desses sinais bioldgicos. Para um dado poder computacional, passa a ser possivel treinar
modelos com uma quantidade maior de dados do sinal original — pois estdo em um espago

com menor dimensionalidade e, por isso, requerem menos poder computacional. Isso



viabiliza utilizar dados de EEG de polissonografia em janelas de tempo maior e com maior
quantidade de participantes. Com isso, os experimentos tendem a ter melhor desempenho
[92, 93].

Diante disso, esse trabalho se propde a resolver as dificuldades de analise de dados de
EEG coletados em humanos para identificagdo de patologias associadas ao sono. Para isso,
foram implementadas rotinas de preprocessamento, extragdo de caracteristicas e treinamento
de modelos com diferentes arquiteturas de aprendizado de maquina e técnicas de
processamento digital de sinais com a finalidade de otimizar a identificagdo de patologias

associadas ao sono a partir de dados de EEG selecionados de exames de polissonografia.

1.2 OBJETIVOS

1.2.1 Objetivo Geral

Esse trabalho se propde a comparar estratégias de classificagdao de patologias associadas
ao sono a partir de sinais de EEG. Sdo utilizadas caracteristicas extraidas de sinais em
diferentes bandas de frequéncia, usando classificadores com caracteristicas tanto implicita,

quando explicitamente definidas.

Para isso, faremos inicialmente analise em diferentes bandas com diferentes modelos
(hiperparametros dos modelos em questdo) e diferentes canais de EEG (uma regido ou
namero de regides podem ser mais ou menos importantes). Considerando a distribui¢do dos
dados da base utilizada, os experimentos iniciais serdo realizados por meio de classificadores
binario implementados para a identificacdo de epilepsia noturna do lobo frontal — essa ¢ a
classe com maior quantidade de individuos com registros de polissonografia — dentre todos

os dados.

1.2.2 Objetivos Especificos
Para que o objetivo geral seja atingido, serao realizadas as atividades abaixo:

e Analise das bases de dados de EEG com defini¢do de quais sinais sdo rotulados como
grupo controle e quais estdo avaliados como associados a disturbios associados ao
sono

e [Levantamento de todas as caracteristicas de aquisi¢ao dos sinais, tais como: taxas de

aquisi¢do; eventual comprometimento do sinal em um ou mais canais



Elaborac¢ao de um algoritmo para pre-processamento e tratamento dos sinais com base
nas bandas de frequencia associadas a EEG

Elabracdo de algoritmo para extrag¢do das caracteristicas dos sinais para treinamento e
posterior avaliagdo dos classificadroes

Comparacdo de diferentes modelos (SVM e Random Forest) identificados como
oportunidades no levantamento bibliografico para classificagdo aplicados as
caracteristicas extraidas do sinal de EEG

Comparacao de diferentes combinagdes de hiperparametros e arquiteturas propostas
para classificac¢do de sinais

Levantamento dos desempenhos dos algoritmos de extragdo de caracteristicas e de
classificagdo na tarefa de deteccdo dos distirbios estudados, em termos de métricas

objetivas (precisdo, acuracia, sensibilidade, especificidade e métrica f1).



2 FunDAMENTAGAO TEORICA

Neste capitulo, serdo apresentados os principais aspectos que embasam a pesquisa,

destacando os conceitos essenciais para o entendimento dos métodos de analise propostos.

2.1 Sono

O sono ¢ definido como a suspensdo normal da consciéncia, quanto ao comportamento,
e pela apresentacdo de ondas cerebrais especificas, quanto a eletrofisiologia. O sono ocorre
em todos os mamiferos e, provavelmente, em todos os vertebrados [3, 54].

Devido a importancia do sono, estudos tém sido realizados para melhor compreendé-lo.
Os estudos associados ao sono ocorrem em diferentes escalas e perspectivas. Sdo encontrados
trabalhos sobre a neurobiologia do sono na perspectiva genética [96, 97], celular [96, 98, 99]
e cognitiva [96, 99]. Adicionalmente, temas como processamento de sinais [88-91], analises
de imagens [100, 101] e algoritmos de inteligéncia artificial [80, 81, 84-87], auxiliam no
entendimento e potencializam as oportunidades nessa area. Quanto a captagdo de dados
relacionados ao sono, tanto para finalidades relacionadas a pesquisa académica quanto em
aplicagdes clinicas diretas, hd a possibilidade de utilizacdo de eletroencefalograma (EEG)
[88-91], eletrocardiograma (ECG) [102] e ressonancia magnética (MRI) [100].

Em seres humanos, ha dois estados comportamentais e fisioldgicos durante o dia: podem
estar acordados ou dormindo [54, 56]. Adicionalmente, o estado de sono ¢ subdividido em
niveis: o estado de vigilia e o de sono [54, 56].

Outros animais também dormem. No entanto, a depender da espécie, sdo encontradas
evidéncias de particularidades quanto as classificagdes dos niveis e da duracdo dos ciclos [3,
5]. Esse fato reforca a razoabilidade de um entendimento do sono como uma vantagem
evolutiva. Alguns autores apontam que se trata de uma necessidade do corpo orquestrada
pelo sistema nervoso, assim como ¢ uma necessidade do sistema nervoso que esta
diretamente relacionada as condi¢des dos outros sistemas [3, 5, 57].

A importancia do sono ¢ facilmente percebida por quem passou uma noite sem dormir;
ou mesmo por aqueles que tiveram uma noite mal dormida [54, 94]. De fato, evidéncias

apontam a qualidade do sono como sendo tdo importante para a saude quanto uma dieta



adequada ou a pratica de atividades fisicas [54]. A privagdo de sono pode, assim, alterar
niveis de alerta, percep¢ao, alerta, aprendizado e memoria [3, 5, 94]; além disso, pode levar a
formacdo de falsas memorias [95] e a disfungdes metabolicas, cardiovasculares ¢
imunologicas [97].

Ao adormecer, os animais ficam vulneraveis. Ainda assim, o sono ¢ um comportamento
altamente preservado em animais [3]. Por um lado, ha evidéncias de que o sono ¢ importante
para animais; por outro, a razao pela qual dormem nao ¢ bem compreendida. [3, 5]

Do ponto de vista da conservagdo de energia, uma fun¢dao do sono ¢ a reposi¢ao dos
estoques de glicogénio no encéfalo, os quais diminuem quando o animal esta desperto. Outro
fato ¢ que a noite as temperaturas costumam ser mais baixas, o que ocasionaria maior gasto
de energia para manter o organismo aquecido caso os animais nao dormissem neste periodo.
Além disso, uma hipotese acerca da vantagem do sono propde que este € o periodo para
informacdes serem consolidadas em formato de memoria. [3]

Uma ampla variedade de animais apresenta ciclo didrio de atividade-descanso
(circadiano). Entretanto, a organizacdo do sono depende da espécie. Como regra geral,
animais predatorios tém longos e ininterruptos periodos de sono, que podem ser noturnos ou
diurnos, dependendo do momento do dia no qual o animal se alimenta, acasala e lida com
outras necessidades. J& os animais predados tendem a ter intervalos curtos de sono, pois
precisam realizar vigilancia continua. Nestes casos, os animais dormem durante intervalos
curtos que ndo duram além de poucos minutos. [3]

Hé uma grande variedade de duracdo do sono entre diferentes espécies de animais. O
elefante africano, por exemplo, dorme entre 3 a 4 horas por dia, enquanto que o tatu dorme
18 horas por dia. Mesmo entre humanos, a dura¢do do sono pode variar, estando entre 5 ¢ 10
horas por dia. A grande diferenca no tempo de sono entre humanos sugere que pode existir
uma justificativa genética que afeta o sono. [4]

Nos golfinhos nariz de garrafa, hd um comportamento diferenciado. Esta espécie dorme
com um hemisfério cerebral por vez: por volta de duas horas de sono ndo REM (rapid eye
movement) em um hemisfério, depois uma hora com os dois hemisférios despertos, duas
horas de sono ndo REM no outro hemisfério e assim sucessivamente, resultando em um total

de doze horas por noite. Nao ha evidéncias que golfinhos tenham o sono REM. [3, 5]



Outro comportamento incomum esta presente nos golfinhos cegos do Rio Indus no
Paquistdo. Esses golfinhos usam o sonar para nadar pelas correntes turvas e, durante a

estacdo das mongdes, nunca podem parar de nadar. [5]

2.2 CARrACTERIZAGAO DO SisTEMA NERVOSO

O sistema nervoso (SN) ¢ responsavel pela comunicacdo e integragao de informagdes
corporais. Sob a perspectiva da anatomia, pode ser dividido em dois componentes principais:
o sistema nervoso central (SNC), também denominado “parte central do sistema nervoso”; e
o sistema nervoso periférico (SNP), ou parte periférica do sistema nervoso [5, 47]. As
divisdes anatomicas e funcionais estdo esquematizadas na figura 2.1; adicionalmente, serao

explicadas e detalhadas nesse texto.

Central: SNC }

Somatico: SNS }

Divisao
anatdémica
Periférico: SNP } Auténomo: SNA }
Entérico: SNE J
SN
| Funcao sensitiva }
Divisao
Funcional
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Figura 2.1. Divisdes anatomica e funcional do SN. Esse sistema pode ser dividido morfologicamente em SNC e
SNP. Na perspectiva funcional, por outro lado, pode ser dividido em fung@o sensitiva e funcdo integradora.

Além disso, ainda se divide o SNP em somatico (SNS), autdnomo (SNA) e entérico (SNE).

O SNC, formado pelo encéfalo e medula espinal, é o principal responsavel pelo
processamento de diferentes informagdes sensitivas e motoras. Além disso, ¢ a fonte de
pensamentos € emogdes. Sinais que liberam secregdes também sdo originados no SNC [47].
Nesse contexto, ¢ importante destacar que o SNC estd relacionado diretamente com a

regulacdo de vigilia e ciclos do sono de forma direta [50, 53, 54] ou indireta, por exemplo,



interferindo em fungdes respiratérias [49] ou motoras [51, 52]. Esses aspectos serdo
discutidos em sessdes futuras deste trabalho.

O SNP, por sua vez, ¢ composto por nervos, ganglios, plexos entéricos e receptores
sensitivos. Essa por¢ao do SN ¢ subdividida em Sistema Nervoso Somatico (SNS), Sistema
Nervoso Autonomo (SNA) e Sistema Nervoso Entérico (SNE) [47]. Os estudos de sono
relacionam o SNP de forma indireta, com menos foco quando comparado ao SNC [50, 54].

O SN também pode ser dividido sob a perspectiva funcional. A fungdo sensitiva
detecta os estimulos internos; a fun¢do integradora processa e analisa as informacgdes
sensitivas; a fungdo motora propaga uma resposta motora a partir de estimulos de nervos
(cranianos e espinais) que, por sua vez, ativam musculos e glandulas [47]. Essas fungdes e,
mais especificamente, aquelas associadas ao sono envolvem diversas estruturas do SNC
(dentre as quais: tdlamo; hipotadlamo; cértex cerebral; tronco encefalico) e do SNP [53].

As células que compdem o tecido nervoso sao muito especializadas e podem ser
classificadas em neur6nios e neuroglia. Embora haja aproximadamente o mesmo numero de
cada uma dessas células em um organismo, os neurdnios sdo cé¢lulas que estdo primariamente
envolvidas na maioria das fung¢des exclusivas do SN. Para isso, formam redes complexas de
processamento no encéfalo e na medula espinal por meio de conexdes entre si € com outras
células. As células da glia, por sua vez, t€m papel essencialmente de suporte aos neuronios,
por meio de efeito isolante, de sustentagdo e de nutri¢do a estas células. [5, 47]

As informagdes sdo propagadas pelos neurdnios por meio dos potenciais de agdo
(variagdes de potenciais de membrana ao longo da célula). Entre essas células, a
comunicagdo ocorre nas sinapses, que podem ser elétricas - impulsos conduzidos diretamente
entre as membranas das células adjacentes) - ou quimicas - transmissdo de informagao por
sinalizadores quimicos [5, 47]. Esses sinalizadores sdo os neurotransmissores, que, a exemplo
da serotonina e do GABA, podem ter papel importante na modularizagdo (excitacdo ou

inibi¢do) de processos relacionados a regulacao do sono. [54]

2.3 Onpas CereBraise o EEG

A descoberta do EEG foi um dos principais avangos para potencializar as pesquisas
sobre o sono [54]. Os estudos do psiquiatra Hans Berger [55], auxiliaram no entendimento de

estado de consciéncia: classificagdo em momento “dormindo” ou “acordado” a partir de



atividades elétricas. Essa abordagem ¢ uma das principais (em especial, no estudo de sono)
por se tratar de um método que ndo ¢ invasivo e que tem uma execugado relativamente simples
e acessivel, quando comparado a exames de imagem [54].

Em alguns estudos em neurociéncias, ¢ mais viavel estudar neurdnios isolados
(experimentos que avaliam atividade da célula isoladamente). Em outros, optou-se por
analisar o resultado coletivo de populacdes dessas células. Uma possibilidade dessa anélise
de populagdes ¢ identificar as ondas cerebrais.

Neuronios sdo células excitaveis. Isso significa que os potenciais eletroquimicos nas
proximidades de suas membranas, diferentemente da maioria das outras células, podem
sofrer alteragdes significativas. Essas mudangas estdo diretamente relacionadas a passagem
de informagdo — por um neurdnios que podem ser aferente (via sensitiva), eferente (via
motora) ou de integracao (responsavel por integrar as vias).

Além dessa passagem de corrente pela membrana, ¢ possivel perceber alteragdes nas
regides das sinapses. No momento em que ha atividade dos neurdnios, ¢ possivel perceber
acimulo de cargas no exterior.

A deteccdo dessas atividades, em neuronios individuais, € possivel; no entanto,
geralmente ocorrem por procedimentos in vitro ou, quando in vivo, sdo invasivos. As
atividades de populagdes de neurdnio, no entanto, tendem a ser medidas por procedimentos
menos invasivos.

O eletroencefalograma (EEG) ¢ um meio para identificacdo dessas atividades elétricas.
Trata-se de uma uma técnica para deteccao de atividade elétrica a partir da superficie do
cranio [5, 24]. Para isso, eletrodos sdo aplicados no couro cabeludo; o dado é captado e
transmitido para equipamentos que fardo o registro para andlise futura (por uma andlise
gréafica ou ndo, por um humano ou algoritmo).

O potencial elétrico gerado por neurdnios ¢ resultante das atividades pds-sinapticas de
neurdnios corticais. Cabe ressaltar que, embora as atividades medidas sejam mais
diretamente relacionadas as atividades mais superficiais do cérebro (cortex), indiretamente ha
uma analise secundaria de reflexos de atividades de regides subcorticais. Isso porque as
estruturas subcorticais (incluindo o tdlamo e o segmento superior do tronco encefalico),
embora sejam regides subcorticais, influenciam atividades de neurdnios corticais [24].

As primeiras atividades elétricas em cortex cerebral foram relatadas em 1875 em um

experimento com um macaco. Posteriormente, em 1929, o psiquiatra Hans Berger, da



Universidade de Jena, registrou atividades elétricas a partir de medidas em escalpo de
humanos [3].

Dentre as justificativas para essa aplicabilidade e, consequentemente, popularidade do
EEG, cabe destacar que se trata de um recurso: de simples aplica¢ao [3]; ndo invasivo; com
boa resolugdo temporal.

A avaliagdo de atividade elétrica por parte do EEG possibilita a avaliagdo funcional do
sistema nervoso central. Normalmente, sua utilizagdo ocorre como teste complementar a
outros exames, como os de imagem, servindo como diagnostico diferencial em casos que nao
sao diretamente detectaveis pela perspectiva morfologica [23].

Embora tenha boa resolugdo temporal, o EEG tem baixa resolucdo espacial. Assim, o
nivel de detalhes espaciais sdo um fator limitante quanto a andlise do EEG. Esse ¢ um dos
motivos que, em alguns casos, o EEG ¢ utilizado de forma complementar a exames de
imagens — estes, com boa resolu¢ao espacial. Ainda assim, a exemplo de andlises de
patologias associadas ao sono, ¢ possivel encontrar marcadores que sugerem diagnosticos.

Durante a coleta de dados de EEG, pode haver o registro de ruidos. Sdo dados
coletados pelo EEG que ndo sdo gerados pelo cérebro. Esses artefatos podem ser gerados a
partir de condigdes do individuo ou do equipamento [25].

O equipamento pode estar danificado, por ter funcionamento inadequado dos
eletrodos, amplificadores ou cabos [25]. Com isso, os dados coletados ndo representam
adequadamente a realidade.

O ambiente pode contribuir com os ruidos. A exemplo disso, os eletrodos do EEG
podem ter seus registros alterados por campos gerados por tomadas (pontos de energia) e
equipamentos eletronicos (computador, monitor, telefones, motor de movimento da cama e
respiradores) que estejam proximos [25]. Essa situa¢do pode ser evitada com um isolamento
elétrico baseado em uma gaiola de Faraday: a coleta de dados ¢ realizada dentro de uma
regido protegida por malhas de metais e que, com isso, terd eventuais campos elétricos
externos atenuados.

Os ruidos no EEG também podem ter origem no proprio individuo que esta passando
pelo exame, em especial, devido a atividades musculares. Isso pode ocorrer como
consequéncia de atividades respiratorias, movimentos (voluntarios ou involuntarios) do

corpo, movimento dos olhos, movimento da lingua, dentre outros.
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O movimento dos olhos gera ruido devido a potenciais gerados em células musculares e
nervosas, como outros movimentos. A particularidade desse movimento € que, como o globo
ocular ¢ um dipolo (a cornea ¢ positiva; a retina, negativa), a mudan¢a de direcdo dos olhos
altera os potenciais elétricos captados pelos eletrodos do EEG [25]. Cabe ressaltar que ha
movimento dos olhos: voluntariamente (ao tentar olhar em outra dire¢do); ao piscar os olhos;
durante o sono (em especial, durante o sono REM, que serd descrito em outra sessao).

Os modelos de equipamentos variam. Os parametros nessa comparacao sao a faixa de
frequéncia de captacdo e a quantidade de canais para coleta de dados. A captacdo de
informacao ocorre por meio de eletrodos no escalpo. Esses recebem a resultante do sinal das

atividades cerebrais.

Entre o local de captacdo do sinal (escalpo) e a regido de producao (cérebro) ha alguns
materiais: as meninges; osso; pele. Com isso, o sinal ndo ¢ perfeitamente captado, mas com
ruidos devido as interagcdes das ondas com esses materiais.

Por outro lado, o fato de os eletrodos estarem fora do corpo torna o procedimento ndo
invasivo. Isso favorece o conforto do individuo e a simplicidade da coleta.

Uma alternativa ao EEG para coletar informac¢des sobre ondas cerebrais € o
magnetoencefalograma (MEG). Seu funcionamento estd baseado na deteccdo de campos
magnéticos decorrente das atividades cerebrais. O MEG pode ser um complemento ao EEG,
considerando que tem maior resolucao espacial e que consegue melhor captacdo de sinais
gerados em regides mais profundas. No entanto, a resolu¢dao temporal ¢ inferior ao EEG,

dificultando a detec¢do de padrdes que sdo sensiveis ao tempo.

2.4 CAaRrAcTERIZACAO E MoNITORAMENTO DE ESTAGIOS DE SoNoO

Individuos tém ciclos de sono que ocorrem, em condigdes normais, diariamente. Esse
¢ o ciclo circadiano [48]. Experimentos mostram que, sem interferéncia de estimulos
luminosos, os humanos tém ciclos de aproximadamente 26 horas; no entanto, com a alteragao
de luminosidade do dia, esse periodo passa a ser de 24h [54].

O ciclo circadiano ¢ controlado por fatores endogenos e exdgenos [54]. Um dos
principais fatores enddgenos ocorre no nucleo supraquiasmatico (NSQ) [48], uma area do

hipotalamo: estimulos luminosos a células fotossensiveis enviam sinalizacdo ao NSQ e, a
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partir disso, h4 uma sincronizacdo de mecanismos genéticos e biomoleculares que interferem
no ciclo circadiano [54].

O sono humano tem dois estdgios: REM ¢ NREM. De forma complementar a esses
estagios, o individuo pode estar em vigilia (estagio W, do inglés wake). A defini¢ao desses
estagios ¢ importante para a parametrizagao dos estudos e da pratica cientifica. Nesse sentido,
a American Academy of Sleep Medicine (AASM) tem publicacdes (a mais recente, em 2020)
com padronizagdes de pardmetros para classificacdo desses estagios [56]. As principais
caracteristicas dessas etapas estdao no quadro 2.1; além disso, sdo detalhadas em seguida.

As transicoes entre os estdgios podem ndo ser bem definidas. No entanto, hd um
momento de transicdo que cabe destaque: o “periodo de laténcia de sono”, que sera discutido

em seguida. Esse periodo ¢ um parametro relevante na identificacdo de quadros clinicos,

como a insonia.

Quadro 2.1. Principais caracteristicas das fases de sono e da vigilia

Fase Principais caracteristicas do Outras observagdes Tempo de sono
sinal
N1 Predominio de frequéncias Periodo de laténcia do sono; 10%
de4 a8 Hz transicao entre vigilia e sono;
hipotonia muscular
N2 50% de ondas com ritmo Sono mais profundo que o N1 50%
teta; ocorréncia de
complexo K e de fuso do
sono
N3 Predominio de frequéncias | Aumento da atividade cortical 20%
de 0,5 a 5 Hz; ondas de alta e talamica; diminui¢do da
amplitude temperatura corporal, da
frequéncia cardiaca e pressao
arterial
REM Frequéncia de 2 a 6 Hz Atonia muscular 20%
Vigilia Baixa amplitude; Individuo acordado (acordado)
atenta frequéncias maiores que 13
Hz (ondas beta)
Vigilia Frequéncias de 8 a 13 Hz Inicio da sonoléncia; alguns (acordado)
relaxada (ondas alfa) movimentos aleatorios dos
olhos
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O sono NREM ¢ um estagio de sono caracterizado pela hipotonia muscular e pode ser
dividido em trés fases: N1; N2; N3 [54, 56]. Os sinais coletados pelo EEG durante o NREM
apresentam uma lentificagdo gradual [54, 56]. Ou seja, passa a haver predominancia de ondas
de menor frequéncia.

O primeiro estagio (N1) representa o sono normal e o periodo de transi¢do entre o
sono e a vigilia [54, 57]. Normalmente ocorre de 5 a 20 minutos apds o individuo se deitar
(periodo de laténcia do sono). As ondas observadas sdao do tipo teta, com frequéncias entre 4
e 8 Hz [54].

Essa ¢ uma etapa de sono mais leve. O aprofundamento desse sono leva ao segundo
estagio NREM (N2) [54]. Neste estagio, 50% das ondas ainda sdo do tipo teta. Outras duas
caracteristicas marcantes sdo o aparecimento de ondas do complexo K e de fuso do sono [54,
56]. As ondas do Complexo K sdo trechos de onda com duracdo superior a 0,5s com
amplitude méaxima de 74 uV; enquanto que o fuso do sono sdo sinais elétricos com frequéncia
de 11,5 a 14,5 Hz ¢ duragao de 0,5 a 1,5s [54].

O estagio N3 ¢ caracterizado pelo predominio de ondas com 0,5 a 5 Hz e alta
amplitude - o que sinaliza redugdo nos processos de excitagdo encefalica e aumento na
sincroniza¢do da atividade cortical e talamica [57]. Ainda héd hipotonia muscular, mas com
diminui¢do da temperatura corporal, da frequéncia cardiaca e da pressdo arterial [54]. Nesse
estagio, também ha maior atividade enddcrina (liberagdo do hormoénio do crescimento e da
prolactina) e aumento da atividade parassimpatica.

Apo6s o estagio N3, o individuo ascende por todos os estidgios € entra em um estagio
REM. Esse estagio também ¢ chamado de “sono paradoxal”, pois, embora o individuo esteja
dormindo, os dados coletados pelo EEG sao semelhantes ao estado de vigilia. Ocorrem ondas
chamadas “dente-de-serra” com frequéncia de 2 a 6 Hz. Nessa fase, hd uma perda quase
completa do tdnus muscular (atonia muscular) [54, 57]. Os sonhos dessa fase podem ser mais
vividos - individuos relatam esse tipo de sonho 80 a 95% das vezes quando s3o acordados
durante o sono REM [57].

O periodo com maior atividade detectada pelo EEG ¢ o periodo de vigilia, momento
em que o individuo estd acordado. Nesse estagio, as ondas tém baixa amplitude,

dessincronizagdo e frequéncias superiores a 8 Hz. Esse periodo pode ser dividido em “vigilia
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atenta” e em “vigilia relaxada”. No primeiro, ha baixa amplitude e frequéncias inferiores a 13
Hz (ondas beta); no segundo, as ondas tém frequéncias entre 8 ¢ 13 Hz (ondas alfa). Além
disso, € possivel identificar a vigilia relaxada por haver um inicio de sonoléncia e ocorréncia
de movimentos aleatdrios nos olhos [54].

Existem diferentes modelos para a explicagdo dos mecanismos fisioldgicos e
comportamentais do sono. A exemplo disso, a regulagdo dos processos que levam o
individuo a estar dormindo pode ser resumida utilizando o modelo proposto por Alexander A.
Borbély [58]. Esse modelo hipotético define dois processos que ocorrem continuamente € em
paralelo: o “processo S” e o “processo C”. Cada um desses com sua respectiva curva (“curva
S e “curva C”), que sdo representadas na figura 2.2.

O processo S esta relacionado a eventos homeostaticos, pode ser interpretado como o
débito ou a pressao de sono. Ou seja, quanto maior o tempo em que o individuo esta
acordado, maior o sono que sentira. O acumulo de adenosina no prosencéfalo basal (estrutura
do SNC) ¢ o principal fator relacionado a esse processo. [54, 55, 57]

O processo C, por sua vez, representa o ritmo circadiano endégeno. De uma forma
geral, os seres humanos tém o ciclo vigilia-sono em ciclos proximos a 24 horas, com
tendéncia natural de dormir durante a noite (quando estd escuro) e de permanecer acordado
durante o dia [54, 55, 57]. As atividades que ocorrem no NSQ, decorrentes de estimulos
luminosos, estdo relacionadas a esse processo. Cabe destacar que pessoas cegas tém
complicagdes no ciclo sono-vigilia, havendo a necessidade, em alguns casos, de intervengdes

medicamentosas para auxiliar na regulagdo desse processo [54].
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LEVEL OF PROCESS S

Figura 2.2. Representacdo do modelo de regulacdo dos processos do sono. A figura mostra a Curva S e a Curva
C - que também podem ser chamados de processos, respectivamente, S ¢ C. A primeira curva representa o
débito de sono associado aos eventos homeostaticos. A segunda, por sua vez, representa o ciclo circadiano. A
intensidade do processo (eixo vertical) estd em fungdo do periodo do dia (eixo horizontal, em horas). Figura

adaptada de [58]

A objetividade dos estudos de sono ¢ potencializada pelo uso de polissonografia
(PSG). E considerado padrio-ouro na avaliagio dos distarbios de sono - como insonia,
disturbios respiratorios, apneias obstrutivas e sindromes de hipoventilacdo. Esse exame
envolve a coleta e gravagdo de dados dos individuos durante o sono [1, 54, 59].

As padronizacdes da PSG sdo realizadas pelo manual da American Academy of Sleep
Medicine (AASM). Essas defini¢des de procedimentos, estdgios do sono e marcagdo de
eventos auxiliam na coeréncia dos diagndsticos, no tratamento e acompanhamento de
pacientes e nas pesquisas [54].

Os procedimentos da PSG podem ocorrer em clinicas ou na residéncia do individuo
de forma supervisionada ou ndo. S3o documentados 4 tipos de polissonografia que variam de
acordo com o local, com a supervisdao e com a quantidade de canais. O exame do tipo 1 € o
mais completo: ¢ uma polissonografia laboratorial supervisionada com monitoramento de
EEG, EOG, EMQG, fluxos aéreos nasal e oronasal, esforco respiratorio toracico e abdominal,
saturagdo periférica de oxigénio, posicdo corporal e gravagcdo de imagem do paciente. Esse
tipo serve de referéncia para a pratica clinica e para a pesquisa: além de compreender mais

variaveis fisiologicas, € supervisionado; assim, permite maior confiabilidade [54, 56].
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O exame do tipo 2 ocorre na residéncia do individuo e nao € supervisionado por um
técnico. Sua montagem pode ocorrer no laboratorio do sono ou no domicilio do individuo. O
exame do tipo 3 € um monitoramento cardiorrespiratério com menor complexidade e maior
facilidade de uso. No entanto, a auséncia do EEG neste tipo dificulta o pareamento dos
eventos do sono com os eventos respiratorios. Por fim, o exame tipo 4 registra fluxo aéreo e
frequéncia cardiaca - por ndo ter o EEG, tem as limita¢des relatadas sobre o tipo 3. De uma
forma geral, busca-se a solugdo mais conveniente, acessivel e custo-efetiva. No entanto, em
alguns grupos especificos, escolhe-se a op¢do mais segura e confiavel: o exame tipo 1 [54,
56].

O EEG utilizado deve ter seus eletrodos preenchidos com pasta condutora, fixados
com fita adesiva e posicionados no escalpo de acordo com o Sistema 10-20 de Colocagdo de
Eletrodos. Além disso, a pele deve ser preparada antes de receber os eletrodos - para isso,
pode-se utilizar gaze com alcool [54, 56].

Os eletrodos do EOG sao colocados 1 cm acima e 1 cm lateral ao canto externo dos
olhos. Isso favorece a identificagdo dos movimentos dos olhos (auxiliando na identificacao
do sono REM). Os eletrodos do EMG, por sua vez, sdo posicionados na linha média do
queixo ¢ 1 cm acima do osso da mandibula, permitem a observacao da diminui¢dao do ténus
muscular (caracteristico do sono REM). Os eletrodos do ECG, no entanto, seguem a
derivagao D2 modificada: dois eletrodos sobre o torax do individuo e outro na linha axilar
externa esquerda na altura do 6° ou 7° espago intercostal. Em todos esses casos, assim como
no EEG, ha preparo da serial que recebera os eletrodos [54, 56].

Além dos eletrodos, também sdo fixados sensores para registro de fluxo aéreo e,
opcionalmente, de ronco. Isso pode ocorrer por meio de microfone, sensor pizoelétrico ou
canula de pressdao nasal. Por fim, para registro da saturacao periférica de oxigénio, deve-se
usar oximetro de pulso. Este, no entanto, tem alteracdo de qualidade perceptivel de acordo

com o posicionamento e com o tamanho do sensor [54, 56].

2.5 PRrRocessAaMENTO E CLASSIFICAGAO DE SINAIS

Os sinais sdo uma representacdo que podem descrever fendmenos fisicos.
Matematicamente, sao expressos em fungdes de uma ou mais variaveis independentes [18].

Uma das principais bases para a estruturacdo dos conceitos e ferramentas a esse respeito ¢ a
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“Teoria Matematica da Comunicac¢ao” proposta por Shannon [28] em 1948. Em seu trabalho,

¢ proposto um sistema para comunicagdo conforme o diagrama da figura 2.3.

INFORMATION
SOURCE TRANSMITTER RECEIVER DESTINATION
[ rall 2
SIGNAL RECEIVED
SIGNAL
MESSAGE MESSAGE
NOISE
SOURCE

Figura 2.3. Esquema do diagrama dos sistemas de comunicacdo. Nessa representacdo, a mensagem ¢
transmitida partindo de uma fonte de informagao; o sinal recebido pelo receptor é composto pelo sinal inicial e,

de uma forma geral, por um ruido. Por fim, uma mensagem resultante chega ao destino. Figura adaptada de [28]

Nessa proposta, a fonte de informacgao (“information source”) produz uma ou varias
mensagens que serao transmitidas. Essas mensagens podem ser uma sequéncia de letras, uma
fungdo temporal, uma fun¢do de multiplas varidveis, varias fungdes de uma ou multiplas
variaveis, conjuntos de pontos ou uma combinagao desses [28]. A televisdo € um exemplo em
que ha combinagdo de fontes: audio e video.

Um transmissor (“transmitter”) cria o sinal que sera transmitido pelo canal
(“channel”) [28]. A exemplo da telefonia: o transmissor gera sinais elétricos nos quais a
corrente ¢ proporcional as diferengas de pressdes que sdo geradas pelo som. O canal pelo
qual o sinal passa é o meio - que pode ser um cabo coaxial, uma banda de frequéncias de
radio ou um feixe de luz.

Durante a transmissdo, idealmente, a mensagem ¢ inalterada. No entanto, de uma
forma geral, h4 ruido: uma perturbacdo no sinal produzido por uma fonte externa (“noise
source”).

Os receptores (“receiver”), por sua vez, t€ém operagdo inversa ao transmissor.
Reconstroem a mensagem a partir do sinal. Por fim, esse sinal chega ao destino

(“destination”) - que pode ser uma pessoa ou uma maquina [28].
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Quanto ao tempo, os sinais podem ser classificados em tempo discreto ou continuo.
Os sinais de tempo continuo sdo aqueles em que a variavel independente ¢ continua. Para os
sinais de tempo discreto, por outro lado, a varidvel independente é amostrada apenas dentro
de um conjunto discreto de valores [18].

A exemplo disso, um registro de temperatura de uma cidade a cada hora ¢ um sinal de
tempo continuo. No entanto, a temperatura em si pode ser modelada por uma fung¢do em que
o tempo (instante da coleta de temperatura) € uma variavel continua; nesse caso, o sinal é de
tempo continuo. Nesse exemplo, no qual as temperaturas no sinal de tempo discreto ¢ um
registro de parte das temperaturas, diz-se que foi realizada uma amostragem dos dados.

A Figura 2.4. ¢ uma representagdo de um sinal de tempo continuo (denotado por
“X(t)”) e outro de tempo discreto (denotado por “X[n]”). Os valores deste sdo obtidos a

partir da amostragem do primeiro sinal.

(a) (b)

Xc(t) Xn]

A\ J
A\ 4

Figura 2.4. Representagdo de sinais de tempo continuo (a) e de tempo discreto (b). No sinal de tempo continuo
(a), os valores assumidos pela variavel de tempo sdo continuos; no sinal de tempo discreto (b), por sua vez, ha
valores especificos inteiros que podem ser assumidos pela varidvel de tempo. O eixo vertical representa a
amplitude do sinal em ambos os graficos. O eixo horizontal representa o tempo: em (a), assume valores reais;

em (b), apenas valores inteiros.

A sobreposicdo desses dois graficos evidencia a amostragem descrita. A figura

abaixo ilustra isso.
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Figura 2.5 - Sobreposi¢do das representagdes de um sinal de tempo continuo e tempo discreto amostrado a
partir do primeiro. Nesse sentido, o sinal de tempo discreto corresponde ao sinal de tempo continuo para os
valores definidos no tempo discreto .O eixo vertical representa a amplitude do sinal; o eixo horizontal representa

0 tempo.

Algebricamente, a expressao
z[n),n € Z

representa um sinal de um tempo discreto representado por uma sequéncia de nimeros x[n]

para . inteiro [28]. Nessa representacao, x[n] corresponde a amplitude do sinal em cad?‘a .

Assim, se cada intervalo estiver igualmente espacado por um tempo T, € possivel relacionar
um sinal de tempo discreto z[n] 3 um sinal digital z(t), em que t=nT. A relagdo entre
esses sinais pode ser expressa pela equagao

aln] = xq(nl), neZ
onde ¥a ¢ o sinal analdgico correspondente a (t)7 ¢ um nimero inteiro e T é o intervalo

de tempo entre as amostras.

Quando ¢ necessario processar um sistema de tempo continuo *(t) usando-se um
sistema no tempo discreto, ¢ preciso fazer uma transformacdo nesse sinal chamada
amostragem [28]. Esse sinal (inicialmente anal6dgico, mas convertido em digital) pode ser
reconstituido (para analogico) [28]. A esse respeito, o teorema da amostragem (que sera
discutido mais a frente) apresenta as condi¢des para que essa reconstrucao seja possivel.

Um sistema no tempo discreto tem como entrada e saida sinais discretos. A figura 2.6

(abaixo) representa um sistema de tempo discreto para uma entrada (1] ¢ uma saida ¥["]

ambos sinais discretos.
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x[n] y[n]
Sistema no tempo
discreto

Figura 2.6. Representacdo de um sistema de tempo discreto: a entrada é um sinal “x(n)”; a saida, “y(n)”. Esses
dois sinais sdo de tempo discreto. Figura adaptada de [18]

Analogamente a fendomenos fisicos, pode-se calcular a energia de um sinal. Para um

sinal de tempo discreto & 7], a expressao

E(u,mg) = 3 [afn]?

n=ny ,

representa a energia E(n1,12) 4o sinal x[n} entre os pontos™ — "1 e =12,

Sao exemplos de sinais os audios [18, 26, 28], fotografias [27], videos, dados
sismograficos [28] e informacdes de exames (como EEG, ECG e tomografia) [18, 28]. Além
disso, por uma extensdo do conceito, podem ser consideradas sinais as informag¢des de séries
temporais com precos de agdes do mercado financeiro.

O conjunto de analises, modificacdes e sintese desses sinais ¢ chamado
processamento de sinais. As técnicas relacionadas a esse processamento estao relacionadas a
ferramentas matematicas e computacionais que potencializam o uso das informagdes. Isso
porque otimizam a transmissdo, aumentam a eficiéncia do armazenamento e facilitam a
deteccao de componentes de interesse no sinal [18].

Hé diferentes técnicas, a depender do contexto e do tipo de sinal. Pode envolver
analise de frequéncia, modificacdes na escala de tempo, compressdes, amplificagdes e
remogao de ruidos [26, 27].

A depender do tipo dos sinais, ha caracteristicas e abordagens especificas. A imagem,
por exemplo, tem pixels: pontos que podem ser representados em matrizes nas quais cada
item indica a cor ou a intensidade. Os videos, por sua vez, sdo sequéncia de imagens. Em
todos esses casos, ha técnicas para otimizar o reconhecimento, tratamento e analise desses

sinais durante o processamento.

Na Fisica Matematica, area de estudos responsavel pela modelagem matematica de
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fenomenos fisicos, frequentemente encontra-se pares de fungdes relacionadas por expressao

da forma [32]

@) = [ " 0K (a0t

onde 9(a) ¢é a transformada integral de /(*) por um niicleo K (a.?) . Essa é uma relagdo entre
dois espagos: ¢ uma fungdo; @ para outra. Esse nucleo ¢ uma fun¢do que determina como
cada componente de frequéncia contribui para o sinal a ser transformado.

A Transformada de Fourier ¢ um exemplo disso: relaciona o espaco de tempo com o

espaco de frequéncia. Nesse sentido, a transformada de Fourier de um sinal [ ¢ dada por

FiO@ = F@) = [ joe

onde F/(t) ¢ a transformada de Fourier para toda frequéncia angular e send® a unidade imaginéria.

As transformadas t€ém varias interpretagdes e aplicacdes. A transformada de Fourier ¢
uma técnica importante em processamento de sinais. Permite fazer a transformacao do sinal a
partir do dominio do tempo para o dominio da frequéncia. E aplicavel em diversos contextos,
como musica, gravacao de voz, analise de imagens e analise de dados biologicos. Por meio
da transformada de Fourier, ¢ possivel que um sinal seja expresso como a combinagdo de
ondas com frequéncias bem estabelecidas.

De uma forma geral, essas operagdes da transformada de Fourier viabilizam a solugao
de problemas no espago dual. Nesses casos, a solugdo do problema no espago original pode
ser mais complicada ou invidvel; por outro lado, a solucao no espago da transformada pode
ser viavel ou mais simples.

Assim, a partir de uma transformada, o problema passa do espago original para o
espaco transformado, onde a solucdo sera encontrada; em seguida, de uma forma geral, ¢
possivel retornar ao espago original por meio de uma transformada inversa (embora, em
alguns casos, este ultimo passo seja desnecessario). Esse procedimento pode ser repetido. A

figura 2.7 sistematiza esses passos.
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Problema no
espaco da transformada

Solu¢ido relativamente facil

f

Transformada
integral

Problema
original

Figura 2.7. Esquema comparando as solugdes a partir de um problema no espago original e no espaco
transformado. De uma forma geral, a justificativa para transformadas integrais ¢ a simplificagdo da solugdo no

espaco resultante dessa transformada. Assim, o problema ¢é resolvido no espacgo transformado e, em seguia,

-

Solugdo no espago
da transformada

Transformada
inversa

Solugdo dificil

Solugdo do
problema original

aplica-se a transformada inversa nessa solug@o para o espago original do problema. Figura adaptada de [32]

Em geral, as fungdes podem ser decompostas, por exemplo, em séries de poténcias ou

de Fourier. Nesse sentido, para uma fungdo /(¢) que atenda a determinadas condi¢es, uma

representacdo possivel € por meio de séries de poténcias conforme a equagao [31]

f@= ) coz®

n=-—o00 ,

onde /(%) é uma fungéo a ser decomposta, ¢n sdo os coeficientes da série e n é um

numero inteiro.

Além das séries de poténcia, outra ferramenta que pode ser utilizada na decomposi¢ao

de entidades matemadticas ¢ a série de Fourier. Analogamente a representacdo em séries de

poténcia, um sinal ¥ (t) pode ser representado por uma série de Fourier com coeficientes:,

conforme a equagao

na qual hd uma expansdo em exponenciais complexas. Diante disso,

1 /T/2 —
Cn = — x(t)e " dt
T J_ 1/
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representa os coeficientes ¢n

Nesse contexto, cabe ressaltar que a decomposi¢ao de sinais em conjuntos de sinais
basicos ¢ uma operagao desejavel em alguns casos. A transformada de Fourier ¢ uma
abordagem que viabiliza essa decomposicao. Nesse sentido, a equacao

N—-1
n=0
apresenta o sinal transformado X (k) a partir de um sinal aln],

Essas representacdes sdo para a transformada continua de Fourier. No entanto, em
especial no contexto de situagdes em que se utilizam computadores para processamento e
representacdo, ¢ importante trabalhar com valores discretos - inclusive para o tempo e para a
frequéncia [28, 32]. Para isso, ¢ necessario que os valores deu, que estdo relacionados ao
dominio da frequéncia, sejam discretos.

O teorema da amostragem de Nyquist-Shannon aponta condi¢des para que a
amostragem do sinal ndo implique em perda de informagdo. Ou seja, ¢ uma condi¢do para
que o sinal analogico seja convertido em digital e, sem perda de informacgdo, possa ser

perfeitamente recuperado (convertido novamente a analdgico).

Segundo esse teorema, proposto por Nyquist [29] e Shannon [30], um sinal (t) de
banda limitada 'm pode ser determinado unicamente por uma amostra s}, desde que essa

ilg

amostra’ s tenha frequéncia superior ao dobro frequéncia do sinal original. Ou seja, se

ws > 2Wm (chamado de condigdo ou critério de Nyquist), entao (t) ¢ representado

unicamente por s ¢ este, portanto, pode ser restaurado a (t)  sem perda de
informacao[ 18, 28].

A figura 2.8 (abaixo) representa o efeito da amostragem em duas situagdes. Na
primeira, a frequéncia de amostragem atende ao critério de Nyquist; na segunda, por nio

atender, hé o fendmeno de aliasing (uma sobreposi¢cdo que representa perda de informagao).
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Figura 2.8. Representa¢dao do fendmeno de aliasing. No primeiro caso, a frequéncia de amostragem atende ao
critério de Nyquist. No segundo, no entanto, a frequéncia nao atende e, por isso, ocorre perda de informagao.
Essa perda é representada pela sobreposicdo na imagem “d”. Figura adaptada de [18]

2.6 APrReNDIzADO DE MAQUINA

Atualmente, ha alta disponibilidade e coleta de dados ocorrendo em diferentes
contextos. No entanto, a analise e extracdo de informacdo util desses dados pode ser um
desafio de implementacdo que requer técnicas de mineracdo de dados e aprendizado de
maquina [35].

A combinacdo de volume e heterogeneidade de fontes de dados, aliada ao poder de
extracao e processamento de informagdes, refletem-se em complexidade na organizacao dos
processos.

Os pipelines de dados sdo fluxos de operacdes — normalmente automatizadas — sobre
essas bases de dados. Essencialmente, esse fluxo parte de uma ou mais fontes e finaliza em
armazenamentos ou provisionamentos de dados para partes interessadas (interna ou
externamente aos sistemas principais).

O destino final dos dados varia de acordo com a aplicagdo. No geral, esse destino sera
para uma ferramenta de visualiza¢do [60, 61], modelos de aprendizado de maquina (ML, do
inglés “machine learning”) [62, 63] ou modelos de aprendizado profundo (DL, do inglés

“deep learning”) [64, 65].
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O entendimento de arquitetura para organizag¢do de pipelines ¢ importante para prover
maior qualidade na coleta de multiplas fontes. Isso favorece um resultado mais otimizado
para o esforco aplicado [2]. A organizacdo desses fluxos favorece uma automagdo no
monitoramento, na detec¢ao de falhas e na migragao.

Aprendizado de maquina € uma area que estuda programacgdo de computadores que
podem aprender com os dados [6]. Esse aprendizado é a criagdo de modelos (ou, ainda,
modelos preditivos ou minera¢do de dados). Em geral, esses modelos s3o desenvolvidos para
prever possiveis saidas para novos dados [33]. Essa area ¢ uma parte da inteligéncia artificial,
que ¢ usada para identificar relacdes entre os dados histéricos e padroes de tendéncia [35]. As
técnicas de aprendizado de maquina sdo aplicaveis, em geral, na resolu¢do de problemas
nesses contextos [6].

As solucdes existentes requerem grandes esfor¢os ou o uso de muitas regras. Nesse
caso, os algoritmos de aprendizado de maquina podem simplificar o coédigo e melhorar o
desempenho. Quando os problemas nao tém solucdes satisfatorias utilizando as abordagens
convencionais, os algoritmos de aprendizado de maquina podem encontrar uma solucao.

Embora ndo seja necessario ou viavel aplicar aprendizado de maquina em todos os
contextos, essas técnicas sdo potencialmente uteis em alguns desses. As aplicagdes mais
sofisticadas tecnicamente em aprendizado de maquina ainda ndo estdo tdo presentes na
pratica clinica [39], mas vdrios trabalhos ressaltam esse potencial de aplicabilidade com
entrega de valor. A exemplo disso, ha relatos de sua aplicabilidade nessas areas:
bioinformatica; detec¢ao de invasao; jogos; marketing; detec¢ao de malware; identificagao de

imagens [34]. O quadro 2.2 faz alguns apontamentos a respeito desses materiais.

Quadro 2.2. Trabalhos em aprendizado de maquina

Referéncia Descri¢ao do trabalho

[41] Apresenta aplicagdes de aprendizado de maquina em epilepsia
utilizando dados de eletroencefalografia, video, imagens,
planejamentos de cirurgias e de movimentos.

[42] Pesquisa baseada em aprendizado de maquina utilizando dados
epidemioldgicos tendo em vista identificar mecanismos que afetam a
qualidade do sono de humanos tendo em vista elaborar estratégias de
intervencao.
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[36] Aplicagdo de aprendizado de maquina para identificar marcas de 6leo
em imagens de radar, a partir de imagens do Canadian Environmental
Hazards Detection System (CEHDS). Embora os dados estivessem
desbalanceados (0 que ¢ um desafio adicional), os autores
conseguiram propor uma solucao para o reconhecimento de imagens.

[37] Utilizacdo de Maquina de Vetor de Suporte e arvores de decisdo
(métodos que serdo vistos mais adiante e utilizados neste trabalho)
para mapeamento de areas rurais utilizando técnicas de mineragdo de
dados para o desenvolvimento de classificadores de imagens.

[38] Utilizagdo de dados gerados a partir de sensores, celulares,
equipamentos médicos e de empresas de seguros. A partir desses
dados, buscou-se entender possibilidades de prevencao e tratamento
de obesidade.

[40] Discute sobre possibilidades de utilizagdo de aprendizado de maquina
no processo de descoberta e desenvolvimento de novos principios
ativos com finalidades farmacologicas.

Os algoritmos de ML variam de acordo com sua aplicabilidade e requisitos. Nesse
sentido, os sistemas de ML podem ser classificados a partir de alguns parametros isolados ou
combinados.

Quanto a supervisdo humana, pode-se classificar em aprendizado supervisionado, ndao
supervisionado, semi-supervisionado e por reforco (também chamado de “aprendizado
online”) [6, 33].

No aprendizado supervisionado, os conjuntos de dados sdo rotulados: ha uma
identificacdo prévia sobre a qual classe (identificador) o dado pertence [33]. Por exemplo: um
conjunto de imagens de animais no qual cada uma destas ja sdo previamente identificadas
como gato ou cachorro. Neste exemplo, as classes sdo “gato” e “cachorro”.

Um outro exemplo ¢ a classificacdo de patologias. Para isso, considere um conjunto
hipotético de dados de pessoas que podem estar (unicamente) em cada um desses grupos
(classes): controle; patologia 1; patologia 2; patologia 3. Além disso, ¢ razoavel que cada
registro desses tenha algumas informagdes, como a idade e a massa. Esses atributos, que sao
chamados de caracteristicas (ou “features”), podem ser utilizados na constru¢do do modelo

para treinamento. A figura 2.9 ilustra esse conjunto de dados.
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23 ir Patologia 1
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Figura 2.9 - Exemplo com um conjunto de dados para aprendizado supervisionado. Nessa ilustra¢ao, cada linha
¢ um registro de uma pessoa; as primeiras colunas (idade e massa) representam as caracteristicas (“features”),
que sdo as informagdes sobre os dados a partir das quais, supostamente, serd possivel classificar um registro; a

ultima coluna (grupo), por sua vez, é a indicagdo da classe a qual cada registro pertence.

De forma contraria ao aprendizado supervisionado, no aprendizado ndo
supervisionado nao ha rotulos iniciais [6, 33]. Ha algoritmos desse tipo para criagao de
“cluster” (K-means, DBSCAN, HCA), detec¢ao de anomalia (One-Class SVM e Isolation
Forest), visualizagcdo e redu¢do de dimensionalidade (principal component analysis (PCA) e

Kernel PCA) e aprendizado de regras de associagao (Apriori e Eclat) [6].

Os algoritmos de clusterizagao criam grupos de acordo com as similaridades de suas
caracteristicas: buscam, como ilustrado na figura 2.10, por registros que sdo mais proximos
em um espaco de caracteristicas. Assim, utilizando o exemplo do conjunto de dados de
pessoas com idade, cidade e patologia, pode-se criar uma representagdo na qual as
caracteristicas (idade e cidade) sdo eixos e os registros sdo pontos que, para essa ilustragao,
sera assumido que representam pessoas cuja patologia ¢ desconhecida. Cabe ao algoritmo de

aprendizado ndo supervisionado a tarefa de identificar uma forma de segmentagao.
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Figura 2.10. Representacdo de (a) um conjunto de dados sem rétulos em um grafico com caracteristicas dos
dados em cada eixo e com (b) uma possivel separacdo de classes a partir de um algoritmo de aprendizado néo

supervisionado.

Outra aplicagdo de aprendizado ndo supervisionado ¢ em algoritmos de visualizagao.
Esses sdo uteis para a representacdo grafica (em duas ou trés dimensdes) de dados complexos
e ndo rotulados. Para tanto, esses algoritmos entendem como os dados sdo organizados e, a
partir do padrdo identificado, projetam caracteristicas que melhor representam esses dados de
forma a preservar sua estrutura e representar em graficamente (em até trés dimensdes). A
figura 2.11 ilustra uma representacao de um conjunto de dados com multiplas caracteristicas

reduzidas a uma apresentagao bidimensional a partir da utilizagdo do t-SNE.
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Figura 2.11. Visualizacdo de um conjunto de dados utilizando t-SNE. Nesse exemplo, as classes sdo objetos
agrupados em um mapa de caracteristicas bidimensional: pontos mais proximos tendem a pertencer a mesma

classe. Esse método permitiu representar graficamente dados com multiplas caracteristicas. Figura adaptada de

(6]

No aprendizado semi-supervisionado, por sua vez, apenas parte dos dados sdo
rotulados [33]. Ou seja, embora os registros tenham caracteristicas, alguns dos registros da
base de dados de treinamento sdo desconhecidos. Um exemplo disso ¢ um servigo de
classificacdo do Google Photos: a partir de algumas fotos rotuladas, hd o reconhecimento de
fotos semelhantes [6]. No geral, os algoritmos desse tipo de aprendizado de maquina sdo uma
combinacao de algoritmos supervisionados € ndo supervisionados - como o DBN (deep belief
networks), que sdo baseados em um algoritmo ndo supervisionado (RBM, ou restricted
Boltzmann machines) em sequéncia a algum passo anterior utilizando aprendizado
supervisionado [6]. A figura 2.12 ilustra uma situagdo em que apenas alguns registros sao

rotulados - os demais podem ser classificados utilizando aprendizado semi-supervisionado.

A

classe

<> ‘, - = desconhecida

®
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>
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Figura 2.12 - ilustracdo de um conjunto de dados parcialmente rotulado. Cada um dos trés simbolos
representam uma classe. O circulo com uma interrogagdo (em destaque), por sua vez, representa um registro

cuja classe é desconhecida.
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No aprendizado por reforgo, por sua vez, ha a figura do “agente”. Esta ¢ uma
representacdo de uma abstracdo computacional que observa o ambiente e, a partir disso,
escolhe e executa uma acgdo [6]. Conforme ilustrado na figura 2.13, caso esta a¢do leve a um
resultado esperado, ¢ computado um retorno positivo; caso o resultado seja diferente do
esperado, ha uma penalidade (retorno negativo). O objetivo do algoritmo nesse método ¢
encontrar a melhor estratégia - chamada de politica (“policy”) - que define como o agente

deve se comportar nas proximas situacoes.

Escolha Ganha ponto
desejada/esperada (refor¢o negativo)

Agente

Perde ponto

g Outra escolha :
(reforco negativo)

Figura 2.13. Ilustragdo esquematizando aprendizado baseado em reforco. Se a escolha realizada pelo agente se
refletir em um resultado esperado, ha um aumento de pontuagdo a esse caminho: reforg¢o positivo. No entanto,

se a escolha se refletir em um resultado distinto, hd uma perda de pontos: refor¢o negativo.

Este trabalho utilizou um conjunto de dados rotulados, como sera apresentado em
outras sessoes. Esse ¢ um dos motivos pelos quais o foco deste trabalho esta no aprendizado
supervisionado.

Quanto a frequéncia de atualizacdo dos dados, o aprendizado de méaquina pode ser em
lotes (batch) ou online. No primeiro, o sistema ¢ treinado com os dados disponiveis no
momento e, em regra, nao passam por incrementos; a partir desse treino, o algoritmo passa a
ser utilizado apenas com esse aprendizado inicial, sem sofrer alteragdes baseadas em novos
dados. Para que uma nova versao seja desenvolvida, € necessario refazer o treino utilizando
todos os dados (o0s ja existentes no primeiro treino e o inicial). Esse novo treino € custoso em
termos computacionais: tende a requerer recursos fisicos (como espaco em memoria € em
disco) e um tempo relativamente maior [6]. No entanto, essa abordagem tende a ser mais
facilmente implementada e a ser executada de forma mais controlada; além disso, as etapas

do processo de treino podem ser automatizadas de forma que os experimentos com multiplos
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treinos sejam executados sem interacdo humana adicional apos a execu¢do do primeiro
treino.

No aprendizado online, por sua vez, o treino pode ocorrer de forma incremental: os
dados podem ser utilizados para treino a medida em que sdo disponibilizados. Esse novo
treino pode ocorrer individualmente ou em pequenos lotes. Isso significa que cada
incremento ¢ mais rapido e barato quando comparado ao novo treino realizado pelo
aprendizado em lotes - que, para um novo incremento, requer o treino com toda a base. Essa
abordagem de aprendizado ¢ util quando os dados sdo alterados com frequéncia. No entanto,
ha um desafio nesse aprendizado: os dados ruins também sdo inseridos no sistema e, assim,
pode haver uma perda na qualidade do modelo. A exemplo disso, caso um sensor passe a
funcionar inadequadamente, os dados coletados irdo sujar o modelo treinado.

O aprendizado de maquina estd relacionado ao poder de generalizagdo. Nessa
perspectiva, ha duas abordagens: o aprendizado de maquina pode ser baseado em instancia ou
em modelo.

No aprendizado baseado em instancia, a generalizacdo ocorre por comparacdo. Os
exemplos iniciais sdo memorizados pelo sistema; os novos registros (instancias) sdo
comparados aos anteriores por uma métrica de similaridade [6], como uma distancia
euclidiana no espago de caracteristicas, com a finalidade de encontrar o mais préximo. Ou
seja, busca-se classificar o novo dado comparando-o com as instancias anteriores. Em um
sistema de classificacao de clientes inadimplentes, por exemplo, cada novo registro de cliente
pode ser comparado aos anteriores; caso 0 novo registro seja mais similar aos registros
(instancias) de clientes inadimplentes, essa sera a classificacdo esperada para esse novo
registro. A figura abaixo ilustra uma classificacdo utilizando a abordagem de aprendizado
baseado em instancia: o registro novo ¢ classificado a partir dos registros ja conhecidos
considerando-se a menor distancia no espaco de caracteristicas; nesse caso, a métrica de
similaridade ¢ essa distancia e, portanto, o novo registro sera classificado como pertencente a

classe do losango azul.
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Figura 2.14. Ilustracdo de aprendizado baseado em instancia com métrica de similaridade baseada em menor
distancia. Nesse exemplo, cada simbolo no espago de caracteristicas representa uma classe conhecida. A classe
do novo registro (em destaque), por outro lado, ¢ desconhecida. Por se tratar de uma abordagem baseada em
menor distancia, esse novo registro sera rotulado com a mesma classe a qual o losango azul pertence. Cada um

dos eixos (vertical e horizontal) representam uma caracteristica.

No aprendizado baseado em modelo, por sua vez, ¢ construido um modelo a partir dos
dados j& conhecidos [6]. Esse modelo ¢ uma generalizacdo parametrizada criada para
representar os dados ja conhecidos. Os novos registros sdo comparados com esse modelo, e
ndo com cada um dos registros. Por exemplo, para um conjunto de dados com os precos de
uma acao, ¢ possivel criar uma equacao que represente esses valores (regressao); a partir
dessa equacdo (e ndo comparando-se individualmente os pontos), € possivel calcular os
valores esperados para outros pontos. No contexto de classificagdo, ¢ possivel criar equagdes
que separem o espaco de caracteristicas: a partir dos dados conhecidos, ¢ construido um
modelo (representado por equacdes) que separa as classes; os novos dados serdo comparados
com essas equagoes e, a partir disso, serdo classificados. A figura abaixo ilustra um espago de
caracteristicas com retas que separam as classes; a partir dessa reta, que representa dos outros
dados, o dado desconhecido sera classificado; nesse caso, como estd acima da reta, sera

classificado como pertencendo a mesma classe do losango azul.
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Figura 2.15. Ilustracdo de aprendizado baseado em modelo. Nesse exemplo, cada simbolo no espaco de
caractetisticas representa uma classe conhecida. A reta tracejada, por sua vez, separa as classes - uma
representacdo de modelo. Nesse sentido, um registro acima dessa reta ¢ classificado como pertencente a mesma
classe do losango azul. Caso contrario, pertence a outra classe. Diante disso, o novo registro (em destaque)
pertence a mesma classe do losango azul. Cada um dos eixos (vertical e horizontal) representam uma

caracteristica.

Os experimentos de aprendizado de méquina apresentam desafios. Dentre esses, ¢
possivel citar: quantidade insuficiente de dados; dados de treino ndo representativos; baixa
qualidade de dados; caracteristicas irrelevantes; baixo poder de generalizagdo [6].

A quantidade de dados ¢ um fator relevante no processo de aprendizado de maquina.
Fazendo um paralelo com a forma como as pessoas aprendem: é preciso ter contato com
varias situacdes diferentes para conseguir identificar um padrdo. Em um processo de
classificagdo de imagens de tomografia, por exemplo, um profissional precisou aprender a
identificar patologias a partir de casos anteriores; analogamente, a criagdo de um modelo para
identificar essas patologias requer uma base de dados com imagens que representem cada
uma dessas classes (patologias) de forma que o algoritmo possa aprender com esses dados e,
idealmente, seja capaz de classificar uma imagem de exame de uma pessoa cujo diagnostico

¢ desconhecido.
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Cabe ressaltar que deve haver uma quantidade suficiente de dados em cada classe. E
por isso que a quantidade insuficiente de dados ¢ um ponto de atencdo na criagdo do modelo.
Para [6], tipicamente ¢ necessario milhares de exemplos para o treinamento de algoritmos em
problemas simples; ou ainda, para problemas mais complexos (como reconhecimento de
imagens ou de fala), pode ser necessario ter milhdes de exemplos.

Essa indisponibilidade de dados ¢ uma barreira recorrente. Uma situagdo comum
dessa limitacao de dados € em casos de quadros clinicos raros: por ndo haver ocorréncia
desses casos, nao ha registros cujos dados possam servir de base de treino para os algoritmos.

Resolver esse fator de quantidade de dados pode ndo ser o suficiente: a qualidade
desses dados ¢ importante. Nesse sentido, ¢ importante observar o poder de
representatividade dos dados. Por exemplo, se todos os dados pertencerem a uma mesma
classe, ndo sera possivel identificar padrdes associados a outra classe.

Alguns problemas nos dados podem ser resolvidos, mas essa pode ser uma tarefa
complexa e trabalhosa. Isso pode ocorrer em conjuntos de dados nos quais ha registros
incompletos. Para ilustrar essa situacao, considere um conjunto de dados levantado a partir da
coleta de exames de EEG; se um eletrodo estiver danificado e ndo coletar os dados, esse
registro ndo constard nos dados. Nesse caso € necessario tratar esses dados com a finalidade
de preencher o registro (por exemplo, com a média dos outros valores medidos pelos demais
eletrodos) ou eliminar esse eletrodo da andlise de dados. O modelo deve ser treinado com
uma base que represente adequadamente a realidade; assim, esse cuidado de, por exemplo,
tratar os dados que tém dados inconsistentes ¢ fundamental para a adequacdo do modelo
treinado. Construir um modelo com dados inconsistentes significa ter um aprendizado de
uma realidade equivocada.

As caracteristicas dos dados precisam ser relevantes para a sua classificagdo. Nao ¢
suficiente ter parametros associados aos dados que nao sdo determinantes na sua
classificacdo. A exemplo disso, considere uma tarefa de identificar uma patologia associada
ao sono de humanos: o CPF de cada individuo ndo ¢ um pardmetro que auxilia na
classificacdo em questdo. Ou seja, uma pessoa que tenha um CPF parecido nao
necessariamente tera uma condi¢do morfoldgica, fisioldégica ou comportamental semelhante.
Nessa situacao hipotética, certamente esse atributo deveria ser descartado.

Nesse sentido, ha operacdes de feature engineering que cabem ser utilizadas no

processo de preparacao dos dados para os experimentos. Dentre esses, ¢ possivel destacar [6]:
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selecdo de caracteristicas; extragao de caracteristicas; criagao de caracteristicas. A sele¢do de
caracteristicas ¢ a escolha dos pardmetros que melhor representam os dados. A extragdo de
caracteristicas, por outro lado, é a combinacdo de caracteristicas para criar uma outra que
resume essas - como ¢ o caso dos algoritmos de redu¢do de dimensionalidade. Por fim, ¢
possivel adicionar novas caracteristicas aos dados fazendo novas coletas - entrevistas ou
exames complementares com os participantes. Esses processos permitem que os conjuntos de
dados sejam enriquecidos (por meio de adig¢do de caracteristicas); adicionalmente, a remogao
e a recombinagdo de caracteristicas permite que o modelo criado seja baseado em
informacgdes mais determinantes para a classificagao.

Tanto a quantidade, quanto a qualidade dos dados sdo importantes. De fato, a
depender do contexto, esses fatores mais diretamente associados aos dados podem ser mais
determinantes na qualidade do modelo de aprendizado de méaquina do que a escolha dos
algoritmos [43]. Assim, embora ambos os fatores (caracteristica do conjunto de dados e
algoritmo de aprendizado de maquina) sejam importantes para a qualidade do modelo, em
especial em pequenos conjuntos de dados, ¢ comum haver complica¢des para se conseguir
bons resultados [6].

Um dos pilares do aprendizado de méaquina ¢ a capacidade de generalizacdo: a partir
do treino, encontrar um padrdo que pode ser aplicado para novos dados. O sobreajuste
(“overfitting”) € a situagdo na qual o modelo treinado ¢ excessivamente ajustado aos dados de
treino, de uma forma tal que representa bem apenas esses dados de treino, mas nao ha
generalizacdo: € um modelo que nao tem bom desempenho para outros dados além daqueles
que foram utilizados durante a fase de treinamento [6, 33, 44]. Ou seja, o aprendizado pode
estar sendo interferido mais pelos ruidos dos dados do que pela informagdo que define as
classes [33]. A figura 2.16 ilustra um caso de sobreajuste: ha uma curva que separa os dados
das duas classes sem erro para os dados conhecidos; no entanto, esse modelo erra nos novos
dados (incapacidade de generalizacdo). Nesse caso, a tentativa de ter uma curva
completamente ajustada aos dados de treinamento (o losango para uma classe; e o outro
simbolo para a outra classe) gerou uma curva de separacdo entre as classes que, embora
acerte a classificagdo dos dados de treinamento, nao acerta a classificacdo do dado de teste

(representado por um circulo com “classe desconhecida”).
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Figura 2.16. Ilustracdo de sobreajuste (overfitting) apos treino de conjunto de dados. Cada classe esta
representada por um simbolo: losango e tridngulo. A curva, por sua vez, representa o0 modelo. O sobreajuste é
evidenciado pela tentativa excessiva de ajustar a curva aos dados de exemplos que, consequentemente, diminui
o poder de generalizagdo. Assim, a classificacdo de um novo registro (em destaque na imagem) com classe

desconhecida sera dificultada. Cada um dos eixos (vertical e horizontal) representam uma caracteristica.

Esse cenario de sobreajuste ¢ uma das principais complicagdes no aprendizado de
maquina [44]. Tende a ocorrer em modelos complexos treinados em bases de dados pequenas
ou com ruidos. Algumas solucdes para esse problema [6]: simplificar o0 modelo reduzindo a
quantidade de parametros ou de caracteristicas selecionadas (no processo de ‘“feature
engineering” discutido neste trabalho); coletar mais dados para enriquecer a base existente;
reduzir os ruidos dos dados de treinamento (tratando, por exemplo, os dados faltantes).

A simplificagdo dos modelos estd relacionada aos hiperpardmetros utilizados:
parametros do algoritmo de aprendizagem que definem sua configuragdo. Algumas dessas
serdo discutidas nesse trabalho, como a profundidade das arvores de decisdo, o nucleo das
maquinas de vetor de suporte e a quantidade de neurdnios das redes neurais.

Por um lado, como foi visto, a perda de generalizagdo pode ser ocasionada pelo
sobreajuste. Por outro, pelo sub-ajuste (underfitting): simplificagdo excessiva do modelo que
se reflete em um modelo com dificuldade para representar corretamente os dados [6]. Assim,
se para o sobreajuste ndo had bom desempenho para os dados novos, para o sub-ajuste nao ¢
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bom resultado nem para os dados de treino [33]. A figura 2.17 ilustra um caso hipotético de
underfitting no qual um modelo foi criado com uma reta separando os dados. Como a
realidade desses dados ¢ mais complexa, essa reta ndo consegue separar adequadamente o

conjunto de dados nas suas classes.
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Figura 2.17. Ilustragdo de sub-ajuste (underfitting) no modelo de classificacdo. Cada classe esta
representada por um simbolo: losango e triangulo. Ha uma uma reta (representando o modelo) para a
separacao das classes “losango” e “tridngulo”. O subajuste ¢ evidenciado pela simplificagdo do
modelo que ¢é linear, enquanto que a distribuicdo dos registros ndo ¢ linear. Dessa forma, o modelo
ndo € robusto o suficiente para classificar adequadamente um novo registro, como € o caso do registro

em destaque: sua classificacdo ¢ hipoteticamente desconhecida; o modelo tenderia a nao classificar

corretamente.

O problema de sub-ajuste pode ser resolvido por meio de uma adequag¢do na
complexidade do modelo e dos dados. Algumas abordagens para a resolucao dessa situagdo
[6]: aumentar a complexidade do algoritmo escolhendo uma arquitetura com mais
parametros; rever o processo de feature engineering com a finalidade de buscar

caracteristicas mais representativas dos dados de treinamento.
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No contexto de aprendizado de maquina, ¢ comum dividir os dados em trés conjuntos:
dados de treinamento; dados de validacao; dados de teste [33, 45]. Os dados de treinamento
sd0 a por¢ao responsavel diretamente pela constru¢do do modelo [33]: sdo usados como
dados de entrada para o algoritmo de inducao nessa criagdo do modelo [46]. O conjunto de
validagdo, por sua vez, ¢ utilizado para a escolha entre os modelos treinados. Por fim, o
conjunto de testes € utilizado para avaliar o modelo final [6, 33]; os valores encontrados que
sdo diferentes desses dados de testes sdo chamados de erros de generalizagao [6]. A figura
2.18 representa essa separagao de dados nesses trés conjuntos explicados que t€ém como
resultado, nessa ordem: os modelos criados a partir do treinamento (baseado nos dados de
treinamento); o melhor modelo (selecionado com base nos dados de validacdo); métricas de

desempenho (como resultado de comparagdes com os dados de testes).

conjunto dados

de dados separados finalidade resultado

dados de
treinamendo

treinamento
do modelo

S |
::> dados de m
validagdo » dssnigd:b /LP melhor modelo
-

modelos criados ‘

dados de teste meétricas de

desempenho

teste do
modelo

Figura 2.18. Representacdo de um fluxo de trabalho em aprendizado de maquinas para a separagdo do conjunto
de dados brutos em dados de treinamento, de validacdo e de teste. Cada um desses tem finalidade espeficica: os
“dados de treinamento” s3o utilizados para a identificagdo de padrdes por meio do algoritmo de treinamento do
modelo; os “dados de validacdo” sdo utilizados para verificar os resultados do modelo em elaboracdo para
auxiliar na otimizagdo dos resultados; os “dados de teste”, por sua vez, sdo, de uma forma geral, desconhecidos

pelo modelo e, com isso, sdo utilizados para avaliar a capacidade de generalizagdo do modelo criado.

Com a finalidade de se controlar os experimentos de aprendizado de maquina, ¢
preciso que as métricas de desempenho dos algoritmos sejam mapeadas. Para isso, sdao
comparados os valores esperados (baseando-se nos dados do conjunto de testes). Sdo

exemplos de métricas e andlise de desempenho que serdo utilizadas direta ou indiretamente:



precisdo; acurdcia; taxas (de verdadeiro positivo, de falso positivo, de falso negativo e de
verdadeiro negativo); especificidade.

A matriz de confusdo ¢ uma representagdo que agrega vdrias informagdes
relacionadas a frequéncias de acertos e erros a partir das quais € possivel calcular direta ou
indiretamente métricas de desempenho. As opgdes representadas diretamente nessa matriz
sdo: verdadeiro positivo; falso positivo; verdadeiro negativo; falso negativo. A figura 2.19
ilustra uma matriz de confusdo, na qual ¢ possivel identificar essa representacdo de

frequéncias.

Valores reais

Condigéo Condigéo
positiva negativa
) Conq/gao Verdadeiro Falso
oS positiva cos e
= . positivo positivo
o prevista
a
3
S Cond/gao Falso Verdadeiro
© negativa > >
> . negativo negativo
prevista

Figura 2.19. Representagdo de uma matriz de confusdo. Os valores reais sdo uma parte dos dados conhecidos
separada para fazer essa avalia¢do; os valores preditos sdo os resultados da predigdo realizada pelos algoritmos
preditivos a partir dos modelos treinados. Para a construcdo dessa matriz, ambos os conjuntos de valores sdo
comparados a com a finalidade de avaliar o desempenho do modelo criado. O “verdadeiro” representa uma
convergéncia entre os valores reais ¢ preditos; o “falso”, por outro lado, representa uma divergéncia entre esses
valores. Adicionalmente, o “positivo” representa a condigdo ‘“positiva” (previamente estabelecida);
analogamente, o “negativo” representa a condi¢do “negativa”.

As linhas da matriz de confusdo representam as frequéncias das diferentes condig¢des
preditas (a partir do modelo). As colunas, por sua vez, representam as condigdes reais (ja
conhecidas a partir dos rotulos dos dados). A “condig¢do positiva” denota a caracteristica em
que se esta focando; a “condigdo negativa” € o seu oposto.

O verdadeiro positivo (VP) e o verdadeiro negativo (VN) sdo condi¢des nas quais o
valor predito pelo modelo ¢ o mesmo que o valor real para aquelas caracteristicas. O primeiro
ocorre quando esse acerto € para a condi¢do positiva; o segundo, para a condi¢do negativa.

Por outro lado, o falso positivo (FP) e o falso negativo (FN) contabilizam as

frequéncias de casos em que o valor predito pelo modelo ¢ distinto do valor real conhecido.
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O primeiro ocorre quando o valor predito pelo modelo deveria ser negativo para a
condi¢cdo em questdo, mas foi predito como sendo negativo. O segundo € o caso contrario: o
modelo deveria predizer um valor positivo, conforme dados conhecidos; mas a predigdo foi
de um valor negativo.

A partir desses valores de verdadeiro e falso positivo e negativo, outras métricas de
desempenho dos modelos sao calculadas. A mais comum ¢é a acuréacia: um calculo de quanto
que o modelo acerta. Dessa forma, é calculada a taxa de positivos (verdadeiro e falso) dentre

todos os casos. A equagdo abaixo sintetiza essa métrica.

B VP+VN
" VP+VN+FP+FN

onde A ¢ a acuracia, VP sdo os verdadeiros positivos, VN sdo os verdadeiros negativos, FP

sao os falsos positivos € FN sdo os falsos negativos.

2.7 CLASSIFICADORES

Random Forest

Uma abordagem relativamente simples e eficaz para classificacdo ¢ a utilizagdo de

arvores de decisdo. Essa estrutura representa um niimero possivel de caminhos de decisao e,
para cada um desses caminhos, hd um resultado possivel [33].
Hé dois tipos de arvores de decisdo: arvore de classificagdo; arvore de regressao [33]. A
primeira produz saidas categoricas - classes, por exemplo, para identificar se o resultado
esperado ¢ um estado fisioldogico ou ndo. A segunda produz saidas numéricas - a exemplo
disso, um prego de um ativo financeiro que estd sendo estimado. Neste trabalho, o foco ¢ para
as arvores de classificagao.

As arvores de decisdo sao classificadores atrativos devido a sua alta velocidade de
execucdo [19], simplicidade no entendimento dos resultados e transparéncia no processo de
previsao [33]. Além disso, ¢ possivel utilizar uma mistura de atributos numéricos e
categoricos [33].

Por outro lado, ha desafios na criagdo de uma arvore de decisdo. O principal esta
relacionado ao processo de se encontrar a arvore ideal: pode haver um sobreajuste. Nesse
caso, seu baixo poder de generalizagcdo se reflete em baixa acuracia para dados ndo vistos,
servindo mais adequadamente apenas para os dados de treino (uma condi¢do particular). [19,

33]
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O processo de construcdo de arvore de decisao envolve entender as principais
perguntas que devem ser feitas e em qual ordem. A exemplo disso, considere que se espera
classificar as condi¢des climdticas para identificar se ¢ favoravel ou ndo realizar um
experimento. Nesse caso ilustrativo, podem ser utilizadas as perguntas associadas a
temperatura € ao momento do dia. A figura abaixo representa uma arvore possivel para essa

situacao hipotética.

A temperatura esta

acima de 30°

Verdadeiro Falso

O experimento esta O Experimento esta

ocorrendo durante a

ocorrendo de manh&?
tarde

Verdadeiro Falso Verdadeiro Falso

Condicéo
desfavoravel

Condicéo

Condigao favoravel

Condigao favoravel

desfavoravel

Figura 2.20. Ilustracdo de uma arvore de decisdo em situacdo hipotética para condi¢des favoraveis e
desfavoraveis para a realizacdo de um experimento. Nessa arvore, cada caixa representa um nd: uma condi¢@o
de uma determinada varidvel que sera avaliada. Ha dois tipos de nos particulares: o superior, que ¢ a raiz (por
onde a arvore comega); os inferiores, que sao chamados de folha e remetem a condigéo final (para uma tarefa de

classificag@o, essa ¢ a classe esperada para as condi¢des do registro de entrada).

Embora essa seja uma representagdo possivel, ndo necessariamente ¢ a mais
otimizada. Para essa otimizagdo, deve-se buscar as perguntas cujas respostas entreguem o
maximo de informacao sobre a arvore que se pretende criar [33]. A métrica relacionada a
essa informacdo ¢ a entropia, que ¢ utilizada para representar a incerteza associada aos dados
[33].

Matematicamente, a equagao

H;(S) = —pjlogap

define a contribuigdo  HilS) | em bits, da classe . para a entropia H(S5) | sen(]ljo a
1 )

probabilidade de ocorréncia da classe [6]. Nesse sentido #(5) ¢ dada, em bits, por

H(S) == pilogyp;
7

b
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que representa a soma dessas entropias i(S).

Os valores de Hi(S)tendem a 0 quando tend& a 0 ou 1. Esse comportamento significa
que quando a maioria dos dados estd em uma unica classe, a entropia tende a zero - e, com
isso, ha baixa incerteza. Por outro lado, quando os dados estdo espalhado em multiplas
classes, Pi esta afastado de 0 e 1 e, assim, o valor de #i(S) serd maior. Esse comportamento
reforga a razoabilidade da equagdo adotada para a estimativa de entropia.

Essa entropia ¢ base para algoritmos de arvores de decisdo. A busca de uma arvore
Otima requer questdes (“nos”) que dividam os dados em um subconjunto com alta certeza
(medida pela baixa entropia) e em outro com incerteza (maior entropia) [33]. Com isso, o no
representa uma condicdo que ¢ determinante para o primeiro subgrupo: traz uma maior
certeza quanto a sua classe.

Ha varios métodos para a construgdo das arvores de decisdo. Um exemplo ¢ o ID3,
um algoritmo relativamente simples. Para detalhar seu funcionamento, considere que os
dados sdo rotulados e ha uma lista de caracteristicas que deve ser considerada para ramificar.
A partir disso, o algoritmo segue esses passos: se os dados possuem o mesmo roétulo, € criado
uma folha que prevé o rotulo; caso a lista de caracteristicas estd vazia, um no folha € criado
para prever o rotulo mais comum naquele subconjunto e, entdo, o algoritmo para; caso
contrario, deve-se tentar particionar os dados para cada uma das caracteristicas restantes; na
divisdo com entropia mais baixa, ¢ adicionado um né de decisdo; por fim, deve-se retornar a
cada subconjunto particionado utilizando-se as outras caracteristicas que ainda nao foram
utilizadas [33].

Embora haja as vantagens previamente citadas sobre as arvores de decisdo, essa
abordagem pode gerar um sobreajuste nos dados. Ou seja, o modelo gerado pode se ajustar
quase perfeitamente aos dados de treinamento, no entanto, perdem o poder de generalizagao.
Uma das formas de evitar esse sobreajuste ¢ utilizando véarias arvores de decisdo
simultaneamente [6, 33].

Esse método, chamado Random Forest (“florestas aleatorias™), considera multiplas
arvores que selecionam aleatoriamente amostras de dados. Cada arvore dessas ¢ generalizada
com a finalidade de aumentar a generalidade do modelo. Com isso, esse método permite bom

desempenho por apresentar velocidade na execugdo e acurécia nos resultados [19, 20].
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Esse método se mostrou importante em varias aplicacdes, incluindo dermatologia [20],
oncologia [21], outros contextos de visdo computacional [22] e no estudo de estagios de sono
[23].

Um conjunto de preditores ¢ chamado de ensemble [6]. Assim, uma Random Forest ¢
um ensemble formado por arvores de decisdo. Para um dado conjunto de teste, varias arvores
de decisdo sdo criadas; a predicdo ocorre a partir de votos de cada arvore; o resultado ¢ a
predicdo da Random Forest.

Mais precisamente, Random Forest ¢ um ensamble do tipo Bagging [6]. Neste
método, sdo geradas multiplas versdes de um modelo de predi¢ao que sdo utilizados para
chegar a um modelo Unico por uma agregacdo da média a partir da saida numérica dos
modelos iniciais. Ganhos substanciais na acurdcia ocorreram em testes realizados em dados

reais e simulados utilizando classifica¢do e na regressao [34].

Maquina de Vetores de Suporte (SVM, do inglés Support Vector Machine)

A maquina de vetor de suporte (SVM, do inglés support vector machine) ¢ um
modelo de aprendizado de maquina que pode ser utilizado para classificagdo - além de
regressao e detecgdo de outliers. Por sua versatilidade e qualidade de resultados em potencial,
esse ¢ um dos modelos mais populares nesse contexto. Considerando-se o escopo do
trabalho, o foco da discussdo serd na SVM como uma ferramenta para classificacao [6].

Para um certo conjunto de dados com varias classes rotuladas, a SVM procura um
hiperplano que separa esses dados de cada classe com a maior margem possivel. Para
simplificar, pode-se discutir sobre um conjunto com duas classes ¢ com duas caracteristicas
preditoras. Nesse caso, a SVM busca uma reta (um caso particular do hiperplano) para
separar essas classes.

As figuras abaixo ilustram essa situagdo: ha duas classes, representadas por circulos e
triangulos; ha uma reta com sua respectiva margem. Em(a), a reta tem menor margem quando
comparada a(b). Nesse caso,(a) ndo seria uma candidata para compor a SVM - pois ndo ¢

uma situagdo 6tima.
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Figura 2.21. Ilustragdo de separacdo de classe com vetores de suporte. Em ambos os casos, ha duas retas
tracejadas que buscam uma regido maxima a partir da reta continua. No entanto, a segunda situagdo é um

candidato mais otimizado por separar com maior disting@o as classes representadas por circulo e triangulo.

Hé situagdes, no entanto, que ndo sdo lineares. A exemplo disso, a figura abaixo
ilustra uma situacdo em que nao ¢ razodvel encontrar uma reta que separa adequadamente as

duas classes.

>

> D> D

> D
> D
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Variavel preditora 2

Variavel preditora 1 >
Figura 2.22 - Mapa de caracteristicas para um conjunto de dados com duas classes cuja separagdo

tende a ndo ser linear. Nessa representacdo, ha duas classes: uma tem seus cada registro identificado

por um circulo; outra, por tridngulos.

Redes Neurais Convolucionais (CNN, do inglés Convolutional Neural Networks)
A natureza ¢ inspiracdo para o desenvolvimento de solugdes. Nesse sentido, o
processo de tomada de decisdo - que se baseia, essencialmente, no sistema nervoso [3, 5, 47,

57] - € inspiracdo para o desenvolvimento de solucdes de aprendizado de méaquina. De forma
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mais concreta, as redes neurais artificiais s3o uma abordagem de aprendizado de maquina que
busca mimetizar o comportamento de redes de neurdnios bioldgicos [103]. Essa solucao
artificial ndo ¢ tdo sofisticada quanto o sistema nervoso bioldgico, mas permite operagdes que
trazem bons resultados em aprendizado de maquina [6].

O neurdnio biologico tem diferentes formas e comportamentos individuais e coletivos
[3, 5, 47, 57]. Essa diversidade contribui para a complexidade das redes neuronais bioldgicas.
No entanto, alta complexidade dificulta a modelagem de solucdes e suas implementacdes
computacionais. Diante disso, em 1943 foi apresentado um modelo matematico [104] por
Warren McCulloch, um matematico, ¢ Walter Pitts, um neurofisiologista, que simplifica a
representacdo de um neurdnio. Nessa representacdo, que € utilizada como base para modelos
de redes neurais artificiais: o neuronio se relaciona com outros por meio de sinapses (jungoes,
nesse caso de uma rede artificial, apenas entre neurénios); varios neurénios podem excitar ou
inibir um neurdnio seguinte, mas este neuronio somente pode ter um disparo indiferenciado
(um processo “tudo ou nada”).

Esse disparo ocorre em determinadas condigdes que podem ser parametrizada. Dessa
forma, se um neurdnio atinge um limiar de excitagdo (“treshold”), ocorre o disparo [6]. Esse
limiar ¢ o resultado de todas as excitagdes que chegaram até o neur6nio em analise, que pode,
ainda, ter uma funcdo (chamada de func¢do de ativac¢do) para modulazirar essa intensidade de
excitagdes [6]. A Figura 2.23 representa esse comportamento dos neurdnios utilizando as

fungdes de ativagdo e o mecanismo de limiar de excitagao.
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Figura 2.23. Representacdo de uma interacdo entre neurénios. Cada circulo
representa um neurénio. Os neur6énios a esquerda excitam (ou inibem) o neurénio da
direita a patir de contribuigdes “v”’ e pesos “w” que resultam em um valor “z”. Este
valor ¢ utilizado como entrada da funcdo de ativagcdo. Caso esse valor resultante
(saida da funcdo de ativagdo) atinja um limiar definido, o neurénio em destaque ira

propagar o sinal.

Algebricamente, a intensidade z que chega em um neurdnio j neurdnio ¢

zi=Y wij-v;+b
i
b

onde w;; € o peso dado a cada neur6nio j, que contribui com uma intensidade v; de saida, e b ¢

o viés [107]. Essa contribuig¢do z; ¢ utilizada como entrada para a fun¢do de ativagdo “h”:

ﬂ,j = hj(zj)

b
. ~ il A e, . ~ ~ -
onde o valor de ativagdo - para cada neurdnio ¢ a aplicagdo da fungao fj de um

neurdnio J a partir daquela contribuicio ~i.
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A partir dessa abordagem, ¢ possivel utilizar uma funcdo de ativacdo distinta para
cada camada ou neurdnio. Normalmente, utiliza-se a mesma funcao de ativagao para todos os
neurdnios da mesma camada ou, ainda, para todas as camadas [107]. Alguns exemplos de
funcdo de ativacdo que sdao frequentemente utilizadas [6, 103, 107]: ReLU; sigmoide
(“sigmoid”); tangente hiperbolica (“tanh”).

Embora o modelo de neurénio artificial proposto por McCulloch e por Pitts seja uma
simplificagdo, ¢ possivel construir rede de neurdnios artificiais que calcula as logicas
proposicionais [3]. A exemplo disso, com 3 neurdnios € possivel representar calculos 16gicos
simples como conjung¢des, disjuncdes e negacao [3, 103]. A Figura 2.24 ilustra esses calculos

logicos a partir de neurdnios artificiais.

/N /R

AANB AV B A A-B

Figura 2.24. Representacdo de logicas simples a partir de trés neurdnios artificiais. “A”,
“B” e “C” reprsentam neurdnios; os dois primeiros sdo neurénios de entrada que,
conjuntamente, modulam a entrada de “C”; este ¢ o neurdnio de saida que tera uma resposta

“tudo ou nada” a partir do resultado de sua fungdo de ativacdo. O primeiro diagrama

[IP% L)

representa um “e” (AND) logico; o segundo, um “ou” (OR); o terceiro, um “e” com uma
negacdo em “B”. Na primeira, A e B sdo necessarios para atingir o limiar em C; na

segunda, apenas um ¢ suficiente. Na terceira, B atua negativamente.

De uma forma geral, os neuronios artificiais sdo aplicados em populacdes de neurdnios
organizadas em camadas, ainda que possam ser analisados individualmente. A camada de entrada tem
os neuronios que representam cada unidade da entrada da rede; analogamente, no final, ha uma
camada de saida que contém neurdnios representando cada unidade da saida [3]. A unidade da entrada
¢ uma caracteristica do mapa de caracteristica utilizado na rede: por exemplo, a energia para uma

banda de frequéncia do sinal. A unidade da saida, por sua vez, pode ser a probabilidade de ocorréncia
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de uma patologia. Essas sdo as escolhas detalhadas no capitulo de proposicdo de metodologia do
trabalho na se¢do sobre aplicagdo de redes neurais artificiais. Entre as camadas de entrada e saida,
opcionalmente ha camadas intermediarias - também chamadas de camadas ocultas. A Figura 2.25
representa essas camadas utilizando-se as energias em alfa, beta, gama, delta e teta do EEG como

caracteristicas de entrada e patologias (além do grupo controle) como unidades de saida da rede.
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Figura 2.25. Representacdo de uma rede neural. Cada circulo corresponde a um neurdnio.
Nessa representagao, cada neurdnio da camada de entrada recebe a intensidade da energia em
uma banda de frequéncia (alfa, beta, gama e delta). Na camada de saida, cada neurdnio esta
relacionado a uma saida, que pode ser uma patologia ou o grupo controle. Os demais
neurdnios estdo nas camadas ocultas. As linhas tracejadas sdo as sinapses (ligagdes entre esses

neuronios artificiais).

4

E possivel notar que as redes neurais permitem diferentes arranjos a partir de
variagdes nos neurdnios € nos seus relacionamentos. Nesse contexto, uma abordagem
particular foi proposta: as redes neurais convolucionais (CNN, do inglés “convolutional
neural networks™). A partir do uso de redes neurais convolucionais, novas caracteristicas sao
extraidas automaticamente a partir de operagdes chamadas de convolugdes [103, 107]. Foram
apresentados trabalhos mostrando resultados positivos utilizando-se CNN [107].

A principal operacdo das redes neurais convolucionais ¢ a convolugdo [6]. As

caracteristicas sdo extraidas a partir de operagdes de transformagdes sobre os dados de uma
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camada e o resultado gera a camada seguinte em um mapa de caracteristica por meio dessas
operagdes [107]. Com isso, € possivel extrair informa¢des implicitamente dos dados [6, 107]
. Algebricamente, a operagdo de convulugdo pode ser interpretada como uma operagdo em
um tensor de entrada que leva a um mapa de caracteristicas (outro tensor).

Outra operagao importante comumente utilizada nas CNN ¢ o “pooling”. Com isso €
possivel reduzir as dimensdes dos mapas de caracteristicas por meio da priorizagdo de
informagdes mais relevantes [103]. Essa operacdo pode ser interpretada como uma
subamostragem que gera um mapa de caracteristicas com resolucdo mais baixa [6, 107], o
que permite a diminui¢do do custo computacional durante o treinnamento da rede final.
Existem alguns tipos dessa opera¢do de pooling, como o MaxPooling [6, 103, 107] e L2
Pooling [107]. No primeiro caso, o pooling ocorre por meio da selecdo do maior valor para
cada regido [6, 107]. As operacdes de pooling e convolucao, representadas na Figura 2.26,
podem ocorrer varias vezes em uma mesma CNN. Na representacao da Figura 2.26, o fluxo
do recorte finaliza em “préximas camadas™: essas camadas podem ser outras camadas

convolucionais, de pooling ou camadas totalmente conectadas com os neurénios da saida.
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Figura 2.26. Representacdo de um recorte com camada convolucional e de pooling a partir de
uma rede neural. Cada circulo representa um neurdnio. A camada convolucional é resultante da
operagdo de convolucdo; a camada de pooling, por sua vez, é resultante da operagdo de pooling.

Apos esse fluxo, pode haver outras camadas dessas ou outros tipos de camadas (inclusive a

saida da rede).

2.8 PatoLocliAs AssociADAS A0 SoNO

Bruxismo

O Bruxismo ¢ uma condi¢ao que pode ser caracterizada por uma atividade repetitiva
nos musculos da mandibula. Esta associada a casos em que o individuo passa por situagdes

de apertar ou ranger os dentes. [7]

Hé duas manifestacdes circadianas distintas: pode ocorrer durante o sono (conhecido
como “bruxismo do sono”) ou durante a vigilia (conhecido como “bruxismo acordado”). [7]
O estudo dessa condicao ¢ importante para diversas areas. Dentre essas, cabe citar

odontologia, neurologia e areas relacionadas a medicina do sono. [7, 66, 67].
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Insénia

A insbnia é uma desordem comum para uma parcela significativa da populacdo. E
comum que a insdnia ocorra como um problema inicial que evolui para outras comorbidades
fisicas e mentais [8]. A exemplo disso, sabe-se que a insdnia impacta no risco de depressao

[9] e hipertensao [10].

Narcolepsia

Narcolepsia ¢ a principal causa de sonoléncia cronica [11, 12]. Pessoas com
narcolepsia t€ém longos e frequentes periodos de sonoléncia. Ainda que durmam, voltam a
sentir sono dentro de poucas horas [11]. Esse cenario tende a ser um complicador no contexto

educacional e profissional dessas pessoas.

Epilepsia noturna do lobo frontal
A epilepsia noturna do lobo frontal ¢ uma condi¢gdo na qual ocorrem convulsdes
exclusiva ou predominantemente durante o sono. [13] A video-polissonografia ¢ o padrao

ouro para diagndstico [15]

Movimentos periodicos das pernas
A sindrome das pernas inquietas ¢ uma condi¢do patofisioldgica que impacta no sono.
Estudos indicam que sua causa pode ser por questdes genéticas ou por disfungdes no

transporte de ferro e, consequentemente, no sistema de dopamina. [14]

Distarbio do sono REM

Em situagdes normais, durante o sono REM, ha situa¢do de atonia muscular. No
entanto, para pessoas com transtorno do comportamento do sono REM, ha movimentos
durante esse periodo do sono. Para [16], a polissonografia ¢ essencial no diagnostico desse

distarbio.

Disturbios respiratorios do sono
Hé distirbios do sono que sdo associados a respiragdo. Dentre esses, a apneia
obstrutiva do sono, a apneia central do sono, a hiperventilagcdo relacionada ao sono e a

hipoxemia [18].

51



3 Marteriais E METODOS

Este capitulo descreve os conjuntos de dados e os métodos utilizados para tratamento e
pré-processamento. Por fim, discute sobre a implementacdo dos classificadores e suas
métricas. Essa abordagem foi topico da publicagdo do autor no Simbodpio Brasileiro de
Engenharia Biomédica [106].

Para esse trabalho, os dados brutos foram coletados e tratados; em seguida, foram
implementados modelos de classificacdo; estes foram avaliados por meio de métricas de
desempenho; esses resultados foram, por fim, analisados e discutidos. A figura abaixo mostra
um fluxograma com uma visdo geral das etapas do trabalho, evidenciando os artefatos e as
atividades de forma sequencial.

Inicio

—» Dados brutos ——» ingestac n ~—>» Dados tratados \—b Extra-;a,o_de
preprocessamento caracteristicas

|

Matriz de
caracteristicas

Implementagdes ‘
——>» eavaliaggiode ~——>»
modelos ‘

Métricas de ‘ " Discussio dos
v—’
desempenho ‘ resultados

7i7 Fim

Conclusdes 4>O

Figura 3.1. Fluxograma com uma visdo geral do fluxo de trabalho. Os retdngulos azuis representam os

artefatos; os paralelogramos em laranja, as tarefas realizadas. Esse fluxo se inicia com a ingestdo e
preprocessamento dos dados brutos para gerar os dados tratados; a partir da extragdo de caracteristicas, ¢ gerada
uma matriz de caracteristicas; sdo implementados modelos com suas respectivas avaliagdes que geram
resultados a serem avaliados por meio de métricas de desempenho; com isso, sdo apresentadas as conclusdes do

trabalho.

3.1 DescrigAo po ConJunTo DE DADOS

O conjunto de dados utilizado nesse trabalho fornece trés extensdes de arquivos, que

estdo descritos no quadro 3.1. A extensdo “edf” contém os registros da polissonografia — que
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sao utilizados como base para os experimentos. Além disso, hd um arquivo com o sexo e a

idade de cada participante e um outro com as anotagdes de neurologistas.

Quadro 3.1. Descricao geral do contetido dos arquivos disponibilizados no conjunto
de dados utilizado

Extensdo do(s) arquivo(s) Descri¢do do conteudo

edf Gravagodes de registros de polissonografia
com dados de EEG, EMG e EKG; um
arquivo “edf” para cada participante.

xlsx Planilha com o sexo e idade de cada
participante.

txt Arquivo de texto contendo anotagdes de
neurologistas.

Dentre os participantes, 16 ndo apresentam patologias neuroldgicas e estdo livres de
efeitos de medicamentos que afetem o sistema nervoso central. Os outros 92 participantes sao
pacientes com algum distirbio neurologico: 40 diagnosticado com NFLE; 22 afetados por
RBD; 10 com PLM; 9 com ins6nia; 5 com narcolepsia; 4 com SDB; 2 com bruxismo. Essas
pessoas sao mulheres (42) e homens (65) com idades que variam entre 14 e 80 anos.

Nesse conjunto de dados, os participantes sdo identificados por um prefixo que
identifica a patologia acompanhado de um numero. Por exemplo, para o registro “ins1”: o
prefixo “ins” informa que ¢ uma pessoa com “insonia”’; o numero “1” indica que, dentre os
individuos com insonia, trata-se da pessoa “1”. O quadro abaixo mostra a organiza¢ao desses

arquivos edf por patologia.
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Quadro 3.2. Mapeamento dos registros de polissonografia

Nome do grupo ou | Numero de | Prefixo Rotulos dos
patologia participantes participantes
Controle 16 n nl -nl6

(sem patologia)

Bruxismo 12 brux brux1 - brux12
Insonia 9 ins insl - ins9
Narcolepsia 5 narco narcol - narco5
Epilepsia noturna | 40 nfle nflel - nfle40

do lobo frontal

Movimento 10 plm plml - plm10
periodico

das pernas

Patologia do| 22 rbd rbd1 - rbd22
comportamento

REM

Sleep-disordered 4 sbd sbdl - sbd4
breathing

Todos os arquivos e as descricoes originais desse conjunto de dados estdo
disponibilizados no PhysioNet no endereco
eletronico https://physionet.org/content/capslpdb/1.0.0/. Esse ¢ um portal que oferece acesso
aberto a colegdes de dados clinicos e de fisiologia. Sua gestdo ¢ realizada por membros do
MIT Laboratory for Computational Physiology e apoiado pelo Margret and H. A. Rey

Institute for Nonlinear Dynamics do Beth Israel Deaconess Medical Center.
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3.2 INGESTAO, PRE-PROCESSAMENTO E EXTRAGAO DE CARACTERISTICAS

Os primeiros passos para a implementacdo do projeto do trabalho consistem em

atividades de ingestao de dados e pré-processamento. A figura abaixo sumariza esse fluxo.

Inicio
Dados em ".edf" no | .
> servidor do — ng(!jé:‘daoc; e
PhysioNet

Selegado dos potenciais '

Dados em ".edf" no > » Carga em "parquet’

ambiente local nos eletrodos

Dados e'r'n formal? ) Aplicacdo da _ /Calculo de energias em N Carga em ".csv"
colunar (".parquet”) transformada de Fourier / bandas
4*7 Fim

Dados de energias
em bandas de
frequéncia

Figura 3.2. Fluxograma de atividades de ingestdo e pré-processamento de dados. Os retdngulos azuis
representam os dados; os paralelogramos em laranja, as tarefas realizadas. Esse processo parte da copia dos
dados de PSG do servidor do PhysioNet para um computador de trabalho; ¢ aplicada uma sele¢ao dos dados de
EEG e, em seguida, o resultado ¢ salvo em “.parquet”; ¢ alicada a transformada de Fourier e, no dominio da

frequéncia, sdo calculadas as energias em bandas; esses dados s@o salvos em arquivo “.csv” para analise futura.

O primeiro passo € a ingestdo dos dados: fazer uma copia dos arquivos “.edf” do
servidor do PhysioNet para o ambiente local de trabalho - para esse estudo, um notebook com
o sistema operacional Windows. Essa copia permite um acesso mais rapido aos arquivos, por
passar a ser um conjunto de dados local e, portanto, independente de acesso a internet e de

disponibilidade dos servidores web do PhysioNet. Essa etapa ¢ ilustrada na figura abaixo.
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Servidor PhysioNet Arquivos locais

edf
Download n1.edf n2.edf
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brux1.edf L
txt *

Figura 3.3. Esquema com detalhes da ingestdo de dados do servidor da PhysioNet para o ambiente
local. Nesse processo, apenas os arquivos “.edf” sdo copiados para o ambiente local. Os arquivos

“txt” e “.csv” desse servidor ndo sdo utilizados nesse trabalho.

3

Esses arquivos “.edf” contém dados de potenciais elétricos do EEG, mas também
outros dados (como EMG e EKQG), além de metadados. Como o escopo ¢ focado em dados de
EEG, apenas estes sdo selecionados. Além disso, considerando que esse processo ¢ lento,
essas informagdes sdo salvas. Para isso, o formato parquet foi escolhido - considerando que
permite maior compactacdo dos arquivos, sem perda de informagao. A biblioteca “MNE” foi
utilizada para essa extracdo dos dados nos arquivos “.edf”, que foram salvos em “parquet"

utilizando o Pandas. Essas informagdes estdo no dominio do tempo e com duragdes distintas.

Essa etapa esta representada na figura abaixo.

Arquivos ".parquet”

ni n2
_ 1 51 23 45 . 1 21 33 98 ..
Arquivos EDF 2 53 31 55 .. 2 33 61 57 ..
3 23 44 77 .. 3 25 42 33 ..
EEG EKG MNE : -
EMG Metadados Pandas brux1
1 33 47 35 ..
2 56 78 57 .. .,
3 79 44 98 . .

Figura 3.4. Representagdo da etapa de selegdo de dados e de carga em “.parquet”. Apenas as informagdes sobre
o EEG sio utilizados; o EKG, EMG ¢ os metadados, embora fagam parte do conteudo dos arquivos “.edf”’, ndo
sdo utilizados nesse trabalho. Foram utilizadas as bibliotecas “Pandas” e “MNE” para lidar com essa extragao.
Como resultado, foram gerados arquivos “.parquet” com registros dos potenciais para cada um dos arquivos

“.edf” originais.
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A extragdo de caracteristicas ocorreu por meio da Transformada Réapida de Fourier
(FFT, do inglés Fast Fourier Transform). Para isso, . O resultado dessa transformagdo ¢ um
conjunto de dados no dominio da frequéncia e o respectivo calculo da energia em cada faixa
de frequéncia. Essa transformacao, representada na figura abaixo, permite que os dados de
cada participante tenham a mesma dimensdo: 60 atributos, cada um representando
intensidade de determinada faixa de frequéncia (as mesmas para todos os participantes). Os
resultados sdo salvos em “.csv” - como os dados sdo bem menores, € viavel armazenar nesse

formato, que permite manipulagdo mais simples sem requerer alto tempo de carregamento.

Energias
(espectrograma para cada eletrodo)

Arquivos ".parquet” Fp2-C4
(dominio do tempo) 51 23 45 _ ni
53 31 55 ... n2
n1i n2
1 51 23 45 .. 1 21 33 98 ... 23 44 77 ... bruxi
2 b3 31 55 .. 2 33 61 57 ..
3 23 44 77 .. 3 25 42 33 .. Transformada de
. Fourier
- C1-C4
brux1 33 47 35 .. ni
1 33 47 35 56 78 57 ... n2
2 b6 78 57 .. .. :
2R as ’ 79 44 98 .. bruxi

Figura 3.5. Representagdo da etapa de calculo das bandas de energia. Nesse processo, foi utilizada a
transformada de Fourier para fazer a transformagdo dos dados que estavam no dominio do tempo (quadro a

esquerda) para o dominio da frequéncia (quadro a direita). Com isso foi gerado o espectrograma para cada

derivacao.

Cada um desses arquivos “csv” corresponde a um eletrodo. Nestes, cada linha ¢ a
distribuicao de energia para um participante; em cada coluna, uma bandas de frequéncia.

De forma complementar, foram realizados experimentos com janelamento do sinal.
Para isso, o preprocessamento passou a ter etapas nas quais o sinal (ainda no dominio do

tempo) foi segmentado em janelas com intervalos de 10 a 100 segundos de duragao.
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Fragmentos vizinhos foram sobrepostos em 50%, com a finalidade de minimizar perdas de
eventos de transicdo entre essas janelas. Essas abordagens permitiram a simulagdo de uma
quantidade maior de amostras a partir do conjunto de dados existente.

Outro experimento comparativo foi realizado no dominio da frequéncia. Foi aplicado
um filtro passa-banda: apenas sinais com frequéncias entre 0.5Hz ¢ 15Hz foram utilizados.
Essa frequéncia foi escolhida considerando que as principais caracteristiras associadas ao
sono estdo nessa banda de frequéncia.

Os eletrodos seguem o padrao “10-20” de montagem do EEG. Esse padriao ¢
reconhecido e recomendado mundialmente. Nesse modelo, sdo apresentados os pontos para
posicionamento dos eletrodos. A figura 3.6 ilustra esse posicionamento. O conjunto de dados
utilizado segue esse padrao. Cabe ressaltar que foram escolhidos apenas 4 derivagdes
(diferenca de potencial entre dois eletrodos): C4-Al, C4-P3, F4-C4 e P4-02. Esse selecdo de
eletrodos foi realizada de modo a maximizar a quantidade de eletrodos e registros: como nao
ha eletrodos em comum para todos os participantes, foram escolhidos esses eletrodos por

estarem presentes nos registros de 97 dos 108 participantes.
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Figura 3.6. Representagdo do padrdo internacional 10-20 de montagem de eletrodos de EEG em
humanos. As partes A e B da figura apresentam diferentes perspectivas da mesma montagem; a parte C
mostra uma versdo extendida do modelo 10-20. Cada circulo representa um eletrodo com sua

respectiva denominagdo no centro de cada circulo. Figura adaptada de [75]

3.3 ImPLEMENTAGAO DE CLASSIFICADORES

A partir dos dados tratados, foram implementados esses classificadores em Python:
SVM; Random Forest; CNN. Em todos os casos, houve a separagdo de dados para treino e
teste utilizando k-fold, com a finalidade de evitar o sobreajuste do modelo.

Os experimentos comparam diferentes classificadores e cenarios de
pré-processamento. Os experimentos que comparam classificadores utilizam diferentes
algoritmos de classificacdo e multiplas combinagdes de hiperpardmetros: com isso, € possivel
inferir, dentre as escolhas realizadas, qual ¢ a arquitetura mais otimizada sob a perspectiva de
aprendizado de maquina. Por outro lado, os experimentos que comparam cenarios utilizam
diferentes escolhas de pré-processamento dos dados quanto ao processamento de sinais.
Adicionalmente, s3o comparadas essas abordagens de classificadores utilizando
caracteristicas extraidas por meio de técnicas de processamento de sinais com abordagens
utilizando caracteristicas extraidas pelo classificador (em redes neurais convolucionais). A

figura 3.7 mapeia essas comparagdes realizadas nos experimentos.
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Figura 3.7. Visdo geral das comparagdes de abordagens, algoritmos e arquiteturas utilizadas nos experimentos.
Sao trés dominios de comparagao: utilizando-se processamento de sinais para extracdo de caracteristicas ou com
essa extragdo por parte do classificador. No primeiro caso, ha comparacao de eletrodos, além da comparacio
entre utilizar SVM e RF (cada um com vérios experimentos comparando alguns hiperparametros). No segundo

caso, sdo comparados os experimentos com CNN que se distinguem por seus hiperparametros.

Na comparagao de algoritmos de classificacao, a implementacao de SVM e Random
Forest foi feita utilizando a biblioteca Scikit Learn. Para cada algoritmo, houve comparagao
de hiperpardmetros: os modelos com SVM utilizados foram implementados com os kernels
baseados em transformacdo linear, polinomial, RBF e sigmoide; com Random Forest, por
outro lado, foram implementados com diferentes valores de profundidade méxima: 1; 2; 5;
10; 15; 25.

Os modelos de CNN foram implementados utilizando a biblioteca Tensor Flow. As
arquiteturas variam de acordo com: quantidade e tipo de camadas; quantidade de neurdnios
em cada camada; filtros.

O experimento consiste em trés passos para fazer as comparagdes dos classificadores,
conforme o diagrama da figura 3.8. No primeiro passo, foram comparadas as acuracias de
modelos de SVM e RF com diferentes parametros usando uma derivagdo arbitraria de

eletrodos (F4-C4). Nesse passo, ha variacdo de kernel (para SVM) e de profundidade (para
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RF). A partir desses resultados, foram escolhidos os parametros que levam a uma maior
acurdcia.

No passo seguinte, foram comparadas as outras derivacdes de eletrodos. Essa
comparacao pode evidenciar regides mais relevantes no estudo. No entanto, ndo ¢ esperado
um resultado t3o positivo, considerando que a resolucao espacial do EEG ¢ baixa.

No ultimo passo desse levantamento inicial, foram implementadas redes neurais
convolucionais com diferentes arquiteturas usando CONV1D, com fungdes de ativacao relu,
softmax e tanh, com e sem dropout — em caso de dropout, foi utilizado um valor de 0.5.
Foram testados oito modelos com diferentes camadas convolucionais, pooling e camadas
densas. Essa implementacdo permite o aprendizado automatico das caracteristicas relevantes
dos dados, sem a extragdo manual realizada nos dados - como foi feito nos dados usados para
treinamento dos modelos com SVM e RF.

Uma possivel desvantagem da abordagem utilizando redes neurais convolucionais € a
maior complexidade. Isso implica em maior necessidade de dados e de custo computacional.
Adicionalmente, a escolha das arquiteturas e hiperparametros também ¢ um desafio e pode

levar a um resultado de desempenho pior.
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Figura 3.8. Etapas iniciais dos experimentos propostos para o estudo piloto. De inicio, um eletrodo ¢ escolhido
arbitrariamente para a avaliagdo dos algoritmos no passo (1), no qual sdo comparadas algumas abordagens
utilizando SVM (1.1) e RF (1.2). O algoritmo com o melhor resultado ¢ utilizado na comparagdo entre
diferentes eletrodos (2), ndo apenas aquele escolhido inicialmente. O eletrodo com o melhor resultado é

utilizado na ultima etapa de avaliagdo de arquiteturas utilizando CNN.
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Esses estudos iniciais apontam as abordagens mais promissoras dentre as escolhidas.
Isso direcionou os proximos passos. Assim, foram realizados outros experimentos
complementares com a finalidade de comparar outras abordagens. Nesse segundo momento,
houve trés grupos de experimentos de comparacdo de resultados dos classificadores:
utilizando janelamento no pré-processamento de dados; aplicando filtro bassa-banda no
pré-processamento; utilizando os canais de ECG a partir dos dados de PSG.

Esse trabalho estd focado em sinais de EEG, por ser o padrao ouro no estudo de sono.
No entanto, foram incluidos aqueles experimentos com ECG com a finalidade de ter outros

valores de referéncias a partir de dados ja existentes na base utilizada para treinamento.
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4 REesuLTADOS E DiscussOESs

Este capitulo apresenta os resultados do trabalho na comparagdo de diferentes
modelos de classificagdo. Além disso, sdo comparadas as abordagens utilizando diferentes
hiperparametros e arquiteturas.

A avaliagdo foi realizada utilizando classificadores SVM, variando seus parametros, e
implementando redes neurais com diferentes arquitetura, conforme descrito na metodologia.
Os resultados obtidos foram analisados com o foco em avaliar o desempenho dos modelos na
tarefa de classificacao de patologias relacionadas ao sono.

Inicialmente, ndo houve janelamento do sinal ou estratégias de reamostragem. Assim,
considerando-se a baixa quantidade de participantes, foram utilizados poucas amostras (uma
por participantes). Dessa forma, com a finalidade de aumentar o poder de generalizagdao do
modelo e de minimizar o viés dos dados no treinamento a partir dessa base desbalanceada,
implementou-se um classificador bindrio (para reduzir a quantidade de classes) para
identificacdo da classe “epilepsia noturna do lobo frontal” (classe com maior quantidade de
amostras).

A partir desses resultados iniciais, que estdo apresentados do passo 1 ao 3, foram
elaborados experimentos complementares. Estes estao apresentados a partir do passo 4.

Seguindo a metodologia proposta, o primeiro passo compara modelos SVM e RF. Em

seguida, sdo comparados diferentes eletrodos. Por fim, as redes neurais convolucionais

4.1 Uso de um eletrodo arbitrario (“F4-C4”) para comparar os melhores parametros

para SVM e para RF

Os primeiros resultados compararam a acurdcia de modelos usando SVM e RF com
diferentes parametros. Esses sdo apresentados nas tabelas 4.1 e 4.2. A partir desses

resultados, foram escolhidos os pardmetros, baseando-se na maior acuracia.
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Tabela 4.1. Comparacdo de acuracia de modelos utilizando SVM, com a derivagéo

“F4-C4” e variando o kernel. Para cada experimento, foi calculada a média de

acuracia e o respectivo desvio padrdo. A derivagdo do eletrodo foi mantida constante:

F4-C4, com a finalidade de haver a variagdo de apenas uma variavel (o nucleo da

SVM).
Experimento  Eletrodo  Classificador Nucleo Acuracia Desvio padrao
média da acurécia
1 F4-C4 SVM Linear 0.608 0.020
2 F4-C4 SVM Polinomial 0.587 0.034
3 F4-C4 SVM RBF 0.608 0.020
4 F4-C4 SVM Sigmoide 0.608 0.020

Tabela 4.2. Comparagdo de acuracia de modelos utilizando RF, com a derivagdo

“F4-C4” e variando a profundidade das arvores. Para cada experimento, foi calculada

a média de acurdcia e o respectivo desvio padrdo. A derivacdo do eletrodo foi

mantida constante: F4-C4, com a finalidade de haver a variacdo de apenas uma

variavel (o nicleo da SVM).

Experimento  Eletrodo  Classificador Profundidade  Acurécia Desvio padrao
média da acurécia
1 F4-C4 RF 1 0.608 0.020
2 F4-C4 RF 5 0.567 0.062
3 F4-C4 RF 10 0.567 0.070
4 F4-C4 RF 15 0.567 0.070
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Para a SVM, os nucleos baseados em transformagdes lineares, polinomiais e
sigmoides forneceram resultados equivalentes em termos de acurdcia. Dentre esses, foi
escolhido o nucleo baseado em transformacgdes polinomiais: o linear ¢ mais simples e pode
gerar sobreajuste; no entanto, ndo escolher o sigmoid foi uma escolha arbitréria.

A comparagdo de acuracia dos modelos usando RF, por sua vez, mostrou que o
classificador com profundidade 1 teve melhor acuracia. Isso indica que a escolha da
profundidade das arvores no RF pode ser um fator decisivo no desempenho desse

classificador.

4.2 Comparacio dos eletrodos de EEG para efeito da classificacdo dos sinais em NFLE

A partir desses resultados para a SVM e RF, sintetizados nas tabelas 1 e 2, foram
comparados os resultados utilizando diferentes eletrodos em novos classificadores utilizando
os parametros escolhidos no passo 1. Os resultados de acuracia ndo foram alterados com as
variagdes de eletrodos.

De uma forma geral, esse resultado sugere dois pontos. Os parametros escolhidos no
primeiro passo podem ser robustos o suficiente para lidar com as caracteristicas dos dados.
Outro ponto: a escolha desses eletrodos pode ndo ser critica para a tarefa de classificagdo - os
sinais podem ser distribuidos de forma espacialmente homogénea.

Nesse sentido, cabe ressaltar a resolugdo do EEG. Embora a resolugao temporal do
EEG seja boa quando comparada, por exemplo, a0 MRI, sua resolugdo espacial ¢ inferior.
Esse aspecto pode fundamentar a independéncia do eletrodo nos resultados.

Além disso, € possivel que haja variacdo nos resultados entre outros eletrodos em
outras areas além das estudadas. Como foram comparadas apenas 4, ¢ possivel haver

similaridade entre esses sinais.

4.3 Comparaciao com Redes Neurais Convolucionais para efeito da classificacao dos

sinais em NFLE

Em seguida, foi implementada uma rede neural convolucional com diferentes

camadas convolucionais em dominio unidimensional, com fung¢des de ativagdo RELU,
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Softmax tangente hiperbolica, com e sem dropout (0.5). A tabela 4.3 descreve as arquiteturas
utilizadas.

Tabela 4.3. Arquiteturas e hiperparametros utilizados nos modelos de redes neurais

convolucionais
Modelo Camadas Fungdes de  Dropout Pooling Camadas
Convolucionais Ativacao Densas
1 2 ReLU 0.5 MaxPooling 2
2 1 Softmax - - 1
3 1 Tanh - - 1
4 1 Tanh - - 2
5 1 Tanh - - 2
6 3 Tanh, 0.5 MaxPooling 2
Sigmoid
7 1 Tanh - - 1
8 1 Tanh - - 1

Todos os modelos classificavam os dados apenas em uma das classes. Isso ¢ um
indicativo de que o modelo nao consegue aprender caracteristicas das classes dos dados.

Uma possivel razdo para isso € a falta de informacdes discriminatdrias suficientes nos
dados. Como a janela de tempo de amostragem foi curta, os dados de treino ndo apresentam
informagdes adequadas. Outro possivel motivo é a escolha da arquitetura: camadas, nimero
de filtros, fun¢do de ativagao e taxa de dropout.

O desbalanceamento das classes ¢ outro motivo que pode ter contribuido com esse
problema. Como héd desbalanceamento, o modelo pode se tornar viciado para a classe
majoritaria e ter dificuldades em reconhecer padrdes de casos da outra classe. Esse cendrio

sugere o teste de abordagens que consideram o desbalanceamento, como o RUSBoost [105].
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4.4 Avaliacio de ajustes na fase de pré-processamento

A partir desse passo, os experimentos utilizaram os classificadores com base o SVM e
RF, que apresentarm melhores resultados nos estudos preliminares. Além disso, com a
finalidade de ser mais rigoroso com as métricas, os resultados passaram a avaliar também a
precisado, a sensibilidade e a métrica fl1. As classificagcdes — que, até o passo 3 eram bindrias —
passaram a ser multiclasse (cada classe ¢ uma patologia ou o controle).

A motivagdo para esse passo 4 ¢ a pequena quantidade de dados disponiveis. Isso
pode gerar dificuldades para o treinamento dos modelos. Assim, com a finalidade de
melhorar os resultados obtidos nos estudos preliminares, foi implementado o janelamento do
sinal na etapa de pré-processamento de dados.

Nesses experimentos, trés parametros foram estabelecidos. A quantidade de janelas
utilizadas no treinamento variou de 5 a 50; o tamanho de cada janela, de 5 a 100 segundos; e
a taxa de sobreposicao entre janelas vizinhas com um valor fixo de 50%.

Os resultados dessa fase foram positivos. Houve melhoria nas métricas de
desempenho utilizadas. Os melhores resultados para a narcolepsia do lobo frontal obteve uma

média de acuracia de 0.63 € 0.59 de métrica f1.

4.5 Outras investigacdes no processo de extracio de caracteristicas do sinal e
treinamento do modelo de classificaciao

Durante o processo de investigacdo, outros experimentos pontuais foram realizados.
Dentre esses, o uso de dados de canais de ECG. Embora o foco do trabalho seja em EEG
(padrdao ouro na identificagdo de neuropatologias relacionadas ao sono), os dados de ECG
estavam disponiveis no conjunto de dados utilizados nessa pesquisa. Os resultados dos
experimentos com o uso desses canais em conjunto ndo apresentou melhorias significativas.

Por fim, os modelos foram treinados com o uso de RUSBoost. Esperava-se uma
melhoria, considerando o desbalanceamento dos dados. No entanto, essa abordagem também

ndo mostrou melhoria na acuracia.

4.6 Discussao final e trabalhos futuros
Nossos resultados preliminares estdo alinhados com a natureza complexa dos sinais
de EEG e com os desafios que surgem na detec¢do de mudangas sutis que podem significar

patologias especificas relacionadas ao sono. Detectar tais mudancas usando caracteristicas

68



espectrais previamente extraidas, em vez de treinar uma CNN para classificar os sinais de
EEG em formato bruto, parecia viavel, pelo menos para o nimero relativamente baixo de
sinais de treinamento disponiveis.

O uso de classificadores de aprendizado de maquina, especialmente SVM e RF, tem
se mostrado promissor no discernimento de diferengas entre grupos de controle e
experimentais, com base nas caracteristicas espectrais propostas do EEG. Isso destaca o
potencial dos modelos de aprendizagem de maquina na automatizacdo da deteccdo e
classificagdo de distirbios do sono, que tradicionalmente dependem de analises
especializadas. Uma implicagdo significativa deste estudo, que pode ser particularmente
promissora para investigacdes futuras, ¢ a robustez observada nos parametros escolhidos em
diferentes eletrodos. Isso sugere que as caracteristicas do EEG relevantes para distinguir a
NFLE podem ser representadas uniformemente em varias regides do escalpo, proporcionando
flexibilidade na escolha do eletrodo e abrindo caminho para ferramentas de diagndstico mais
escalaveis.

Além disso, os resultados preliminares indicam que o numero e a localizagdo dos
eletrodos podem nao ser fatores criticos nessa tarefa de classificacdo, dada a homogeneidade
dos dados em todo o escalpo. Isso pode ser especialmente importante em locais onde os
recursos ou equipamento técnico podem ser limitados. No entanto, ainda é necessaria uma
analise mais extensa, incorporando mais eletrodos de véarias regides.

O desempenho das redes neurais convolucionais (CNNs) destacou um desafio bem
conhecido no aprendizado de maquina: a necessidade de vastos conjuntos de dados para
treinar esse modelo. As CNNs, que obtiveram grande sucesso em outros estudos, parecem ter
um desempenho inferior nessa tarefa especifica de classificagdo de EEG, devido ao conjunto
de dados limitado, destacando a importincia do tamanho e da qualidade dos dados de

treinamento ao selecionar um modelo de aprendizado de maquina.
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5 ConcLusAo

Esse trabalho apresentou uma comparag¢do entre abordagens para implementacdo de
classificadores de sinais de EEG. Foram exploradas aplicagdes de algoritmos de aprendizado
de maquina na classificagdo de epilepsia noturna do lobo frontal (patologia relacionadas ao
sono) a partir de dados de EEG de PSG. Os modelos utilizaram SVM, RF e CNN com o

objetivo de avaliar o desempenho na tarefa de classificagao.

A metodologia proposta foi composta por trés passos iniciais. O primeiro compara SVM
e RF; o segundo, diferentes eletrodos; o terceiro utiliza diferentes arquiteturas para uma
CNN. Nos resultados, foi possivel observar que a escolha dos eletrodos nao refletiu alteracao
significativa nos resultados que usam SVM e RF — sugerindo que a distribui¢do espacial da
informagdo ¢ homogénea ou que as caracteristicas utilizadas por esses classificadores sdo
robustos o suficiente para identificar os padrdes das classes. A CNN, por outro lado, nao
conseguiu distinguir as classes — possivelmente por conta do desbalanceamento das classes

ou pela quantidade de registros utilizados.

Esses resultados mostaram haver uma oportunidade de trabalho com SVM e RF. Os
classificadores utilizando essas abordagens conseguiram identificar caracteristicas das duas
classes; além disso, foi identificado que alguns hiperparametros interferem no desempenho.

Por outro lado, os classificadores que utilizaram a CNN ndo distinguiram os grupos.

A partir desses experimentos iniciais, foram realizados outros utilizando-se SVM e RF.
Para isso, foram aplicadas amostragens do sinal na etapa de pré-processamento dos dados.
Houve variagdo de quantidade de janelas (5 a 50) e de tamanho de cada uma dessas (de 5 a

100 segundos). Houve uma melhoria nos resultados: a acuracia média aumentou para 0.63.

Diante disso, € possivel afirmar que as técnicas de aprendizado de maquina tém
relevancia e potencial de aplicagdo para o diagnostico de patologias do sono. A metodologia
proposta neste estudo preliminar pode ser aplicada no desenvolvimento de solugdes de

classificadores para esse propdsito.
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