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RESUMO  1 

 2 

A restauração ecológica de ecossistemas campestres e savânicos em regiões tropicais tem como principal 3 

desafio a competição de gramíneas  exóticas invasoras com espécies nativas. A identificação e mapeamento da 4 

cobertura de espécies invasoras é indispensável para dar suporte às ações de manutenção em áreas de restauração 5 

ecológica. Atualmente, os levantamentos de campo para monitorar a vegetação indesejável em áreas de 6 

restauração passam por uma mudança de paradigma com crescente uso de imagens adquiridas em câmeras a 7 

bordo de VANTs (Veículos Aéreo Não Tripulados), utilizadas como entrada em algoritmos de aprendizado de 8 

máquina (machine learning), mostrando eficazes na classificação de alvos na superfície terrestre, como 9 

gramíneas exóticas invasoras em ambientes campestres e savânicos. O presente estudo teve o objetivo de 10 
identificar manchas de gramíneas exóticas invasoras e nativas em áreas de restauração ecológica de savana no bioma 11 
Cerrado, a partir de imagens adquiridas por VANT e da aplicação de técnicas de aprendizagem de máquina. A área 12 

de estudo está localizada dentro do Parque Nacional da Chapada dos Veadeiros. Foram realizadas amostragens da 13 

cobertura vegetal por espécie em campo e os voos com um drone DJI Phantom 4 Pro, com uma câmera 1’’ 14 

CMOS (Complementary Metal Oxide Semiconductor), para aquisição das imagens no espectro visível ao 15 

infravermelho próximo. Com os dados de cobertura coletados em campo, as áreas foram classificadas de acordo 16 

com a espécie que dominava pelo menos 40% da cobertura da parcela. As imagens foram analisadas para obter 17 

uma correta classificação das parcelas de acordo com a espécie dominante. Foi utilizado o algoritmo Random 18 

Forest (RF) seguido do método estatístico stepwise para diminuição da colineariedade das variáveis. A árvore 19 

de decisão foi construída com o modelo de classificação Random Forest e o CART para uma representação 20 

visual das características distintivas entre as espécies.  Foram utilizadas para a construção do modelo as 21 

seguintes variáveis: modelo de altura de dossel (CHM), índices de vegetação e métricas de textura, as quais 22 

foram sobrepostas, gerando um raster uma única camada contendo todas variáveis. Em cada array foram 23 

plotados aleatoriamente 50 pontos para amostragem de valores que foram subdivididos em treinamento (80%) 24 

e validação (20%), utilizados nos algoritmos de classificação Random modelos de classificação para cada 25 

objetivo mostraram boas precisões globais de mapeamento, superiores a 0,6 (60%) para ambos os algoritmos. 26 

A análise das variáveis de importância de acordo com os resultados da classificação Random Forest revelou 27 

uma forte correlação entre a variação das respostas espectrais e as diferenças na estrutura celular das folhas e 28 

nos pigmentos fotossintéticos, como evidenciado pelos índices de vegetação, com maior desempenho na 29 

separação de parcelas com diferentes espécies dominantes: Índice de Vegetação de Clorofila Verde, Índice de 30 

Vegetação Atmosfericamente Resistente (GCI, ARVI, RED_EDGE). Enquanto para a cobertura as principais 31 

variáveis preditoras foram: NIR, BLUE e RED EDGE refletindo que as características morfológicas e 32 

fisiológicas das gramíneas exóticas invasoras são características essenciais para previsões da cobertura desta 33 

vegetação. O uso de variáveis derivadas de imagens multiespectrais adquiridas com câmeras em drones 34 

mostrou-se promissor para identificar áreas dominadas por espécies invasoras e nativas, prever a cobertura 35 

vegetal de gramíneas invasoras em ambientes em processo de restauração ecológica em campos e savanas no 36 

bioma Cerrado. 37 

 38 

 Palavras chave: Gramíneas exóticas invasoras, Aprendizado de máquina, Áreas degradadas, Sensoriamento 39 

remoto, Floresta aleatória, Monitoramento de restauração 40 
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ABSTRACT 42 

 43 

 44 

The main challenge in the ecological restoration of grassland and savannah ecosystems in tropical 45 

regions is the competition between invasive exotic grasses and native species. Identifying and mapping 46 

the cover of invasive species is essential to support maintenance actions in ecological restoration areas. 47 

Currently, field surveys to monitor undesirable vegetation in restoration areas are undergoing a 48 

paradigm shift with the increasing use of images acquired from cameras on board UAVs (Unmanned 49 

Aerial Vehicles), used as input in machine learning algorithms, proving effective in classifying targets 50 

on the ground surface, such as invasive exotic grasses in grassland and savannah environments. The 51 

aim of this study was to identify patches of invasive exotic and native grasses in savannah ecological 52 

restoration areas in the Cerrado biome, based on images acquired by UAV and the application of 53 

machine learning techniques. The study area is located within the Chapada dos Veadeiros National 54 

Park. Vegetation cover was sampled by species in the field and flights were made with a DJI Phantom 55 

4 Pro drone with a 1" CMOS (Complementary Metal Oxide Semiconductor) camera to acquire images 56 

in the visible to near infrared spectrum.With the cover data collected in the field, the areas were 57 

classified according to the species that dominated at least 40% of the plot's cover. The images were 58 

analyzed in order to correctly classify the plots according to the dominant species. The Random Forest 59 

(RF) algorithm was used, followed by the stepwise statistical method to reduce the collinearity of the 60 

variables. The decision tree was built using the Random Forest classification model and CART for a 61 

visual representation of the distinctive characteristics between the species.  The following variables 62 

were used to build the model: canopy height model (CHM), vegetation indices and texture metrics, 63 

which were superimposed, generating a single layer raster containing all the variables. In each array, 64 

50 points were randomly plotted to sample values that were subdivided into training (80%) and 65 

validation (20%), used in the classification algorithms Random classification models for each objective 66 

showed good overall mapping accuracies, greater than 0.6 (60%) for both algorithms.Analysis of the 67 

variables of importance according to the results of the Random Forest classification revealed a strong 68 

correlation between the variation in spectral responses and differences in leaf cell structure and 69 

photosynthetic pigments, as evidenced by the vegetation indices with the best performance in 70 

separating plots with different dominant species: Green Chlorophyll Vegetation Index, 71 

Atmospherically Resistant Vegetation Index (GCI, ARVI, RED_EDGE). While for cover the main 72 

predictor variables were: NIR, BLUE and RED EDGE reflecting that the morphological and 73 

physiological characteristics of invasive exotic grasses are essential characteristics for predicting the 74 

cover of this vegetation. The use of variables derived from multispectral images acquired with drone 75 

cameras proved promising for identifying areas dominated by invasive and native species, predicting 76 

the vegetation cover of invasive grasses in environments undergoing ecological restoration in 77 

grasslands and savannas in the Cerrado biome. 78 

 79 

Keywords: Invasive exotic grasses, Machine learning, Degraded areas, Remote sensing, Random Forest, 80 

Restoration monitoring 81 
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 89 

1. INTRODUÇÃO 90 

 91 

 A restauração ecológica de ecossistemas savânicos e campestres, especialmente em regiões 92 

tropicais, representa um desafio prático e científico de grande magnitude (Pilon et al., 2023). Para tanto, 93 

métodos como a transferência de feno, a transposição da camada superficial de solo, a semeadura direta 94 

e a condução da regeneração natural (Le stradic et al., 2014., Ferreira et al., 2015., Le stradic et al., 95 

2016., Pellizzaro et al., 2017., Pilon et al., 2018., Cava et al., 2018.,  Pilon et al.,2019., Assis et al., 96 

2020)  são promissores no reestabelecimento da vegetação nativa e vem se aprimorando à medida que 97 

o conhecimento da ecologia dos ecossistemas e das espécies nativas evoluem (Schmidt et al., 2019., 98 

Sampaio et al. 2019., Pilon et al., 2023). No entanto, obter sucesso na restauração desses ambientes é 99 

desafiador diante da forte presença de espécies exóticas invasoras (Coutinho et al., 2019).  100 

Espécies de gramíneas de origem africana que foram selecionadas e melhoradas geneticamente 101 

são amplamente utilizadas em pastagens no Brasil, devido sua alta produtividade mesmo em solos de 102 

baixa e média fertilidade (Parsons 1972., Foxcroft et al., 2010). Como consequência, essas gramíneas 103 

são capazes de invadir áreas naturais e também reinfestar áreas manejadas em processo de restauração 104 

ecológica (Sampaio et al., 2018; Pilon et al., 2022. No Cerrado, as espécies exóticas com maior impacto 105 

são Andropogon gayanus Kunth, Urochloa decumbens CV. Basilisk, Hyparrhenia rufa (Nees) Stapf e 106 

Melinis minutiflora P. Beauv. (Pilon et al., 2020). Essas espécies são conhecidas por suas 107 

características oportunistas, como a alta produção de sementes, (Goodale et al., 2018) rápido 108 

crescimento, alto potencial competitivo, rápida colonização e alta adaptabilidade a diversas condições 109 

ambientais (Ens et al., 2015., Goodale et al., 2018., Duarte et al., 2019., Zeni et al., 2019., Weidlich et 110 

al., 2020). Devido a essas características, gramíneas exóticas são capazes de inibir a regeneração das 111 

espécies nativas e dominar as áreas (Pivello et al., 1999., Hoffmann et al., 2008). Dessa forma, o 112 

monitoramento e o manejo das gramíneas exóticas invasoras antes e durante as atividades de 113 

restauração de savanas e campos é fundamental para promover o estabelecimento da vegetação nativa 114 

no Cerrado (Coutinho et al., 2019., Giles et al., 2021). 115 

 O monitoramento de áreas em restauração envolve amostragens em campo para mensurar 116 

indicadores ecológicos como: cobertura do dossel (em formações florestais) e cobertura do solo por 117 

vegetação (em formações campestres e savânicas), densidade de regenerantes nativos e número de 118 

espécies nativas (Sousa et al., 2017). Contudo, os avanços tecnológicos no uso de Sensoriamento 119 

Remoto (SR) ganham destaque no monitoramento de áreas em processo de restauração, devido ao 120 

aprimoramento constante das resoluções espaciais, espectrais e temporais de imagens e sensores 121 

remotos, somado a alta capacidade computacional de armazenar dados e o rápido processamento dos 122 



 

mesmos, tornando o SR uma vantajosa ferramenta para monitorar a vegetação (Fassnacht et al., 2016., 123 

Kattenborn et al., 2021).  124 

Os VANTs (Veículos Aéreos Não Tripulados), destacam-se pelo seu fácil manuseio e o 125 

fornecimento de imagens com resoluções espaciais menores que 1 centímetro, permitindo detecção de 126 

detalhes finos da vegetação (Tay et al., 2018., Rominger et al., 2019). Possuem capacidade de adquirir 127 

dados de diferentes maneiras, utilizando diversos sensores capazes de cobrir uma ampla gama de 128 

sistemas de percepção da vegetação, incluindo espectros visíveis, infravermelhos e térmicos. Por isso, 129 

o uso de VANTs pode se tornar uma abordagem útil para identificar a vegetação em nível de espécies 130 

(Adam et al., 2010). Produtos derivados das imagens provenientes de sensores RGB, Multiespectral e 131 

Hiperespectral podem gerar diversas variáveis importantes para detecção e distinção da vegetação 132 

invasora. 133 

Imagens captadas por sensores acoplados em drones têm sido utilizadas para detectar e mapear 134 

gramíneas exóticas invasoras e também espécies nativas (Kapos et al., 2020., Kedia et al., 2021., 135 

Weisberg et al., 2021., Bergamo et al., 2023., Madeppa et al., 2023). Essa abordagem é viabilizada pela 136 

interação única de cada planta com a radiação eletromagnética que reflete suas propriedades físicas e 137 

químicas (Pazoni et al., 2012) e são acessadas através dos índices de vegetação (Bradley et al., 2014; 138 

Xu et al., 2022; Madeppa, 2023; Saini, 2023). Por exemplo, as características da planta, como o 139 

tamanho, a densidade e a composição estrutural dos ramos e folhas, juntamente com variações nas 140 

taxas de pigmentação (clorofila e carotenóides), definem a absorção espectral e a reflectância de cada 141 

espécie de planta (Pazoni et al., 2012). Isso foi observado na distinção entre as gramíneas exóticas 142 

invasoras, Melines repens, e, Uroclhoa humidicola, em fragmentos de savana. Entre os vários atributos 143 

citados que diferenciam a reflectância entre as espécies, observou-se que a reflectância foi mais elevada 144 

para M. repens na região vermelha (provavelmente devido à cor das flores e à pigmentação das folhas, 145 

respetivamente), bem como uma ligeira inclinação para o infravermelho, enquanto U. humidicola 146 

apresentou menor absorção no vermelho, permitindo assim a distinção entre as gramíneas (Pfitzner et 147 

al., 2022). 148 

Essa variação entre as espécies vegetais possibilita sua identificação e diferenciação. Além de 149 

métricas relacionadas à reflectância, outra métrica bastante utilizada para detecção de gramíneas 150 

exóticas invasoras é o Modelo de Altura de Copa (MAC) que está relacionada à estrutura da vegetação. 151 

O MAC não é derivado da interação da radiação eletromagnética com as plantas, mas sim da 152 

interpretação das informações de elevação obtidas por meio dos produtos topográficos gerados pelo 153 

drone como Modelo Digital do Terreno (MDT) e o Modelos Digital de Superfície (MDS). Por fim, 154 

imagens de alta resolução obtidas com o drone podem ser processadas para obtenção de descritores de 155 

textura que estão relacionados às variações de cinza e também contribuem para estimativas e 156 



 

caracterização da vegetação. Dados de reflectância, estrutura e textura são utilizados em muitos estudos 157 

de diferentes formações de ecossistemas abertos, sendo utilizados para estimar biomassa acima do solo 158 

(Sesnie et al., 2018; Karila et al., 2022), estimar cobertura (Sesnie et al., 2018), auxiliar em análises de 159 

diversidade de espécies (Getzin et al., 2012; Rose et al., 2023) e distinção ou classificação de espécies 160 

(Fisher et al., 2018., Rossi et al., 2020., White et al., 2022., Dixon et al., 2014., Wu et al., 2017., 161 

Fassnacht et al., 2021., Sankey et al., 2021., Kozhoridze et al., 2016). 162 

A combinação de índices de vegetação com métricas estruturais (MAC) e de textura resulta em 163 

um banco de dados multidimensional e complexo que exige métodos de modelagem robustos para 164 

obtenção de resultados confiáveis. Os algoritmos de aprendizagem de máquinas são ferramentas 165 

poderosas que se destacam na criação de modelos de dados complexos e vem sendo utilizado para o 166 

monitoramento de diferentes tipos de vegetação (Costa et al., 2023) assim como para predição da 167 

biomassa e cobertura vegetal em ecossistemas abertos (Sesnie et al., 2018). Para mitigar possíveis 168 

vieses no uso de algoritmos específicos, alguns autores recomendam a utilização de múltiplos 169 

algoritmos de machine learning (Lawrence et al., 2015) tais como Random Forest, a Regressão 170 

Random Forest e o CART (Classificação e Regressão de Árvores) que são frequentemente empregados 171 

em aplicações de sensoriamento remoto. Embora os algoritmos de aprendizagem profunda possam 172 

superar o aprendizado de máquina, eles exigem conhecimento profundo de programação e alta 173 

capacidade de processamento, resultando em custos mais elevados.  174 

No presente estudo,  optamos por usar aprendizado de máquina para distinção de espécies de 175 

gramíneas invasoras e nativas, e para estimar a cobertura de espécies exóticas em áreas submetidas à 176 

restauração ecológica no Parque Nacional Chapada dos Veadeiros, devido à sua robustez e 177 

disponibilidade em plataformas de domínio público para ajudar os gestores de recursos naturais a lidar 178 

com a invasão de espécies de gramíneas exóticas na restauração ecológica e no controle de invasões 179 

de áreas naturais.  180 

 181 

2. OBJETIVOS 182 

 183 

● Distinguir manchas com dominância de diferentes espécies exóticas ou com dominância de espécies 184 

nativas através de métricas derivadas de imagens multiespectrais de alta resolução adquiridas por 185 

câmeras acopladas em drone.  186 

Hipótese: A distinção entre as áreas dominadas por diferentes espécies será viável principalmente com 187 

base nas diferenças entre a pigmentação vegetal comumente usada para identificar plantas invasoras 188 

com base no conteúdo de clorofila (Bradley et al., 2013) como também por diferenças nos padrões de 189 

crescimento e altura (Hunt et al., 2004). Em vista disso, acredita-se que as bandas da região do visível 190 



 

e seus índices derivados, métricas de altura com respostas espectrais distintas terão maior desempenho 191 

em discriminar a dominância dessas espécies. 192 

● Estimar a porcentagem de cobertura de gramíneas exóticas invasoras em áreas de restauração 193 

ecológica em savanas e campos 194 

Hipótese: Acredita-se que as bandas do Infravermelho próximo (NIR), do Azul e da borda do 195 

Vermelho (red edge), que são suscetíveis a fatores como a absorção de clorofila, mudanças na saúde 196 

da vegetação e estrutura morfológica, terão melhor desempenho em prever a cobertura vegetal. Estes 197 

fatores encontram-se respaldados na literatura em trabalhos com análises da cobertura vegetal. (Féret 198 

et al., 2008., Pettorelli et al., 2014). 199 

2. MATERIAL E MÉTODOS 200 

 201 

Este estudo foi conduzido em áreas de restauração ecológica no Parque Nacional da Chapada dos 202 

Veadeiros (PNCV), no município de Alto Paraíso de Goiás, estado de Goiás. A região é caracterizada pelo 203 

clima AW na classificação de Köppen, com verões quentes e chuvosos, e invernos secos (MMA, 2009). 204 

A temperatura média anual varia de 20º a 27ºC e a precipitação pluviométrica 1.617,8 mm. A altitude 205 

varia de 400 a 1.676 metros.  A vegetação original na área de estudo era de savana aberta com manchas 206 

de campos e campo de murundu e foram convertidas para pastagens pelo menos 30 anos antes das 207 

intervenções de restauração, especialmente de braquiária. Desde 2012, experimentos de restauração 208 

em escala operacional foram conduzidos nesta região do PNCV. De maneira geral todas as áreas 209 

seguiram um modelo básico de intervenção que consistiu na queima e na gradagem do solo, para 210 

diminuir a dominância da espécie exótica e favorecer o estabelecimento das espécies nativas. Após o 211 

preparo do solo, as áreas foram restauradas por semeadura direta de cerca de 12 espécies de gramíneas, 212 

13 de arbustos e 50 de árvores nativas (Pellizzaro et al., 2017). Em solos com maior fertilidade e 213 

drenagem, e com menor controle de espécies exóticas pré- e pós-semeadura, gramíneas exóticas com 214 

alto potencial invasor reinfestam e dominam as áreas. Áreas mais bem manejadas e com menor 215 

fertilidade e drenagem do solo são dominadas por espécies nativas. Nas áreas de restauração do PNCV 216 

há de 50% a 65 % de cobertura de nativas (Sampaio et al., 2019).  217 

 218 

 219 



 

 220 

Figura 1: Localização da área de estudo no Parque Nacional Chapada dos Veadeiros, município de 221 

Alto Paraíso, estado de Goiás. Projeção UTM, zona 23S, Datum WGS 84. 222 

          2.1. Áreas de restauração e medidas 223 

          2.1.2. Levantamento de campo 224 

 225 

A amostragem foi realizada em campo no final da estação chuvosa, em março de 2022. Para a 226 

amostragem da cobertura do solo por vegetação foi utilizado o método de interceptação de pontos em 227 

linhas ao longo de um transecto de 20m. Ao longo do transecto, a cada 0.5m uma vareta de 2m de 228 

altura foi posicionada verticalmente (Figura 2) e todas as espécies que tocavam a vareta foram 229 

registradas (Itt, 1996). Em cada um dos 8 polígonos de restauração (Figura 1) foram distribuídos 230 

aleatoriamente cinco transectos, totalizando uma área amostral de 800 m lineares.  Para aquelas 231 

espécies em que não foi possível a identificação em campo, o material botânico foi coletado e 232 

depositado no Herbário da Empresa Brasileira de Pesquisa Agropecuária (Embrapa) Recursos 233 

Genéticos e Biotecnologia e no Herbário da Universidade de Brasília, e posteriormente identificadas 234 

por especialistas. A porcentagem de cobertura do solo da espécie foi estimada para cada transecto a 235 

partir do número de pontos em que a vareta tocou a espécie dividido pelo número total de 40 pontos.  236 



 

 237 

 Figura 2: Ilustração da metodologia de amostragem da cobertura vegetal interceptação de pontos em 238 

linha 239 

 240 

2.2. Aquisição e processamento de imagens multiespectrais 241 

 242 

As imagens foram captadas no mês de março de 2022 em 8 polígonos nomeados de acordo com 243 

os anos da restauração e possuem diferentes tamanhos: 2012_1 (1 ha), 2012_2 (1 ha), 2012_2 (1 ha), 244 

2015_1 (2,90ha), 2015_2(1,6), 2022_1 e 2022_2 (3.17 ha) (Figura 3). O drone é do tipo multirotor, 245 

com quatro hélices (quadricóptero), modelo DJI Phantom 4 UAV multiespectral foi utilizado. Esse 246 

drone é equipado com as câmeras FC6360_5.7_1600x1300 (RGB), FC6360_5.7_1600x1300 (Blue), 247 

FC6360_5.7_1600x1300 (Green), FC6360_5.7_1600x1300 (Red), FC6360_5.7_1600x1300 (Red 248 

edge), FC6360_5.7_1600x1300 (NIR). Para a realização dos voos foram delineados polígonos no 249 

Google Earth Pro para as 8 áreas de restauração (Figura 3). Os polígonos foram exportados em formato 250 

KML para o software DJI GS Pro e feito o planejamento de voo. No total foram obtidas 16.132 imagens 251 

a uma altura de 60 m e sobreposição de 70/60, cobrindo 4,42 ha. As condições climáticas estavam 252 

ensolaradas e com oscilações na velocidade e direção do vento. 253 

As imagens foram processadas no aplicativo computacional Pix4Dmapper Pro®. A primeira 254 

etapa foi o georreferenciamento das imagens e análise dos parâmetros externos do sensor utilizado, 255 

que identifica distorções e pontos em comum para gerar a nuvem de pontos esparsa. Na segunda etapa, 256 

os números de pontos foram ampliados formando uma nuvem de pontos densa. A terceira etapa do 257 

processamento envolve a geração dos ortomosaicos, utilizando a interpolação da nuvem de pontos em 258 

conjunto com as imagens iniciais fornecidas. A nuvem de pontos é um conjunto tridimensional de 259 



 

pontos que representam a superfície terrestre. Ao final desta etapa, o Pix4D gera três saídas distintas: 260 

(1) mosaico RGB e Nuvem de Pontos em formato LAS: O formato LAS (LASer) é um padrão de arquivo 261 

amplamente utilizado para armazenar dados de nuvem de pontos. Ele inclui informações das 262 

coordenadas XYZ. (2) Bandas Separadas em Valores de Reflectância: as cinco bandas espectrais (Red, 263 

Green, Blue, Near-Infrared - Nir e RedEdge) são fornecidas separadamente. (3) Bandas índices: Antes 264 

de avançar para a transformação em índices, o software Pix4D realiza a correção radiométrica das 265 

imagens adquiridas. Essa correção tem como objetivo compensar as variações na iluminação. Para 266 

corrigir essas variações, o Pix4D realiza uma série de etapas durante o processo de correção 267 

radiométrica. Primeiramente, as imagens são pré-processadas para corrigir distorções geométricas e 268 

eliminar artefatos. Em seguida, técnicas de correção atmosférica podem ser aplicadas para compensar 269 

os efeitos da atmosfera na luz capturada pelas imagens. A calibração radiométrica é então realizada, 270 

na qual coeficientes específicos são aplicados para ajustar os valores de intensidade dos pixels, levando 271 

em conta as características da câmera e do terreno, assim como as condições de iluminação. Este 272 

processo ajuda a garantir que os valores de reflectância sejam consistentes e representativos das 273 

características reais do ambiente mapeado. Após a calibração, as imagens são normalizadas para 274 

garantir consistência na intensidade da luz em toda a área mapeada. Isso minimiza variações 275 

indesejadas e facilita a interpretação visual e análise dos dados. Assegurando que os valores de 276 

reflectância estejam devidamente calibrados para análises subsequentes. As variações na iluminação 277 

podem ocorrer devido a uma série de fatores, incluindo mudanças na posição do sol, presença de 278 

nuvens, sombras e fontes de luz artificial. Essas variações podem introduzir distorções nos valores de 279 

reflectância capturados pelas câmeras, o que pode comprometer a qualidade e a confiabilidade dos 280 

dados. Com os valores de reflectância normalizados, o Pix4D calcula automaticamente uma série de 281 

índices utilizando as bandas espectrais. As saídas são compostas por arquivos no formato TIF com o 282 

datum WGS 84 / UTM zone 23S. 283 

2.3. Modelo de Altura da copa (MAC) 284 

 285 

O processamento das imagens RGB através da técnica structure-from-motion (SfM) permite a 286 

extração de informações tridimensionais a partir da sobreposição de imagens 2D, gerando desta forma 287 

uma nuvem de pontos densa. A nuvem de pontos densa em formato LAS, obtida com o software 288 

PIX4D, foi processada com o pacote lidR no software RSutdio 4.2.1 para obtenção do Modelo de Altura 289 

de Copa (MAC - Roussel et al. 2023). O primeiro comando foi a visualização da nuvem de pontos em 290 

3D para observações dos dados, que permitiu conferi-los e validá-los. Em seguida os pontos do terreno 291 

foram classificados entre: solo e o que não é solo, a partir do uso do filtro de superfície. 292 

 293 

 294 



 

Tendo a área classificada, o método de rede irregular triangular (TIN) foi aplicado em toda a 295 

área de estudo, criando o Modelo Digital de Terreno (MDT) para a área. Ao concluir a geração do 296 

Modelo Digital de Terreno (MDT), a normalização da altura é aplicada para criar o MAC ( Figura 3). 297 

Este processo visa ajustar a altura dos objetos, especialmente da vegetação, em relação à superfície do 298 

terreno, proporcionando uma representação mais precisa da altura da vegetação. A importância deste 299 

passo é a eliminação da influência da topografia do terreno, isolando a informação específica da altura 300 

da vegetação. Isso proporciona um MAC mais fiel às características do dossel da cobertura vegetal. 301 

 302 

 303 

Figura 3: Fluxo de trabalho na construção do CHM. (1) visualização da nuvem de pontos, (2) 304 

Resultado da classificação do solo e filtragem da superfície, (3) MDT gerado. (4) DSM e (5) DSM 305 

com altura normalizada = CHM (MAC) 306 

 307 

2.4. Índices de Vegetação 308 

Os índices de vegetação escolhidos foram baseados em como cada um deles reage às 309 

propriedades biofísicas e químicas das plantas. Por exemplo, o GCI tende a ser sensível à quantidade 310 

de clorofila presente nas folhas, enquanto o NIR pode ser mais sensível a diferenças na estrutura da 311 

vegetação. Além disso, em vista a fatores abióticos que podem influenciar na reflectância das plantas, 312 

índices que levam em consideração a presença de aerossóis na atmosfera como o ARVI e a variações 313 

no solo como o SAVI e OSAVI foram utilizados por serem ajustados a estes fatores. Ao total foram 314 

utilizadas as cinco bandas multiespectrais e oito índices de vegetação (tabela 1) O cálculo dos índices 315 

de vegetação foi realizado utilizando ortomosaicos multiespectrais no software RSutdio 316 



 

 317 

Tabela 1:Lista das 5 bandas espectrais e dos 8 índices de vegetação e suas respectivas fórmulas 318 

matemáticas 319 

Índices espectrais Fórmula  

Blue band Banda 1 DJI Phantom 4 multiespectral 

Green band Banda 2 DJI Phantom 4 multiespectral 

Red band Banda 3 DJI Phantom 4 multiespectral 

RedEdge band Banda 4 DJI Phantom 4 multiespectral 

Near infrared (NIR) band Band Banda 5 DJI Phantom 4 multiespectral 

Índice de Razão de Banda (Ratio 

Vegetation Index) - RVI 

RVI = (nir / red) 

 

Normalised Difference Vegetation 

Index - NDVI 

NDVI= (nir - red)/(nir + red) 

 

Índice de Clorofila Verde - Green 

Chlorophyll Vegetation Index 

GCI= nir / (green-1) 

 

Atmospherically Resistant Vegetation 

Index - ARVI 

ARVI= (nir - (red - 1) *(blue-red))) / (nir + (red-

1 *(blue-red))) 

 

Índice De Clorofila De Borda 

Vermelha (RECl) 

RECI = (nir / red) - 1 

 

Índice De RedEdge Por Diferença 

Normalizada (NDRE) 

NDRE = (nir-edge) / (nir + edge) 

 

Índice De Vegetação Ajustado Ao Solo 

(SAVI) 

SAVI = ((nir - red) / (nir + red + 0.5)) * (1 + 0.5) 

 

Índice De Vegetação Ajustado Ao Solo 

Otimizado (OSAVI) 

OSAVI = (nir - red) / (nir + red + 0.16) 

 

 320 

2.5. Textura – GLCM 321 

 322 

A extração de recursos texturais proporciona a observação do gradiente do tom espectral de um 323 

pixel da imagem ao vizinho mais próximo, usando matrizes de co-ocorrência de nível de cinza (GLCM 324 

- Haralick, 1973). Neste estudo, os recursos foram calculados e extraídos de ortomosaicos RGB 325 

construindo o GLCM e extraindo oito métricas texturais: energia, entropia, correlação, momento de 326 

diferença inversa, inércia, sombra do cluster, proeminência do cluster e correlação Haralick 327 



 

texturizado. Todo o procedimento foi realizado no software QGIS 3.26.3, ativando plugin Orfeo 328 

ToolBox (OTB) e utilizando a função “2.6". Construção" do conjunto de dados e extração de valores 329 

 330 

2.6. Construção do conjunto de dados (variáveis preditoras) 331 

 332 

Com todas as variáveis preditoras processadas foram construídos os conjuntos de dados no 333 

software RSutdio. A geração deste produto organizou as 22 métricas, sobrepondo-as em um único 334 

arquivo raster. Assim, os conjuntos de dados gerados contêm 22 camadas em formato raster, sendo 335 

estas: os 8 índices de vegetação (ARVI, OSAVI, SAVI, GCI, NDVI, RECI, RVI e NDRE); as 5 bandas 336 

puras (Red, Green, Blue, NIR e RedEdge); o modelo de Altura de copa (MAC); e as camadas de textura 337 

(Energia, Entropia, Correlação, Momento de Diferença Inversa, Inércia, Sombra do Cluster, 338 

Proeminência do Cluster e Correlação Haralick Texturizado). Para as análises dos 40 transcetos 339 

utilizou-se buffers de 1m ao redor do transecto (0.5m para cada lado). Os buffers foram processados 340 

individualmente no software QGIS. Cada vetor do buffer foi utilizado para recorte das parcelas, ou 341 

seja, usado como camada máscara. A partir das 22 camadas raster recortadas foram montados dois 342 

bancos de dados: (1) extração do valor do pixel em 50 pontos dispostos aleatoriamente dentro do buffer, 343 

considerando que as parcelas são dominantes por uma dada espécie levando a crer que a maioria dos 344 

pontos foram plotados na vegetação predominante possibilitando as análises relacionadas ao primeiro 345 

objetivo.  (dataset 1); e (2) extração do valor de reflectância médio para cada buffer de todas as camadas 346 

relacionadas ao segundo objetivo (dataset 2).  347 

2.7. Definição dos grupos de espécies dominantes  348 

       A partir dos dados de campo da cobertura vegetal, os 40 transectos amostrais foram classificados 349 

de acordo com a espécie exótica que apresentou mais de 40% de cobertura exclusiva. Dessa forma, os 350 

transectos foram separados em 4 grupos, com quatro espécies exóticas diferentes dominando (Figura 351 

3). Quando a dominância de espécies nativas foi superior a 40% e não havia nenhuma espécie exótica 352 

única com mais de 40%, o transecto foi classificado como dominância por nativas (MULTI). Os 353 

transectos que não apresentaram cobertura superior a 40% de uma única espécie exótica ou de nativas 354 

foram classificados como "sem dominância" (11 transectos). Por fim, 29 transectos foram classificados 355 

de acordo com a dominância destas espécies: Andropogon gayanos (GAYANOS - 8 transectos), 356 

Urochloa decumbens (DECUMBENS - 3 transectos), Urochloa humidicola (HUMI - 6 transectos), 357 

Hyparrhenia rufa (RUFA - 4 transectos) e dominância por nativas (MULT - 8 transectos). 358 

 359 

 360 

 361 



 

 362 

 363 

Figura 4: Espécies dominantes com cobertura superior a 40% nos transectos A) Urochloa 364 

decumbens, B) Urochloa. humidicola, C) Andropogon gayanos e D) Hyparrhenia. rufa. Fonte: A, B 365 

e C -Ana Wiederhecker;  D Google imagens.  366 

 367 

 368 
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 373 

 374 

 375 

 376 

 377 

 378 
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 379 

2.8. Random Forest (Classificação) 380 

 Para distinguir os diferentes grupos de vegetação dominante (>40%) foi utilizado o dataset 381 

1. Para realizar essa classificação foi utilizado o algoritmo Random Forest (RF), que adota a abordagem 382 

de árvores de decisão. O procedimento foi implementado no software Rstudio por meio de diversas 383 

etapas para a modelagem preditiva, incorporando o método de seleção de variáveis stepwise-forward. 384 

A seleção stepwise-forward descarta as variáveis colineares sem a necessidade de normalização dos 385 

dados (Grömping, 2009., Janitza et al., 2014., Daoud, 2018). Inicialmente, os dados foram 386 

particionados em 70% para treinamento e 30% para teste. Em seguida, para aplicar o método stepwise-387 

forward, foi utilizado o pacote stprf, que fornece funcionalidades específicas para seleção de variáveis. 388 

Este modelo inicia sem variáveis preditoras e, de maneira iterativa, adiciona variáveis uma a uma até 389 

que nenhuma outra variável de previsão seja estatisticamente significativa.  A função utiliza o Critério 390 

de Pressão de Mallows (Cp) um parâmetro estatístico que orienta a inclusão ou exclusão das variáveis 391 

na construção de modelos (Hocking, 1973). Assim, durante o passo metodológico forward, as variáveis 392 

são adicionadas ao modelo e o algoritmo avalia como o Cp é afetado, sendo este responsável por 393 

penalizar a inclusão de variáveis desnecessárias. Durante o passo backward, as variáveis são removidas 394 

do modelo, e o Cp é novamente avaliado. A ideia subjacente é selecionar o conjunto de variáveis que 395 

minimize o Critério de Pressão de Mallows, indicando um modelo que atinja um equilíbrio adequado 396 

entre os dados. Em cada etapa, o stepwise-forward compara os valores de Cp para diferentes conjuntos 397 

de variáveis, optando por aqueles que resultam em menor pressão de Mallows (Mallows et al., 1973., 398 

Hastieet al., 2009., Faraway, 2002). O modelo final foi treinado utilizando apenas as variáveis 399 

selecionadas no conjunto de treinamento e utilizando ntree de 1000 árvores. A avaliação do 400 

desempenho do modelo foi realizada utilizando o conjunto de teste e uma matriz de confusão. Esta 401 

matriz fornece uma visão detalhada das previsões do modelo em comparação com os valores reais, 402 

permitindo verificar a qualidade do modelo preditivo desenvolvido. Além disso, o RF demonstra o 403 

ranking das variáveis com maior desempenho. A acurácia do modelo foi calculada com base na matriz 404 

de confusão que fornece diversos parâmetros. Neste estudo os parâmetros incluem: A acurácia global 405 

(OA), o coeficiente de Kappa , o Intervalo de confiança (CI) a 95% a taxa de informações não 406 

informadas e o valor de p. Por fim, foi construído um boxplots no software Rstudio para análise das 407 

distribuições das variáveis preditoras selecionadas pelo stepwise- forward para cada grupo:  408 

DECUMBENS, GAYANOS, RUFA, HUMI e MULT. 409 

 410 

 411 

 412 

 413 



 

            2.9. Árvore de decisão  414 

Para visualizar a contribuição das variáveis preditoras na distinção (definir os nós) dos grupos, 415 

foi feita uma árvore de decisão com as variáveis de importância resultantes do modelo de classificação 416 

RF. A execução ocorreu no software Rstudio utilizando o algoritmo CART (Regression and 417 

Classification) com o pacote rpart. Inicialmente, o método de threshold foi aplicado para determinar os 418 

pontos de corte ideais que melhor separavam as classes de interesse. Este método é amplamente utilizado na 419 

construção de árvores de decisão e é baseado na identificação de valores de atributos que maximizam a pureza 420 

das folhas da árvore. Posteriormente, o método de root node error foi empregado para calcular a taxa de erro no 421 

nó raiz da árvore de decisão. Essa abordagem permite avaliar a qualidade da separação das classes logo no início 422 

da construção da árvore, ajudando a determinar a eficácia do algoritmo desde o início do processo. Além disso, 423 

o método de no information rate foi utilizado para estabelecer uma base de comparação para as taxas de erro 424 

observadas. Esse método fornece uma referência para avaliar o desempenho do modelo, considerando uma 425 

classificação baseada apenas na distribuição das classes no conjunto de dados. Essas abordagens foram 426 

escolhidas devido à sua relevância e eficácia na construção de modelos baseados em árvores de decisão para 427 

classificação (Breiman et al. 1984, Quinlan 1993). 428 

           2.10. Regressão Random Forest 429 

 430 

Para estimar a cobertura total de espécies exóticas (variável resposta) nos 40 transectos foi 431 

utilizado o dataset 2 de variáveis preditoras e o algoritmo RF foi utilizado novamente, mas agora o 432 

resultado é uma regressão, já que a variável categórica é contínua. Para reduzir a colinearidade entre 433 

as variáveis preditoras, foi realizada uma análise de correlação, resultando na exclusão das variáveis 434 

altamente correlacionadas (correlação Pearson > 80%). Os dados da variável resposta "Cobertura de 435 

Exóticas" foram transformados para arcoseno, uma abordagem recomendada quando os dados são  436 

proporções. Quando lidamos com proporções, especialmente aquelas próximas dos extremos (0% ou 437 

100%), a distribuição dos dados não é linear. Por exemplo, pequenas mudanças em proporções 438 

pequenas (de 1% para 2%, por exemplo) representam aumentos relativamente grandes em termos 439 

proporcionais. Ao aplicar a transformação arcoseno aos dados de proporção, podemos estabilizar a 440 

variabilidade dos dados, tornando-os mais adequados para análise estatística. A transformação 441 

arcoseno ajuda a "espremer" os valores extremos das proporções para valores mais próximos do centro, 442 

reduzindo assim a heterogeneidade da variância e melhorando a normalidade dos dados. Ao aplicar o 443 

algoritmo RF, utilizou-se um conjunto de 1000 árvores na construção da regressão, visando ampliar o 444 

limite de convergência do erro de generalização, conforme sugerido por Breiman (2001). A partição 445 

dos dados considerou as 40 parcelas e foi feita com 80% destinados ao treinamento e 20% ao teste. A 446 

avaliação do desempenho do modelo envolveu o cálculo da raiz do erro quadrático médio (RMSE) nos 447 



 

dados de teste, a média percentual da variância explicada e o R quadrado ajustado, seguindo a 448 

metodologia proposta por Breiman (2001). No campo das geociências, muitos apresentam o RMSE 449 

como uma métrica padrão para erros de modelo (Mckeen et al., 2005., Savage et al., 2013., Chai et al., 450 

2013). Para avaliar a importância das variáveis no modelo, foram adotadas métricas específicas. O 451 

"Incremento Percentual no Erro Quadrático Médio (%IncMSE)" foi empregado para avaliar a eficácia 452 

das variáveis dependentes na previsão da Cobertura de Exóticas, conforme descrito por Liaw et al. 453 

(2002). Além disso, o "Incremento na Pureza do Nó" (IncNodePurity) foi utilizado para avaliar a 454 

contribuição de cada variável na melhoria da pureza dos nós, destacando aquelas que tornam o nó mais 455 

homogêneo, de acordo com a proposta de Breiman (2001). No processo de construção da árvore de 456 

decisão, a busca por condições de divisão eficazes visa criar grupos mais homogêneos em termos de 457 

respostas desejadas. A pureza de um nó indica a consistência das respostas dentro desse nó, refletindo 458 

a eficácia da condição de divisão escolhida. 459 

 460 

3. RESULTADOS 461 

 462 

3.1. Classificação da acurácia e erro na distinção entre as dominâncias de gramíneas 463 

exóticas invasoras e nativas  464 

 465 

A acurácia global da classificação dos grupos de dominância de exóticas ou nativas foi alta 466 

(0,81., No Information Rate = 0,27., P<0,00001) e coeficiente de Kappa de 0.76, considerado bom. Ao 467 

analisar os erros de comissão (Tabela 5),Para o grupo MULT, observou-se um erro de comissão de 468 

aproximadamente 16,1% e uma taxa de omissão de 27%. O grupo DECUMBENS apresentou uma taxa 469 

de erro de comissão de 28% e uma taxa de omissão de 33%. Já o grupo GAYANOS registrou um erro 470 

de comissão de 22,4% e uma omissão de 13%. O grupo HUMI teve a menor taxa de erro, com cerca 471 

de 0,06% de comissão e 10% de omissão. Por fim, o grupo RUFA apresentou uma omissão de 472 

aproximadamente 18% e um erro de comissão de 21% na classificação.(Tabela 1).473 



 

Tabela 1: Matriz de confusão relacionada a classificação Random Forest 

 

Analisando a média de cobertura dos transectos observou-se que os erros de comissão e 

omissão podem estar associados à composição de espécies encontrada na cobertura em cada transecto 

(Figura 4). O grupo RUFA teve maior erro de comissão e omissão com DECUMBENS, sendo a 

segunda espécie de maior cobertura no grupo com 21% de U. decumbens. O grupo MULT teve maior 

erro de comissão e omissão com GAYANOS, segunda espécie de maior cobertura no grupo com 26% 

. O grupo HUMI teve menor erro de comissão e omissão, fato este que pode estar relacionado às 

parcelas apresentarem cobertura mais homogênea (cobertura de 60% de H. humicula). Já GAYANOS 

teve maiores erros de comissão e omissão com o grupo MULTI, onde espécies de gramíneas, árvores 

e arbustos ocuparam 21% da cobertura. Por fim, DECUMBENS obteve maiores erros de comissão e 

omissão com RUFA e HUMI, ambas cobriram 9% em média dos transectos. Apesar da espécie U. 

decumbens cobrir em média 19% nos transectos classificados como GAYANOS e a espécie A. gayanus 

cobrir em média 18% dos transectos classificados como DECUMBENS, não houve confusão entre 

esses grupos (Tabela 1).   

 

  Observados Erro de 

Comissão 
 GRUPOS MULTI DECUMBENS GAYA

NOS 

HUMI RUFA  

Classificados MULTI 83 0 16 0 0 0.16 

DECUMBERS 0 37 0 7 7 0.28 

GAYANOS 30 0 107 0 1 0.23 

HUMI 0 5 0 84 4 0.06 

RUFA 1 13 0 2 55 0.21 

Erro de Omissão 0.27 0.33 0.13 0.10 0.18  



 

 

Figura 5: Mostra a média da cobertura vegetal presente em cada parcela, assim como demonstra a 

espécie mais dominante. 

 

 

 

3.1.2.  Variáveis de importância na classificação Random Forest 

  

As 3 principais variáveis de importância foram os índices GCI, ARVI e a banda red edge 

(Figura 6).  Nota-se que os índices GCI, ARVI e a banda red edge apresentaram elevado desempenho 

para diferenciar os grupos, fato que pode estar relacionado aos teores de clorofila e produtividade 

primária de cada espécie. 



 

 

Figura 6: Ranking das principais variáveis preditoras na classificação Random Forest para 

mapeamento de gramíneas invasoras na área de estudo 

 

 

 

   3.3. Classificação e regressão CART (Árvore de decisão) 

 

  O threshold ótimo foi estabelecido em 0.03, empregado para realizar a poda na árvore de decisão 

demonstrando resultados satisfatórios nas análises pós-poda. A acurácia no conjunto foi de 76%, 

refletindo a proporção de classificações corretas em relação ao total de observações. Este desempenho 

evidencia a capacidade do modelo em distinguir entre espécies exóticas invasoras e nativas.  O valor 

estimado do Root Node Error foi de 3,9129, que representa a taxa média de erro nas previsões do 

conjunto de teste. Um valor menor sugere um desempenho mais consistente da árvore de decisão pós-

poda. O intervalo de confiança da acurácia (95%) foi entre 74,41% e 82,49%. A métrica No 

Information Rate foi de 31.89%, e o coeficiente de Kappa atingiu 0.7187, expressando a concordância 

acima do esperado ao acaso entre as previsões do modelo e as classificações reais, consolidando a 

confiabilidade do modelo.  



 

 O resultado da árvore (Figura 8) reforçou a importância das variáveis de importância da 

classificação RF para a distinção dos grupos (Figura 8). O primeiro nó mostrou que valores menores 

que 0,47 do ARVI separaram os grupos em dois extremos, o da direita composto por GAYANOS, 

MULT e RUFA e a esquerda composto por HUMI, DECUMBENS e RUFA. E para cada grupo um 

limiar de variáveis espectrais foi indicando como diferenciador dos distintos grupos. Assim, seguindo 

o limiar entre nós, o GCI<0.57 separa MULT dos demais nós. Enquanto que GCI<1.75 separa dois 

grupos, a esquerda o grupo MULT separado pela banda NIR >0, 14 GAYANUS. A banda BLUE na 

extremidade a esquerda separa HUMI de DECUMBENS e RUFA e o GCI>0.15 separa DECUMBENS 

de RUFA. 

 

 

Figura 7: Árvore de decisão mostrando as variáveis preditoras que separam cada grupo 

.  

            3.4. Análises exploratórias das variáveis preditoras 

 

A figura 9A mostra a divisão dos grupos MULT e GYANOS de DECUMBENS e HUMI e 

RUFA. Já a figura 9B mostra a eficiência do BLUE em separar MULT dos demais grupos. Enquanto 

que 9C mostra a diferença entre os grupos MULT e GAYANOS observado as diferenças entre as 



 

medianas e por último o NDVI mostrando a separação entre todos os grupos.  

Figura 8: Boxplot da sobreposição entre as variáveis preditoras e os grupos de gramíneas invasoras 

classificados pelo método Random Forest 

 

 

3.5. Cobertura vegetal de gramíneas exóticas invasoras  

 

A predição da cobertura de exóticas nos transectos, estimada através do modelo de regressão 

Random Forest, apresentou uma boa conformidade com a cobertura medida em campo,com um RMSE 

de 0,164. A estimativa de cobertura por exóticas em campo teve uma relação linear forte com os dados 

previstos com um R2 de 78% (Figura 9). Os grupos da análise de classificação foram inseridos na figura 

(coloração dos pontos) onde se verificou que não foram encontrados padrões entre a espécie dominante 

e a porcentagem de exóticas, considerando a mistura de cores nos transectos com maior porcentagem 

de exóticas (Figura 9).  



 

 

Figura 9:  Regressão linear da cobertura de espécies exóticas observada e predita pelo modelo 

RF. Cores representam os grupos utilizados na classificação.  

 

 

3.6. Desempenho das variáveis preditoras 

 

As três primeiras variáveis de maior desempenho segundo os valores do incNodePurity foram 

a banda Blue da região do visível e da região do infravermelho próximo o NIR e red edge. Já as texturas 

TEXT_1 e TEXT_4 demonstraram um desempenho menos satisfatório, sugerindo uma menor 

capacidade em prever eficientemente a cobertura de gramíneas exóticas invasoras.  

 



 

  
 
Figura 10: Ranking das variáveis preditoras de maior desempenho em prever a cobertura vegetal 

destacando quanto maior o incNodePurity melhor desempenho têm a variável 

 

       4. DISCUSSÃO  

 
Dados os impactos ecológicos e econômicos negativos das gramíneas exóticas invasoras de 

origem africana na restauração ecológica de formações savânicas e campestres no Cerrado, o uso de 

tecnologias de sensoriamento remoto que auxiliam no monitoramento faz-se necessário. Com o auxílio 

das ferramentas de SR, o monitoramento das áreas possibilita a compreensão dos processos de invasão 

e o subsídio de ações práticas de erradicação, levando em consideração a particularidade de cada 

espécie. Neste estudo, com o uso de imagens multiespectrais e seus produtos derivados, através do uso 

de um forte algoritmo de aprendizagem de máquina, o Random Forest, obtivemos resultados 

promissores para a distinção de áreas com a predominância de espécies de gramíneas invasoras e 

nativas e na estimativa da cobertura de espécies exóticas invasoras nas áreas em processo de 

restauração. O modelo de classificação RF mostrou uma elevada acurácia em distinguir as espécies 



 

dominantes, reforçando o alto potencial do algoritmo em mapear e classificar habitats complexos e 

com espécies que apresentam estrutura físicas semelhantes, pois são majoritariamente gramíneas, e 

assinaturas espectrais bastante semenlhes (Feng et al., 2015; Sotille et al., 2022; van Iersel et al., 2018).  

Além disso, foi possível através de uma regressão RF, estimar a coberturas das espécies exóticas nos 

transectos, método que pode ser bastante indicado para prever o momento que se faz necessário o 

manejo das áreas, como por exemplo, estimar biomassa (Sesnie et al., 2018) e planejar o manejo do 

fogo, identificar locais com prioridade de controle das espécies exóticas, seja em áreas naturais ou em 

restauração. 

 Para a classificação entre os diferentes grupos de espécies dominantes, foram observadas algumas 

nuances na diferenciação entre elas. Ficou evidente que os erros de omissão e comissão entre o classificado e o 

observado podem estar associados à proporção de cobertura de espécies diferentes presentes em um mesmo 

transecto, gerando maior confusão. Quanto maior a proporção da espécie alvo na área de estudos, menores são 

os erros de omissão e comissão (Bradley et al., 2013). Isso foi observado com o grupo HUMI, que apresentou 

uma cobertura média de 60% nos transectos classificados nesse grupo, obtendo menor erro de omissão e 

comissão. A proporção necessária para a detecção depende de quão única é a espécie em relação ao ecossistema 

invadido (Bradley et al., 2013). Os erros de comissão e de omissão podem estar relacionados tanto ao valor de 

dominância considerado quanto à amostragem realizada para extração de valores dos transectos, visto que foram 

consideradas dominantes as espécies (alvo) que apresentaram cobertura superior a 40% e que a amostragem de 

pixels foi aleatória, utilizando 50 pontos de extração de valores por buffer (1 m ao redor do transecto). Dessa 

forma, o limiar de 40% pode ter sido baixo ou o número de pontos de extração de valores muito baixo. No 

entanto, mesmo diante dessas limitações, os erros obtidos no modelo de classificação foram baixos. Os valores 

mais discrepantes de omissão foram para os grupos MULT e DECUMBENS, e de comissão para os grupos 

GAYANOS e DECUMBENS. É possível que tenha ocorrido também o fenômeno da mistura espectral 

(Atkinson e Tatnall, 1997), onde um único pixel contém contribuições espectrais de várias espécies de plantas, 

tornando desafiador distinguir as espécies individuais, resultando em erros de classificação (Lu et al., 2016). 

Adicionalmente, outros elementos se destacam como limitantes na distinção entre os grupos de 

espécies dominantes, seja por problemas na qualidade dos dados, erros de rotulagem, valores 

discrepantes, escolha inadequada ou falta de características relevantes (features) que podem ter 

contribuído para um desempenho inferior na separação dos grupos. Para otimizar o desempenho do 

modelo e reduzir erros entre o classificado e o observado, uma análise da quantidade de pixels a ser 

utilizada no conjunto de teste apresenta-se promissora. Observou-se que a precisão geral da 

classificação diminui à medida que o número de pixels nos dados de treinamento é reduzido (Tomala 

et al., 2020). 

A Regressão Random Forest, empregando variáveis espectrais e texturas, revelou-se 

significativa, destacando-se pela cobertura das espécies dominantes previstas, desempenhando um 



 

papel crucial na explicação da variação na cobertura dessas espécies observadas, conforme indicado 

pelos resultados estatísticos significativos. 

 

             4.1. Variáveis preditoras (Classificação RF) 

 

Neste estudo, a distinção espectral mostrou que as espécies dominantes invasoras e nativas têm 

características únicas de absorção de luz ou reflectância osbersavadas as métricas espectrais, relativas 

entre si e foram mais evidentes na distinção entre as espécies do que as métricas de textura e o MAC. 

Contudo cabe ressaltar que embora a variável MAC não tenha se destacado entre as variáveis 

preditoras, é uma métrica apontada na literatura como excelente variável para distinguir gramíneas em 

ecossistemas abertos, pela variação da altura entre as espécies. Por isso, observamos que as espécies 

aqui estudadas apresentam padrões de crescimento diferentes levando a uma diversidade de altura entre 

as plantas. A. gayanus geralmente apresenta uma altura média que varia entre 1,0 e 2,5 metros, 

dependendo das condições ambientais e do manejo do solo (Smith et al., 2017; Silva et al., 2020) o 

qual varia entre as áreas de estudo. Já U.humidicola e U. decumbens tendem a ter alturas médias 

menores em comparação com A. gayanus. Em geral, a altura média de U. humidicola varia de 0,5 a 

0,9 metros, enquanto U. decumbens pode atingir uma altura média entre 0,3 e 1 metros (Crispim et al., 

2002; Mendes et al., 2015., Souza et al., 2016., Alves et al., 2018). Hyparrhenia rufa pode ter uma 

altura média que varia entre 1,0 e 3 metros, podendo alcançar alturas consideráveis em comparação 

com outras gramíneas, especialmente em áreas onde é dominante (Batista et al., 2019., Santos et al., 

2021). O mesmo é observado entre as gramíneas nativas do Cerrado pois exibem uma ampla variação 

em altura média, dependendo da espécie e das condições do habitat, como por exemplo: Andropogon 

bicornis L alcança cerca de 1,5 metros, Andropogon leucostachyus Kunth com aproximadamente 1 

metro, Axonopus pressus (Nees ex Steud.) Parodi variando de 0,5 a 1,5, Loudetiopsis chrysothrix 

(Nees) Conert com altura média de até 0,6 metros, Paspalum cordatum Hack atingindo até 0,8 metros 

e Saccharum asperum (Nees) Steud chegando até 3 metros de altura (Souza et al., 2016., Pilon et al., 

2017; Oliveira et al., 2019).  Com isso, o MAC pode não ter tido um bom desempenho na distinção 

das espécies dominantes pela baixa sobreposição na aquisição das imagens ou alguma falha no método 

de processamento para gerar o MAC ou por falta de amostras de pixels no conjunto de treino do modelo 

de classificação RF. 

A pigmentação das plantas, especialmente o teor de clorofila, desempenha um forte elemento 

para identificação de plantas invasoras e nativas, com base em suas características espectrais, que 

abrangem os comprimentos de onda do visível ao infravermelho próximo (Fuller, 2005., Schneider et 

al., 2010., Pfitzner et al., 2022). Esta abordagem foi evidenciada neste estudo, onde os índices de 

vegetação GCI e ARVI, e a banda red edge parecem ser as mais discriminantes. 



 

O índice GCI e a banda red edge destacam-se por sua sensibilidade aos níveis de clorofila a, 

refletindo variações no vigor e na atividade fotossintética das plantas (Rouse et al., 1974). Valores 

elevados dessas variáveis sugerem uma maior concentração de clorofila a, e, por conseguinte, uma 

capacidade fotossintética mais robusta nas plantas. Além disso, o GCI detecta mudanças na biomassa 

vegetal e na produtividade primária (Gitelson et al., 2003) gerando diferentes padrões de reflectância 

entre populações de plantas. Com isso, essas variações na produtividade primária são promissoras para 

separar gramíneas nativas do cerrado de exóticas invasoras por meio de análises espaciais (Arantes et 

al., 2016). Neste sentido ficou evidente a variação na produtividade primária entre espécies que pode 

ter levado a diferentes padrões de reflectância, Por exemplo, para U. decumbens, a produtividade é de 

15 toneladas/hectare/ano, enquanto para U. humidicola é de 13 toneladas/hectare/ano, A. gayanus 

atinge 19.1 toneladas/hectare/ano, e H. rufa apresenta 10 toneladas/hectare/ano (Jayme et al., 2022), 

Enquanto no grupo MULT, composto pelas espécies nativas a produtividade tende a ser  menor do que as 

gramíneas exóticas invasoras (Arantes et al., 2016).  

Outro fator que está intrinsecamente relacionado a variações aos níveis de clorofila são as estratégias 

fenológicas específicas, com algumas espécies priorizando sua produção em determinadas fases do 

ciclo de vida (Anderson et al., 2019). A identificação de uma espécie invasora com base na fenologia 

implica que a espécie tem um padrão de crescimento sazonal ou padrão de crescimento interanual 

diferente das espécies nativas. Em vista  disso, observa-se que as características morfológicas, como a 

estrutura e disposição das folhas entre as espécies, têm impacto na eficiência da utilização da luz solar 

para a fotossíntese (Johnson et al., 2017) e essas disposições distintas entre as folhas levam a diferentes 

comportamentos espectrais entre as espécies como pode ser observado nas características gerais das 

espécies dominantes: durante a estação seca, U.decumbens tende a manter suas folhas, embora 

variações na coloração possam ocorrer devido à diminuição da disponibilidade de água. As folhas 

permanecem estreitas e longas, porém a textura suave e lisa pode ser levemente afetada pela secura do 

ambiente. Durante a estação chuvosa, as folhas de U. decumbens podem se tornar mais exuberantes e 

verdes devido à maior disponibilidade de água (Carvalho et al., 2013). Durante a estação seca, U. 

humidicola conserva suas folhas de maneira semelhante a U. decumbens, mas as folhas mais largas 

ajudam a minimizar a perda de água por transpiração. Durante a estação chuvosa, suas folhas tendem 

a ficar mais eretas e exuberantes devido à maior disponibilidade de água e luz solar (Miles et al., 2012). 

Durante a estação seca, H. rufa pode perder parte de suas folhas mais estreitas devido à menor 

disponibilidade de água, mantendo uma postura ereta para maximizar a captura de luz solar. Durante 

a estação chuvosa, suas folhas podem se tornar mais longas e estreitas, com uma disposição mais ereta 

para aproveitar ao máximo a luz solar disponível (Guzmán et al., 2006). Durante a estação seca, A. 

gayanus conserva suas folhas largas e robustas, mas sua textura áspera pode se intensificar devido à 



 

menor umidade do ambiente. Durante a estação chuvosa, suas folhas tendem a se tornar mais 

exuberantes e eretas, mantendo sua robustez para resistir às condições adversas do ambiente (Miles et 

al., 2000). Essas diferenças nas características morfológicas levam a variações na concentração de 

clorofila, carotenóides e outros pigmentos, tendo impacto direto na resposta espectral das plantas 

(Jones et al., 2020., Lu et al., 2022).  

O ARVI é um índice de vegetação ideal para casos em que os efeitos atmosféricos são mais 

influentes que os fatores do solo, como por exemplo superfícies totalmente cobertas por vegetação 

(Rocha, 2012) sendo este o caso das áreas deste estudo com porcentagens mínimas de solo exposto. 

As variações espectrais deste índice sugerem que os grupos de espécies dominante possuem estruturas 

celulares distintas assim como pigmentos fotossintéticos, revelando diferentes estruturas celulares que 

abrangem aspectos como o arranjo e a densidade das células nas folhas (Rocha, 2012). Tais diferenças 

têm repercussões diretas na forma como essas plantas interagem com a luz, influenciando as respostas 

espectrais do ARVI.  

 

             4.2.  Distinção a nível de espécies (Árvore de decisão)  
 

A utilização da árvore de decisão como método de classificação para análise de dados 

espectrais em estudos de sensoriamento remoto tem se mostrado uma abordagem eficaz e amplamente 

aplicada em diversos contextos. Os resultados obtidos a partir da árvore de decisão fornecem insights 

valiosos sobre a relação entre as características espectrais das áreas de estudo e as classes de espécies 

dominantes identificadas. 

Neste estudo, os valores de NIR, NDVI, Banda Azul e outros atributos espectrais emergiram 

como variáveis importantes na diferenciação das classes de vegetação. A análise revelou que valores 

específicos desses atributos estão associados a diferentes tipos de cobertura vegetal, o que sugere a 

presença de padrões distintos na reflectância espectral das espécies analisadas. 

Por exemplo, os valores mais baixos de NIR, indicados pela árvore de decisão como um fator 

distintivo entre as gramíneas nativas do cerrado e o A. gayanus, podem refletir diferenças na biomassa 

ou no teor de clorofila das folhas, conforme discutido por Pettorelli et al. (2005) e Asner et al. (2011). 

Essa descoberta está alinhada com estudos anteriores que destacaram a relação entre o NIR e a 

quantidade de biomassa vegetal (Pettorelli et al., 2005). 

Além disso, o NDVI mostrou-se um indicador sensível na diferenciação entre a predominância 

de A.gayanus e H.rufa. Valores mais altos de NDVI foram associados à presença predominante de 

A.gayanus, enquanto valores mais baixos sugeriram a predominância de H.rufa. Essa distinção está de 

acordo com os achados de Jackson et al. (2004) e Nagler et al. (2015), que também destacaram a 

capacidade do NDVI em distinguir entre diferentes tipos de vegetação. 



 

Por outro lado, a reflectância na banda azul e GCI foram identificados como fatores importantes 

na diferenciação entre U.humidicola, H.rufa e U.decumbens. Valores específicos desses atributos 

foram associados a diferenças na estrutura foliar, no conteúdo de clorofila e na densidade da vegetação 

entre as espécies, o que está em linha com estudos anteriores sobre a relação entre a reflectância 

espectral e as características das folhas (Gamon et al., 1992). 

Em resumo, os resultados da árvore de decisão forneceram uma compreensão mais profunda 

das relações entre as características espectrais das plantas e as classes de vegetação em estudo. A 

identificação de valores específicos de atributos espectrais associados a diferentes classes de vegetação 

contribui para o desenvolvimento de métodos mais precisos de classificação de imagens de 

sensoriamento remoto e para o avanço do conhecimento sobre a ecologia das comunidades vegetais 

em ecossistemas como o cerrado. 

 

            4.3. Previsão da cobertura de gramíneas exóticas invasoras 
 

A aplicação bem-sucedida da regressão RF em nosso estudo reforça a utilidade dessas 

abordagens em contextos ecológicos, tais como na restauração ecológica. Entre as variáveis do modelo, 

a banda RED obteve o melhor desempenho, sugerindo forte correlação na previsão da cobertura vegetal 

com a densidade e estrutura das folhas, pois a reflectância na banda RED está relacionada à dispersão 

da luz pelas estruturas das folhas (Cohen et al., 2003). Diferenças de densidade foliar e na estrutura de 

distribuição das folhas no indivíduo podem afetar a reflectância. Em suma, a análise das variáveis 

preditoras destaca a influência significativa das bandas RED, RED_EDGE e BLUE na precisão do 

modelo. Essas bandas, sensíveis a fatores como clorofila, a, mudanças na saúde da vegetação e 

estrutura morfológica, são consistentes com a literatura existente sobre sensoriamento remoto e análise 

de cobertura vegetal (Féret et al., 2008., Pettorelli et al., 2014). Uma limitação do presente estudo foi 

a ausência de transectos 100% puros em ambos os extremos, com 100% de vegetação nativa e 100% 

de cobertura de exóticas. 

 

         5. CONCLUSÕES  

 

Em geral, os modelos apresentam um bom desempenho, evidenciado por acurácias 

consistentemente altas para a distinção dos diferentes tipos de gramíneas invasoras na área de estudo. 

A utilização de variáveis derivadas de imagens multiespectrais de drones revelou-se promissora para 

distinguir áreas dominadas por diferentes espécies invasoras e nativas, além de possibilitar a previsão 

da cobertura de espécies exóticas invasoras e fornecer uma interpretação visual de características 

específicas que separam as espécies individualmente em ambientes em processo de restauração 



 

ecológica. Contudo as variáveis espectrais foram mais importantes tanto para distinção entre as 

espécies como para previsão da cobertura vegetal, porém, as hipóteses do estudo foram comprovadas 

visto que a diferença entre as espécies ocorreu devido a variações físicas e químicas percebidas pelos 

diferentes padrões de refletância. Somado a isto, as principais variáveis de desempenho são derivadas 

das imagens multiespectrais desde o visível ao infravermelho que pode não ser possível apenas com 

uma câmera RGB. No entanto, para aprimorar a precisão dos modelos, é essencial incorporar não 

apenas variáveis espectrais e estruturais, mas também considerar amostras de pixels, entre outras 

características, a fim de gerar mapas que forneçam dados relevantes para análises do monitoramento 

da restauração ecológica. Este enfoque facilita a escolha de métodos de controle mais adequados às 

particularidades de cada planta (Robinson et al., 2022., Ikkala et al., 2022). 
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