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Abstract

Several experiments conducted in the Molecular Biology field have shown that some types
of RNA may control gene expression and phenotype by themselves, besides their tradi-
tional role of allowing protein synthesis. Roughly speaking, RNA can be divided into
two classes: messenger RNA (mRNA), that are translated into proteins, and non-coding
RNA (ncRNA), which play several important cellular roles besides protein coding. In
recent years, many computational methods based on different theories and models have
been proposed to distinguish mRNA from ncRNA. Among the newest methods, it is
noteworthy the use of stochastic context free grammars, thermodynamical information,
probabilistic theories and machine learning algorithms, which are very adaptive and low-
complexity approaches. Particularly, machine learning methods that uses non-supervised
learning artificial neural networks are a promising research field, for they are highly plas-
tic and are able to classify ncRNA data using well established criteria. The present work
extensively approaches the latter technique, particularly Self-Organizing Maps (SOM),
Learning Vector Quantization (LVQ) and Adaptive Resonance Theory (ART) algorithms
for distinguishing ncRNA from coding RNA in a given transcriptome. A test case was
developed using biological data from 4 phylogenetically distant organisms. Using this test
case, the trained networks achieved ~ 98% accuracy. The classification criteria used by
the developed methods have been further optimized using Principal Components Analysis
(PCA), reducing ~ 32% of the number of extracted numerical variables without reducing
the assessed accuracy.

Keywords: ncRNA, Artificial Intelligence, Bioinformatics, SOM, ART, LVQ, PCA



Resumo

Experimentos diversos no campo da Biologia Molecular revelaram que alguns tipos de
lacido ribonucleico (RNA)[ podem estar diretamente envolvidos na expressao génica e do
fendtipo, além de sua ja conhecida fung@o na sintese de proteinas. De modo geral, RNAs
podem ser divididos em duas classes: [RNA mensageiro (mRNA)| que sao traduzidos para
proteinas, e|RNA nao codificador (ncRNA)| que exerce papéis celulares importantes além
de codificacao de proteinas. Nos ultimos anos, varios métodos computacionais baseados
em diferentes teorias e modelos foram propostas para distinguir[mRNA|de ncRNAl Dentre
os métodos mais atuais, destacam-se o uso de gramaticas estocasticas livres de contexto,
informagoes termodinamicas, teorias probabilisticas e algoritmos de aprendizado de ma-
quina, sendo esses ultimos abordagens muitos maledveis e de menor complexidade. Parti-
cularmente, os métodos por aprendizado de maquina que utilizam redes neurais artificiais
de treinamento nao supervisionado constituem uma promissora linha de pesquisa, por sua
grande plasticidade e capacidade de classificacao do conjunto de dados de ncRNAs por
critérios bem estabelecidos. Essa tltima técnica é extensivamente abordada no presente
trabalho, mais precisamente utilizando [Mapa Auto Organizavel (SOM), [Learning Vector|
[Quantization (LVQ)|e as redes[Teoria da Ressonancia Adaptativa (ART)| para o problema
de distinguir ncRNAs de mRNAs em um dado transcriptoma. As acuracias obtidas para
as duas abordagens, em [teste] ou estudo de caso, realizado com pequenos ncRNAs de 4
organismos filogeneticamente distantes atingiram =~ 98%. Os critérios para classificacao
de foram otimizados através da|Analise de Componentes Principais (PCA)| redu-
zindo o nimero de suas varidaveis em ~ 32% sem reduzir a acuracia obtida no estudo de
caso.

Palavras-chave: ncRNA, Inteligéncia Artificial, Bioinformatica, SOM, ART, LVQ, PCA
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Glossario

AM Aprendizado de méquina. Classe de algoritmos de Inteligéncia Artificial. [2] B} I7HI9]
[26} A2, [66} [T}, 9]

cDNA DNA complementar, formado a partir do processo inverso de transcrigao aplicado
a uma sequéncia de RNA mensageiro. Corresponde a um trecho de DNA sem

material intronico.

HTS High Throughput Sequencing, Sequenciamento de Alto Desempenho, técnica de se-
quenciamento de DNA que produz grande volume de dados por execugao, composto
de pequenos fragmentos de DNA sequenciado (= 200nt).

métodos nao supervisionados Classe de algoritmos de Aprendizado de Méaquina cujo
treinamento € realizado sem a necessidade de exemplares com nome de classe decla-

rado. 2

métodos supervisionados Classe de algoritmos de Aprendizado de Maquina cujo trei-
namento é realizado com exemplares com nome da classe fornecido. [2]

redes neurais artificiais Classe de algoritmos de Inteligéncia Artificial compostos por
unidades de processamento (neurénios) interligadas. [2]

teste A fase de teste de um algoritmo de Aprendizado de Maquina estima a capacidade
de generalizacao do conhecimento adquirido pelo algoritmo, normalmente utilizando
dados diferentes dos dados de treinamento e validacao. No escopo desse trabalho,
a terminologia “estudo de caso” refere-se ao teste do algoritmo de Aprendizado de

Maéquina. [vi} [4], 23] [63]

treinamento Fase de aprendizado do algoritmo, ou aquisi¢cao de conhecimento, normal-
mente utilizando um conjunto de dados de exemplo. [3H5] [[9H21] 31], [33]
B3} [631{67 [7TH73} [76}, [77], [791184} [B7, B3, BT}, 2} [95), [96]

validagao A etapa de validagao de um algoritmo de Aprendizado de Maquina ocorre com
a estimativa dos valores de desempenho da rede escolhidos, por exemplo acuracia e

erro quadratico. 3 [5, 23] 26} 29 [63] [65} [67, [71], [74), [75], [84] B, [02] [95HI7
épocas Etapas de aprendizado de um algoritmo de Aprendizado de Maquina. Nesse

trabalho, a conclusao de uma época pode ser definida cada vez que o conjunto de
treinamento é totalmente apresentado ao algoritmo, no caso do algoritmo de Teoria
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da Ressonancia Adaptativa ART-2 (Carpenter and Grossberg, 1987), ou cada vez
que um exemplar de cada conjunto de treinamento é apresentado ao algoritmo, no
caso das redes de Kohonen e do algoritmo Learning Vector Quantization (Kohonen,

et al [19065(e). [21, 50} 21, 54 56, 57, 59 60 62164 [ {74 2 5.
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ART Teoria da Ressonancia Adaptativa. [vi [2} [ Bl 34H36], [40} [45], (48] [B71{61), [63} [70} [71],
[76, B2H851, B7HI7]

BIOMOL Laboratoério de Biologia Molecular da Universidade de Brasilia.
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HMM Modelo Oculto de Markov (Hidden Markov Model). [2]
TA Inteligéncia Artificial. [19,

LVQ Learning Vector Quantization. [vi, [71], [79H82], [34], [85)]
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Capitulo 1

Introducao

Nessa Secao, o trabalho é apresentado, em linhas gerais. Define-se o problema a ser
abordado e sua motivacao, bem como os objetivos e metas decorrentes, e o estado da
arte sobre solucoes para o problema em questao é comentado. Finalmente, a estrutura do
trabalho é explicada.

1.1 Contextualizacao

A definigdo do Dogma Central da Biologia Molecular (descrito em detalhes no Capitulo
foi publicada na década de 50, por Watson e Crick (Watson and Crick, |1953)). No tra-
balho, uma descricao detalhada do caminho da informacao genética no organismo foi
proposta, relacionando RNAs com papéis secundarios de auxilio ao processo de sintese de
proteinas. Essa defini¢ao inicial sofre um continuo trabalho de aperfeicoamento por meio
de novas descobertas, primeiramente feitas, em sua maioria, ao acaso (Szymanski et al.)
2007). O conhecimento cada vez mais amplo das fungoes e mecanismos genéticos, fisiol6-
gicos e metabdlicos, entre outros, dos mais diversos organismos, além da criacao de novas
metodologias para descoberta dos processos microbioldgicos, proporcionou uma melhor
compreensao da atividade de codificacao indireta do [acido desoxirribonucleico (DNA)[em
proteinas (Eddy, 2001), e inaugurou novas perpectivas de pesquisa direcionadas especifi-
camente para os RNAs.

O foi postulado pelo Dogma Central, desde sua criacao, como sequéncias ca-
pazes de agir funcionalmente, regulatoriamente ou estruturalmente no organismo (Eddy;,
2001), superando a visao simplificada de agente indireto da transcri¢ao para entidade mais
intrisecamente relacionada com o funcionamento celular. O classico exemplo de RNAs que
superavam uma fun¢ao apositiva, de transporte da mensagem genomica a ser traduzida
em sequéncia de peptideos, foi dado pela descoberta das organelas ribossomais e do
iribossomico (rRNA)| e do [RNA transportador (tRNA)| (Hoagland et al., [1958; [Soll and
RajBhandary, [1995)). Estudos apontaram varias funcionalidades de ncRNAs; principal-
mente relacionadas a regulagao da expressao génica, e com fungoes estruturais, algumas
relacionadas a transcricao e traducao de mRNAs. A contaminacao de bancos de dados de
sequéncias codificadoras, como o Swiss-Prot (Boeckmann et al., 2002)), com material nao
codificante e a quantidade e relevancia de tal material, antes considerado literalmente lixo
intergénico (junk DNA) (Setubal and J. Meidanis|, 2000), e constatado como composigao
intergénica majoritaria em organismos eucariotos (Szymanski et al., 2007), também foram




importantes questoes levantadas pelo estudo direcionado a ncRNAs. Para exemplificacao,
a quantidade de material genético codificante estimado em seres humanos é de apenas
2% (Szymanski et al 2007), uma quantidade que, experimentalmente, acredita-se decres-
cer de acordo com a maior complexidade do organismo. Sabe-se também de intimeras
interacgoes e relagoes entre controle da expressao de ncRNAs e surgimento ou supressao
de diversas doengas, inclusive carcinomas em humanos (Gibb et al., |2011), bem como no
controle da expressao em células musculares, como indicado pelo trabalho de
Correial, 2007

Motivados por tais descobertas iniciais, novos métodos computacionais dedicados es-
pecificamente para ncRNAs foram sucessivamente propostos. As primeiras abordagens
seguiram a andlise de alinhamentos utilizando ferramentas como o BLAST (Altschul et al.|
em busca de novos ncRNAs semelhantes a um banco de dados confidavel de sequén-
cias nao codificantes construido de forma empirica ou por intermédio de outros métodos
computacionais. Tais abordagens tiveram sucesso limitado. Refinos sucessivos, adicio-
nando informacoes especificas de determinados grupos ou classes ou familias de ncRNAs
melhoraram consideravelmente sua performance (Mount et al. [2007)). Outros algoritmos,
como o QRNA (Rivas and Eddy|, 2001, analisam informagao do alinhamento entre sequén-
cias de utilizando |[graméatica estocastica livre de contexto (SCFG)| para identificar
estruturas secundérias do [RNA]importantes para sua identificagao funcional.

Devido ao forte carater estrutural e composicional dos ncRNAs, relacionado direta-
mente a sua atuacao na célula, os mais diversos algoritmos termodinamicos foram pro-
postos (Zuker et al. [1999; Hofacker et al., |2002)). Inicialmente algoritmos que exigiam
bastante recursos computacionais, foram sucessivamente melhorados e agora comportam
avaliagoes de alinhamentos de sequéncias de RNA] ou estimagao de energias livres associ-
adas a sequéncias individuais (Washietl et al., |2005). Outros métodos utilizam modelos
de covariancia e [Modelo Oculto de Markov (Hidden Markov Model) (HMM)| para identi-
ficar estruturas caracteristicas de determinados tipos de ncRNA, atingindo desempenho
consideravel na classificacao, principalmente para pequenos ncRNAs com estruturas bem
conhecidas e definidas (Nawrocki et al., [2009).

A utilizagao de algoritmos de|Inteligencia Artificial (IA)| particularmente métodos que
utilizam [AM] possibilitou, por sua vez, combinar vérios algoritmos e dados diversos numa
sinergia eficaz para identificacao ou classificagao de ncRNAs. Dentro de[AM] enfatizou-se
principalmente o uso de métodos supervisionados| para o problema de identificacao de
ncRNAs, utilizando o algoritmo de [Mdaquina de Vetor de Suporte (SVM)| (Liu et al., 2005}
‘Wang et al. 2006; |[Kong et al., 2007 |Arrial et al., 2009). Essas abordagens obtiveram bons
resultados, com acurécias em torno de 95%. J4 os [métodos nao supervisionados| encon-
tram aplicac¢ao pratica no campo da expressao génica (Eisen et al., |1998)) principalmente
para andlise de agrupamentos (clusters) de dados de expressao génica e, mais recente-
mente, na andlise de dados transcriptomicos para identificagiao de ncRNAs (Silva et al.
2009)). Dada a sua capacidade geral de reconhecer padroes matematicos complexos e,
portanto, relacoes entre diferentes conjuntos de dados bioldgicos, [métodos nao supervisio-|
tém destaque em solugoes que buscam identificar esses padroes complexos nos mais
diferenciados problemas bioldgicos. Dentro da disciplina de métodos nao supervisionados),
tradicionalmente, [redes neurais artificiaisl que utilizam o conceito de auto-organizagao
(explicadas em detalhes no Capitulo |3) como e sao aplicadas para solucao de
problemas de reconhecimento de padroes e predi¢ao de padroes, como analise de imagens,




reconhecimento visual e sonoro, entre outros (Haykin), [1999; Kasabov,|1998). Tais padroes
sao traduzidos como agrupamentos de diferentes estimulos de treinamento em classes ou
clusters com algum grau mensuravel de semelhanca entre si.

Como exemplo da capacidade de aplicacao de redes nao supervisionadas auto orga-
nizaveis para o problema de identificacao e classificacao, cita-se o recente método SOM-
Portrait. Proposto por|Silva et al.,|2009, a ferramenta possibilita a identificacao de sequén-
cias em trés classes distintas: a classe de RNAs potencialmente codificadores (Coding), a
classe de RNAs potencialmente nao codificadores (Noncoding) e uma terceira classe hi-
potética, treinada com o proposito de confirmar a capacidade de categorizacao em classes
de ncRNAs do método baseado em [SOM]| Esta classe ¢ nomeada Undefined, e indicios ex-
perimentais foram obtidos para confirmar sua boa delimitagao pela rede neural treinada,
por meio de comparagao com identificadores baseados em outras metodologias. A acu-
racia obtida na do treinamento do algoritmo, de ~ 88%, motivou a atividade,
nesse trabalho, de reformulacao do referido método, melhorando consideravelmente sua
acuracia e a percepcao dos diferentes clusters de ncRNAs.

O algoritmo de [AM] necessita de conjuntos de dados bioldgicos que tenham bom grau
de anotacao de sua classe e funcao, de preferéncia manual, que servirao como matéria de
aprendizado, ou experiéncia, do método, para que assim ele seja capaz de realizar uma
determinada tarefa (Mitchell, 1997)). Tais conjuntos de dados, chamados conjuntos de
treinamento, para o problema de identificacao de ncRNA, tém complexa elaboracao utili-
zando bons representantes de ncRNAs ja catalogados, por métodos pontuais, de bancada,
ou por utilizagao de outros algoritmos de predicao de ncRNAs. O problema de encontrar
bons representantes para criar o conjunto de treinamento é um ponto revisitado nesse
trabalho.

De posse do conjunto de treinamento, a seguinte etapa fundamental no correto aprendi-
zado de um algoritmo [AM]é a escolha do tipo de informagao a ser extraida das sequéncias
de [RNA] fonte da experiéncia adquirida em [AM] que constitui os atributos extraidos.
Normalmente, essa informacao é fornecida ao algoritmo em forma de atributos numéri-
cos (Kasabov, |1998). Varios trabalhos dissertam sobre bons atributos numéricos para a
identificacdo de ncRNAs (Liu et al. 2005; Dinger et al., [2008; Arrial, 2008; |Silval, 2009).
Esse trabalho revisita essa escolha, utilizando [PCA| (Pearson, [1901)) para criticar cada
atributo previamente escolhido da literatura especializada a respeito.

Dentro da disciplina de outros algoritmos utilizam analises hierarquicas, usando
dados composicionais, termodinamicos e de alinhamento oriundos da nova geracao de
(Fasold et al., 2011). Apesar de abordagem interessante, nesse trabalho justifica-se
nao comportar utilizagao de dados de alto desempenho devido a relativa escassez de dados
para recuperdaveis nesse formato.

Abordagens hibridas de [AM] com etapas nao supervisionadas para agrupamentos dos
dados seguidas de uma etapa supervisionada para identificacao das categorias é uma
pratica apoiada (Kohonen| [2001) para algoritmos auto organizaveis. Tendo em vista
essa caracteristica, o presente trabalho propoe, além da reformulac¢ao do da
rede [SOM] a utilizacdo de uma etapa posterior supervisionada utilizando o algoritmo
LVQ| (Kohonen et al.; [1996al). Ainda partindo dos problemas encontrados durante a con-
feccao do método SOM-Portrait, surge a necessidade de utilizar uma rede neural auto
organizavel que nao dependa de um numero inicial de neuronios na camada de processa-
mento, como é o caso no algoritmo [SOM] Tal dependéncia de um nimero arbitrariamente



selecionado pode ser diminuida utilizando analises estatisticas ou outros métodos, como
K-médias. Porém, argumenta-se sobre a utilizagao, nesse trabalho, de uma rede base-
ada em (Carpenter and Grossberg, 1987)), devido a sua capacidade de categorizagao
condicionada a uma métrica controlavel. Nesse trabalho, explora-se a capacidade dessa
rede aplicada ao problema de identificagao e classificagdo de ncRNAs, seus resultados
comprovando também a validade da escolha anterior de classes para o algoritmo [SOM]

O algoritmo foi submetido a uma etapa de por meio de sequéncias co-
nhecidas de ncRNAs do transcriptoma de varios diferentes organismos. A escolha desses
organismos deve-se principalmente a confiabilidade dos dados de ncRNAs e a diversidade
filogenética. De fato, escolheu-se dados de humano (H. sapiens), fungos (S. cerevisiae, A.
oryzae, C. immitis, P. brasiliensis), planta (A. thaliana) e bactéria (E. coli). Comparagao
com outros métodos de identificacao de , como o PORTRAIT (Arrial et al., |2009)
e Infernal (Nawrocki et al., [2009), também foram conduzidas para avaliar o
obtido.

1.2 Definicao do Problema

O presente trabalho aborda dois problemas relacionados:

1 Identificar sequéncias de RNAs nao codificadores e também sua contrapartida codi-
ficadora, para qualquer tipo de organismo;

2 Validar o método para identificacdo e classificacio de ncRNA chamado SOM-
Portrait, que utiliza[SOM] rede neural artificial de treinamento nao supervisionado;

textbf3 Melhorar o método SOM-Portrait, e propor o método ART-Portrait como al-
ternativa de aplicagao de método nao supervisionado ao problema de classificacao

de ncRNAs.

Os problemas tém por motivagao o continuo trabalho desempenhado entre 2008 e 2012
no [Laboratorio de Biologia Molecular da Universidade de Brasilia (BIOMOL)| (Brigido,
2012), onde primeiro surgiu a demanda por uma ferramenta de andlise de ncRNAs especi-
ficamente criada para os projetos de sequenciamento e anotacao vinculados ao [BIOMOIL]
Através da experiéncia adquirida com a utilizagdo da ferramenta PORTRAIT (Arrial
et al., [2009) de identificagdo de ncRNAs por meio de em duas classes distintas,
codificante e nao codificante, o problema de criar um método capaz de classificar em
mais de duas classes de ncRNAs foi levantado. Por sua vez, tal questionamento tem por
objetivo idealizar uma metodologia capaz de classificar os ncRNAs em classes ou conjun-
tos de classes com caracteristicas comuns, para facilitar a anotagao manual dos bidlogos.
Tal ferramenta se faz necessaria devido ao carater inédito de anotacao de ncRNAs nos
projetos em atividade no referido laboratorio, tornando-se mister o dominio e aplicacao
das principais técnicas de identificacao e analise de ncRNAs para auxiliar os bidlogos na
compreensao efetiva dos organismos estudados.




1.3 Objetivos

O principal objetivo do trabalho é o de propor um método baseado em redes neurais
de treinamento nao supervisionado capaz de identificar e classificar ncRNAs
dos mais diversos organismos, utilizando apenas informacao da prépria sequén-
cia de RNA|fornecida. A partir desse objetivo geral, 4 tarefas para o presente trabalho
sao definidas:

1 Propor o método SOM-Portrait, um classificador de ncRNAs baseado em SOM,;
2 Propor uma etapa supervisionada para o classificador utilizando LVQ);
3 Propor o método ART-Portrait;

4 Realizar estudos de caso utilizando os organismos descritos anteriormente.

Em maior detalhe, o item 1 versa sobre a reimplementacao do método SOM-Portrait,
sem contemplar sua versdo distribuida (Silva et al., [2009). A reimplementagao envolve
inclusive a reformulagao do conjunto de treinamento, especialmente a parcela de sequén-
cias nao codificantes, revisando o modo de selecao de candidatos para o [treinamento|
Uma avaliacdo detalhada usando [PCA]também é conduzida para auferir a relevancia dos
atributos numéricos extraidos das sequéncias de RNAs para o problema de identificagao
e classificacao.

O item 2 ¢ implementado como etapa subsequente ao [treinamento] da[SOM], e avaliado
usando-se os mesmos organismos descritos em detalhes no Capitulo )l J4 o item 3 nao
utiliza resultados da rede A rede treinada é uma proposta de um método
paralelo ao SOM-Portrait, cujos resultados, entre outros, complementam e avaliam o
fireinamentol da [SOM

O item 4 ¢ aplicado a todos os métodos desenvolvidos, como forma de avaliar a ca-
pacidade de generalizacao do aprendizado das redes para identificar e classificar ncRNAs
dos mais diversos organismos biologicos.

1.4 Organizacao do Trabalho
O presente trabalho se divide, para estas finalidades, em:

e Capitulo [2} detalhamento de conceitos fundamentais relativos a Biologia Molecu-
lar, Bioinformatica detalhamento de conceitos fundamentais relativos a RNAs nao
codificadores;

e Capitulo[3} detalhamento de teoria e conceitos relativos a[[A] redes neurais artificias,

[SOM| LVQ] [ART] e [PCA]

e Capitulo[d} versa sobre métodos, ferramentas, bibliotecas e materiais utilizados para
a confeccao dos algoritmos e experlmentos realizados, inclusive o conjunto de dados
reais bioldgicos utilizados para dos métodos propostos. E um resumo
técnico de todo o trabalho realizado para validar o método nao supervisionado SOM-
Portrait no contexto de classificacao de nao codificador;




e Capitulo [5; descreve e discute os resultados obtidos dos experimentos descritos no
Capitulo 4] a luz dos objetivos propostos;

e Capitulo [6} sintetiza a linha do tempo com as atividades realizadas, os principais
resultados obtidos, e conclui o trabalho com as linhas de pesquisa e atividades
futuras;

e Anexol[l} descreve os parametros de ajuste e configuragao das bibliotecas SOM_PAK,
LVQ_PAK, ART-distance, ANGLE e CAST (Kohonen et al., |[1996bla; Promponas
et al., 2000; Shimizu et al., 2006; Hudik and Zizka, [2011));

e Anexo[ll} descreve os procedimentos de configuragao do ambiente de trabalho utili-
zado para execucao das ferramentas desenvolvidas.

O presente trabalho contém arquivos e dados complementares em midia digital, que
acompanha o texto. Quando citados, sao referenciados como “Material Complementar”.



Capitulo 2

RN As nao codificadores

Nessa Secao os fundamentos de Biologia Molecular e Bioinformética utilizados no trabalho
sao explanados. O conceito de nao codificador ¢ definido em seguida, junto
com bases de dados sobre ncRNAs disponiveis e ferramentas e métodos automatizados
comumente utilizados para identifica-los e classifica-los.

2.1 Conceitos de Biologia Molecular e Bioinformatica

Biologia Molecular ¢ o ramo da Biologia responsavel, basicamente, pelo estudo da estru-
tura de proteinas e acidos nucleicos, processos relacionados e outros atores envolvidos,
como organelas celulares e enzimas (Setubal and J. Meidanis, |2000)). Tais estruturas sdo
abordadas a seguir. Bioinformética é o ramo sinérgico entre Computacao, Matematica e
Biologia Molecular que contribui com modelos, andlises estatisticas, algoritmos e sistemas
de computacgao, entre outras contribuigoes tedricas e praticas a area de Biologia Molecu-
lar (Clote and Backofen) 2000). Assim, a Bioinformética é especialmente dedicada aos
varios e complexos problemas que a Biologia Molecular oferece.

2.1.1 Proteinas e acidos nucléicos

Acidos desoxirribonucleico 1D e ribonucleico sao acidos nucleicos, cuja funcgao
principal é a de armazenar informacao necessaria para criacao de proteinas e possibili-
tar a transferéncia desta informagao para outros organismos, por meio de processos de
reprodugao celular (Setubal and J. Meidanis, 2000)).

Tanto o como o sao compostos por cadeias de elementos menores. No
caso de DNAs e RNAs, a composi¢ao de um grupo fosfato, um aguicar central e uma base
nitrogenada, formam o nucleotideo (Clote and Backofen, 2000; Setubal and J. Meidanis,
2000). A composicao de cadeias de nucleotideos forma uma sequéncia RNA| ou [DNA]
dependendo do agicar central deste nucleotideo e de suas bases nitrogenadas. No caso do
[DNA] o agticar é a desoxirribose, ja no o actcar é a ribose. Tais acticares compoem
a estrutura central do nucleotideo, portanto, neles se ligam as bases nitrogenadas e o
grupo fosfato. Assim sendo, convencionou-se uma notacao para detalhar a posicao dessa
ligacao na molécula de acticar. Tanto a desoxirribose quanto a ribose sao pentoses, ou
seja, agucares compostos por 5 carbonos. Os grupos fosfatos se ligam nas posigoes 5’ (5°




Figura 2.1: Representacao da estrutura em dupla-hélice do DNA (RNA, 2011)).

carbono) e 3’ (3° carbono) dessa pentose, uma notacao muito utilizada para indicar o
sentido da cadeia de nucleotideos.

As bases nitrogenadas utilizadas no[DNA|sdo 4: a Adenina (A), Citosina (C), Guanina
(G) e Timina (T). O modelo de Watson-Crick do define que ha uma afinidade entre
as bases nitrogenadas, por causa de sua disposi¢ao espacial e afinidade eletronica da
molécula. Bases purinas (Adenina e Guanina) somente se ligam a bases pirimidinas
(Timina e Citosina) (Watson and Crick, |[1953), sendo a ligagao de bases purina-pirimidina
dita ligacao de bases complementares. Pela caracteristica das bases complementares, é
possivel extrair o complemento de uma faixa de aplicando a seguinte regra:

Guanina <= Citosina (2.1)
Adenina <= Timina

Da disposicao espacial de uma fita[DNA] indo da posigao de ligagao no agticar principal
5" a posicao 3’, também se conclui que seu complemento é o exato oposto, indo do 3" ao
5. Portanto, uma faixa é o exato complemento reverso da outra, possibilitando a
duplicacao de trechos do cédigo DNA]

A Figura ilustra a famosa estrutura de dupla hélice do [DNA] O [DNA] pode ser
encontrado na forma de cromossomos (aglomerado com proteinas para reduzir espago),
em forma circular (principalmente em organismos menos complexos, como bactérias) e
em sua forma linear, assim como apresentado na Figura [2.1]

Grande parte do material genético encontrado em [DNA] ndo codifica para proteinas
em organismos eucariotos, segundo observagoes extensas (Szymanski et all [2003). Dé-se
o nome de genes para as regioes delimitadas do que codificam para proteinas ou




Figura 2.2: Representacao da fita simples de RNA (RNA, 2011)).

RNAs (Setubal and J. Meidanis| 2000), isso é, no ato de transcrigao, o é transcrito
para um funcional vélido ou para um vélido.

No a base nitrogenada Timina (T) ¢é substituida pela base nitrogenada Uracila
(U), também uma base pirimidica. Identicamente ao , a orientacao do se d& do
carbono 5" ao carbono 3’ da ribose. Pode-se reescrever as regras de complementaridade das
bases nitrogenadas descritas na Regra simplesmente trocando-se a base Timina pela
base Uracila. A estrutura de um filamento do o torna mais vulnerdvel a danos e erros,
e portanto menos apto a transportar informagao genética (Clote and Backofen, [2000). Por
essa caracteristica, além da estrutura quimica mais simplificada tanto da base Uracila,
quando confrontada com a base Timina, como da estrutura do RNA] existem vérias
teorias de que o RNA]teria sido o primeiro &cido nucleico a ser usado como transportador

de material genético (Eddyl, 2001). A Figura [2.2 mostra a representacao da fita simples
de RNA]

Proteinas participam direta ou indiretamente de quase todas as atividades celulares de
um organismo vivo (Setubal and J. Meidanis, [2000). A Figura[2.3[exibe uma representagao
visual da proteina hemoglobina, presente no sangue humano. Sao formadas a partir da
ligacao peptidica de varios aminoacidos, resultando num longo polipeptideo, por vezes
usado como sinonimo de proteina. Dessa forma, proteinas nao sao exatamente compostas
de aminodcidos, mas sim do residuo dessa ligagao, os peptideos (Clote and Backofen,
2000). Na natureza, sao catalogados 22 aminodcidos conhecidos (Lesk, [2002)), sendo 20
nao-polares, comumente achados em proteinas, e 2 polares, mais raramente encontrados.

A Tabela mostra o nome, abreviacao e o codigo de uma letra usado para identi-
ficar o aminodcido. Em asterisco (*), os aminodcidos menos comumente encontrados em
proteinas.

A funcdo de uma proteina é grandemente caracterizada pela sua estrutura espa-
cial (Clote and Backofen| 2000). A sequéncia de residuos que forma a proteina é dita
estrutura primadria da proteina. Tal estrutura linear nao caracteriza sua fungao (Setu-|
bal and J. Meidanis, 2000). A estrutura secunddria de uma proteina é formada pelo




Figura 2.3: Estrutura quaternéria da hemoglobina, proteina do sangue (Boaz and Shaanan,

1959,

Tabela 2.1: Lista dos 22 aminodcidos encontrados na natureza.

Nome Abreviacao | Cédigo
1 | Alanina Ala A
2 | Arginina Arg R
3 | Asparagina Asn N
4 | Acido Aspartico Asp D
5 | Asparagina ou Acido Aspértico * | Asx B
6 | Cisteina Cys C
7 | Glutamina Gln Q
8 | Acido Glutamico Glu E
9 | Glutamina ou Acido Glutamico * | Glx Z
10 | Glicina Gly G
11 | Histidina His H
12 | Isoleucina Ile I
13 | Leucina Leu L
14 | Lisina Lys K
15 | Metionina Met M
16 | Fenilalanina Phe F
17 | Prolina Pro P
18 | Serina Ser S
19 | Treonina Thr T
20 | Triptofano Trp W
21 | Tirosina Tyr Y
22 | Valina Val A%

alinhamento e dobramento da sequéncia de residuos. Estruturas terciarias evidenciam
o formato tridimensional de proteinas no organismo, sua estrutura nativa. Note que a
estrutura nativa nem sempre é funcional no organismo. Diversos outros processos pds-
traducao podem refinar e reformular a proteina até seu estado funcional. Esta estrutura
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Figura 2.4: Representacao grafica do Dogma Central da Biologia Molecular.

nativa muitas vezes pode ser sintetizada em laboratério. Finalmente, a estrutura qua-
ternaria de uma proteina considera sua totalidade, em forma tridimensional nativa e
terminada, isto é, sua forma ativa naturalmente encontrada no organismo. A Figura 2.3
representa a estrutura quaterndria da hemoglobina.

2.1.2 O Dogma Central da Biologia Molecular

O Dogma Central da Biologia Molecular, determinado pelos estudos de Watson e Crick
relacionados a dcidos nucleicos (Watson and Crickl |1953)) relaciona os principais agen-
tes da Biologia Molecular, acidos nucleicos e proteinas, com atividades celulares muito
importantes, o processo de replicagao de trechos de DNA] genomico, de transcrigdo, e
de tradugao. A Figura resume o processo biolégico de transmissao da informagcao
contida no até seu produto peptidico, frisando os principais atores envolvidos.

Transcrigao envolve mecanismos e proteinas celulares com o objetivo de transformar
genes do[DNA]em [RNA] J4 a tradugao utiliza cadeias de chamadas mensageiro - o
- para traduzir sua sequéncia de bases nitrogenadas em aminodcidos, ligando-os
com o auxilio de organelas celulares e outros tipos de para formar proteinas
and J. Meidanis, 2000).

Durante a tradugao, os nucleotideos doséo agrupados em cédons (trincas de nu-
cleotideos), que sao traduzidos no seu correspondente aminodcido, conforme a Tabela .
Nota-se também a presenca de sequéncias de parada (STOP) nessa tradugao, bem como
a sequéncia de inicio de uma proteina, o aminodcido Metionina (Met), representado pelo

c6don AUG (Clote and Backofen, [2000).
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Tabela 2.2: Mapeamento de cdédons para aminodcidos e sequéncias de controle (Setubal
and J. Meidanis, 2000).

U C A G
Phe | Ser | Tyr Cys | U
Phe | Ser | Tyr Cys | C
v Leu | Ser | STOP | STOP | A
Leu | Ser | STOP | Trp | G
Leu | Pro | His Arg | U
Leu | Pro | His Arg | C
¢ Leu | Pro | GIn Arg | A
Leu | Pro | GIn Arg | G
lle | Thr | Asn Ser | U
Ile | Thr | Asn Ser | C
G Ile | Thr | Lys Arg | A
Met | Thr | Lys Arg | G
Val | Ala | Asp Gly | U
Val | Ala | Asp Gly | C
A Val | Ala | Glu Gly | A
Val | Ala | Glu Gly | G

Um conceito importante para a traducao é o de janela de leitura. As sequéncias de
bases nitrogenadas que formam cadeias de[DNA] e podem ser agrupadas em cédons
(tripla de bases nitrogenadas) de diferentes maneiras, sempre obedecendo a ordem de
leitura do carbono 5’ ao 3’. Uma janela de leitura, em inglés reading frame, é um possivel
agrupamento em triplas da sequéncia, ao se adotar um determinado ponto da cadeia para
comegar o agrupamento (Clote and Backofen, [2000)). Ja& uma |[Janela ou fase aberta de]
leitura (Open reading frame) (ORF)| - é uma configuracdo em que a escolha de triplas
resulta numa sequéncia continua de triplas que representam exclusivamente aminoéacidos,
sem sequéncias de parada (sequéncias STOP), e que é miltipla de trés, ou seja, nao deixa
bases residuais ao ser agrupado (Setubal and J. Meidanis| 2000)).

2.2 0Os RNAs nao codificadores

RNAs nao codificadores (non coding RNAs ou ncRNAs) sao transcritos de genes que
nao expressam mRNAs codificadores de proteinas. Pelo contrario, agem diretamente na
célula em fungoes estruturais, cataliticos ou regulatorios (Eddy, 2001). A Figura da
exemplo da estrutura secundaria de um micro RNA, que sdo pequenos ncRNAs, e ressalta
a importancia da conformagao estrutural de tais entidades.

Exemplos de com funcao estrutural sdo fRNA] pequenos RNAs nucleolares
(snoRNAs), entre outros. As linhas de pesquisa atuais apontam relagbes mais exten-
sas entre ncRNAs e os mais diversos processos de um organismo. Ainda muito pouco
¢ conhecido, porém, principalmente pela grande dificuldade em verificar experimental-
mente qual é exatamente a funcionalidade do determinado gene nao codificador no or-
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Figura 2.5: Exemplo de um RNA nao codificador da familia dos micro RNA (uRN A ou
miRNA) mostrando sua caracteristica estrutura em grampo de cabelo (hairpin) (Gardner|
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ganismo (Machado-Lima et al. 2008). Existe uma relagao intrinseca entre a quantidade
de material nao codificante e a crescente complexidade de um organismo. Sabe-se, por
exemplo, que em bactérias, organismos eucariotos unicelulares, invertebrados e mamife-
ros, a porcentagem de sequéncias codificantes é de, respectivamente, ~ 95%, 30%, 20% e
~ 2% (Szymanski et al., 2007)).

Sequéncias de ncRNAs tém fundamental papel no controle da expressao de genes em
proteinas (Jossinet et al.,2007)), bem como na diversidade epigenética de células em um or-
ganismo, regulagao dos processos de transcricao, traducao, excisao, entre outros. Estudos
indicam a relacao entre o nivel de expressao de certos ncRNAs regulatérios em humanos e
o seu comportamento neural, problemas de desenvolvimento ou céncer (Szymanski et al.)
2007). A Figura inclui possiveis fungoes de ncRNAs no Dogma Central da Biologia
Molecular.

Historicamente, a identificacao de trechos de [DNA] que, transcritos, resultavam em
RNAs nao codificadores ocorreu na identificacao de regioes intergenicas sem funcao apa-
rente, presentes em grandes quantidades em organismos eucariotos complexos
and J. Meidanis, 2000)). Estudos posteriores sobre o processo de transcri¢ao e traducao
realizados por Watson e Crick ja postulavam, controversamente, a hipétese de “um gene,
um ribossomo e uma proteina”, dando cardter exclusivo para o[RNA]de mero sintetizador
de proteinas a nivel citoplasmatico, mas também a provavel existéncia de estruturas mais
complexas de [RNA| como intermediadores de atividades de tradugao, como os mais tarde
identificados RNAs de transporte (tRNAs) vieram confirmar (Watson and Crick, 1953;

Eddy, 2001).
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Figura 2.6: Exemplo de funcoes do nas atividades de transcrigao, tradugao e
excisao em eucariotos.

Antes chamados de DNAs lixo, ou junk DNAs, hoje as funcionalidades conhecidas para
ncRNAs abrangem silenciamento de genes, replicacao, regulacao da expressao de genes,
transcricao, estabilidade de cromossomos, estabilidade de proteinas, translocacao, locali-
zacao e modificacao, processamento e estabilidade de m (Machado-Lima et al., |2008).
Estudos nesta area tém por objetivo principal estabelecer os critérios para distinguir
precisamente ncRNAs de mRNAs e possibilitar uma maior compreensao do mecanismo
genético e seus produtos (Frith et al., [2006)).

2.2.1 Familias e classificacoes de ncRNAs

As classificagoes de ncRNAs variam conforme sua aparente funcionalidade visualizada no
organismo. Ainda ha muita discussao sobre a quantidade de ncRNAs e sobre como estes
sao divididos (Eddy, 2001). A Tabela lista alguns tipos de ncRNAs e suas fungoes
mais conhecidas em organismos.

Apesar de[RNA] funcional ser utilizado com a mesma acepgao de[ncRNA] fRNA ¢ mais
precisamente definido como o com fungao catalitica ou regulatéria (Szymanski
et al., 2007). A classificagao da Tabela é determinada pela semelhanca estrutural e
funcional dos membros de cada familia. A excecao sao os snmRNAs e IncRNAs, agrupados
somente por caracteristicas estruturais, mas na verdade sao uma reuniao de varias familias
e subclasses de diversos ncRNAs. Particularmente, varios estudos recentes tém por alvo
explorar as funcionalidades de diversos IncRNAs em eucariotos (Mercer et al., 2009; |Gibb
et al., 2011)).

2.2.2 Bancos de dados de ncRNAs

Estudos sobre identificacao de trechos nao codificantes de genomas foram crescendo em
importancia. Inicialmente descobertos por meio de procedimentos empiricos e pontuais,
e muitas vezes descobertos por acaso (Szymanski et al., 2007)), foram gradualmente ga-
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Tabela 2.3: Alguns tipos de RNAs nao codificadores e suas fungdes conhecidas (Eddy;,

2001; |Lakshmi and Agrawal, 2007)).

Sigla Nome Funcao
fRNA RNA funcional usualmente utilizado como sinénimo de
RNA nao codificador
miRNA micro RNA familia putativa de genes reguladores
da traducao. Pertence a classe dos nc-
RNAs estruturais
rRNA RNA  ribosso- | RNA constituinte do ribossomo
mico
siRNA RNA  pequeno | moléculas ativas na interferéncia de
de interferéencia | RNA. Junto com o miRNA, constitui
a classe dos ncRNAs estruturais
snRNA Pequeno  RNA | incluem RNAs relacionados ao processo
nuclear de excisao
snmRNA Pequeno nao- | essencialmente pequenos RNAs nao co-
mRNA dificadores
snoRNA Pequeno RNA | envolvidos na modificagao do fRNA
nucleolar
tRNA RNA de transfe- | envolvidos na tradugao de mRNAs
réncia
rasiRNA Repeat- Silenciamento da transcricao de genes
associated small | via remodelagem da cromatina
interfering RNA
IncRNAs Longos ncRNAs | Diversas funcionalidades, muitas das
(> 200nt) quais desconhecidas

nhando espaco e procedimentos especificos a medida em que novas funcionalidades foram
relacionadas a expressao ou atividade de ncRNAs no organismo.

Devido a essa crescente atividade de identificacao e descricao de funcionalidades de
ncRNAs nos mais diversos organismos, a necessidade de se criar um banco de dados
para organiza-los, andlogo a bancos de dados de proteinas (PDB (Berman et al., 2000)),
genomas (UCSC (Kent et al., [2002))) ou sequéncias diversas de e proteinas (Swiss-
Prot e TrEMBL (Boeckmann et al 2002)) ja existentes.

O banco de dados EMBL (EMBL Nucleotide Database) (Cochrane et al., |2008)) é
constituido de diversos indices e integracoes de teor colaborativo entre os mais diversos
bancos de dados, com elevado volume de dados e nimero de anotagoes, tornando-o uma
referéncia muito confidvel para colegoes de sequéncias de nucleotideos.

O banco Swiss-Prot (Boeckmann et al., [2002) é especializado em sequéncias protéi-
cas, concentrando-se na anotacao de entradas do projeto de sequenciamento do genoma
humano e de outros projetos de organismos modelo. Mantém, desta forma, anotagoes de
boa qualidade.

O RNAGdb (Pang et al., 2005]) é composto por mais de 800 sequéncias de ncRNAs es-
tudadas experimentalmente e especialmente selecionadas por sua associagao com doencas
e processos de crescimento e desenvolvimento em organismos. O banco nao contém RNAs
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de transferéncia ou RNAs ribossomicos, e também engloba vérias sequéncias do genoma
humano.

Incluindo RNAs estruturais nao codificadores e regulatérios, o Rfam (Gardner et al.)
2009) retne diversas familias de RNAs amplamente estudadas e anotadas, tais como RNAs
de transferéncia e RNAs ribossomicos, como outras familias de com numero mais
limitado de anotacoes.

NONCODE (Liu et al. [2005) é um banco de dados integrado dedicado exclusi-
vamente a catalogar e armazenar informacoes relativas a ncRNAs. Suas entradas sao
oriundas de dados obtidos de outros bancos de dados, notadamente o GenBank, e tam-
bém de literaturas cientificas relacionadas. Suas caracteristicas composicionais incluem a
auséncia de RNAs de trasmissao e RNAs ribossomicos e a corroboragao por meio de con-
fronto com produgoes cientificas relacionadas de mais de 80% de suas entradas. Em sua
primeira versao, o banco conta com 5.339 sequéncias nao redundantes dos mais variados
organismos unicelulares.

O banco de dados fRNAdb (functional RNA database) (Kin et al., [2007) contém
sequéncias de outros bancos de dados, inclusive 0o NONCODE e RNAdb. O banco
contém também ferramentas para anotacao automatica de ncRNAs, utilizando aborda-
gens termodinamicas, estruturais e composicionais. Tais abordagens sao explicadas na
Subsecao [2.2.3

2.2.3 Abordagens para identificacao de ncRNAs

Antes de prosseguir aos métodos e abordagens para identificacao de ncRNAs, é impor-
tante frisar a diferenca entre classificar e identificar ncRNAs. Métodos identificadores,
atualmente, tém por objetivo separar sequéncias potencialmente nao codificadoras de
sequéncias codificadoras, de forma inequivoca e tnica. Ja métodos classificatérios, mais
avancados, sao mais apurados em sua operacao, discernindo sequéncias potenciais entre
diversas classes de ncRNAL Métodos identificadores sao comumente chamados de classifi-
cadores binarios.

Nao existe um consenso em métodos ou procedimentos para distingao precisa entre
ncRNA| e mRNA| na Biologia Molecular contemporanea (Eddy, 2001; Frith et al., 2006).
Esse fato gerou, por sua vez, a criagao de diversos métodos computacionais para resol-
ver o problema de identificacao de ncRNAs. Estratégias consagradas para identificacao e
comparacao de genes codificadores de proteinas falham ao serem aplicadas em transcritos
nao codificadores (Machado-Lima et al., [2008). Mesmo as sequéncias anotadas manual-
mente tém uma relevante porcentagem de erro: aproximadamente 10% das sequéncias
manualmente traduzidas no banco de dados de proteinas Swiss-Prot sao na verdade nc-
RNAs (Frith et all 2006). A dificuldade em discriminar sequéncias genéticas como nc-
RNAs ou mRNAs é ainda maior quando aplicada a longos transcritos, com tamanho
superior a 200 nucleotideos (Dinger et al., 2008)).

As estratégias computacionais para discriminar transcritos atualmente baseiam-se na
identificagdo de atributos e caracteristicas especificas de certas classes de ncRNAs ou na
identificacao menos restrita de atributos genéricos de familias de ncRNAs em transcritos.
Os atributos utilizados para discriminacao podem ser extraidos diretamente da sequéncia,
por processos ab initio, ou podem ser inferidos por comparacao com um banco de dados
estabelecido, realizando uma avaliacdo comparativa (Machado-Lima et al.; 2008; Dinger
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et al.l 2008). Apesar do éxito experimental de varios métodos, a discriminagao entre
sequencias de capazes de atuar tanto funcionalmente na célula quanto gerar produtor
proteicos, fendomeno pouco observado mas possivelmente muito comum, nao é realizada por
nenhum dos métodos atuais (Dinger et al., 2008]). A seguir, as abordagens consideradas
dao as linhas gerais de funcionamento de varios métodos baseados em uma ou mais dessas
estratégias.

Avaliagao termodinamica

A composicao e ordenacao de nucleotideos em uma molécula de é responsavel por
sua conformacao no espago tridimensional. Uma investigacao desta conformacao, por
sua vez, resulta num conhecimento aproximado sobre a organizacao da molécula e suas
propriedades fisiolégicas. A avaliagao termodinamica de moléculas de RNA] pode ser uti-
lizada em conjunto com vérias regras estruturais e topoldgicas para inferir a estrutura
secundaria ativa da molécula de (Zuker and Stiegler| |1981]). RNAs com uma estru-
tura secundaria bem definida tém energia livre associada menor do que sequéncias com
mesma frequéncia de nucleotideos, porém sem estrutura secundéria definida (Machado-
Lima et al.| 2008)). A partir da analise da minima energia livre de uma molécula de ,
é possivel, portanto, inferir se a molécula tem uma conformacao estavel de sua estrutura
secundaria e se é possivel sua atuacao a nivel funcional na célula.

Avaliagao composicional

H&a um forte indicio em estudos e experimentos de que a ocorréncia dos nucleotideos G
ou C' é significativamente maior em transcritos de ncRNAs (Machado-Lima et al., 2008).
Ocorréncias do dinucleotideo C'G indicam, em estudos realizados com discriminadores
utilizando méaquinas de aprendizado supervisionado (Arrial, 2008), que sua conformagao
quimicamente mais estavel do que a dupla AT ou T'A possibilita a formacao de uma
estrutura secundaria funcional.

Além de avaliagoes porcentuais de ocorréncia, a avaliacao por comprimento de fases de
leitura ou do préprio transcrito sao bastante utilizadas. Experimentalmente, varias classes
e tipos de contém de 15 a 300 nucleotideos (nt). Aplicado a cadeias de proteinas
putativas, a divisao orbita em torno de 100 peptideos. Estes tipos de divisoes, quando
aplicadas a algoritmos discriminatorios, tém obtido bons resultados experimentais (Liu
et al., 2006; Arrial, 2008)).

Avaliacao utilizando aprendizado de maquina

Métodos que utilizam mostraram um grau de acuracia elevado (Machado-Lima et al.|
2008)). CONC (Kong et all [2007), CPC (Liu et al.) 2006), PORTRAIT (Arrial, [2008)
e SOM-PORTRAIT (Silva et al., 2009) utilizaram redes neurais artificiais treinadas com
dois conjuntos: o positivo sendo constituido de caracteristicas extraidas de trancritos de
mRNAs e o negativo constituido de caracteristicas extraidas de transcritos de ncRNAs.
Os atributos extraidos foram, por exemplo, tamanho da[ORF] composicao de nucleotideos,
estrutura secundaria, entre outros.

A aplicagao de métodos por [AM] ao problema de deteccao de ncRNAs, apesar de ter
implementagao mais simples, comparativamente, enfrenta problemas na etapa fundamen-
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tal de construcao do conjunto de treinamento de tais algoritmos. Como exemplo, cita-se
métodos por aplicados ao problema de reconhecer, a partir de uma sequéncia de
nucleotideos de [RNA] sua estrutura secunddria conservada, propriedade fundamental em
grande maioria dos ncRNAs. Poucos dados sobre conservagao de estrutura secundaria de
ncRNAs existe ainda, e tais dados, quando existentes, concentram-se em determinadas
familias de ncRNAs, ou estao em frequente refino, impossibilitando a criacdo de um con-
junto de treinamento com numero suficiente de exemplares confidaveis para o algoritmo
de aprendizado. Outro problema se refere a algoritmos que necessitam de um conjunto
negativo de treinamento, isto €, exemplares que nao sao alvo de identificacao, mas que
também devem ser reconhecidos pelo algoritmo para evitar erros de identificacao. No
caso de estruturas secundarias, nao existem quaisquer dados, até o momento, a respeito
de exemplares utilizdveis para esse fim (Backofen et al., [2007)).

Avaliagao comparativa (homologia)

Por meio de comparacao de genomas entre duas ou mais espécies, as regioes de similaridade
comuns a todas as espécies comparadas é submetida a outras formas de avaliacao, como
a termodinamica, para inferir regides comuns de pncRNA] Como dependem previamente
de boas bases de genomas para efetuar as comparacoes, estes métodos sao pouco viaveis
na préatica, e portanto, sdo pouco utilizados atualmente (Machado-Lima et al., |2008)).
Além do mais, experimentos comparativos mostram que, mesmo aliados a outras formas
de avaliacao, informagao de homologia pode criar um viés indesejavel que descarta novas
proteinas, sem comparativo semelhante presente em bases de genomas, como ncRNAs.
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Capitulo 3

Aprendizado de Maquina

A Segao apresenta os conceitos e defini¢oes de [TA] utilizados no trabalho, especificamente

relacionados a algoritmos de e métodos para avaliagdo do obtido por
meio de tais algoritmos.

3.1 Inteligéncia Artificial e Redes Neurais Artificiais

O grande objetivo da disciplina de é o desenvolvimento de algoritmos e paradigmas
que possibilitem a execucao de tarefas cognitivas por maquinas. Para este fim, um sistema
de [TA] deve ser capaz de realizar trés atividades distintas (Haykinl, [1999):

armazenar conhecimento por meio de representacao de dados;

aplicar o conhecimento armazenado na resolucao de problemas, uma forma primor-
dial de raciocinio;

aprendizado de novos conhecimentos por meio da experiéncia.

Uma rede neural artificial ¢ um modelo computacional inspirado no funcionamento do
cérebro (Kasabov, [1998). O modelo neuronal humano pode ser visto como um sistema em
trés estagios: a recepgao da informacao, sua identificacao e a decisao apropriada (Haykin,
1999). Uma unidade neuronal é representada na Figura [3.1] sendo constituida de:

conexdes de entrada (inputs) xy..xy;
pesos das conexoes de entrada wy..w,,;

conexao de entrada fixa wy: uma conexao de entrada especial, com valor constante
C, também chamada de peso ou bias;

fungao de entrada ) : calcula o valor agregado de entrada u = f(z;, w;), onde x; sdo
as entradas e w; seus respectivos pesos. A funcao basicamente efetua o somatdério

n .
U=y T

um sinal (funcao) de ativagao s: calcula o nivel de ativagdo do neurénio a = s(u).
Esta funcao de ativacao pode ser do tipo limiar, linear, sigmdide, hiperbdlica e
gaussiana (Kasabov, [1998; |Mendes and Oliveiral 2009);
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Figura 3.1: Representacao de um neurdnio artificial.

e uma funcdo de saida f(): calcula o sinal de saida emitido pelo neurdnio no seu
terminal de saida y, = f(a). O sinal de saida é comumente definido pelo nivel de
ativagao do neuronio, isto é, yr = a.

Além das unidades neuronais, uma rede neural artificial é caracterizada por sua topo-
logia (as conexdes entre os neurdnios), por um algoritmo de responsavel pelo
aprendizado da rede, e por um algoritmo de processamento, responsavel pela avaliacao de
novos dados tendo por base o conhecimento adquirido durante o [treinamento| (Kasabov,
1998)).

3.1.1 Caracteristicas de uma rede neural

Redes neurais associam seus neurdnios artificiais refletindo a associacao neuronal biolégica.
Alcancam, a seu modo, os critérios de inteligéncia identificados para uma rede neural
biolégica (Kasabov, [1998):

e Aprendizado e adaptacao: uma rede neural é capaz de reter nova informagao, mol-
dando seu circuito por meio de supressoes e estimulos a determinadas entradas do
seu conjunto x; de entradas, atingindo um estado de estabilidade. Também ¢é capaz
de adaptar-se a novas informagoes, alterando estes valores indefinidamente

e Generalizacao: redes neurais generalizam dados recebidos para incorporar uma série
de caracteristicas que os identificam. Essas caracteristicas, mais ou menos generali-
zadas a critério da rede, sao utilizadas para identificar novos dados

e Paralelismo massivo: Assim como o cérebro, as redes neurais sdo constituidas de
milhares de ligagoes entre neurdnios, e funcionalidades redundantes para neurdnios.
Assim sendo, o mesmo processamento pode ser realizado concomitantemente por
varias unidades neuronais ligadas em paralelo
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e Plasticidade: Caracteriza a robustez da rede, isto é, sua capacidade de se moldar a
novas configuracoes espaciais por retirada ou adicao de ligagdes ou unidades neuro-
nais. E um resultado indireto do enorme paralelismo da rede

e Armazenamento associativo de informacao: A informacao é armazenada de forma a
relacionar-se com outros dados ja presentes na rede. Assim, ao ser exposto a uma
entrada identificada qualquer, a rede é capaz de, além de recuperar a informacao
relativa a entrada, associd-la a outros dados e informagoes jé presentes. Um exemplo
biolégico para o armazenamento associativo de informacao ¢é a capacidade de associar
determinados estimulos sensoriais a eventos

e Processamento espaco-temporal de informacao: Além da percepcao de estimulos
capturados pelas conexoes de entrada dos neuronios, a rede neural pode processar
informacao por meio da associacao com informacao relativa a posi¢ao espacial de um
referido dado, e acompanhar sua mudanca com relacao ao tempo. O comparativo
ao cérebro humano é a capacidade de criar uma sucessao de eventos localizados
precisamente no espaco e no tempo, um evento histérico ou identificar uma pessoa
apesar de nao teé-la visto ha muito tempo

3.1.2 Aprendizado de maquina

Aprendizado é a capacidade de um algoritmo alterar seu comportamento frente aos es-
timulos recebidos do ambiente (Kasabov, 1998]). Também podemos definir aprendizado
de méaquina como a propriedade de um dado software de aprender com uma experiéncia
E relacionada a uma determinada classe de tarefas T e medida de desempenho D, se a
performance de T, medida por P, melhorar com a experiéncia E (Mitchell, [1997)).

O processo de aprendizado em uma rede neural artificial consiste no desta
rede com um conjunto de entradas selecionado de forma a fazé-la aprender as caracte-
risticas relevantes destes dados. Este conjunto especial é chamado conjunto de treina-
mento (Kasabov, 1998). Numa etapa de treinamento supervisionado, a rede pode ser
apresentada a um conjunto de pares x; de entrada e y; de respostas esperadas. A rede
adaptara sua funcao f(a) para atingir estes valores. J4 numa etapa de treinamento nao
supervisionado, a rede é apresentada somente ao conjunto de entradas z;.

3.1.3 Conjuntos de dados de treinamento

O conjunto de entrada utilizado para o de uma rede neural ou, mais generi-
camente, de um algoritmo de aprendizado deve ser cuidadosamente escolhido. Utilizando
a definicao de Mitchelll, 1997, deve-se escolher um conjunto de treinamento tal que a ex-
periéncia E seja 6tima para que o algoritmo aprenda a fazer T com uma performance P
aceitavel.

Para alcancar esse objetivo, normalmente os algoritmos de aprendizado utilizam um
processo de minimizacao de uma funcao de erro e: R™ — R normalmente dependente
dos atributos numéricos do conjunto de treinamento. O é satisfeito se e < 4,
sendo 0 € R (Bishop, [1995)). Outros algoritmos implementam a condigao de parada do
baseada somente em [pocas] principalmente redes baseadas no conceito de

auto organizacao (Kohonen, 2001)).
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Tabela 3.1: Conjunto de treinamento para um algoritmo de reconhecimento bayesiano de
mensagens de spam (Thrun and Norvig, [2011]).

’ SPAM H Normal ‘
Ola fulano Ola amigo
Hoje ¢ dia O dia ¢ hoje
Imperdivel compre j& || Amigo, nao compre isso!
Veja video ja Ola meu caro

Conjuntos de treinamento sao usualmente arquivos com um exemplar x; por linha. Em
dados para treinamento supervisionado, a classe a qual z; pertence é também apresentada
de alguma forma ao algoritmo. Para algoritmos nao supervisionados, a informagcao de z;
é suficiente. E importante manter os conjuntos de treinamento balanceados, para que
situagoes de overfitting ou super ajustamento (Souto et al., 2003)) da rede, em que ela se
especializa em reconhecer somente os dados de treinamento, nao ocorram.

A importancia de um conjunto de treinamento e sua utilizacao para aprendizado de
uma dada tarefa T pode ser exemplificada por meio de um algoritmo simples de filtro
de mensagens de email indesejadas, ou spam (Thrun and Norvig, 2011). Nesse filtro,
um modelo M treinado para identificar palavras p de spam dentro de uma mensagem ¢é
treinado de forma supervisionada com o conjunto de treinamento descrito na Tabela [3.1]

As frases sao igualmente distribuidas, ou seja, existem 4 exemplares de frases em men-
sagens de spam e 4 exemplares de frases em mensagens normais. O algoritmo, idealmente,
deve ser capaz de responder a pergunta: “dado que uma palavra p foi identificada no texto,
qual é a probabilidade de que seja SPAM ou Normal?” Para construir os modelos de pro-
babilidade do modelo M, um sistema de contagem simples ¢é utilizado. Por exemplo, para
a palavra p = “video”, a probabilidade pode ser estimada pela ocorréncia da palavra “vi-
deo” em frases de spam e em frases normais. Sem auxilio de recursos estatisticos para
suavizacao ou de uma taxa de aprendizado, o resultado seria que, se houver uma palavra
video no texto, ele sera com absoluta certeza taxado como spam. Claramente um resul-
tado exagerado, ocasionado por um desequilibrio no conjunto de treinamento. Para os
objetivos do trabalho, é necessario evitar situagoes semelhantes, selecionando de forma
proporcional representantes de diferentes familias de ncRNAs.

Poucas arquiteturas de redes neurais sao capazes de tratar diretamente dados reais
de um determinado problema (por exemplo, linguagem natural, sinal sonoro, pixels de
uma imagem, ou sequéncias de (Kohonen et al.| [1996a)), utilizando, ao invés disso,
representacoes matematicas da informacao que se deseja aprender, em forma de atributos
numéricos, normalmente. O cuidado de anéalise e normalizacao de tais atributos é mister
para identificar problemas no conjunto, ou diminuicao de ruidos indesejaveis na rede, sem
a necessidade de ajustes finos nos parametros da rede.

Uma preocupagao constante na criagao do conjunto de treinamento para dados biolo-
gicos é com a baixa qualidade dos dados utilizados, ou com a contamina¢ao do conjunto
codificante com excertos nao codificantes, ou vice versa. Tal contaminacao, experimental-
mente comprovada (Eddy, 2001; Frith et al., 2006} Szymanski et al., [2007; |[Dinger et al.,
2008), é devida as dificuldades explanadas no Capitulo [2| com relagao a identificacao de
ncRNAs. Particularmente, estudos provaram que alguns transcritos nao codificantes que
atuam no processo celular em algum grau podem também conter trechos codificantes, que
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sao expressos como peptideos no organismo, e, de forma simétrica, pode exercer
também atividades funcionais dentro do organismo (Ulveling et al., |2011). O desafio de
identificar tais grupos de transcritos de dupla funcao é enorme.

3.1.4 Avaliacao do treinamento

O objetivo ao construir um bom conjunto de treinamento, como visto anteriormente, é o
de escolher bons exemplos para cada classe e subclasse do problema, conforme se julgar
necessario, que se quer tratar. De forma complementar ao [treinamento, a avaliacao, ou
validacaol, do [treinamento| é constituida para ajuste de parametros estruturais do
da rede, de forma que a rede obtenha a melhor performance possivel nesse conjunto
de validacao. Normalmente, as medidas de performance mais comumente utilizadas para
validar o de um algoritmo de aprendizado de méquina sao acurdcia e espe-
cificidade. Acurécia representa a precisao de um algoritmo, sua capacidade de identificar
corretamente as classes interessantes ao problema. Ja especificidade representa a capaci-
dade inversa de identificar corretamente a classe, ou classes, que nao sao o alvo primario
do problema. A representagao do conhecimento obtida no da rede nao é alvo
de alteracao dessa etapa, mas sim, normalmente, uma série de modificacoes para maximi-
zar a acurdcia do classificador. Os exemplares para nao podem ser os mesmos
do [trelnamento, por motivos ébvios.

E importante frisar a diferenca entre conjunto utilizado para validacao e o conjunto
utilizado parafteste] O conjunto de validagao age de forma complementar ao [treinamento]
o que normalmente induz a rede a uma especializacao com relacao a esse conjunto, uma si-
tuagao semelhante a super ajustamento (Bishop, 1995)). O conjunto de teste é constituido
por exemplares nao pertencentes a nenhum dos conjuntos de treinamento ou validacao.
Normalmente, ele representa uma situacao real de funcionamento do algoritmo, principal-
mente no que diz respeito a introducao de erros e ruidos inerentes a coleta de informacoes
do ambiente por meio de sensores (Thrun and Norvig, 2011)). Nesse sentido, o conjunto
de teste verifica o grau de generalizagao da rede com relacao ao conhecimento apreendido
por meio da etapa de [treinamentol

Muiltiplos métodos existem para validar e auxiliar um [treinamentol Nesse trabalho,
empreende-se esforcos utilizando os métodos por matrizes de confusao e avaliagao de acu-
racia, especificidade, medida F, coeficiente de correlagao de Matthews (Matthews, |1975)).
Além disso, um estudo detalhado dos atributos numéricos utilizados na rede é realizado
utilizando andlise de componentes principais. Para [SOM] [validacaol dos agrupamentos
por meio da anédlise de u-matrizes (Hollmen), 2009) também é explicada. Outros méto-
dos consagrados para de algoritmos de aprendizado de méquina também sao
brevemente explanados nesse Capitulo, porém nao serao utilizados.

Matrizes de confusao

Matrizes de confusao tém por objetivo a representacao da decisao de um determinado clas-
sificador com relagao a um conjunto de validacao. Tal decisao é avaliada, principalmente,
em termos da acurdcia do classificador (Stehman, 1997).

A Tabela apresenta a organizacao classica de uma matriz de confusao para um
classificador binario qualquer. O classificador ideal deve ser capaz de diferenciar, dentro
do conjunto de validacao, os exemplares positivos dos exemplares negativos, de forma
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Tabela 3.2: Exemplo de matriz de confusao para um classificador binario, com a defini¢cao
de Verdadeiros Positivos (VP), Falsos Positivos (FP), Verdadeiros Negativos (VN) e Falsos
Negativos (FN).

Classificacao
Positivo Negativo
Positivo Verdadeiro Falso
Real Positivo Negativo
Negativo Falso Verdadeiro
Positivo Negativo

inequivoca. O conjunto de validagao, para esse fim, é constituido por exemplares positivos
e negativos.

Na matriz representada, os exemplares sao distribuidos entre as 4 células disponiveis
de acordo com o resultado da predicao. Nas linhas nomeadas “Real”, os dados reais de
cada exemplar sao levados em conta. Idealmente, o conjunto de validacao deve conter
exemplares de cada classe em quantidade igual ou pelo menos proporcional. Nas células
“Verdadeiro Positivo” e “Verdadeiro Negativo” encontram-se os exemplares que foram cor-
retamente identificados pelo algoritmo. Por meio desses dados experimentais, é possivel
extrair uma série de informagoes sobre a acuracia e o desempenho geral do classificador.
Preferencialmente, medidas de acuracia que possibilitam a identificacao de erros e acertos
na classificacao devem ser utilizadas em detrimento de medidas mais generalizadas, sua
escolha baseada principalmente no objetivo que se deseja alcancar (Stehman, |1997)).

As taxas de Verdadeiros Positivos (VP), Falsos Positivos (FP), Verdadeiros Negativos
(VN) e Falsos Negativos (FN), extraidas de matrizes de confusdo por meio da consulta
do nimero de exemplares em determinada célula da matriz, possibilitam a extracao de
uma variedade de medidas relacionadas a precisao e especificidade do algoritmo. As
Equagoes [3.1] [3:2] -3 B-4] e [3.6] definem, respectivamente, a taxa de precisao, a
acuracia, a especificidade, a medida F harmonica e o coeficiente de correlagao de
Matthews (Matthews, 1975).

Prec = % (3.1)

Rec = VP‘:——PFN (3.2)
mx:vp+¥£i¥x+FN (33

Spec = VNV——ij—VFP (3.4)

1%4:2x§%%§%§ (3.5)

ee — (VP x VN) — (FP x FN) 3.6

VVP+FP)x (VP+FN)x (VN +FP)x (VN + FN)
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class4

class7 class9

Figura 3.2: Exemplo de U-Matriz para uma rede SOM treinada com 9 neurénios dispostos
em topologia retangular.

A grande maioria das medidas apresentadas relaciona-se com precisao, o que caracte-
riza um comportamento, ou procedimento, vinculante entre o desempenho de um algo-
ritmo de aprendizado de maquina e a capacidade de identificar a classe principal de uma
determinada tarefa T. Porém, em problemas de classificacao, classes heterogéneas aconte-
cem em grande frequéncia, normalmente com algumas classes principais sobressaindo, em
quantidade de exemplares, a pequenas classes que aprenderam com outros estimulos menos
frequentes, porém nao menos importantes. Para tentar minimizar esse efeito, utiliza-se a
medida de coeficiente de correlacao de Matthews, capaz de minimizar o efeito da precisao
em beneficio de outras classes secundérias utilizadas no classificador (Matthews, [1975]).
Mais detalhadamente, o coeficiente orbita dentro dos valores —1 < MCC < 1, em que 1
representa um classificador perfeitamente sensivel aos dados positivos do conjunto, —1 um
classificador perfeitamente especifico aos dados negativos do conjunto, e 0 um classificador
aleatoério.

Uma U-matriz (Hollmen, 2009) é uma representacao gréafica do espago de decisao
gerado pelo da rede [SOM] Ela representa a matriz correspondente a camada
de saida g(n), de forma semelhante a ilustrada na Figura gerada pela aplicacao do
procedimento umatriz da biblioteca SOM_PAK a uma rede [SOM] treinada com dados
reais de ncRNAs e mRNAs.

Na imagem, o cédigo de cores representa a distancia entre os neuronios, ou, de forma
equivalente, a distancia entre os centréides dos clusters. A distancia normalmente é eucli-
deana (Kohonen et al.;|1996b)). Regides mais escuras representam distancias maiores entre
os nds, e regides mais claras indicam agrupamentos vicinais de nds. Para a Figura [3.2]
existe um agrupamento visivel entre as classes 5, 6, 8 e 9, enquanto que a classe 1 esta
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separada desse agrupamento por uma fronteira formada pelas classes 2, 3, 4, 5 e 7.
Outra medida de importante é o erro de quantizacado médio (quantization
error ou gerror), calculado por meio da Equacao (Kohonen et al. [1996b)).

Qerror = 4/ —Z H ng_ g1 (3.7)

Em que N refere-se ao niimero de exemplares do conjunto de validacao utilizado. Altos
valores de Qerror indicam um desvio considerdvel do neuronio escolhido y;. No célculo
de gerror podem ser introduzidos pesos e critérios para escolha dos neuronios da camada
de saida (Kohonen et al., [1996b)).

Analise de Componentes Principais

Andlise de Componentes Principais (PCA) é uma técnica estatistica proposta primeira-
mente por |[Pearson, 1901 com propdsito geral, e sucessivamente refinada para o problema
de reducao de dimensionalidade do vetor de atributos em e (Haykin, [1999). A
técnica baseia-se na reducao de dimensionalidade de um determinado vetor de atributos
x; por meio da minimizacao do erro quadratico médio causado por esse procedimento de
excisao. Ou seja, supondo um vetor x; de 7 dimensoes que se deseja reduzir para [ < i
dimensoes, a técnica de [PCA] minimiza a perda de informagao representada pela soma:

%
2
2. %

j=i—l+1

Onde 0]2- é a variancia associada ao j° atributo retirado de x;. Por meio da adocao

de uma transformacao linear 7', a retirada dos menores valores de variancia do vetor
transformado T'z; alcanga tal objetivo (Haykinl 1999).

[PCA] assume a média #; de z; como nula, subtraindo sua média caso nio seja. A
transformacao T aplicada é feita projetando-se, entao, o vetor x; num vetor unitario g;
também de dimensao ¢. Tal projecao tem as seguintes propriedades:

T=2alq=q (3.8)
Elz,] =0 (3.9)
E[T] = q; Elz;] = 0 (3.10)

Onde E ¢é o valor esperado da varidvel. De posse das Propriedades [3.8] ¢ a
variancia o? é calculada da seguinte forma:

o} = B[T?

= E[(q] ;) (2] ;)]
= ¢! E[ziz]]q;



Tabela 3.3: Tabela de exemplo dos resultados da PCA de um conjunto de teste.

Dimensao | Autovalor | Variancia | Variancia Cumulativa
Dim1 (A) 1.8 44.96% 44.96%
Dim2 (C) 1.43 35.69% 80.65%
Dim3 (G) 0.58 14.42% 95.06%
Dim4 (T) 0.2 4.93% 100%

Onde R ¢ a matriz i X i de correlagao do vetor z;. Pode-se formalizar a variancia o?
como uma funcao em termos do vetor g;, redefinindo a Equacao para a Equagao [3.15]

(@) = af Rq (3.15)

A partir da Equacao [3.15] o problema resolve-se encontrando os valores de ¢; em

que 1(g;) tem valores extremos. A Equagao resume o sistema de resolucao desse
problema, incluindo o conceito de eigenvalor, ou autovalor, de um vetor.

Rq; = Nig; (3.16)

O autovalor \; que resolve a Equacao para o autovetor ¢; reflete o valor extremo
da variancia de (g;), enquanto que ¢; representa a dire¢ao em que ocorre esse valor
extremo. O processo de solugao da Equacao pode envolver aprendizado de maquina,
entre outros métodos (Haykin, [1999)). Tais métodos utilizam cada exemplar j do conjunto
de avaliacao para extrair os valores de autovetores e autovalores. Posteriormente, ordena-
se, para cada atributo i, os respectivos \;. Pode-se assim extrair os de menor valor para
reduzir a dimensao de x;. Por meio de uma anélise grafica de g;, é possivel também avaliar
o grau de correlagao entre atributos (Lé et al., 2008). E importante frisar que, para a
correta construcao da matriz de correlagao R, os valores de x;; dos atributos de cada
exemplar j do conjunto de avaliagao devem ser normalizados.

Representagoes gréficas de [PCA] sao importantes para decisdo do grau de correlagao
entre dois atributos. Tal correlagao pode indicar atributos redundantes ou atributos com-
plementares, informacao crucial para uma reducao de dimensionalidade bem sucedida.
Entre varias solugoes possiveis, a avaliagao de um mapa bidimensional de autovetores
associados a seus autovalores normalizados como exibido na Figura [3.3| é contribuicao
essencial para tal procedimento.

A biblioteca FactoMineR (Lé et al., [2008)) foi utilizada para gerar o grafico de andlise
de[PCA]para 4 atributos numéricos extraidos de um conjunto de 10 sequéncias codificantes
e 10 sequéncias nao codificantes, criado para fins de exemplificacao.

Cada atributo tem seu autovetor e autovalor calculados, arranjados em ordem decres-
cente e exibidos num grafico em relacao as duas primeiras dimensoes. As porcentagens
referem-se a relevancia em termos de variabilidade de o2 dos dois primeiros atributos. Na
andlise da Figura [3.3] os dois atributos Dim1 e Dim2, combinados, representam 80.65%
do total de variancia cumulativa nos dados de teste. O resumo dos autovalores, variancia
e variancia cumulativa é dado na Tabela[3.3] Observa-se que a variancia é dada em forma
percentual, normalizada para o conjunto de atributos.

Uma medida muito utilizada para selecionar bons atributos é escolher dimensoes k
que tenham autovalores A, > 1 (Lé et all 2008). Na Figura [3.3] cada atributo numérico
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Figura 3.3: Gréfico com resultados da PCA para um conjunto de teste com 20 sequéncias
aleatérias e 4 atributos numéricos, ilustrando o mapa de autovetores normalizados por
seus respectivos autovalores.

i é representado por seu autovetor bidimensional com diregao dada por ¥ (¢;) e mddulo
proporcional ao autovetor \;. Dados dois atributos a e b quaisquer, a proje¢ao m(q., q)
representa a correlacdo entre os dois atributos, com 7(qq,q) € [0,1]. Quanto maior
7(qa, »), maior é a correlagao entre a e b. Em contrapartida, valores préximos de zero ou
nulos representam dois valores com baixo grau de correlacao entre si. No exemplo dado,
o grafico pode ser claramente dividido em dois hemisférios, leste e oeste. No hemisfério
oriental, os atributos C' e G, respectivamente Dim2 e Dim3 trabalham de forma correlata.
No hemisfério ocidental, A e T trabalham de forma bastante correlata. Isso reforga o
senso comum explanado no Capitulo 2| sobre a complementaridade entre bases purinas e
pirimidinas. A conclusao importante desse fato é que, mesmo com um autovalor baixo e
pouca variabilidade nos dados de teste, a retirada do atributo Dim4 podera causar um
efeito negativo maior do que o esperado no classificador, por causa de sua correlacao com
o atributo Dim1.

Nesse trabalho, matrizes de confusao, analise de u-matrizes e erros de quantizacao sao
os métodos escolhidos para validacao do treinamento da rede. Argumenta-se sobre essa
escolha a facilidade de implementacao dessas medidas e a cobertura de diversos compor-
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tamentos desejaveis para a rede, a saber: alta precisao, boa separacao dos agrupamentos
existentes no conjunto de treinamento utilizado e boa confiabilidade da predicao, por sua
vez estimada pelo valor do erro de quantizacao associado a predicao.

Outros métodos

Como dito anteriormente, a grande maioria das técnicas de tém por objetivo
refinar o [freinamento], otimizando parametros de ajuste da rede para melhorar a acurdcia
do classificador, com relagao a um conjunto de treinamento e a um conjunto de validagao.
Nesse interim, obter exemplares suficientes para satisfazer essas duas etapas pode ser di-
ficil e oneroso. Técnicas de validacao cruzada utilizam um procedimento simples em que
o conjunto de treinamento X, com j exemplares, é dividido em m partes iguais, numa
divisao estratificada, ou seja, com exemplares tomados randomicamente, observando-se a
distribuicao igualitdria de classes, quando presentes (Hsu et al., [2010). Treina-se o algo-
ritmo com m — 1 partes do conjunto de treinamento, e valida-se com a parte restante.
Itera-se até que todas as partes tenham sido usadas na e escolhe-se o melhor
resultado obtido. O procedimento, por ser automatizado, permite iteracoes mais acelera-
das do procedimento de [treinamento| e [validacao, permitindo um controle maior de toda
a etapa. Entretanto, a escolha aleatdria de exemplares pode ser suplantada pela sele-
¢ao mais minuciosa dos dados de treinamento e validacao, procedimento preferido nesse
trabalho.

Métodos iterativos e hibridos para avaliacao do comportamento de uma rede sao utili-
zados, dependendo grandemente das caracteristicas do problema abordado, das limitagoes
e particularidades do algoritmo de aprendizado utilizado, da quantidade e qualidade dos
exemplares utilizados para [treinamentol, entre outros. Como exemplo, pode-se citar o
recente trabalho realizado por [Taira et al., 2011| para reduzir o niimero de atributos nu-
méricos em um algoritmo de [SVM] com kernel radial. O procedimento é sintetizado pelo
Algoritmo [3.4]

Nesse procedimento, a variacao de acurdcia ¢ calculada é ajustada para cada passo de
extragao de um atributo, ou cumulativamente, até um valor estabelecido. O Algoritmo|[3.4]
apesar de simples e pouco otimizado, resultou na melhoria expressiva do método em
questao, com a reducao de &~ 60% do nuimero de atributos incorrendo em uma reducao de
~ 4% na acurdcia.

3.2 Mapas Auto Organizaveis

Em uma rede neural baseada em Mapas Auto Organizédveis (SOM ou Self Organizing
Maps), as unidades neuronais sao dispostas como nés de um mapa de coordenadas eucli-
deanas. A rede neural recebe por entrada estimulos sob forma de vetores n-dimensionais
e os posiciona em um mapa discreto de dimensoes reduzidas, geralmente mono, bi ou
tridimensionais (Haykin, 1999; [Kohonen, 2001). O modelo de funcionamento de mapas
auto-organizaveis proposto por Kohonen é o mais difundido e utilizado, por permitir uma
abordagem mais generalizada do problema de criagao de mapas computacionais ordenados
topologicamente utilizando redugao dimensional nos dados de entrada (Haykin| |1999). A
Figura |3.5 representa um mapa auto organizado bidimensional do modelo de Kohonen.
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Input : Conjunto de treinamento X
Input : Numero de divisoes k

Output: Algoritmo treinado

Data: Conjunto de atributos relevantes M
Data: Variacao da acuréacia o

1 Inicializar algoritmo de ftreinamento

M «— 0,
for cada atributo i do
Treinar algoritmo com 4;
Treinar algoritmo sem 4;
ACC « Validar algoritmo com i;
ACC" — Validar algoritmo sem i;
if |[ACC" — ACC|| < § then
| M — MUj;

10 end

N

© W N O ok W

11 end
12 Treinar algoritmo com conjunto M;

Figura 3.4: Algoritmo simples para remocao de atributos com baixo impacto na
acuracia utilizando procedimento de validagao cruzada em algoritmo de regressao
baseado em Mdaquinas de Vetor de Suporte com kernel radial (Taira et al. 2011)).

A camada de entrada da[SOM] composta por unidades sem capacidade computacional,
admite um vetor de entrada z(n) = [x1(n)za(n)...z;(n)], que geralmente é uma série de
entradas numéricas continuas ou discretas (Kasabovj 1998). n refere-se ao nimero de
do algoritmo de aprendizado da rede.

A camada de saida é formada pelas saidas y;(n),y2(n),...,y;(n) das unidades neu-
ronais (nds) que compdem o mapa auto organizado. Os vetores de peso, ou vetores de
referéncia w;(n) = [wy1(n)wy2(n) ... w; j(n)], conectam cada vetor de entrada z;(n) com
todos os nds y;(n) do mapa. Na figura , a topologia que ordena os nés sobre o mapa
bidimensional é a retangular, evidenciada pelas ligagoes dos quatro neuronios superiores.
Existem varias outras topologias utilizadas em mapas auto organizaveis, com destaque
para a topologia hexagonal, muito empregada em méquinas de reconhecimento de padroes
visuais (Haykin|, [1999). O Algoritmo mostra o processo de aprendizado de um mapa
auto organizavel de Kohonen.

Em suma, o processo de aprendizado de uma rede neural baseada em [SOM]| segue
trés etapas importantes: a etapa de Competicao, a etapa de Cooperacio e a etapa de
Adaptagao dos Pesos Sindpticos. As linhas 6 e 8 do Algoritmo [3.6] correspondem & etapa
competitiva de [fremamentol J4 cdlculo de V;, no final da etapa 8 corresponde a etapa
cooperativa entre os neurénios. No passo de adaptagao dos vetores de referéncia (linha 10
do algoritmo), a func¢ao de vizinhanga hj(m) escolhida pode ser de diversos tipos, sendo
mais comumente empregado a fungao gaussiana (Haykinl [1999).

A etapa adaptativa do algoritmo pode ser ainda subdividida em uma etapa de orde-
nacao do mapa e uma posterior etapa de convergéncia. Na etapa de ordenacao, os pesos

30



R 4 Camada de saida
y,(n) (mapa)
R 4

o
o

Vetores de referéncia

Camada de entrada

Figura 3.5: Arquitetura simplificada de uma rede neural baseada em mapas auto organi-
zaveis de Kohonen e seus principais componentes.

w;(m) sdo organizados e ordenados no mapa, o que requer em torno de 1.000 iteragoes do
algoritmo de (Haykin, [1999). J4 na etapa de convergéncia, ocorre uma veri-
ficagdo detalhada da configuracao da rede, utilizando uma quantidade bastante superior
de iteragoes e uma taxa de aprendizado a(m) comparativamente menor do que a utilizada
na etapa de ordenagao (Kohonen et al., [1996b)).

3.3 Learning Vector Quantization

Learning Vector Quantization (LVQ) é um método de aprendizado de maquina supervi-
sionado utilizado para melhorar as regioes de decisao de um classificador (Haykin, |1999).
Regioes de decisao, por sua vez, sao as fronteiras existentes entre as classes do classifi-
cador. Um exemplo de tal regiao é o hiperplano criado por um algoritmo de regressao
baseado em [SVM] ou as regides criadas por um algoritmo de k-médias. A Figura [3.7
representa um espago de decisao arbitrario de um classificador.

No algoritmo [LVQ)], o espaco de decisao, representado na Figura por uma regiao
bidimensional é dividido em regides, identificadas pelas linhas tracejadas. Na Figura, os
circulos representam os centros das regioes. O algoritmo age no espago definindo um
vetor para representar a regiao inteira, chamado wvetor de Vorono:, num procedimento
de compressao dos dados de treinamento (Haykin, |1999) ou quantizacao dos estimulos
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Input : vetor de entrada z(n)
Output: camada de saida organizada 7(n)
Data: vetor de referéncia w;(n)

1 Inicializar o vetor de entrada, w;(0), com pequenos valores randomicos;
2 m «— 0;

3 while época m < n do

4 Forneca um vetor de entrada z(m);
5 for cada neuronio j do
6 Calcule a distancia A; (num espagco i-dimensional) entre z(m) e w;(m).

Num espago Euclideano podemos definir: A; = Y~ (1/(z(m) — w;(m))?);

7 end

O neuré6nio com fungao de ativacao yx(m) mais préximo de z(m) ¢é declarado o
neuronio vencedor. Torna-se o centro da vizinhanca V,,,;

9 for cada neuronio j do

10 if j € V,,, then

1 | Ci(m -+ 1) = () + hj(m)a(m)(z(m) — w;(m));

12 end

13 else

14 | wj(m+1) = w;(m);

15 end

16 onde hj(m) é a funcdo de vizinhanga; ela depende da distancia entre o
neurénio vencedor e o j° neurdnio. Ela diminui com o tempo (€pocas), e
normalmente uma funcao gaussiana é utilizada;

17 end

18 hj(m), taxa de aprendizado a(m) e V,, diminuem com as

19 m «—m + 1;

20 end

Figura 3.6: Passos do algoritmo de aprendizado de um mapa auto organizavel de
Kohonen (Kasabov, (1998]).

de entrada de acordo com sua regiao no espaco de decisao. O Algoritmo representa
os principais passos para codificacao de um espago de decisao qualquer em vetores de
Voronoi.

Assumindo um espaco de decisao de um algoritmo composto por vetores de referéncia
w; corretamente ajustados, o algoritmo aproxima iteradamente um estimulo de en-
trada z do seu mais proximo valor quantizado. Para todos os outros vetores quantizados
nao estimulados por Z, nada é feito. Tal aproximacao ¢ feita escolhendo-se, para cada
estimulo Z, o vetor de Voronoi de indice ¢ mais préximo.

¢ = argmin{| 7 - w; [} (3.17)

Existem varias formas para encontrar o vetor de Voronoi que satisfaz a Equacao [3.17]
A biblioteca LVQ_PAK (Kohonen et al., [19964), utilizada nesse trabalho, o encontra por
meio da aplicac¢@o do algoritmo k-vizinhos mais proximos (k-nearest neighbours ou KNN).
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Figura 3.7: Espaco de decisao de um classificador em 4 classes para um problema qual-
quer (Haykin| 1999)).

Como entrada do algoritmo [LVQ], pode-se utilizar o mapa auto organizdvel treinado pelo
algoritmo [SOM] Pode-se perceber, portanto, que o objetivo de tal algoritmo nao é o de
aproximar a funcao de densidade associada a um determinado conjunto X de treinamento
num espaco de reduzida dimensionalidade, mas sim o de definir fronteiras no espaco
treinado de acordo com os dados de treinamento fornecidos ao algoritmo e ao proprio
espago de decisao (Kohonen et al.| [1996a)).

A taxa de aprendizado converge rapidamente nessa implementacao otimizada do al-
goritmo feita pela biblioteca LVQ_PAK (Kohonen et al., [1996a)). Uma boa escolha para
a taxa inicial de é a.(0) < 0.1. J& o nimero de é estimado em torno
de 30 a 50 vezes o numero de vetores de referéncia no espaco de decisao.

Aplicado ao problema de classificacao de ncRNAs, o algoritmo permite o ajuste
fino dos espagos de decisdo determinados pelo algoritmo [SOM] Por sua vez, tal refino
contribui para a especializagao de determinados clusters para uma familia ou grupo de
ncRNAs de interesse.

3.4 Teoria da Ressonancia Adaptativa

Teoria da Ressonancia Adaptativa (ART ou Adaptive Resonance Theory) é uma familia
de redes neurais auto organizaveis, comumente de treinamento nao supervisionado. Ela
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Input : vetor de referéncia w;(n) do espaco de decisdo
Input : vetores de entrada z;(n)
Output: vetores quantizados organizados w;(n)

1 m <« 0;

2 while época m < n do

3 Fornega um vetor de entrada x(m);

i | o= argming (|| 7m) — wy(m) |}

5 We(m + 1) = [1 — s(m)ae(m)] - we(m) + s(m)a.(m)z(m);

6 onde s(m) =1 se a classificacao é correta, e s(m) = —1 se é incorreta. A taxa
de aprendizado a.(m) diminui com as [gpocas}

7 m«—m+1;

8 end

Figura 3.8: Passos do algoritmo otimizado de Learning Vector Quantization (Koho-
nen et al., |1996a; [Haykin, [1999).

resolve eficientemente o problema de plasticidade versus estabilidade de uma rede neural
auto organizavel (Carpenter and Grossberg, 1987)). O problema em questao relaciona a
capacidade de estabilizar a assimilacao de informacao de um conjunto de treinamento com
a representagao desses dados na camada k-dimensional de saida. Mais precisamente, as
redes [ART] é capaz de criar clusters agrupando dados conforme um valor de vigilancia p
dado. O algoritmo é muito utilizado para conceitualizagao, agrupamento em clusters e
descoberta de tipos e numero de classes em um conjunto de dados (Kasabov| 1998). A
Figura [3.9 representa a arquitetura simplificada de uma rede da familia de redes [ART]

A camada de entrada da [ART] é composta também por unidades sem capacidade
computacional, admitindo um vetor de entrada I = (iy,is...%,), que geralmente é
uma série de entradas numéricas continuas ou discretas (Frank et al., [1998). Cada
neurénio da camada de saida O = (01,04...0,) recebe um vetor de referéncia W; =
(w11 ... W) ... Wy = (Wp1 ... Wyy), chamados protdtipos. Essencialmente, alteragdes
feitas em w,, refletem-se em w,,, e vice-versa. O algoritmo detalhado de uma rede
ART-2E ¢ ilustrado na Figura [3.10]

A rede [ART] difere estruturalmente da rede [SOM] ao incluir uma etapa de busca por
um protétipo w;, que satisfaca um critério de semelhanca com uma entrada i,, o que
normalmente é obtido pela distancia euclideana entre os dois vetores. Inicialmente, so-
mente um protétipo (uma classe) retrata o espago de busca da rede. A medida que a
condicao na linha 24 se repete, mais classes sao geradas, sempre respeitando o limite
de vigilancia p € [0,1] fornecido a rede. O parametro p, por sua vez, atua da seguinte
forma: aproximando-se de 1, o algoritmo ativard mais vezes o neuronio “Reset”, causando
mais frequentemente a ressonancia em um novo protétipo. Em p = 1, o algoritmo criara
tantos protétipos quantos forem os estimulos de entrada, independente de sua diferenca.
Contrariamente, valores muito proximos de zero tornarao a ressonancia em protétipos ja
existentes mais frequente, até o valor p = 0 em que todos os estimulos de entrada serao
acumulados num 1nico neurénio.

O critério de parada de algoritmos[ART|podem diferir conforme diferentes implementa-
¢oes. Normalmente, dada a forma de aprendizado hebbiano em sistemas auto organizaveis
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P (vigilancia)
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Camada de saida
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Camada de Entrada Vetores de Referéncia
Entrada

Figura 3.9: Arquitetura de uma rede da familia de redes ART.

de tais redes, utiliza-se uma abordagem consoante com a abordagem [SOM| Também é pos-
sivel monitorar a quantidade de estimulos de entrada que tem seu protétipo de referéncia
alterado, num procedimento de flutuagao. A razao entre a quantidade de tais estimulos e
a quantidade total de estimulos no conjunto de treinamento é utilizada, por exemplo, na
biblioteca ART_distance (Hudik and Zizkaj, 2011)).

A adogao de redes para o problema de classificagao de é especialmente
importante por causa de sua extensao ao processo de aprendizado competitivo, evidente
na competicao entre os neuronios da camada de saida pelo estimulo de entrada no passo
5. Esse processo tende a gerar uma categorizacao instével, em que o nao
converge suficientemente, na medida em que os vetores de entrada divergem muito entre
si. Os passos 13 a 21 evidenciam esse algoritmo diferenciado de busca por protétipos W
ja existentes que se assemelhem ao estimulo 7, recebido.

3.5 Auto Organizacao em Bioinformatica

Métodos nao supervisionados ja tém aplicagao pratica no campo da expressao génica (Ei-
sen et al.l [1998)) principalmente para andlise de agrupamentos (cluster) de dados. Tradi-
cionalmente, métodos e sao aplicados para solucao de problemas de reconheci-
mento de padroes e predicao de padroes, como analise de imagens, reconhecimento visual
e sonoro, entre outros (Haykin, [1999; Kasabovl, [1998).
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Input : vetor de entrada [
Output: camada de saida O
Data: prototipo W

O vetor de entrada I é normalizado para valores € [0, 1];

Inicializar o protétipo W com valores de entrada I quaisquer ou com valores
randomicos > 1;

O primeiro protétipo wy; é marcado como visitado;

for cada entrada i, € I do

Calcule a atividade da rede t; =1 — \/% Yo (i — w3
Encontre o neuronio vencedor o;:
if t; > max(ty, : k # j) then
‘ 0; =1;
end
else
‘ Oj = O,
end
if wj, jd foi visitado then
if ¢; > p then
O sistema entra em ressonancia, ou seja, o protétipo é visitado e
adaptado a entrada i,:
wpe? =1 -ip + (1 —n) - wis, onde 1 € [0,1] é a taxa de aprendizado da
rede.;
end
else
0; = O,
Volta ao passo 6;
end
end
else
O sistema também entra em ressonancia, o protétipo wj, ¢ visitado, e n = 1:
anUO — ,l' .
pJ Py
end
end

Figura 3.10: Passos do algoritmo de aprendizado de uma rede ART 2_E (Kasabov,
1998; Frank et al., |1998)).

e sdo métodos tradicionalmente ndo supervisionados (Kasabov, 1998; |Car-

penter and Grossberg, [1987) que utilizam o conceito de Auto Organizacao. Auto Orga-
nizacao de uma rede neural fundamenta-se na modificagao dos pesos das conexoes entre
os neuronios da rede, até que uma configuracao global se estabeleca. Essa modificacao,
normalmente, é alcangada por meio do aprendizado nao supervisionado de um conjunto

de

treinamento. Como descrito na Secao [3.1] [redes neurals artificialg recebem um esti-

mulo z; de entrada. Em redes [SOM] e [ART], esses estimulos sao vetores finitos de valores
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Tabela 3.4: Tabela de atributos comumente utilizados em identificadores e classificadores

de ncRNAs.
Atributo Programa que o utiliza
Composicao de nucleotideos | CONC, Portrait, SOM-Portrait
Tamanho de |ORF| CONC, Portrait, CPC, SOM-Portrait
Tamanho da sequéncia CONC, Portrait, CPC, SOM-Portrait
Composicao de aminoacidos | Portrait, SOM-Portrait
Homologia com proteinas CpPC
Informacao termodinamica | RNAz (Markham and Zuker| 2008)
Informacao estrutural Infernal (Nawrocki et al., [2009)), RNAz

reais, também chamados vetores de atributos ou vetores de caracteristicas. Cada
atributo, por sua vez, pode se constituir de uma ou mais varidveis numéricas coletadas
da sequéncia de entrada, por meio de rotinas, ferramentas e métodos diversos. Nesse tra-
balho, todos os atributos coletados sao dados ab-initio, isto €, dados estimados utilizando
somente informagao da sequéncia fornecida. Essa propriedade permite a descoberta de
membros de uma determinada classe sem realizar comparacoes com tipos conhecimentos,
possibilitando a descoberta de agrupamentos inéditos, um comportamento desejavel para
o estudo de ncRNAs e com bons resultados publicados (Arrial et al., 2009). Os atribu-
tos escolhidos para o presente trabalho foram definidos por meio de extensa leitura da
literatura. A Tabela apresenta os nomes e quantidade de variaveis de cada atributo.

A escolha de parametros como tamanho de sequéncia ou tamanho de [OREF] baseia-
se em observagoes experimentais e, principalmente, no poder de filtragem de tipos de
ncRNAs (Liu et al., 2006]). O alvo de grande parte dos classificadores e identificadores de
sao longos ncRNAs, que tem uma longa cadeia de nucleotideos, diferentemente de
pequenos ncRNAs como os miRNAs ou snoRNAs. A filtragem de longos ncRNAs faz-se
necessaria devido ao objetivo de tais métodos. Além disso, IncRNAs estao envolvidos
em muitas fungoes desconhecidas no organismo, além de nao terem uma forma clara de
identificacao.

Os classificadores atuais baseados em aprendizado de maquina utilizam para a
identificacdo de ncRNAs (p. ex. [Liu et al., 2006; Kong et al., 2007; Arrial et al., 2009).
Resumidamente, definem como [mnRNA] ou ncRNA] uma dada sequéncia de entrada. Ja o
método SOM-Portrait é baseado num método nao supervisionado que permite a adi¢cao de
mais classes além de [nRNA] e ncRNA] possibilitando um maior detalhamento biolégico
da sequencia, e maior precisao para a classificacao em multiplas classes. A utilizacao de
[SOM] para esta classificagdo em multiplas classes ¢ dgil e escalavel: pode-se adicionar mais
classes sem exigir grande esfor¢co computacional ou de codificacao. Entretanto, adiciona-se
a dificuldade na escolha do nimero de classes disponiveis para decisao da rede. Muitas
classes podem causar um agrupamento das sequéncias que nao retrata as caracteristicas
biolégicas da sequéncia. Poucas classes, por sua vez, podem exigir a fusao de classes
muito dissonantes, o que, no ponto de vista bioldgico, também nao é desejavel. Outro
problema aparente da escolha empirica do nimero de classes de uma [SOM] é o momento
de identificacao das classes na rede recém treinada. Uma etapa supervisionada posterior
de calibragem da rede é necesséria para que o algoritmo [SOM]| reconhega as classes a que
cada sequéncia se referencia. Porém, esse conjunto de calibragem é extremamente dificil
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de se construir, dado que alguns tipos de ncRNAs possuem poucas sequéncias catalogadas
que poderiam ser utilizadas para representar essa classe (Backofen et al., [2007)).
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Capitulo 4

Metodologia

Nessa Secao, descreve-se a metodologia de trabalho e ferramentas auxiliares utilizadas
durante o trabalho para realizar os objetivos propostos no Capitulo [l Para efeito de
organizacao do capitulo, cada método ou abordagem desenvolvida durante o projeto de
mestrado sera introduzida por sua motivacao, sua elaboracao e a descrigao detalhada de
seu funcionamento.

4.1 O método SOM-Portrait

O método SOM-Portrait foi inicialmente proposto em 2009, como projeto de conclusao de
graduacao (\Silval 2009). Sua motivacao principal foi a exploragdao de padroes reconheci-
veis, ou identificaveis, em agrupamentos ( clusters) de com o objetivo de classifica-los
em conjuntos nao sobrepostos com propriedades composicionais e estruturais semelhantes.

O método utiliza procedimentos ab initio de avaliacao de atributos para identificacao
de ncRNAs transcriptomicos, ou seja, identifica dentro de um conjunto de RNAs
que passaram pelo processo de transcricdo descrito na Segao 2] O método baseia-se
na coleta de atributos e caracteristicas do [RNA] e submissao deles a uma rede
previamente treinada para classificacao em miultiplas classes.

Apesar de alcancar resultados satisfatorios para uma rede nao supervisionada, a fer-
ramenta tem a escolha empirica do ntimero de classes determinada pelo desempenho da
rede utilizando um conjunto de testes com sequéncias codificantes e nao codificantes de
fungos. Tal abordagem, apesar de trazer um caso real de uso para o algoritmo, contribui
pouco para a avaliacao da generalizacao do treinamento da rede, objetivo principal de tal
forma de teste (Bishopl [1995)). A justificativa para essa afirmagao reside na incerteza da
anotacgao sobre a natureza dos transcritos dos organismos estudados. Vérios deles, por
exemplo, possuem pouca anotacgao relativa a ncRNAs, quando presentes.

Outros questionamentos foram levantados com relacao aos atributos utilizados, princi-
palmente com relacao a grande quantidade de atributos numéricos. Finalmente, a imple-
mentacao do método necessitava de revisao e reformulagao para melhoria do desempenho
do algoritmo, principalmente na demorada etapa de extracao de atributos. Portanto,
motiva-se a remanufatura do método SOM-Portrait com base nas seguintes adigoes e
procedimentos:
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Passo 1 Passo 2 Passo 3
seauenciasl_of 1R ) o TRony
FASTA traduzidas

Validacao

Sequéncias

Arquivo de

s/ traducao

atributos

Arquivo com E
predicoes
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Figura 4.1: Fluxo de execucao de tarefas do método SOM-Portrait.

e Encontro do melhor niimero de clusters baseado no desempenho do classificador,
medido conforme descrito no Capitulo [3] com auxilio dos resultados obtidos com a
classificagao utilizando o algoritmo [ART]

e Refinamento do espaco de decisao do classificador através de etapa supervisionada

posterior, utilizando [LVQ}

e Critica ao numero de atributos utilizados, sem inclusao de novos atributos, utili-

zando [PCAJ

e Recodificagao do método para melhoria de desempenho.

4.1.1 Fluxo do programa

O programa foi inteiramente recodificado utilizando a linguagem Perl e a biblioteca BioPerl
versao 1.6.901 (Stajich et al., 2002) seguindo o mesmo fluxo de tarefas da primeira versao
proposta por [Silva et al.,[2009. A Figura[4.1jmostra o fluxo principal de tarefas do método
SOM-Portrait.

E importante salientar que a divisao em etapas, como ilustrado na Figura , é sim-
plesmente um recurso de organizacao do presente trabalho, e nao a divisao modular ou
descri¢ao como diagrama de classes, que serd descrito na Subsegao [4.1.2] O treinamento
da rede [SOM] é realizado por meio da execucao dos Passos 1 a 3 do método sobre o
conjunto de treinamento.

O algoritmo foi desenvolvido com foco em sequéncias de transcriptomico, com
tamanho maior do que 30nt e menor do que 65.535nt, devido a restricoes nos programas
auxiliares ANGLE (Shimizu et al., 2006) e CAST (Promponas et al., 2000), respectiva-
mente.

Pré-processamento

O Passo 1 refere-se a validacao do arquivo de entrada fornecido pelo usuério, bem como
dos parametros de configuracao do método. O arquivo de entrada deve seguir o formato
vélido multiFASTA (for Biotechnology Information, 2011). A verificagdo do formato é
feita pela biblioteca BioPerl. Até o momento, a etapa de pré-processamento e validagao
é bastante restrita. O método nao verifica uso de nucleotideos diferentes de A, C', T, G e
U, somente excluindo sequéncias de agindo de acordo com os seguintes critérios:
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e Sequéncias com numero de caracteres N acima de 20% do total de caracteres da
sequencia;

e Sequeéncias que contém numero de caracteres menor do que 30nt ou maior do que
65.535nt;

e Sequencias com formato do cabegalho FASTA incorreto;

A fase de pré-processamento também se encarrega de padronizar o arquivo de entrada,
removendo caracteres especiais CR, LF' e espaco.

Atualmente, o método SOM-Portrait suporta os seguintes parametros de entrada para
0 programa:;

-i Arquivo de entrada (somente formato FASTA aceito);

-0 Arquivo de saida (predigoes).
E os seguintes parametros de configuracao do algoritmo:

e Parametros de configuragao da rede SOM}

— Diretério de execugao da biblioteca SOM_PAK (Kohonen et al.; [1996b);
— Caminho para a rede [SOM] treinado;
— Topologia (geometria) da rede [SOM;

— Numero de classes no eixo “x”;
TERTR

— Numero de classes no eixo “y”;

— Tipo de fungao de vizinhanca hj(m);

e Parametros de configuracao de outras bibliotecas e do ambiente de trabalho:

— Diretério de execugao do programa ANGLE (Shimizu et al., 2006);
— Versao do programa ANGLE utilizada (32 bits ou 64 bits);

— Diretério de execugao do programa CAST (Promponas et al., 2000);
— Versao do programa CAST utilizada (32 bits ou 64 bits);

— Diretorio temporario de trabalho

e Parametros de configuracao do vetor de atributos:

— Numero de varidveis numéricas no vetor de atributos;

— Formato do vetor de atributos (Formato aceito pela biblioteca SOM_PAK ou
pela biblioteca LIBSVM (Chang and Lin| 2001));

e Miscelanea:

— Quantidade de sequéncias por thread (somente para Passo 3 de extragao de
atributos).
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Predicao de ORFs

O Passo 2 refere-se a tradugao das sequéncias deutilizando o algoritmo ANGLE (Shi-
mizu et al.l 2006). O algoritmo combina informacao composicional da sequéncia de
ou de entrada e informagao estrutural da proteina utilizando métodos por [AM] ali-
ados a para calcular o potencial codificante dessa sequéncia. O método é proposto
especialmente para pequenos trechos codificantes em sequéncias de de baixa qua-
lidade, obtendo 6timos desempenhos para esse caso. Dada a dualidade mRNAKncRNA|
explicada no Capitulo 2] associada & presenga de pequenos trechos codificantes em sequén-
cias nao codificantes, principalmente em IncRNAs (Dinger et al., 2008), a adogao dessa
ferramenta torna-se muito interessante. Em correspondéncia pessoal com a autora do mé-
todo, uma versao adaptada do algoritmo foi obtida, retornando também o escore associado
a melhor [ORF] predita pelo método.

O algoritmo procura por ORF's nas seis possiveis fases de leitura, retornando as sequén-
cias de encontradas que codificam o peptideo putativo, junto com a pontuacao
dada pelo programa. O algoritmo SOM-Portrait, de posse dessa informacao, escolhe o
putativo de maior pontuacao e traduz o respectivo em sequéncia de pep-
tideos. Caso o ANGLE encontre uma possivel [ORF] uma correspondente estrutura de
dados é criada com a informagao do cabegalho da sequéncia e sua melhor [ORF] predita,
baseado no escore dado pelo algoritmo ANGLE. Caso ANGLE nao encontre ORFs, a
auséncia de [ORF]| predita é registrada na estrutura de dados com a marcagao “none”.

Extracao de Atributos

O Passo 3 realiza a extragao dos atributos numéricos das sequéncias de[RNA]e de suas res-
pectivas ORFs traduzidas, quando presentes. Todos os valores de atributos numéricos sao
normalizados no intervalo [0, 1]. Tal procedimento evita distorgdes no espago de decisao
criado pelos algoritmos de aprendizado de méquina (Kohonen et al 1996a). A Tabela
resume os parametros numéricos extraidos, seu significado biolégico e a quantidade de
variaveis numéricas que o compoem.

O método extrai os atributos numéricos das sequéncias e ORFs, gerando o vetor de
caracteristicas correspondente a sequéncia. Quando um atributo nao pode ser retirado de
uma sequéncia, uma marcacao especial é feita de forma que o algoritmo de treinamento
possa reconhecer essa auséncia.

A frequéncia de nucleotideos e aminodcidos, representada pelos atributos de Id 1 a
4, é extraida através da andlise quantitativa da sequéncia de nucleotideos e aminodacidos
usando a Equagao [4.1]

ocorrencias(n, S)
tamanho(S)

Onde S é a sequéncia de [RNA] ou [ORF] predita e n é um nucleotideo, dinucleotideo
ou trinucleotideo valido. O célculo de nucleotideos ou aminoécidos desconhecidos ou fal-
tantes (representados pelo caracter N e X) nao é realizado, e sua contagem ¢ subtraida
do tamanho total de S. A fungao ocorrencias(n,S) retorna o nimero de ocorréncias da
chave n em S utilizando uma janela de leitura de tamanho 1. O calculo da frequéncia
de aminoécidos é feito para os 20 tipos mais comuns de aminoacidos, conforme descritos
no Capitulo [2] mais dois aminodcidos incorporados a partir da reescrita de c6dons de

Freq(n,S) = (4.1)

42



Tabela 4.1: Atributos numéricos extraidos de cada sequéncia. A marcacao I denota
atributos extraidos somente de ORF's preditas.

Numeros
Id Atributo Detalhes de
variaveis

1 Frequen(/na de 4 nucleotideos 4
nucleotideos

2 .Frequen/ma 16 dinucleotideos 16
dinucleotideos

3 F requen/ma 64 trinucleotideos 64
trinucleotideos

4 F?eql}e.nma 22 aminoacidos 22
aminoacidos

5 Tamanho da S < 100bp; 100bp < S < 400bp; 4
sequéncia (S) 400bp < S < 900bp; S > 900bp

6 Tamanho da ORF L < 20aa; 20aa < L < 60aa; 4

(L) 1 60aa < L < 100aa; L > 100aa
7 Hidrofobicidade Implementacao do método 1
média I Kyte-Doolittle (Kyte and Doolittle, 1982])

8 Ponto 1soe,letrlco Ferramenta EMBOSS IEP (Rice et al. 2000) 1
da proteina I
Complexidade

9 composicional da | Ferramenta CAST (Promponas et al., [2000) 1

proteina I

parada, representados pelos caracteres U (Selenocisteina) e O (Pirolisina). Os caracte-
res B e Z e J, indicadores de traducao ambigua dos aminoacidos Asparagina ou Acido
Aspartico, Glutamina ou Acido Glutamico e Leucina ou Isoleucina, respectivamente, nao
sao incluidos.

Os intervalos para o atributo 6 foi escolhido com base no intervalo étimo evidenciado
empiricamente em trabalhos prévios (Liu et al., [2006; Dinger et al., 2008)) de tamanho de
L = 100aa. Os outros intervalos sao criados como tentativas de pormenorizar ainda
mais a participacao de pequenos peptideos em ncRNAs. O atributo retorna 4 variaveis,
que assumem valor 1 ou 0, de acordo com a Equagao [4.3]

vary = 1 caso tamanho(L) € T (4.2)

var;z, = 0 caso contrario (4.3)

Onde i, k sao indices € [1,4] de atributos, tamanho(L) retorna o tamanho da L
e I é o conjunto de intervalos para avaliagdo conforme descrito na Tabela [4.1] Para uma
dada [OREF] L, o algoritmo SOM-Portrait ativa somente um dos intervalos, ajustando-o
para 1. O atributo 5, tamanho S da sequéncia, é calculado de forma equivalente.

O célculo da hidrofobicidade média da proteina (atributo 7) é feito por rotina interna
a biblioteca BioPerl, utilizando um método para o calculo da hidropatia de residuos (Kyte
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Tabela 4.2: Valores de hidrofobicidade para cada residuo (Kyte and Doolittle, [1982).

Residuo Indice de hidropatia
Isoleucina 4.5
Valina 4,2
Leucina 3,8
Fenilalanina 2,8
Cisteina 2,5
Metionina 1,9
Alanina 1,8
Glicina -0,4
Treonina -0,7
Triptofano -0,9
Serina -0,8
Tirosina -1,3
Prolina -1,6
Histidina -3,2
Acido Glutamico -3,5
Glutamina -3,5
Acido Aspértico -3,5
Asparagina -3,5
Lisina -3,9
Arginina -4.5

and Doolittle, |1982). A rotina utiliza uma janela deslizante de leitura de tamanho trés
que se movimenta um caractere por iteracao. Para cada trinca, consulta-se a Tabela
de hidropatia para residuo.

Esse valor H, por sua vez, ¢ somado para cada janela e normalizado através da Equa-

qao [£.9]

4.5 x tamanho(L) + H
9 x tamanho(L)

Onde HidroNorm é o valor de H normalizado, hidrofobicidade média da proteina
putativa L. E fécil observar pela Tabela que HidroNorm € [0, 1].

O atributo 8, de predigao do ponto isoelétrico da proteina, é extraido de uma[OREF|pre-
dita por uma rotina baseada no funcionamento do programa IEP da suite EMBOSS (Rice
et al., [2000). O programa calcula, para cada residuo a partir do valor acumulado de seu
pH em solucao neutra, o valor de pK, conforme a Tabela

O programa analisa o valor da constante de dissociacao ionica pK para os residuos
com carga listados na Tabela e retorna o valor final de pH no ponto isoelétrico do
peptideo. Finalmente, para efeitos de normalizacao do valor do atributo na faixa padrao
[0, 1], o pH é divido pelo maximo valor pH = 14. O programa descarta, para sua andlise,
os caracteres X de residuos nao identificados.

O célculo do atributo 9, entropia composicional da proteina, é feito através do pro-
grama CAST (Promponas et al., [2000). O programa recebe a sequéncia de aminoécidos
por entrada, encontrando e marcando regioes de baixa complexidade na estrutura da pro-

HidroNorm =

(4.4)
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Tabela 4.3: Valores padrao de pK utilizados pelo programa IEP (Bleasby, (1999).

] Residuo \ Valor de pK \ Nome ‘
N_term 8,6 N terminal
K 10,8 Lisina
R 12,5 Arginina
H 6,5 Histidina
D 3,9 Acido Aspartico
E 4.1 Acido Glutamico
C 8,5 Cisteina
Y 10,1 Tirosina
C_term 3,6 C terminal

teina, por exemplo regioes com longas repeticoes de um certo tipo de aminoacido, de que
decorrem estruturas pouco complexas mas que guardam algum grau de homologia com
regioes funcionais de outras proteinas. A rotina é particularmente interessante para o pro-
blema de identificacdo de ncRNAs como forma de controle dos encontrados pela
tradugao do ANGLE. O algoritmo utiliza um procedimento de Smith-Waterman (Smith
and Waterman, [1981)) adaptado para encontrar as regides de baixa complexidade compo-
sicional. O algoritmo marca tais as regioes de baixa complexidade com o caracter X. Por
causa da ambiguidade entre esse caracter e a marcacao de aminoacidos desconhecidos,
também denotada pelo caracter X, o método SOM-PORTRAIT recupera a quantidade
de X na sequéncia marcada pelo CAST e calcula sua frequéncia relativa na sequéncia ori-
ginal de aminoacidos, descontando os caracteres X relativos a aminodcidos desconhecidos
j& presentes na sequéncia.

Predicao de ncRNAs

Ao final do Passo 3, o algoritmo produz uma estrutura de dados com os atributos numé-
ricos de cada sequéncia fornecida pelo usuario. Como dito anteriormente, para realizar a
e o treinamento das redes e e do método o algoritmo é executado
até o Passo 3 sobre os conjuntos de treinamento e validacao. No caso do método SOM-
Portrait, o Passo 4 consiste na execucao de rotina simples para encontrar o neurénio mais
proximo de um estimulo z; retirado do conjunto de atributos numéricos criado no Passo
3. O procedimento utilizado pode ser sumarizado pela mesma Equagao [3.17]

O resultado dado pelo algoritmo SOM-Portrait é ilustrado pela Tabela [£.4. O cabe-
calho da biblioteca SOM_PAK contém informagoes necessarias para a execuc¢ao de suas
rotinas. Ja o cabecalho da predicao é extraido da sequéncia de entrada. As coordenadas
da classe definem o neurdnio estimulado y.(m) na camada de saida, onde ¢ é o indice do
neuronio vencedor na camada de saida conforme formalismo proposto no Capitulo |3 O
erro de quantizagao é calculado de forma semelhante ao procedimento gerror, explicado
no Capitulo 3] Quanto maior esse valor, maior a probabilidade de erro de classificacao. A
predicao p é dada de acordo com o nome da classe [ associado a cada neuronio. Esse nome,
para o presente trabalho, pode assumir valores genéricos, como “Classel”, “Classe2”, etc,

ou pode assumir valores “Coding” e “Noncoding”, de acordo com o experimento realizado,
a ser explanado na Secao [4.4]

45



Tabela 4.4: Formato de saida do arquivo de predicao de ncRNAs do método SOM-Portrait.
Cabecalho SOM_PAK

> cabegalho: [coordenadas do neurdnio] [erro de quantizagao] [predi¢ao p]

SomPortrait.pl

+fastaln: FILE *
+predicaoOut: FILE *

+_main(argv:String): int

=]

Extrator.pm

+angle: String

+angle_bin: int

+cast: String

+cast_bin: int

+temp_dir: String

+formato: String

+newlangle:String, angle bin:int,cast:String,
cast_bin:int,temp_dir:String=work,formato:String=sompak): Extrator

1

ANGLE.pm

-angle: String

-angle_bin: 1nt

-temp_dir: String
+newlangle:String,angle_bin:int,temp_dir:String=work): ANGLE
+angle (Sequencilas:Seqll): Seql]

- executar_angle(sequencia:Seq): Seq
-_coletar_orfs(sequencia:Seq,saida_angle:FILE *): Seq[]

Figura 4.2: Diagrama com classes envolvidas no Passo 2.

4.1.2 Detalhamento do cédigo

O método SOM-Portrait foi inteiramente desenvolvido utilizando a linguagem Perl, versao
5.14.2 e a biblioteca BioPerl versao 1.6.901. O paradigma de orientacao a objetos foi
preferido, por facilidade de leitura e manutencao de cédigo. O programa foi modularizado
em arquivos .pm (Perl Module), em formato de biblioteca prépria. Os diagramas de
classes e representam alguns dos relacionamento entre as diferentes classes do
algoritmo SOM-Portrait.

O lago principal do algoritmo é detalhado no Algoritmo junto com as principais
estruturas de dados utilizadas pelo programa. Tais estruturas sao:

e Conjunto de Sequéncias de Entrada: Vetor do tipo Seq (bio, [2012);
e Conjunto de ORF's traduzidas: Vetor do tipo Seq;

e Vetor de Atributos: Mapa hash de vetores de Numeros Reais;
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SomPortrait.pl

+fastaln: FILE *
+predicacOut: FILE *

+__main(argv:String): 1nt

A

Extrator.pm

+angle: String

+angle_bin: int

+cast: String

+cast_bin: int

+temp_dir: String

+formato: String

+new(angle:String,angle_bin:int,cast:String,
cast_bin:int,temp_dir:String=work,, formato:String=sompak): Extrator

IEP.pm Frequencia.pm

+extrair_atributo(Sequencias:Seql]): Atributol] +extrair_atributo(Sequencias:Seq[]): Atributol]

-_contar_residuos_carregados (proteina:Seq): int $

-_calcular_iep(proteina:Seq): int

-_caleular_carga_em pH(nro_residuos:int,
pH:int): int

Atributol
interface

extrair_atributo()

Figura 4.3: Diagrama com algumas das classes envolvidas no Passo 3.

w

© W N o oA

10

Entrada: conjunto de entrada multiFASTA F
Saida : conjunto de predicoes P
Data: rede SOM treinada S

P — 0;
Inicializagao do método, carregando bibliotecas externas e programas utilizados;
Validar(F);

for cada sequéncia RNA f € F do
ORF — ANGLE(f);
Vetor de atributos v < ExtrairAtributos(f, ORF);
Predigao p «— Predizer(v);
P — PU{p};
end
return P;

Figura 4.4: Laco principal do programa SOM-PORTRAIT, com as principais estru-
turas de dados e programas auxiliares utilizados.
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Tabela 4.5: Exemplificacao do formato SOM_PAK para o vetor de atributos (Kohonen
et al., |1996D).

[ndmero de varidveis| [topologia] [dimensao x| [dimensao y| [vizinhanga]
0.1 ... 0.3 classe 1
r ... 0 classe 2

A estrutura de dados correspondente ao vetor de atributos é implementada por meio
de uma colegao de vetores de niimeros reais, ordenados por id tnica definida na interface
Atributol. Cada classe de extragao, assim como exemplificado na Figura [4.3] retorna
um vetor de nimeros reais relativo a funcao de extracao utilizada. A convencao defi-
nida também na interface Atributol determina que, caso o valor de uma das variaveis
de um determinado atributo seja desconhecido, o caracter UNDEF_ATR deve ser uti-
lizado. No caso do método SOM-Portrait, os primeiros experimentos foram realizados
com UNDEF_ATR = “X”, enquanto que, para os outros treinamentos da [SOM] [ART]
e para o uso da , UNDEF_ATR recebeu o valor 0 (zero). Experimentalmente,
observou-se um desempenho melhor, em termos de acuracia, do classificador treinado com
UNDEF_ATR = 0. O método também pode imprimir o vetor de atributos no formato es-
pecificado (SOM_PAK, LIBSVM ou CSV, atualmente). O formato SOM_PAK, utilizado
para o treinamento dos algoritmos [SOM] e [LVQ)] ¢ ilustrado na Tabela [4.5]

4.2 Dados de treinamento e validacao

Para explanar as diversas atividades realizadas nessa Secao, faz-se necessario a divisao em
dois momentos distintos. No primeiro momento, denotado de agora em diante “Primeiro
Experimento”, utilizou-se o mesmo conjunto de treinamento da ferramenta CONC (Liu
et al., 2006)), com a principal motivagao de realizar o treinamento de um método nao super-
visionado com o mesmo conjunto de treinamento utilizado para um método supervisionado
e avaliar seu desempenho por meio de um comparativo com outros métodos supervisio-
nados. Os conjuntos perfazem 8.203 sequéncias de [RNA] sendo 2.650 ncRNAs e 5.553
mRNAs. Como o conjunto inicial esta desbalanceado, optou-se por selecionar aleatoria-
mente 2.000 sequéncias codificantes e 2.000 sequéncias nao codificantes para construir um
conjunto de treinamento balanceado. Algumas sequéncias codificantes foram descartadas
no processo. As sequéncias de sao oriundas do banco de dados GenBank (Benson
et al., 2005), extraidas, por sua vez, através de seu identificador no banco de proteinas
Swiss-Prot (Boeckmann et al.| [2002)). J4 as sequéncias de sdo oriundas dos bancos
NONCODE (Liu et al. 2005) e RNAdb (Pang et al.. 2005). No Primeiro Experimento,
tal conjunto foi subdividido de acordo com a Tabela [4.6]

Foi dada preferéncia para conjuntos balanceados, com mesmo numero de sequéncias
codificantes e nao codificantes. O conjunto dbT'r.dat é utilizado unicamente para treinar
o modelo [SOM] O conjunto dbCal.dat é utilizado pela biblioteca SOM_PAK para nomear
as classes, de acordo com a Equagao [4.5

Zlabel(i):k Te (Z)
se

label(y.) =k
abel(y.) -

>0,5 (4.5)
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Tabela 4.6: Nomes dos arquivos de treinamento utilizados no Primeiro Experimento, seus
propositos e a quantidade de sequéncias que os compoem.

Nome Funcgao Sequéncias
dbTr.dat sequencias de treinamento 4.000
dbCal.dat sequéncias para calibragem dos nés da | 800

rede treinada
dbVal.dat sequencias de validacao do treinamento | 500

Onde ¢ ¢é o indice do neuronio mais préximo do estimulo Z recebido, calculado de
acordo com a Equagao [3.17], i é o indice de cada vetor Z. de entrada cujo estimulo é mais
proximo de y. e N o numero total de vetores de atributo. A funcao label(v) retorna a
classe atribuida, no conjunto de calibragem, a um vetor de atributos v, de acordo com o
formato descrito pela Tabela [4.5

No segundo momento desse trabalho, de agora em diante chamado “Segundo Ex-
perimento”, utilizou-se outro conjunto de dados de treinamento, motivado pelo tama-
nho limitado dos conjuntos do Primeiro Experimento. Seguindo a metodologia proposta
por Arrial, 2008, 110.744 sequéncias codificantes (Conjunto Negativo ou CN) foram
recuperadas do banco de dados EMBL (Cochrane et al., 2008), utilizando identificado-
res de proteinas do banco Swiss-Prot, e 360.864 sequéncias nao codificantes (Conjunto
Positivo ou CP) dos bancos NONCODE, RNAdb e Rfam (Gardner et al. 2009). A
Figura |4.5| sumariza as atividades realizadas para criacao do conjunto de sequéncias de
treinamento e de validacao.

Para a criacao do CN, a versao 50.8 do banco de dados Swiss-Prot foi descarregada
da péagina do projeto (swi, 2012). Cada sequéncia contém, em sua descrigao, a referéncia
ao identificador de sequéncias de no banco de dados EMBL de onde se originam.
Eliminou-se redundancias por sequéncias muito semelhantes utilizando o algoritmo CD-
HIT (Li and Godzik, 2006). O algoritmo agrupa em clusters sequéncias com semelhanga
acima de um certo valor ¢ fornecido, utilizando algoritmos de buscas textuais otimizados
para padroes curtos. Nesse experimento, o valor ¢ = 0.9 foi utilizado, o que representa a
eliminagao de sequéncias com mais de 90% de sua composigao semelhante a alguma outra
sequéncia do conjunto.

De posse das sequéncias nao redundantes do banco Swiss-Prot, por meio de script
fornecido pela pagina do projeto EMBL, as sequéncias de foram recuperadas. As
sequéncias contém dados genomicos, inclusive com genomas inteiros de procariotos. Tais
dados foram removidos, por razao de sua extensao e complexidade desnecessarias para
o treinamento do algoritmo. Um filtro para eliminar sequéncias com tamanho maior do
que 65.535nt e menor do que 30nt também foi aplicado ao conjunto. Finalmente, para
eliminar redundancias no banco EMBL, o algoritmo CD-HIT foi novamente executado,
com valor de corte ¢ = 0.9.

Para a construgao do CP, descarregou-se sequéncias dos bancos NONCODE (versao
3.0), RNAdb (versao 2.0) e Rfam (versao 10.0), utilizando o seguinte critério:

e RNAdb: download somente de sequéncias curadas pela literatura e preditas pelo
software RNAz (Markham and Zuker| 2008));

e NONCODE: download de todas as sequéncias;
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Figura 4.5: Diagrama exibindo a metodologia para criacao dos conjuntos negativo e po-
sitivo de treinamento utilizados no Segundo Experimento, envolvendo os algoritmos de
aprendizado de maquina.

EE R ]

e Rfam: download de sequéncias do conjunto de familias-modelo.

O conjunto de familias-modelo (seed) escolhido no banco Rfam é constituido somente
por dados biolégicos reais de sequéncias de ncRNAs e estruturas fundamentais, por exem-
plo, a estrutura da ferradura ou hairpin de miRNAs, assim como exemplificado na Fi-
gura 2.5l Dessa forma, assegura-se a qualidade das sequéncias de ncRNAs utilizadas,
minimizando os erros de classificacao por outros algoritmos. Também é importante frisar
a preferéncia por algoritmos baseados em analise termodinamica e estrutural, como Infer-
nal (Nawrocki et al., 2009), donde o banco Rfam se baseia, e RNAz, que compoe parte
do conjunto extraido do banco RNAdb. Ja o banco NONCODE, por apresentar sequén-
cias de diferentes fontes, foi descarregado complemetamente, como forma de insercao de
ncRNAs com outras caracteristicas formadoras.

Um programa em C++ foi construido para recuperar familias do Rfam com mais do
que 20 membros por familia. Esse passo foi incluido para eliminar a presenca de varias
familias de pequenos ncRNAs muito especificos, fator de desequilibrio no conjunto de
treinamento final que poderia causar a especializagao indesejada do algoritmo para pe-
quenos ncRNAs dessas familias. Muitas familias de miRNAs, snRNAs e estruturas raras
de RNA] foram removidas dessa forma. Para os bancos NONCODE e RNAdb o programa
CD-HIT com valor ¢ = 0.9 foi usado para remover redundancias. Para retirar sequeén-
cias de ncRNAs muito similares a proteinas, o programa blastx da suite de programas
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Tabela 4.7: Numero de sequéncias descarregadas dos bancos de dados Rfam (Gardner
et al., 2009), NONCODE (Liu et al., 2005) e RNAdb (Pang et al., 2005)) apds filtragem
utilizando os varios algoritmos e procedimentos descritos.

| Bancos | Inicial | CD-HIT | Familias | BLAST | Final |
Rfam 715.846 - 28.800 - 28.800
NONCODE e
BN Adb 955.694 357.942 - 332.064 332.064

Tabela 4.8: Nomes dos arquivos de treinamento utilizados no Segundo Experimento, seus
propositos e a quantidade de sequéncias que os compoem.

Nome Funcao Sequéncias
dbTr2.dat sequencias de treinamento 60.000
dbVal2.dat sequencias de validacao do treinamento | 50.000

BLAST (Altschul et al., [1997) foi utilizado. O valor de e-value utilizado para determi-
nar um alinhamento satisfatdrio foi ajustado para 1075, Tal valor permite a presenca de
trechos codificantes esparsos em ncRNAs, evento mais provavel do que longos trechos de
material codificante em ncRNAs. A Tabela [4.7] lista a quantidade de sequéncias de cada
banco de dados apds a execucao dos procedimentos descritos.

Os procedimentos do Segundo Experimento nao utilizaram todas as 360.864 sequéncias
obtidas para o CP. Deu-se preferéncia a utilizagao das sequéncias do banco Rfam, pelo
rigor da anotacao de seus dados, e pela presenca de informacao estrutural. A Tabela
sumariza a composi¢ao dos conjuntos de treinamento e validacao utilizados no Segundo
Experimento, juntando-se sequéncias escolhidas aleatoriamente de CN, as sequéncias do
Rfam e outras sequéncias escolhidas também aleatoriamente de CP.

Utilizando o algoritmo SOM-Portrait até o Passo 3 de extracao de atributos, recuperou-
se os vetores de atributo do conjunto dbT'r.dat. Uma analise estatistica indicou que duas
das varidveis do atributo 6 (tamanho L de [ORF), L < 20aa e 20aa < L < 60aa, nao
foram utilizadas. Sua inclusao no conjunto de treinamento, entretanto, é irrelevante, pois
todas as bibliotecas utilizadas ignoram varidveis nulas. Nenhuma outra anormalidade
foi constatada. O resumo da analise estatistica é dado no arquivo estatisticalr.ods, em
Materiais Complementares.

4.3 Dados de teste

O objetivo dos conjuntos de teste, nesse experimento, refletem o conceito explanado no
Capitulo [3] com a motivagao de avaliar o grau de generalizagao do treinamento realizado.
No caso do Primeiro Experimento, dados reais de trés diferentes fungos foram sub-
metidos ao método SOM-Portrait e a outros trés diferentes métodos, e seus resultados
comparados. Ja o Segundo Experimento utilizou dados de ncRNAs de 4 organismos
bastante diferentes entre si, extraidos por outros métodos e ferramentas, em repositorio
bem curado, para avaliar diretamente a capacidade de generalizacao dos varios métodos
treinados.
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4.3.1 Organismos utilizadas no Primeiro Experimento

Os trés fungos alvos do Primeiro Experimento desse trabalho foram escolhidos de acordo
com critério de proximidade filogenética e de patogenicidade, ou seja, sao fungos com ge-
noma parecido, e principalmente, cujo funcionamento patogénico é parecido, com exce¢ao
do fungo Aspergillus oryzae, que nao é patogénico.

O fungo Aspergillus oryzae (Ao) é um fungo filamentoso (Machida et al., 2005) com
grande aplicacao em industrias alimenticias. O fungo é utilizado na fermentacao de ce-
reais para producgao de alcool, acucares e alimentos. E utilizado desde a Antiguidade
com essa finalidade no leste asidtico, a exemplo da levedura da cerveja (Saccharomyces
cerevisiae). O isolado utilizado, RIB40, teve seus 9.051 contigs descarregados do pro-
jeto DOGAN;, vinculado ao NITE (National Institute of Technology and Evaluation), no
Japao (DOGAN| 2012).

O Coccidioides immitis (Ci) é um fungo dimérfico causador da Coccidioidomicose,
comumente conhecida como a Febre do Vale (Fever Valley) ou também Reumatismo do
Deserto (Valley-Fever.org, |2006). Sua distribuigdo geografica abrange regides aridas do
oeste dos Estados Unidos, do México e do semiarido brasileiro, entre outras. Em seu
habitat natural é um fungo saproéfita, em forma de hifas, mas quando inalado, muda para
forma de levedura, causando desde reagoes alérgicas e pneumonia a dores e inflamacoes
na pele e articulagoes. Estima-se que o niimero de infectados aumente a uma taxa elevada
a cada ano. Os 9.757 contigs do isolado utilizado, RS, foram descarregados do Instituto
Broad (of Harvard and MIT, [2012a)).

O Paracoccidioides brasiliensis (Pb) é um parente proximo do C. immitis. Também é
um fungo dimorfico, encontrado na forma de micélio ou esporos a temperatura de 24°C'
a 26°C e na forma de levedura a temperatura de 37°C. O homem ¢é um dos hospedeiros
naturais do fungo, cuja distribuicdo geografica abrange principalmente paises da Amé-
rica Latina e Caribe, em regides de florestas tropicais umidas (Andrade, 2006). O P.
brasiliensis é o agente patogénico da Paracoccidiodomicose (PCM), também chamada de
Blastomicose sul americana ou Blastomicose brasileira. A PCM é uma micose sistémica
com expressivo numero de infectados (10 milhdes em toda a América Latina), sendo en-
démica em regides nao continuas da América Latina (México e América do Sul, exceto
Guianas e Chile) (Andrade, 2006)). Nesse trabalho, o isolado Pb01, de caracteristica vi-
ruléncia, sera utilizado. Os dados de 6.022 contigs sobre o P. brasiliensis foram obtidos
por intermédio da equipe do Projeto do Genoma Funcional do P. brasiliensis (Felipe and
Brigido, 2009)), também vinculado ao Instituto Broad (of Harvard and MIT}| 2012b).

O Projeto do Genoma Funcional do P. brasiliensis envolve diversos laboratdrios da
regiao central do Brasil com o objetivo de coletar informagdes sobre o transcriptoma do
fungo referente a sua forma miceliana como em sua forma de levedura.

Outra contribuicao do trabalho refere-se a andlise de intersecoes entre as predigoes
para os trés fungos. Os procedimentos e resultados obtidos podem auxiliar na compreen-
sao do funcionamento, a nivel transcriptomico, dos mecanismos patogénicos e dimoérficos
do P. brasiliensis, fungo com comparativamente menos anotacgoes, a luz de informagoes
existentes no fungo C. immaitis. Munindo-se de tais informacgoes, novas drogas poderao
ser desenvolvidas tendo por alvo os elementos descobertos por esse tipo de analise.
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4.3.2 Organismos utilizados no Segundo Experimento

Para o segundo experimento, os seguintes ncRNAs de organismos foram escolhidos:

e 133 ncRNAs H/ACA e C/D Box e scaRNAs de corpos de Cajal de Homo sapiens;
e todos os 154 ncRNAs disponiveis de Escherichia coli;
e 413 ncRNAs nao intronicos de Saccharomyces cerevisiae;

e 421 snoRNAs de Arabdopsis thaliana.

As sequéncias foram descarregadas, respectivamente, do banco de dados snoRNA-
Base (Lestrade and Weber, 2006, dos materiais complementares disponibilizados pelos
autores de artigo sobre um novo método baseado em algoritmos genéticos para iden-
tificacao de (Seetrom et all, [2005), do banco de dados Saccharomyces Genome
Database (SGD,, 2011), e, finalmente, do banco de dados Arabidopsis Small RNA Pro-
ject |Gustafson et al.| (2005)) e de materiais complementares disponibilizados pelos autores
de artigo sobre um método para predicao de ncRNAs em A. thaliana (Song et al., |2009).

A escolha desses 4 organismos baseou-se na grande diferenca de sua assinatura trans-
criptomica, em termos de evolucao e complexidade. Foi dada preferéncia a familias de
snoRNAs, por causa de sua estrutura secundaria bastante estudada e caracteristica, con-
forme exemplo na Figura [4.6]

A bactéria E. coli, particularmente, foi alvo de extensas analises por outros trabalhos
e pesquisa (p. ex. Eddy, 2001; Seetrom et al., |2005), resultando em interessantes ob-
servagoes, como a correlacao entre pequenas ORFs putativas e ncRNAs que compoem a
informacao genética do organismo. Também é interessante notar que dados de ncRNAs
em bactérias sao comparativamente escassos; sua correta identificacao, portanto, constitui
um desafio de generalizacao do conhecimento aprendido pela rede.

4.4 Treinamento da rede SOM

Para o Primeiro Experimento, o ambiente de trabalho utilizado para treinamento foi
formado por uma maquina com processador de dois nticleos Intel® Core™2 Duo (2,0Ghz),
2.024 Mb de RAM e Sistema Operacional Linux Ubuntu 8.04 (kernel 2.6.24-28-generic).
A rede utilizada pelo método SOM-Portrait foi treinada utilizando a biblioteca
SOM_PAK (Kohonen et al., [1996b)) versao 3.1.

Inicialmente, a rede [SOM] foi construida com os pesos de seus neurénios da camada de
entrada atribuidos aleatoriamente, através do programa randinit e utilizando o conjunto
dbTr.dat. O mapa foi configurado para uma rede de 2 x 2 nés em topologia hexagonal,
o que possibilita ligagoes entre todos os nds, maximizando o potencial de classificacao da
rede. A escolha de 4 classes na camada de saida baseia-se nos resultados obtidos por Silval
et al., 2009 ao treinar redes com 2 e 3 nés. A quarta classe permite treinar uma rede com
dimensoes mais favoraveis para o mapeamento das fungoes de densidade de probabilidade
do conjunto de estimulos x; de entrada na camada de saida (Kohonen et al., |1996b),
possibilitando um estudo mais preciso da aplicacao desse tipo de algoritmo ao problema
de identificacao e classificacao de ncRNAs.
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Figura 4.6: Exemplo de estrutura secundaria de snoRNA U3 de fungo, mostrando também
os indices de conservacao dos pares de base da estrutura secundaria, do mais conservado
(cores frias) aos mais sujeitos a mutacao (cores quentes) (Gruber et al., 2007; |Gardner|

7'

A fungao de vizinhanca foi definida como gaussiana, e seu raio inicial V.(0) = 2 na
primeira etapa (ordenagao) e V.(0) = 1 na segunda etapa (convergéncia). Esses valores
permitem, respectivamente, o ordenamento global dos estimulos de entrada e seu sucessivo
refino utilizando inibigoes laterais regionais, potencializando o sinal de clusters proximos.
A Figura [4.7) ilustra a representacgao grafica da adogao desses valores de raio para a rede
com topologia hexagonal 2 x 2 nés.

A notagao para os neurdnios, dada por coordenadas no plano xy, segue a convengao
comumente adotada (Kohonen et al., [1996b; Sinha et al., 2010)).

A adocao de funcao gaussiana, por sua vez, permite transicoes suaves entre diferentes
graus de ativacao dos neuronios da vizinhanca V., com melhores resultados na etapa de
convergencia da rede. As taxas de aprendizadonas duas etapas foram ajustadas, respec-
tivamente, para «(0) = 0,1 e a(0) = 0,01. A adocao de taxas de aprendizado menores
permite maior exposicao aos estimulos de entrada sem aumento do risco de super ajusta-
mento por sua repeticao. Assim, pode-se usar valores altos para as de treinamento,
reduzindo o impacto de cada época no aprendizado da rede. O mapa é entao calibrado, ou
seja, seus nds recebem a classes apropriada, utilizando o conjunto dbC'al.dat, e finalmente
o mapa ¢ validado utilizando o conjunto dbV al.dat.

A validacao do método foi feita utilizando-se um algoritmo simples para relacionar
acurdcia e nimero de com o objetivo de identificar regides de estabilidade em
que a rede treinada convergiu, de forma andloga a trabalho semelhante envolvendo treina-
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Figura 4.7: Raios de vizinhanca V. adotados. O raio inicial para a etapa de ordenacgao é
indicado pela cor vermelha. O raio inicial para a etapa de convergéncia, menor, é indicado
pela cor azul. As seta indicam o decréscimo do valor do raio em funcao do tempo.

Entrada: conjunto de treinamento T’
Entrada: conjunto de calibragem C
Entrada: conjunto de validacao V'
Entrada: épocas M

Saida : conjunto de acuracias A
Data: rede SOM treinada S

1 Inicializacao da rede SOM utilizando o procedimento randinit;
A — 0

for cada época m € M do
mapa «— Treinar(T,m);
mapa «— Calibrar(C, mapa);
acc — Validar(V,mapa);
A — AlJacc;

end

return A;

N

© 00 N O oA~ W

Figura 4.8: Algoritmo de treinamento da rede SOM.

mento de redes nao supervisionadas (Sinha et al., [2010). O funcionamento do algoritmo
¢ detalhado na Figura [4.§
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Com a informacao de e do conjunto A de acuracias coletadas, o gréafico re-
sultante é analisado e as regioes com melhor desempenho do classificador sao escolhidas.
Finalmente, o mapa[SOM] com a época e parametros de treinamento especificados através
da rotina [4.§ é treinado.

A implementacgao das rotinas Treinar, Calibrar e Validar é detalhada pela chamada
das respectivas rotinas da biblioteca SOM_PAK, a saber: randinint e vsom, vcal e visual.
Tais rotinas sao detalhadas por meio da descrigao de seus parametros no Anexoll} Secao[[.1]

De posse do modelo [SOM] treinado, é possivel extrair o valor de gerror e também a u-
matriz, ambos com relagao ao conjunto de validacao, para avaliar o grau de generalizacao
da rede. Os resultados desse treinamento sao exibidos e discutidos na Secao [5.1]

A anélise da matriz de confusao foi refinada utilizando os seguintes procedimentos.
As sequéncias correspondentes ao conjunto putativos fornecidos pela rede e de
putativos dos foram submetidas a uma busca por homologia no banco de dados
de proteinas Swiss-Prot. O ntmero de sequéncias de putativos restantes, depois
dessa filtragem, representam mRNAs putativos que se parecem com mRNAs reais, pre-
sentes no banco de dados de proteinas. A contrapartida positiva, por sua vez, representa
um provével falso positivo na identificacdo (PFP). Uma andlise pormenorizada da ano-
tagao das sequéncias, presente no cabecalho FASTA, retira do conjunto PFP os mRNAs
hipotéticos ou putativos assim denominados segundo anotacao de bidlogos. O conjunto
restante é o de falsos positivos obtidos para a rede. Finalmente, os conjuntos de putativos
ncRNAs dos quatro métodos sdo comparados, mostrando a porcentagem de similaridade
entre os métodos. Uma concordancia relevante entre os métodos pode indicar sequéncias
com sinais fortes nos organismos, construindo assim sequéncias-alvo de investiga¢oes mais
detalhadas em busca de outros sinais caracteristicos de E importante notar a
metodologia utilizada nesse experimento, facilmente implementavel como pipeline para
anotagao inicial automatizada de bons candidatos a ncRNAs.

Para o Segundo Experimento, o ambiente de trabalho utilizado foi formado por uma
méquina com processador de quatro nticleos fisicos Intel®Core™5 —2410M (2.30GH z),
4GB de RAM e Sistema Operacional Linux Fedora 16 (kernel 3.2.2 — 1.fc16.286_64).
As bibliotecas foram compiladas para arquitetura 64bits, exceto o software CAST, que
demandou suporte a bibliotecas de 32bits. Mais detalhes sobre a construgao do ambiente
de trabalho estdo no Anexo [[Il A rede utilizada pelo método SOM-Portrait foi
treinada utilizando a biblioteca SOM_PAK versao 3.1.

A rede [SOM]foi treinada de vérias formas diferentes, cada uma com objetivo distinto,
conforme enumeragao descrita na Tabela[d.9 A enumeragao respeita a ordem crondlogica
de criacao de cada rede, essencial para o entendimento da evolucao dos experimentos
desenvolvidos nesse trabalho.

O treinamento da rede 2 x 1 de Id 1 segue a metodologia de treinamento realizada
no Primeiro Experimento. Inicialmente da-se a chamada a rotina randinit utilizando o
conjunto dbTr2.dat. A topologia usada, entretanto, é a retangular, adotada para maior
controle da vizinhanca adotada na etapa de convergéncia do algoritmo, principalmente
na adogao de maior niimero de classes na camada de saida. A representacao feita na Fi-
gura demonstra a diferenca na escolha da vizinhanca feita pela adocao dessa topologia
numa rede 2 x 2. Como primeira rede[SOM] treinada com o novo conjunto de treinamento,
a escolha de 2 classes na camada de saida facilita a nomeacao das classes encontradas e
posterior avaliacao de resultados.
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Tabela 4.9: Diferentes redes SOM treinadas, de acordo com o ntimero e disposi¢ao de nés
na camada de saida, e objetivos a que se propoem.

’ Id ‘ Topologia da Rede ‘ Objetivo
1 | Rede 2 x1 Aplicada com conjunto dbT'r2.dat e 117 variaveis;
2 | Rede 3 x 1 Aplicada com conjunto dbT'r2.dat e 117 variaveis;
3 | Rede 3 x 2 Aplicada apds andlise do nimero de classes ideal

utilizando rede [ART
Aplicada com conjunto de atributos reduzido através
da metodologia [PCAL

Aplicada com conjunto de atributos reduzido através

da metodologia [PCA

4 | Rede 2 x 1

5 | Rede 2 x 2

Figura 4.9: Topologia retangular e raios de vizinhanga V, adotados para a rede 2 x 2. O
raio inicial para a etapa de ordenacao é indicado pela cor vermelha. O raio inicial para a
etapa de convergéncia, é indicado pela cor azul. As seta indicam o decréscimo do valor
do raio em funcao do tempo.

Novamente, a funcao de vizinhanca foi definida como gaussiana, e seu raio inicial
V.(0) = 2 na etapa de ordenacao e V,(0) = 1 na etapa de convergéncia.

As taxas de aprendizado nas duas etapas foram ajustadas, respectivamente, para
a(0) = 0,5 e a(0) = 0,05. O aumento da taxa de aprendizado é justificado pelo au-
mento de estimulos diferentes utilizados. Proporcionalmente, aumentou-se o ntimero de
fornecido para o programa de avaliacao de acurdcia utilizado no Primeiro Experi-
mento. Esse programa foi também utilizado para treinamento do mapa no Segundo
Experimento. Para tal, 1.000 sequéncias do arquivo dbV al2.dat foram utilizadas para
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construir um arquivo de calibragem dbCal2.dat. Esse arquivo é utilizado somente para
essa avaliacao de acuracia do treinamento.

Para a rede treinada apds o procedimento acima, a matriz de confusao utilizando o
conjunto dbV al2.dat foi construida e analisada, com as taxas e medidas de desempenho
da rede descritas no Capitulo [3| calculadas, bem como os valores de gerror e a gréafico
representando a u-matriz do espaco de decisao treinado. Os resultados dos diversos trei-
namentos de redes [SOM] utilizando somente o novo conjunto de treinamento sao expostos
e discutidos na Segao [5.2]

A rede de Id 2 usa topologia retangular, funcao de vizinhanca gaussiana, valores de
a(0) idénticos a Id 1, e raio inicial de vizinhanga nas etapas de ordenagao e convergéncia
de, respectivamente, V.(0) = 3 e V.(0) = 1. Em especial, essa rede representa o valor mé-
ximo de classes que os procedimentos empiricos conseguiram alcancar. Redes com mais
classes apresentaram desempenho inferior a essa rede (dados nao exibidos). Apés a adogao
do procedimento [ART] porém, outras classes puderam ser adicionadas de forma eficaz.
Especialmente para essa rede, a etapa de avaliagao inclui a avaliacao do desempenho da
ferramenta BLAST (Altschul et al., [1997)) aplicada as sequéncias do conjunto dbV al2.dat
agrupadas conforme os resultados da matriz de confusao. Tal andlise objetiva analisar
a capacidade do classificador em comparacao ao método BLAST, principalmente como
forma de encontrar bons candidatos a no conjunto de falsos positivos, comporta-
mento indesejado, que demonstra baixa especificidade da rede.

A rede de Id 3 foi treinada de forma idéntica a rede Id 2, e a rede de Id 4 foi treinada
de forma idéntica a rede Id 1.

A rede de Id 5 foi criada usando topologia retangular e funcao de vizinhanga gaussiana.
Na etapa de ordenacao foi atribuido «(0) = 0,5 e V.(0) = 2. A etapa de convergéncia
utilizou «(0) = 0,05 e V.(0) = 1.

4.5 O método ART-Portrait

O método ART-Portrait é proposto como adaptacao dos Passos 1, 3 e 4 do algoritmo des-
crito na Secao [£.1] Especificamente, o vetor de caracteristicas criado na etapa de extracao
de atributos segue o formato de valores separados por virgula (comma separated values ou
CSV), e as rotinas de treinamento e execugao utilizam a biblioteca ART-distance (Hudik
and Zizkaj, 2011). No Passo 1, alteragoes foram feitas nos parametros de configuragao do
algoritmo:

e Parametros de configuragao da rede [ART}

Diretorio de execucao da biblioteca ART-distance;
— Caminho para a rede [ART] treinado;

— Topologia (geometria) da rede |[ART}

— Numero de classes no eixo “x”;

Uo7,

— Numero de classes no eixo “y”;

e Parametros de configuracao de outras bibliotecas e do ambiente de trabalho:

— Diretério de execugao do programa ANGLE (Shimizu et al., 2006);
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— Versao do programa ANGLE utilizada (32 bits ou 64 bits);
— Diretério de execugao do programa CAST (Promponas et al., 2000);
— Versao do programa CAST utilizada (32 bits ou 64 bits);

— Diretoério temporario de trabalho

e Parametros de configuragao do vetor de atributos:

— Numero de varidveis numéricas no vetor de atributos;
— Formato do vetor de atributos (Formato CSV);

e Miscelanea:

— Quantidade de sequéncias por thread (somente para Passo 3 de extracao de
atributos).

A rede [ART] ndo utiliza conexdes laterais entre os neuronios, que caracterizariam a
necessidade de utilizacao de topologia e disposi¢ao de neuronios através dos parametros
z ey (Frank et all [1998; Kasabov, 1998; Hudik and Zizka) 2011)). Entretanto, a rotina
visual da biblioteca SOM_PAK é utilizada para escolher o neurénio mais préximo y. do
estimulo x; de entrada. Tal procedimento pode ser utilizado sem impedimento, assumindo
raio de vizinhanca V, = 1.

A biblioteca ART-distance é uma implementagao do algoritmo explanado na Segao[3.4]
Os parametros utilizados para treinamento sao descritos no Anexo 1, Secao . E impor-
tante frisar o funcionamento do parametro « fornecido a rede para treinamento. Sua
implementacao é descrita por [Frank et al., 1998 como uma etapa de escolha do protétipo
mais similar ao estimulo z;. O valor « € [0, \/Lm], onde m é o nimero de atributos numéri-
cos do vetor de caracteristicas, determina a quantidade de protétipos que serao avaliados,
de acordo com a Equagao [£.7]

tj =1, - wy , se w;, tiver sido visitado (4.6)
m
=o- Z i; , caso contrario (4.7)

i=1

O limite superior é decorréncia do calculo da atividade ¢; da rede, conforme algoritmo
exibido na Figura [3.10f Em suma, o valor de « determina a profundidade da busca por
protétipos existentes. O valor @ = 0 determina que o algoritmo buscara o protétipo de
estimulo mais préximo a x; em todos os protétipos visitados antes de utilizar um protétipo
nao visitado.

A validagao do treinamento da rede [ART]é feita avaliando o critério de parada imple-
mentado pela biblioteca ART-distance, valor de flutuacao e dos estimulos de entrada na
rede. O critério baseia-se no percentual de estimulos que trocam de cluster entre duas
consecutivas de treinamento. Um valor alto de e representa sinais muito confu-
sos ou pouca convergéncia dos valores dos prototipos. Um valor méximo k de flutuagao
é fornecido a rede, e caso e < k, o algoritmo considera a rede consolidada e termina o
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treinamento. Uma época maxima n também é fornecida ao algoritmo como critério de pa-
rada. Ao alcancar esse critério, o algoritmo retorna a melhor configuracao dos prototipos
encontrada em relagao a e. Fixando todos os outros parametros, redes [ART| foram treina-
das iterando o valor de vigilancia p, dentro de uma faixa de valores estimada como 6tima.
Para cada rede treinada, o grafico relacionando p adotado e e encontrado é apresentado
como resultado na Subsecao [5.2.4]

A rede [ART] foi treinada fixando os valores de treinamento n = 0,25, a = 0,01,
nimero méaximo de n =40 e e =0,05. O valor de nimero méximo de é
reduzido para o algoritmo porque, diferentemente da biblioteca SOM_PAK, cada época do
algoritmo ART-distance equivale a apresentacao de todos os estimulos a rede. Portanto,
a quantidade maxima de reflete a quantidade maxima de vezes que o estimulo é
apresentado. O valor de a é menor do que o valor padrao dado pela biblioteca. A adoc¢ao
desse valor permite uma pesquisa mais ampla por protétipos existentes compativeis com
o estimulo de entrada. Como efeito observavel, a criacao de classes com poucos estimulos
associados ¢ menos provavel, dependendo quase exclusivamente do valor de p adotado.
Isso permite realizar o procedimento de validacao descrito anteriormente. O valor da taxa
de aprendizado 7 foi estimado acima do valor correspondente utilizado na rede[SOM]|dado
o baixo numero de necessario, em alguns casos de treinamento, para o algoritmo
convergir.

A analise da matriz de confusdo permite avaliar a distribuicao de sequéncias codifi-
cantes e nao codificantes por classe e nomear, de acordo com a predominancia de uma
ou outra, a classe como “Codificante” ou “Nao codificante”. A partir dessa nomeagcao, as
medidas de desempenho descritas no Capitulo|3|sao calculadas e discutidas na Segao|[5.2.6
A medida de gerror também é reportada para cada rede [ART] treinada.

4.6 Analise de Componentes Principais

A motivacao principal para a analise de componentes principais é a de reduzir o grande
nimero de varidveis numéricas extraidas no Passo 3 do algoritmo SOM-Portrait. Essa
reducao implica, além da reducao do tempo necessario para executar as operacgoes de
treinamento no algoritmo, a reducao da complexidade dimensional do conjunto de trei-
namento. Bem realizada, essa redugao pode suprimir sinais muito fracos, muito difusos
ou pouco relacionados aos sinais mais intensos. A escolha dos atributos, explanada na
Subsec¢ao claramente contém redundancias desnecessarias 4 rede. Como exemplo, a
ocorréncia do trinucleotideo AAA incorre na excitacao proporcional dos parametros de
frequéncia do dinucleotideo AA e do nucleotideo A. Essa forte correlacao, nesse caso, nao
proporciona contribuicao relevante ao problema de classificacao de ncRNAs.

Avaliar o grau de correlagao entre duas variaveis nao é tarefa trivial. Para alcancar
esse objetivo, a biblioteca FactoMineR (Le et al., 2008|) foi utilizada. A biblioteca per-
mite uma vasta gama de andlises dimensionais e de agrupamento de dados numéricos em
clusters. Analise de componentes principais, analises de agrupamentos hierarquicos e ana-
lises estatisticas diversas sao algumas das fungoes disponiveis. Nesse trabalho, somente a
funcionalidade de execucao de [PCA] foi utilizada.

O conjunto de dados de treinamento dbTr2.dat foi utilizado para a[PCA] O script R
com todas as operacgoes realizadas ¢ disponibilizado como Material Complementar. Os
comandos utilizados sdo exibidos no Anexo [l Secao [[.4]
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Para selecionar os melhores atributos, utilizam-se duas abordagens: a primeira, base-
ada somente na informacao de autovalores relativos as 6 variaveis com maior contribuicao
de variancia no conjunto, e a segunda, utilizando também a matriz de correlagao R entre
as 117 varidveis. Foram escolhidas 6 variaveis baseado na contribuicao cumulativa da
variancia dessas varidveis, totalizando ~ 49%, um valor considerado satisfatério para o
experimento. Também analisa-se a representacao grafica para as 6 melhores variaveis,
construida nos moldes do exemplo dado na Figura|3.3] Para a construcao desses graficos,
utilizou-se um critério de selecao de variaveis baseado na contribuicao da projecao dessas
varidveis no plano, dada pelo valor cos? da projecao m(qq, ¢5) explicada na Subsecio .

Outro grafico apresentado como resultado da[PCA]relaciona os exemplares do conjunto
dbTr2.dat em relagao as duas variaveis de maior contribuicao de variancia utilizadas como
eixos = e y da andlise. O resultado exibe o grau de separacao dos exemplares codificantes
e nao codificantes, o que auxilia a observacao do espaco de decisao do conjunto antes da
aplicagao de algoritmos de agrupamento.

Os resultados da [PCA] sao aplicados as redes [ART] e [SOM] treinando os mapas ja
mencionados nas Segoes [£.4] e [£.5] e discutidos na Segao [5.2.7]

4.7 Etapa supervisionada utilizando LVQ

O propdsito da implantacao da rotina supervisionada baseada no algoritmo de Learning
Vector Quantization tem raiz na necessidade de refino do espaco de decisao construido
pelas redes e , propésito ideal do algoritmo (Kohonen et al.| |1996a; Haykin,
1999), conforme descrito na Secdo [3.3]

A aplicacao do algoritmo baseia-se na adaptagao dos vetores de peso w; de uma rede
[ART] ou [SOM] previamente treinadas e nomeadas. Essa adaptacao ¢ feita com conjunto
de treinamento construido de forma a reforcar os pesos com os estimulos de entrada cujo
nome de classe é equivalente ao nome de classe do neuronio vencedor y.. Sendo assim,
faz-se necessaria a adaptacao de um conjunto de treinamento a partir dos dados de trei-
namento descritos na Sec¢ao Obviamente, a aplicagao do préprio conjunto dbTr2.dat
novamente a rede contribuird pouco. Portanto, optou-se por adaptar as 50.000 sequéncias
do conjunto dbV al2.dat para esse fim. Os exemplares oriundos de CP foram nomeados
“Noncoding”, e os vindos de CIN, “Coding”, de acordo com o formato SOM_PAK exem-
plificado pela Tabela 4.5, Esse conjunto foi nomeado dbLvgOptl.dat. Outro conjunto de
treinamento foi proposto, esse mais direcionado, contendo somente sequéncias da familia
Rfam nao utilizadas no treinamento, e, em numero igual, sequéncias codificantes para
o controle negativo. Esse conjunto totaliza 7.200 sequéncias. O conjunto foi nomeado
dbLvqOpt2.dat.

A biblioteca LVQ_PAK versao 3.1 (Kohonen et al., [1996a)) foi utilizada para os pro-
cedimentos de treinamento. Para o treinamento, o algoritmo OLVQ1 foi escolhido, por
sua rapida convergéncia, simplicidade de cédigo e suporte aos dados de treinamento das
redes [ART] e [SOM] utilizadas. O método otimizado utiliza procedimento semelhante ao
descrito na Se¢ao [3.3] com parametros e configuracao descritos no Anexo [ Segao O
método recebe como principais entradas o conjunto de treinamento e a rede treinada a
ser otimizada no formato SOM_PAK.

O treinamento do algoritmo com o conjunto dbLvqOptl.dat foi realizado com taxa
de aprendizado «a.(0) = 0,1 com decréscimo linear em relacdo & época, que representa
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um bom compromisso entre nimero de e quantidade de informagao no conjunto
dbLvgOptl.dat. Um valor de época fixa 2.500.000 foi utilizado, baseado num valor empi-
rico do nimero de iteragoes desejadas para o algoritmo. Para o conjunto dbLvqOpt2.dat,
o valor de foi reduzido para 360.000, refletindo o tamanho menor do conjunto. O
valor de a.(0), porém, foi mantido em 0, 1.

O conjunto de validacao dbV al.dat nao pode ser utilizado, nesse caso, para avaliacao
do treinamento Para esse fim, o trabalho baseia-se somente na interpretacao dos
dados de teste descritos na Secao [£.3.2] Para os redes [SOM] refinadas com essa etapa de
treinamento supervisionado, calcula-se também o valor de gerror, utilizando o préprio
conjunto dbVal.dat, como forma de eliminar erros grosseiros no treinamento, e também
apresenta-se a representacao por u-matriz da rede refinada. A etapa supervisionada uti-
lizando os dois conjuntos diferentes de treinamento foi aplicada as redes antes e depois
da redugao dimensional proporcionada pelos resultados da [PCA] todos os resultados des-
critos em respectivas subsecoes, para cada experimento nao supervisionado discutido no

Capitulo 5]
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Capitulo 5

Resultados

Nesse capitulo, exibe-se e discute-se os resultados de todos os treinamentos e procedimen-
tos explanados no Capitulo[d Para efeitos de organizagao, divide-se, como no Capitulo [4]
os resultados em dois blocos, chamados doravante “Primeiro Experimento”, explanado na
Segao [0.1] e relativo ao SOM-Portrait com o conjunto descrito na Secao [4.2]

e “Segundo Experimento”, detalhado na Secao [5.2] e relativo a Andlise de Componente

Principal e dos algoritmos [SOM] [ART] e [LVQL

5.1 Primeiro Experimento

Apresenta-se os resultados do [treinamento| para o Primeiro Experimento, a [validacaol da
rede e estudo de caso, ou etapa de [teste] da rede, com objetivo de avaliar o grau de

generalizacao do utilizando dados biolégicos reais. O Primeiro Experimento
refere-se a etapa inicial de estudo da aplicacao de redes nao supervisionadas a um conjunto
de treinamento utilizado pelo identificador CONC ([Liu et al., 2006]), usando, como medida
de desempenho da rede, a comparacao com outras ferramentas de proposito semelhante.

5.1.1 Treinamento da rede SOM

Conforme descrito na Se¢ao [4.2] um programa foi desenvolvido para relacionar os valores
de acuracia do método aplicado ao conjunto dbVal.dat de validagao com o nimero de
m do algoritmo, com o objetivo de encontrar um ponto satisfatorio de convergéncia
do algoritmo. Para o ambiente de execugao do Primeiro Experimento descrito no Capi-
tulo 4 cada etapa de [treinamento] e [valida¢ao] do modelo consumiu de aproximadamente
~ 10s, iteradas 500 vezes, totalizando =~ 1,2h de execugao. O gréfico na Figura [5.1] exibe
os resultados do da rede SOM] 2 x 2 utilizando os dados de treinamento e
validacao do Primeiro Experimento.

A linha azul no grafico significa o valor da acuracia. Os saltos no grafico evidenciam
regioes em que a rede nao consegue convergir eficientemente. Uma boa regiao nesse grafico,
portanto, é uma regiao de alta acurdcia que esteja distante de saltos. E importante
notar que, apesar do algoritmo apresentar uma aparente convergéncia ja nas primeiras
lépocas| de [treinamentol ainda ha relevante componente aleatério, resultante da adocgao
de pesos aleatorios pela rotina randinit. O contrario também é verdade: a medida em
que acumulam-se na etapa de convergéncia da rede, os sinais relevantes para a
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Figura 5.1: Grafico de treinamento da rede SOM 2 x 2 treinada com o conjunto dbT'r.dat
no Primeiro Experimento.

noncoding1 coding1

noncoding2 coding2

Figura 5.2: U-matriz para a rede SOM treinada no método SOM-Portrait.

classificagao sao continuamente estimulados. Esse estimulo continuo pode cessar, situagao
em que a rede converge e o estabiliza os pesos nos vetores de referéncia.
Entretanto, também é possivel que um estimulo continuo leve a um super ajustamento
da rede para o conjunto de treinamento dbT'r.dat. O valor étimo de encontrado
para o da rede é de 2.340 para a etapa de ordenacao e 23.400 para a etapa
de convergéncia, o que resultou num mapa com acuracia estimada em 88%.

A partir da calibragem do nés do mapa [SOM] feita através do procedimento veal da
biblioteca SOM_PAK (Kohonen et al.,[1996Db), foi possivel determinar o espaco de decisao
criado pelo algoritmo apds o [treinamento] A sua divisdo das classes e a topologia do
mapa podem ser observados pelo diagrama da Figura[5.2, gerado pela rotina umatriz da
biblioteca.

A Figura revela que uma das classes de ncRNAs esta mais préxima das outras duas
classes de mRNAs do que da outra classe de ncRNAs. Essa classe afastada provavelmente
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Tabela 5.1: Matriz de confusao para a rede SOM 2 x 2 treinada no Primeiro Experimento.

Predito
Classe 1 Classe 2 Classe 3 Classe 4
Codificante 35 63 2 150
Real Nao
Codificante 149 19 67 15

Tabela 5.2: Medidas de performance P para a rede SOM 2 x 2 do Primeiro Experimento.

Precisao Recall Especificidade
0,864 0,854 0,862

Acurécia Medida F MCC
0,858 0,859 0,620

¢ gerada por um sinal bem caracterizado, enquanto que as classes mais miscigenadas
podem indicar uma interacao entre classes codantes e classes nao codantes, talvez exer-
cida por conjuntos de ncRNAs com trechos codantes. Mais provavelmente, porém, tal
propriedade é causada por uma insuficiéncia de dados de treinamento para uma caracteri-
zagao fidedigna da variedade de agrupamentos possiveis para o problema, dado o tamanho
reduzido de dbT'r.dat.

A matriz de confusao para a melhor rede treinada foi construida para avaliar precisa-
mente o conforme as medidas de performance da rede apresentadas anteri-
ormente. A Tabela [5.1] sumariza os resultados obtidos.

Os resultados utilizam as 500 sequéncias do conjunto de dados de validacao dbV al.dat.
As informacgoes foram utilizadas para nomear as Classes 1, 2, 3 e 4, respectivamente,
como “Noncodingl”, “Coding1”; “Noncoding2” e “Coding2”. A utilizacao reflete somente a
disposicao topoldgica dos neuronios, conforme descrigao na Figura A caracterizacao
de classe codificante ou nao codificante é conceituada pela quantidade de exemplares
que a perfaz. A partir dos dados coletados, constréi-se a Tabela [5.2] com os valores de
performance obtidos pela rede, conforme medidas descritas no Capitulo [3]

Os resultados demonstram acuracia préxima da estimada pela etapa de [freinamentol
A especificidade, relacionada com a capacidade inerente a rede de reconhecer o conjunto
negativo de exemplares, orbitou em torno de um ntimero similar a precisao. Isso indica
um equilibrio no sinais codantes e nao codantes, refletido na medida F como um valor
bem proximo a acurdcia. Em comparagao a outros métodos identificadores, porém, o
método ¢é inferior em termos de acuracia. Comparando-se diretamente com o método
CONC, de onde as sequéncias de treinamento se originam, a sensibilidade e especificidade
obtidas através de método de cruzada com 10 parti¢oes foram de 0,98 e 0,97,
respectivamente.

O valor da medida F obtido refor¢ca o entendimento dado pelos valores de precisao
e recall. O valor de recall menor, entretanto, é sinal de alerta, podendo significar uma
taxa elevada de falsos positivos. Os experimentos utilizando dados de fungos deverao
solucionar esse questionamento com um célculo detalhado da taxa de falsos positivos. Ja
o valor do coeficiente de correlacdo de Matthews retorna valores na faixa [—1, 1], como
descrito no Capitulo [3] O valor obtido demonstra, portanto, que o classificador atua de
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forma razodavel, com evidente vantagem na identificacao do conjunto positivo dos dados
de validagao.

E importante frisar também que, para os objetivos desse Primeiro Experimento, ex-
postos no Capitulo [d, os valores encontrados demonstraram a capacidade da rede nao
supervisionada identificar corretamente os sinais codantes e nao codantes dentro de um
conjunto de treinamento nao especificamente criado tendo em mente a utilizacao desse
tipo de algoritmo de

Outro ponto importante a salientar diz respeito a capacidade de classificacao dos dados
em multiplas classes. Tendo por referéncia algoritmos supervisionados baseados em [SVM]
o problema de divisao em muiltiplas classes é normalmente implementado por uma aborda-
gem tudo-ou-nada, em que varios classificadores binarios sao treinados para reconhecer ou
nao uma das k classes de dados do problema (Crammer et al.,[2001; Manning et al., |2008)).
Tal abordagem pode utilizar o resultado discreto da classificagao do algoritmo, ou o valor
continuo da fun¢ao f de decisao utilizada. De qualquer forma, a exigéncia do
de vérias redes impoe uma série de cuidados e restrigcoes aos conjuntos de treinamento.
Aplicado ao problema de identificacao e classificacao de ncRNAs, as medidas restritivas
podem tornar invidvel a sele¢do de exemplares para [freilnamentol

Para os resultados de analise do erro de quantizacao das redes, deve-se considerar o
intervalo gerror € [0; 10, 82], baseado num valor minimo e méximo atribuido a todas as
117 varidveis numéricas normalizadas extraidas para os diversos conjuntos de dados. O
valor de gerror extraido para a rede 2 x 2 treinada foi de ~ 0, 765. Nesse trabalho, redes
com valores de gerror > 1,1 de um conjunto qualquer de dados foram consideradas redes
com considerdvel dispersao dos agrupamentos criados, o que corresponde a ~ 10% do
valor maximo de gerror. O valor obtido para essa rede é satisfatorio, porém, é um valor
que, novamente, pode nao refletir fidedignamente o grau de convergéncia da rede, dado
o tamanho reduzido do conjunto de treinamento e do conjunto de validacao dbVal.dat
utilizado. Todavia, o resultado d4 um bom indicio da eficdcia do da rede nao
supervisionada utilizando um conjunto criado inicialmente para uma rede supervisionada

baseada em (Liu et al. 2006).

5.1.2 Estudo de Caso

Os métodos Infernal (Nawrocki et al., [2009) e CPC (Kong et al., 2007)) foram executados
em ambientes de trabalho diferentes do detalhado no Capitulo[4] inviabilizando a obten¢ao
comparativa dos tempos de execugao. Empiricamente, o tempo de execucao desses dois
métodos tende a ser elevado, por suas caracteristicas respectivas de analise estrutural por
meio de complexos modelos matematicos (Nawrocki et al. |2009) e busca de homologia
em grandes bancos de dados de proteinas (Kong et al., [2007).

Resultados com o P. brasiliensis

A verificacao de formato valido de sequéncias, para o método Portrait, descartou 11 das
6.022 sequéncias de RNA] do P. brasiliensis. A Tabela [5.3] mostra os resultados para a
obtencao dos falsos positivos nos 4 métodos. Na tabela, as linhas referem-se as predigoes
obtidas pelos diversos algoritmos, e as colunas referem-se, respectivamente, ao nimero
de sequéncias preditas, a quantidade de sequéncias com semelhanca elevada ao banco de
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Tabela 5.3: Resultados para obtencao da taxa de falsos positivos dos 4 métodos avaliados
para o organismo P. brasiliensis.

Sequéncias Sequéncias Falsos

semelhantes | Positivos (%)
SOM-Portrait (ncRNA) 1.127 61 5,28%
Portrait (ncRNA) 959 11 1,28%
CPC (ncRNA) 1.985 30 1,51%
Infernal (ncRNA) 420 25 5,95%

proteinas Swiss-Prot (Boeckmann et al., 2002) utilizando BLAST (Altschul et al. 1997)
com e = 1-107°, conforme descrito na Segao do Capitulo [d

A porcentagem de falsos positivos mantém-se equivalente entre 3 dos 4 métodos. Os
resultados do método Infernal, proporcionalmente, sao equivalentes, porém, o método
conseguiu identificar menos ncRNAs nas sequéncias do P. brasiliensis. O Infernal utiliza
um valor equivalente ao escore de similaridade e do BLAST. Para o experimento, utilizou-
se e = 0,01, uma medida convencional de busca utilizando toda a extensao de familias
do Rfam (Gardner et al., 2009). Apesar disso, os resultados sugerem que o valor de e
foi muito restritivo, por causa do baixo niimero de similaridades obtidas. Mesmo com tal
restricao, a taxa de falsos positivos seguiu a proporcao encontrada nos outros métodos,
exceto para o método CPC, com apenas 1,51% de sequéncias semelhantes ao banco Swiss-
Prot. O bom desempenho do CPC, por sua vez, é resultado direto do uso de informagao
de homologia com o banco de proteinas UniRef90 (Kong et al., 2007} swi, |2012).

Observacao pertinente é dirigida ao valor de falsos positivos obtido pelo método SOM-
Portrait. Apesar da verificacao, na fase de [validacao| do [treinamento| de um desequilibrio
entre precisao e recall, que poderia incorrer em aumento de predigoes incorretas de nc-
RNAs, constatou-se uma proporc¢ao similar aos outros métodos. Particularmente, Portrait
baseia-se num conjunto de treinamento diferente do conjunto utilizado pelo SOM-Portrait
nesse experimento. Isso consolida o entendimento de que o método nao sofre com o pro-
blema de baixa sensibilidade.

Outra ponderacao importante é a interpretagao da primeira linha, referente a mRNAs
putativos, incluidos para controle da especificidade da contrapartida negativa da classifi-
cagao do método. O método BLAST, nesse caso, atua para verificar a taxa de verdadeiros
negativos com forte sinal codificante. Como indicado na tabela, mais da metade das
sequencias apresenta tal sinal. Comparado as informagoes disponiveis sobre o organismo,
~ 38% dos transcritos correspondem a sinais codantes confidveis, conforme anotacao do
projeto (Arrial et al., 2009), proporgao respeitada pela classificagdo do método SOM-
Portrait. Essas informacoes indicam boa especificidade do método para o conjunto de
teste desse organismo.

A Figura [5.3| retrata o diagrama de Venn entre os métodos CPC, Portrait e
SOM-Portrait . Os resultados mostram, em média, uma concordancia de aproxima-
damente metade das sequéncias putativas ncRNAs dos métodos. Apesar de divergentes,
as predi¢oes podem ser refinadas por uma medida de qualidade para obter as sequéncias
de consenso unanime entres os métodos. Tal medida é dada por um valor de corte forne-
cido ao método Infernal. Essa intersecdo entre os 4 métodos (incluindo o método Infernal)
foi de aproximadamente 140 sequéncias, reduzida pelo nimero reduzido de sequéncias pu-
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Figura 5.3: Comparagoes entre os conjuntos de putativos ncRNAs dos métodos CPC,
Portrait (SVM) e SOM-Portrait (SOM) para o organismo P. brasiliensis.

tativas ncRNAs encontradas pelo Infernal. O Infernal utiliza exclusivamente informagao
estrutural sobre ncRNAs. Alguns ncRNAs, porém, nao contém informacao estrutural, ou
contém informacao pouco descrita nos bancos de referéncia utilizados pelo programa. Isso
reduz o poder classificatorio da ferramenta, principalmente por nao conter informacao
explicita de exemplares codantes.

A proximidade entre SOM-Portrait e CPC é mais acentuada, apesar do SOM-Portrait
nao utilizar informacao de homologia que o CPC utiliza, mostrando que a rede é ca-
paz de assimilar informacoes complexas sobre as sequéncias sem precisar de métodos que
exigem recursos computacionais vultosos. Outra observacao é a de quantidade de sequén-
cias. O método CPC, com quase 2.000 sequéncias putativas ncRNAs, tem as maiores
intersecoes com outros métodos, sem implicar, necessariamente, na qualidade das predi-
¢oes. Os autores utilizam muitas informacoes relacionadas a proteinas para construir o
vetor de caracteristicas (Kong et al.. 2007), o que pode causar falta de bons parametros
para a identificacao do conjunto negativo, e reduzir a precisao do algoritmo. No método
SOM-Portrait, o cuidado com a selecao de informacoes relevantes para a identificacao de
ncRNAs, como concentracao de dinucleotideos GC', presenca de pequenas ORF's, baixa
complexidade do peptideo formado, entre outras, é um diferencial que tenta minimizar
esse Tisco.

Finalmente, considerando-se a proposta de pipeline idealizada na Segao do Ca-
pitulo 4| para anotacao automatica de ncRNAs, essas 140 sequéncias teriam anotagao
equivalente ao trabalho de 4 identificadores diferentes, utilizando sinais estruturais, com-
posicionais, termodinamicos e por homologia para sua decisao final.
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Tabela 5.4: Resultados para obtencao da taxa de falsos positivos dos 4 métodos avaliados
para o organismo C. immitis.

Sequéncias Sequéncias Falsos

semelhantes | Positivos (%)
SOM-Portrait (ncRNA) 1.072 48 4,48%
Portrait (ncRNA) 850 18 2,12%
CPC (ncRNA) 851 10 1,18%
Infernal (ncRNA) 474 28 5,91%
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Figura 5.4: Comparagoes entre os conjuntos de putativos ncRNAs dos métodos CPC,
Portrait (SVM) e SOM-Portrait (SOM) para o organismo C. immitis.

Resultados com o C. immitis

Nenhuma sequéncia foi descartada na filtragem das 9.757 sequéncias de RNA| do fungo
C. immatis. A Tabela mostra os resultados para a obtencao dos falsos positivos nos 4
métodos.

Comparados aos resultados obtidos para o organismos P. brasiliensis, a Tabela [5.4] é
muito semelhante. Dada a proximidade filogenética entre os dois organismos dos métodos,
a proximidade de resultados é realmente esperada. O nimero reduzido de Falsos Negativos
obtidos em ambos os experimentos é decorrente da especificidade obtida de 0,862%. De
uma forma geral, a rede [SOM]identificou melhor a contrapartida negativa do conjunto de
validacao e também, de forma presumida, nos testes. Andlises biolégicas mais detalhadas
devem ser ainda realizadas para confirmar a performance da rede com esses dados de
fungos. A Tabela mostra as comparacoes dos conjuntos de putativos ncRNAs entre
os métodos CPC, Portrait e SOM-Portrait.

Seguindo o comportamento evidenciado no experimento com o fungo P. brasiliensis, a
Figura demonstra, mais uma vez, que o método SOM-Portrait, mesmo ao identificar
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Tabela 5.5: Resultados para obtencao da taxa de falsos positivos dos 4 métodos avaliados
para o organismo A. oryzae.

Sequéncias Sequéncias Falsos

semelhantes | Positivos (%)
SOM-Portrait (ncRNA) | 1.127 61 26,13%
Portrait (ncRNA) | 1.445 264 18.27%
CPC (ncRNA) 1.868 223 11,94%
Infernal (ncRNA) 376 110 29,26%

quantitativamente mais ncRNAs do que os outros métodos, nao se distancia das predicoes
desses métodos. Pelo contrario, infere-se que a rede treinada conseguiu assimilar as prin-
cipais caracteristicas exploradas pelas redes neurais de CPC e Portrait. Essa assimilacao,
em redes de alta plasticidade como e [ART], pode ser explicada pela alta complexi-
dade do espago multidimensional dos vetores de entrada que a funcao de kernel da rede
[SVM] precisa tratar.

Além disso, é interessante notar que, apesar dos métodos Portrait e CPC terem encon-
trado nimero de sequéncias préoximos, 850 e 851, respectivamente, a Figura mostra
que os dois métodos tiveram as menores intersecoes. Em contrapartida, as intersecoes
entre SOM-Portrait e os dois métodos se mantém proporcionalmente iguais aos outros
experimentos, sendo que o numero de putativos ncRNAs é um pouco maior. Esses re-
sultados reforcam a idéia de um pipeline envolvendo os varios métodos utilizados para

uma anotacao automatizada de ncRNAs mais segura, acelerando a andlise e estudo de
ncRNAs.

Resultados com o A. oryzae

Nenhuma sequéncia foi descartada na filtragem das 9.051 sequéncias de do fungo
A. oryzae. A Tabela mostra os resultados para a obtencao dos falsos negativos nos 4
métodos.

E importante notar que a andlise textual das anotagoes do organismo nao conseguiu
filtrar possiveis proteinas putativas e hipotéticas, portanto, o nimero de Falsos Positivos
pode ainda ser bastante reduzido. De uma maneira geral, assim como nos organismos P.
brasiliensis e C. immiatis, o método SOM-Portrait parece se aproximar de forma equiva-
lente dos métodos Portrait e CPC, evidenciando talvez uma assimilacao das caracteristi-
cas fundamentais de classificacao utilizadas pelos dois métodos. A porcentagem de Falsos
Positivos, proxima a encontrada para os dois métodos, indica que essa assimilagao nao
significa que os critérios de classificagao foram relaxados, pelo contrario, pode-se inferir
que o método SOM-Portrait conseguiu incorporar informagoes bastante diferentes entre
os dois métodos. A Figura [5.5] torna evidente essa andlise.

Como dito anteriormente, o método SOM-Portrait pode representar um consenso en-
tre os métodos CPC e Portrait, incorporando sequéncias putativas ncRNAs de ambos
os métodos, sem perder com isso rigor na classificacao. Adicionando o método Infernal,
obteve-se uma intersecao final entre os 4 métodos de 120 sequéncias. Os resultados equiva-
lentes entre os trés organismos, filogeneticamente préximos, reforca a correicao do método
SOM-Portrait, que evidenciou comportamentos parecidos para esses organismos.
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Figura 5.5: Comparacgoes entre os conjuntos de putativos ncRNAs dos métodos CPC,
Portrait (SVM) e SOM-Portrait (SOM) para o organismo A. oryzae.

Os resultados discutidos no Primeiro Experimento conduziram as atividades iniciais do
trabalho. Revelou-se boa proposta a utilizacao de classificadores de ncRNAs baseados em
métodos por [AM] nao supervisionados ao problema. Apesar dos problemas de pequenos
conjuntos de treinamento e validacao, a rede foi capaz de generalizar o conhecimento
adquirido de forma satisfatéria. As préximas andlises referem-se ao Segundo Experimento,
realizados numa etapa posterior desse trabalho, que tentam resolver os varios problemas
e desafios encontrados nessa primeira abordagem, conforme explanado na Secao 4.1}

5.2 Segundo Experimento

De forma semelhante, apresentam-se os resultados do Segundo Experimento. O Segundo
Experimento versa sobre a utilizagao de um conjunto de treinamento especialmente fabri-
cado para o problema de identificacao e classificacao de ncRNAs utilizando redes neurais
de nao supervisionado. Para medida de desempenho da rede, novo caso de
estudo também foi designado, conforme detalhes informados na Secao [4.3|

Para os algoritmos [SOM] [ART] e [LVQ)], os resultados do [treinamentd], [validacao| da
rede e estudo de caso sao explicados, bem como os resultados da Analise de Componente
Principal aplicada aos atributos numéricos utilizados pelos métodos.

5.2.1 Treinamento da rede SOM

Utilizando os novos conjuntos de treinamento, o procedimento de pesquisa da melhor
acuracia relativa ao conjunto de validacao através da variacao do nimero maximo de
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Figura 5.6: Resultados de acuracia do treinamento da rede SOM com topologia 2 x 1
retangular utilizando o conjunto de validacao dbV al2.dat.

foi conduzido para redes[SOM|de 2 x 1, 3 x 1 e 3 X 2 nés na camada de saida. Os
resultados para a rede 2 x 1 sao exibidos na Figura [5.6]

Os valores de méximas F transitaram de 0 a 120.000. O valor E = 120.000
maximo foi escolhido como limite superior para que cada estimulo de entrada x; tenha
a probabilidade de aproximar-se dos 2 neuronios da camada de saida, tendo em vista
os 60.000 exemplares do conjunto de treinamento. Aliado a pequena taxa de aprendi-
zado, esse procedimento permite um aprendizado mais vagaroso, ideal para essa etapa de
pesquisa. Todavia, o grafico demonstra que a conversao ocorreu de forma rapida, possi-
velmente por causa da semelhanga dos conjuntos dbTr2.dat de e dbVal2.dat
de validagao.

Partindo de uma acurédcia préxima de uma situacao aleatéria, a rede rapidamente
converge para uma acurdcia média de 92,4%. A época final escolhida para
da rede 2 x 1 foi de 120.000 para a etapa de ordenacao e 1.200.000 para a etapa de
convergencia.

A Figura [5.7] exibe o grafico de treinamentos para a rede 3 x 1. Os valores de
maximos escolhidos foram 0 < F < 360.000. Novamente, uma situagao de estabilidade
da acuracia foi atingida rapidamente. O valor médio de acuracia obtido na situagao nessa
situacao foi de 91,1%. A redugao sofrida nao era esperada, pelos resultados obtidos
no Primeiro Experimento, em que redes de até 2 x 2 neuronios foram treinadas com
valores de acurdcia préximos de 88%. E importante lembrar, como justificativa desse
comportamento, que o aumento de estimulos de entrada altera significativamente todo o
processo de

Na Figura[5.8] os resultados para os diversos treinamentos da rede 3 x 2 sao exibidos. A
acuracia étima calculada para o experimento foi de 91, 8%. As flutuacoes observaveis entre
100.000 e 200.000 [épocas| de [treinamento| reforcam o entendimento dos valores de época
méaxima utilizados, proporcionais ao nimero de neuronios a serem estimulados na camada
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Figura 5.7: Resultados de acuracia do treinamento da rede SOM com topologia 3 x 1
retangular utilizando o conjunto de validacao dbV al2.dat.
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Figura 5.8: Resultados de acurdcia do treinamento da rede SOM com topologia 3 x 2
retangular utilizando o conjunto de validacao dbV al2.dat.

de saida. Uma observagao experimental recorrente foi a de mudanca de nomeagoes dadas
as classes durante o [freinamento] comportamento que influencia diretamente a acurdcia
medida pelo procedimento.

Os valores de época maxima selecionados para as etapas de ordenagao e convergéncia
do algoritmo [SOM] aplicado & rede 3 x 2 foram de, respectivamente, 720.000 e 7.200.000.
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Tabela 5.6: Matriz de confusao com resultados da validagao da rede SOM 2 x 1 utilizando
o conjunto dbVal2.dat.

Predito
Classe 1 Classe 2
Codificante 1249 23751
Real N
Codificante 212066 3734

Tabela 5.7: Medidas de performance P para a rede SOM 2 x 1.

Precisao Recall Especificidade
0,851 0,945 0, 864

Acuracia Medida F MCC
0,900 0,895 0,670

5.2.2 Validagao da rede SOM

As trés redes descritas anteriormente foram treinadas utilizando o conjunto de validacao
dbVal2.dat. Para a rede 2 x 1 treinada, a Tabela [5.6] sumariza as predicoes obtidas
nas colunas, uma para cada neuronio da camada de saida, confrontadas com o resultado
esperado (linhas “Real”).

Dos resultados exibidos, depreende-se que a Classe 1 representa o grupamento positivo,
com sinal nao codificante mais intenso do que na Classe 2, que representa o grupamento
negativo. E importante notar que, durante os experimentos, nem todas as redes obtiveram
uma separacao entre conjuntos codantes e nao codantes; os resultados ruins oriundos de
mas escolhas para os valores de[épocasmaximas. Como o algoritmo nao possui outra forma
de critério de parada, varios experimentos tiveram que ser realizados até encontrar uma
conformacao estavel para o conjunto de validacao dbVal2.dat. Aqui, é mister reiterar
a necessidade de um conjunto de validacao com variabilidade e niimero de exemplares
préximo do conjunto de treinamento, propriedade fundamental para uma boa
do método.

A partir dos dados exibidos na matriz da Tabela os calculos das medidas de
performance foram realizados. Os resultados aparecem na Tabela [5.7 Nesse trabalho,
os identificadores e classificadores de ncRNAs que nao utilizam informagcoes especificas
de familias de obtiveram valores de especificidade maiores do que os de sensi-
bilidade (Liu et al.l [2006; |Arrial et al. [2009). No caso do PORTRAIT, as observagoes
sao confirmadas com dados do autor. No caso do CPC, o resultado evidencia um com-
portamento esperado, devido a grande quantidade de informagcao referente a proteinas
utilizado pelo programa. De forma geral, entretanto, classificadores de ncRNAs nao espe-
cificos tendem a apresentar maior coesao do sinal codificante. Os sinais nao codantes sao
mais variaveis, consequéncia 6bvia da imensa variedade de familias, classes e estruturas
de ncRNAs existentes.

O alto valor de recall obtido pela rede, acompanhado por um valor inferior de precisao,
indicam a tendéncia da rede[SOM]|treinada de escolher menos candidatos a ncRNAs, porém
com maior qualidade. O valor de gerror extraido para a rede 2 x 1, utilizando o conjunto
de validacao dbV al2.dat foi de 0,934, valor préximo ao obtido pela rede 2 x 2 no Primeiro
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Figura 5.9: Representacao por u-matriz da rede SOM 2 x 1 treinada com o conjunto

dbTr2.dat.

Tabela 5.8: Matriz de confusao com resultados da validagao da rede SOM 3 x 1 utilizando
o conjunto dbV al2.dat.

Predito
Classe 1 Classe 2 Classe 3
Codificante 1241 864 22895
Real Nao
Codificante 21262 619 3119

Experimento, de ~ 0, 765. Levando-se em conta o numero reduzido de classes, que pode
ocasionar maior variancia dos sinais dentro de um agrupamento, e, principalmente, do
niumero muito reduzido de sequéncias de validagao utilizadas para obter o valor de gerror
no Primeiro Experimento, os valores encontrados para o erro de quantizacao podem ser
considerados equivalentes. Esse entendimento demonstra que o conjunto de treinamento
criado tem boa conformacao de exemplares de ambos os controles. O valor aprimorado
de MCC obtido também consolida os resultados favoraveis dessa nova rede.

Analisando o espaco de decisao descrito pela u-matriz da rede 2 x 1 treinada, repre-
sentada pela Figura [5.9] a divisao entre os agrupamentos “Coding” e “Noncoding” é bem
visivel, representada pela separagao dos vetores de peso por grandes distancias (represen-
tadas pela cor escura). J4 o comportamento dentro dos clusters é refletido na imagem
pelos conjuntos codificante e nao codantes tonalizados em branco, indicando conjuntos
com dados bastante esparsos. Essa observacao confirma o valor elevado de gerror encon-
trado.

A anélise da u-matriz do mapa 2 x 1 evidencia o potencial de construcao de outras
classes coerentes no mapa [SOM| Partindo desse pressuposto, a analise do mapa 3 x 1 é
realizada em moldes semelhantes. A Tabela [5.8| os resultados da [validacao]

Frente aos desempenhos bem caracterizados das Classes 1, para sinais nao codantes, e
3, para sinais codantes, os resultados da Classe 2, proporcionalmente, podem ser conside-
rados inconclusivos. Para o célculo das medidas de desempenho da Tabela[5.9] entretanto,
considerou-se o sinal mais numeroso, portanto codificante. Andlises mais detalhadas, no
entanto, devem esclarecer a composicao dessa classe, em termos de caracteristicas dos
exemplares do conjunto de validacao que pertencem a essa classe.

Comparado aos resultados da rede 2 x 1, na Tabela[5.7], a rede 3 x 1 parece piorar o
desempenho do classificador, principalmente no tocante ao controle positivo. A queda do
coeficiente de correlacao é resultado direto da perda de precisao. Dada a escolha arbitraria
de classes realizada para a coleta desses valores, pode-se argumentar quanto ao erro dessa

75



Tabela 5.9: Medidas de performance P para a rede SOM 3 x 1.

Precisao Recall Especificidade
0,850 0,945 0,864

Acuracia Medida F MCC
0,900 0,895 0,629

- .ﬂ

Figura 5.10: Representacao por u-matriz da rede SOM 3 x 1 treinada com o conjunto
dbTr2.dat.

escolha utilizando a andlise menos generalizada do dada pelo valor de gerror
dos estimulos de entrada do conjunto de validacao. O valor de gerror encontrado foi
de 0,68, o que indica uma queda considerdavel do erro associado as classificagoes dadas
pelo método. Esse comportamento indica que a nomeacgao de classes arbitraria dada
para a coleta dos valores de performance da rede realmente nao conseguem refletir os
agrupamentos criados pelo [treinamento|[SOM]

Para tentar elucidar a composicao dessa misteriosa Classe 2, a representacao por u-
matriz, dada pela Figura [5.10] foi construida. Os resultados mostram que a Classe 2 é
bastante separada tanto de sinais codantes caracteristicos tanto de sinais nao codantes.
Essa distincao bem caracterizada, indicio de forte sinal, ¢ um resultado interessante para o
problema de classificacao em multiplas classes. Uma abordagem utilizando BLAST versus
banco de dados de proteinas Swiss-Prot foi novamente utilizada para tentar compreender
qual é a composicao majoritaria dessa classe.

Os parametros de execucao dessa nova rodada da ferramenta BLAST foram restritivos,
novamente com corte de qualidade do alinhamento ajustado para e = 1-107°, retornando
somente o melhor alinhamento encontrado para cada exemplar analisado. A andlise é
separada para os exemplares codantes e nao codantes do conjunto de validacao dbV al2.dat,
conforme disposto na Tabela O numero de acertos obtidos para cada classe e sua
porcentagem relativa ao nimero total de exemplares na classe, o valor médio, variancia e
valores maximo e minimo de e-value obtido para cada cluster também é reportado.

Os resultados mostram um comportamento muito peculiar da Classe 2. Para as sequén-
cias codantes, observando o valor médio de e-value obtido por seus exemplares, bem como
o percentual de acertos obtidos no Swiss-Prot, pode-se concluir que a Classe 2 aproxima-
se dos sinais codantes. Contudo, ao analisar a contrapartida nao codificante, a Classe
2 parece agir também como agrupamento de sequéncias nao codantes com fortes carac-
teristicas codantes, ou talvez identificando falsos positivos presentes no subconjunto nao
codificante do conjunto dbVal2.dat, hipétese nunca descartada no complexo mundo nos
ncRNAs.

Finalmente, as andlises de classificacdo do conjunto de validacao pela rede 3 x 2 sao
resumidas na Tabela [5.11] A importancia dos resultados desse experimento residem na
concepgao do mapa 3 x 2 utilizado. Sua motivacao foi dada pelos bons resultados de
convergencia obtidos com a rede a serem descritos e analisados na Subsecao [5.2.4
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Tabela 5.10: Analises utilizando ferramenta BLAST para as sequéncias dos clusters cons-
truidos a partir da execucao da rede SOM 3 x 1 usando o conjunto dbV al2.dat.

Sequéncias Codantes
Classe Nao Codificante Classe 2 Classe Codificante
Acertos 941(75.83%) 735(85.07%) 2830(90.73%)
Média 1.85 x 10~ 8.28 x 1078 4.45 x 107
Variancia 9.79 x 10~13 4.68 x 10713 4.33 x 1071
Méximo 9.00 x 107° 1.00 x 10~° 2.00 x 107°
Minimo 6.00 x 10798 1.00 x 10~12¢ 1.00 x 10~180
Sequéncias Nao Codantes
Classe Nao Codificante Classe 2 Classe Codificante
Acertos 62(0.29%) 28(4.52%) 7(0.03%)
Média 9.39 x 1077 1.89 x 1077 1.29 x 107
Variancia 6.30 x 1012 4.46 x 10713 1.16 x 10~
Méximo 1.00 x 10~ 3.00 x 107° 9.00 x 107°
Minimo 2.00 x 10~ 2.00 x 10~ 1.00 x 10782

Tabela 5.11: Matriz de confusao com resultados da validagao da rede SOM 3 x 2 utilizando

o conjunto dbVal2.dat.

Predito
Classe 1 | Classe 2 | Classe 3 | Classe 4 | Classe 5 | Classe 6
Codificante 3.694 8 56 19.520 529 1.193
Real Nao
Codificante 455 0 15.022 1.777 1.167 6.579

Tabela 5.12: Medidas de performance P para a rede SOM 3 x 2.

Precisao Recall Especificidade
0,911 0,928 0,912

Acurécia Medida F MCC
0,920 0,919 0,763

A divisao de sequéncias entre os agrupamentos evidencia uma distribui¢do principal
de sequéncias nao codantes nas Classes 3 e 6, enquanto que as Classes 1 e 4 agem como
controle negativo da rede. A Classe 2 teve exercicio minimo, estimulada por 8 exemplares
do subconjunto negativo de dbVal2.dat. Apesar do resultado inconclusivo, consideram-
se codantes as Classes 1, 2 e 4, e nao codantes as Classes 3, 5 e 6. De posse dessas
denominacoes, a Tabela apresenta os valores de performance do mapa.

O valor de acuracia obtido foi o mais préximo da acuracia estimada durante o
mostrando uma estabilidade sem precedentes da rede. Essa estabilidade nas
classificacgoes € verificada pelo valor de gerror = 0,59, o mais baixo encontrado até o mo-
mento. Os problemas de precisao e recall parecem diminuir também, exibindo o melhor
desempenho de MCC confrontado as redes 2 x 1, 3 x 1 do Segundo Experimento, e 2 x 2,
do Primeiro Experimento.
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Figura 5.11: Representacao por u-matriz da rede SOM 3 x 2 treinada com o conjunto
dbT'r2.dat.

A distribuicao aparentemente nao convencional das classes é explicada pela topolo-
gia da rede e consequente nomeacao dos agrupamentos. A Figura clarifica essas
definicoes.

E notdvel a divisio precisa do espaco de decisao em dois grandes agrupamentos, com
as classes mais representativas de cada conjunto de controle assumindo os extremos da
configuracao espacial. Pode-se afirmar que a reducao dimensional de um complexo espaco
de 117 variaveis numéricas obteve resultados coerentes com a expectativa de classificacao,
baseado nos dados da matriz de confusao e a configuragao espacial visivel na u-matriz.
Dentre todas as classes exibidas, a Classe 2 parece se aproximar mais de sinais nao codan-
tes do que de sinais codantes, principalmente da Classe 5, formando um 3° agrupamento
destacado tanto dos sinais codificantes das Classes 1 e 4, quanto dos sinais nao codifican-
tes das Classes 3 e 6. A quinta classe, por sua vez, contém =~ 33% de sua composicao
formada por exemplares codantes. Essa interagao comum de duas classes tao heteroge-
neas é marcada por sua posicao no espaco de decisao, exatamente na fronteira entre os
agrupamentos mais concisos. Analises de gerror especificos para cada classe podem cla-
rificar esse entendimento. Espera-se um valor mais alto de gerror nessas fronteiras, o
que confirmaria o carater fronteirico de sequéncias classificadas nessa regiao. Para fins de
anotacao biolégica de ncRNAs, sequéncias dessa classe poderiam ser descartadas segundo
a justificativa de baixa qualidade de classificacao.

5.2.3 Estudo de caso da rede SOM

A execucao da predicao das 1.121 sequéncias de teste detalhadas na Subsecao para
todas as diferentes redes treinadas, demandou =~ 15min de tempo real de usuério, con-
forme o comando time do Unix. Os experimentos foram executados para todas as redes
do Segundo Experimento, exceto a rede 2 x 1, descartada por causa de seu alto valor
de gerror, em comparacao as outras redes treinadas. A Tabela sumariza os valores
encontrados. As primeiras linhas sumarizam as estatisticas de execuc¢ao por organismo,
incluindo a informacao de quantidade de sequéncias e de sequéncias descartadas pelo mé-
todo SOM-Portrait na etapa de pré-processamento. Finalmente, as analises sao divididas
pela nomeacao “Coding” ou “Noncoding” dada na etapa de validacao da rede.
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Tabela 5.13: Resultados do estudo de caso da rede 3 x 1 usando o conjunto de ncRNAs
de 4 organismos filogeneticamente distantes.

H. , S. A.
. E. coli - .
sapiens cerevisiae thaliana
Sequencias 133 154 413 421
Descartadas 0 0 0 6
Nao
Codantes 130 137 386 415
Codantes 2 15 15 0
Classe 2 1 2 12 0

Tabela 5.14: Resultados do estudo de caso da rede 3 x 2 usando o conjunto de ncRNAs
de 4 organismos filogeneticamente distantes.

H. . S. A.
) E. coli . )
sapiens cerevisiae thaliana
Sequéncias 130 139 388 415
nao Codantes
Codantes 3 15 15 0

Especificamente para a rede 3 x 1, as predigoes da Classe 2 também sao exibidas,
devido a discussao sobre sua melhor interpretagao feita na Subsecao[5.2.2 As 6 sequéncias
descartadas dos snoRNAs do organismo A. thaliana eram pequenas demais S < 30nt para
analise.

Nos resultados, da-se dois valores de acuracia, dependentes da interpretacao dada
a Classe 2. Se interpretada como tendo somente sinais codantes, o valor de acuracia
encontrado é de 0,958. Caso a consideracao de que a Classe 2 é constituida por sequéncias
nao codantes que contém sinais codantes, a acurdcia medida atinge 0,971. Ambos os
resultados sdo bons, e equivalentes a métodos supervisionados baseados em [SVM] [Liu
et al.| (2006); Wang et al.| (2006); |Kong et al.| (2007); Arrial et al.| (2009).

Para a rede 3 x2, a matriz com os resultados do estudo de caso ¢é exibida na Tabela|5.14}
A acuracia obtida foi de 0,961. Os valores encontram-se numa faixa intermediaria entre
a primeira e a segunda acuracia extraidas para a rede 3 x 1, mostrando como a inclusao
de classes na rede possibilitou a determinacao dos exemplares no espaco de decisao sem
perder acuracia.

Etapa supervisionada usando LVQ

A aplicacao da etapa supervisionada foi realizada nos mapas 3 x 1 e 3 x 2. E
importante reiterar que a validagao dos resultados foi feita somente através das andlises de
u-matriz e resultados do estudo de caso proposto. Os valores de gerror constam somente
para identificar erros grosseiros no nao servindo para validar a melhoria
do espaco de decisao, devido a sua constituicao. A Tabela inaugura os resultados
do estudo de caso para a rede 3 x 1 melhorada com a etapa supervisionada [LVQ] A
apresentagao é feita de forma similar as tabelas de resultados da Segao[5.2.3] Na primeira
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Tabela 5.15: Resultados do estudo de caso sobre ncRNAs de 4 organismos filogenetica-
mente distantes da rede 3 x 1 treinada com etapa supervisionada LVQ.

H. , S. A.
. E. coli - .
sapiens cerevisiae thaliana
Sequéncias
150 Codantes 130 137 386 415
Codantes 3 17 27 0
Nao
Codantes 130 138 386 415
Codantes 3 16 27 0

parte da tabela, os resultados do [freinamento] [LVQ)] com o conjunto dbLvgOptl.dat sao
apresentados, e na segunda parte, os resultados utilizando o conjunto dbLvqOpt2.dat.

O valor de gerror encontrado para o algoritmo aplicado a rede 3 x 1 utilizando
o conjunto dbLvqOptl.dat foi de 0,48. Ja o resultado de gerror para utilizando o
conjunto dbLvqOpt2.dat acumulou gerror = 0,63. Os dois valores apontam para uma con-
vergéncia suficiente do algoritmo [LVQ] Para a construgao dos resultados da Tabela [5.15]
o pior resultado de acuracia obtido foi utilizado, ou seja, a Classe 2 foi considerada codi-
ficante. Os resultados mostram uma acuracia de 0,957 para o primeiro conjunto e 0,958
para o segundo. Comparado ao valor anterior de acuracia obtido, 0,958, a aproximagcao
dos dois métodos ¢é bastante evidente.

A anélise da u-matriz das redes 3 x 1 treinadas com o conjunto dbLvqgOpt1.dat (a)
e com o conjunto dbLvqOpt2.dat (b), exibem um comportamento muito interessante.
Comparando-se os resultados exibidos na Figura [5.12(a) e [5.12(b) com os resultados da
u-matriz do modelo [SOM] 3 x 2 na Figura [5.11], pode-se observar uma aproximagcao das
fronteiras entre os agrupamentos das Classes 2 e 5 e, respectivamente, os agrupamentos
codificantes das Classes 1 e 4, e os agrupamentos nao codificantes das Classes 3 e 6. Além
disso, na primeira figura, os sinais das Classes 3 e 6 aproximaram-se ainda mais, formando
um agrupamento mais homogéneo. De forma totalmente oposta, o algoritmo [LVQ] na
segunda figura, tornou a classe codificante mais coesa. Esse comportamento simétrico
pode ser explicado pela composicao dos conjuntos de treinamento e com o comportamento
observado anteriormente na Subsecao [5.2.3

Os sinais codantes mais numerosos no conjunto dbLvqOptl.dat, por terem coesao de
seu sinal maior do que a de sinais nao codantes, corrige o espaco de decisao atenuando os
pesos nao codantes em favor dos pesos codantes. Por sua vez, isso aproxima as Classes 2
e b do agrupamento codificante das Classes 1 e 4. J4 o conjunto dbLvqOpt2.dat contém
somente ncRNAs estruturais em sua composicao. De forma semelhante, o algoritmo exer-
cita os pesos nao codantes das Classes 2 e 5, aproximando-as das classes nao codificantes
3 e 6. Nesse caso, os exemplares utilizados no conjunto de treinamento influenciaram
a rede, numa “conducao” de suas classes intermediarias de fronteira de acordo com o
sinal predominante. Sinais codificantes reforcaram o conhecimento das classes codifican-
tes e aproximaram a fronteira da regiao codificante, mostrando que sequéncias de [RNA]
dessa fronteira tém caracteristicas semelhantes a [nRNA] J4 o segundo conjunto, com
informacao predominantemente estrutural, consolidou os agrupamentos nao codificantes,
refor¢ando o conhecido critério estrutural para identificagao de e também atrai-
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a) LVQ utilizando o conjunto dbLvqOptl.dat. b) LVQ utilizando o conjunto dbLvqOpt2.dat.

Figura 5.12: Representacao por u-matriz da rede SOM 3 x 1 com treinamento supervisio-
nado LVQ.

Tabela 5.16: Resultados do estudo de caso sobre ncRNAs de 4 organismos filogenetica-
mente distantes da rede 3 x 2 treinada com etapa supervisionada LV(Q.

H. _ S. A.
. E. coli - .
sapiens cerevisiae thaliana
Sequéncias
150 Codantes 130 137 386 415
Codantes 50 22 69 71
Classe 2 47 7 44 71
Nao

Codantes 130 139 388 415
Codantes 3 15 25 0

ram as classes de fronteira para sua posicao. Isso demonstra que sequéncias nas classes de
fronteira tém as duas propriedades, e que o método é capaz de discerni-las. Pode-se infe-
rir que a composicao dessa classe é de RNAs com caracteristicas estruturais mais débeis
e, também, caracteristicas codantes pouco marcantes. Varios ncRNAs representantes da
classe de longos ncRNAs (IncRNAs) tem, por exemplo, essa mesma caracteristica
et al., |2009; (Gibb et al. 2011). Além disso, mostra-se uma forma rapida e eficiente de se
refinar a rede treinada para torna-la mais sensivel a determinadas caracteristicas préprias
de ncRNAs ou de mRNAs. Estudos futuros poderao permitir uma especializacao dessas
redes, ou de determinadas classes de seus espacos de decisao, para identificar e classificar
ncRNAs em familias, ou grupos com propriedades em comum que se deseja estudar em
maior profundidade.

A Tabela[5.16]resume os valores encontrados para a rede 3x 2 com etapa supervisionada
treinada com o conjunto dbLvqOptl.dat e dbLvqOpt2.dat.

O valor de gerror encontrado para o algoritmo aplicado a rede 3 x 2 utilizando
o conjunto dbLvqOptl.dat foi de 0,28. Ja o resultado de gerror para utilizando o
conjunto dbLvqOpt2.dat acumulou gerror = 0, 35.

Para o [trelmamento|[LVQ] com o primeiro conjunto, mantendo a nomenclatura anterior
para o espaco de decisao, a acuracia despenca de 0,961 para 0,809. De maneira geral,
o espago de decisao para as classes secundérias (sem sinais dominantes) da rede 3 x 2
variou bastante, principalmente as nomeadas como codantes. De fato, ao alterar a nome-
acao da Classe 2 para “Noncoding”, o valor de acurdcia retorna para o valor encontrado
anteriormente de 0,961. De forma semelhante a analise da rede 3 x 1, a Classe 2 da rede
3 X 2 parece comportar-se novamente como fronteira entre ncRNAs sem grande definigao
estrutural e sequéncias de [RNA] com tendéncias codantes pouco definidas.

O [treinamento|[LVQ)] utilizando o segundo conjunto acumulou acurdcia de 0,961, valor
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class1 class2 class3

#coding #coding #noncoding coding coding noncoding
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#coding #noncoding #noncoding

coding noncoding noncoding

(a) LVQ utilizando o conjunto dbLvqOptl.dat. (b) LVQ utilizando o conjunto dbLvgOpt2.dat.

Figura 5.13: Representacao por u-matriz da rede SOM 3 x 2 com treinamento supervisio-
nado LVQ.

idéntico ao obtido anteriormente. Esse resultado interessante conclui, de forma esperada,
que, para essa etapa supervisionada, os exemplares tomados de acordo com funciona-
lidades bem delineadas, como RNAs com estrutura secundaria bem definida, sdo mais
relevantes do que a profusao de sinais diferentes presentes no primeiro conjunto de trei-
namento. Pode-se especializar as diferentes classes da rede de acordo com os conjuntos
definidos, possibilitando a criagao de classificadores capazes de reconhecer familias ou
conjuntos semelhantes de ncRNAs de forma eficiente.

A analise da u-matriz para o primeiro caso de [treinamento| [LVQ|[5.13|(a) e para o
segundo caso [5.13|(b) revelam conclusdo semelhante sobre a Classe 2. Entretanto, pon-
deracao semelhante pode ser aplicada ao comportamento da Classe 5. Entretanto, a
mudanca da conformagao dessa classe, para o estudo de caso realizado, nao incorreu em
mudanca na acuracia, necessitando, portanto, de outras medidas para avaliacao precisa.

5.2.4 Treinamento da rede ART

0] da rede [ART] foi conduzido conforme explicado na Segao O resultado
do utilizando o conjunto dbTr2.dat é exibido na Figura [5.14 No Eixo y,
ao lado esquerdo do grafico, o nimero de clusters consolidados ao fim do
é exibido pela linha vermelha, enquanto que, ao lado direito, os valores de flutuacao
associados sao representados pelas barras azuis. O Eixo x representa os diversos valores
de p iterados pelo procedimento de [treinamento] A escolha de p foi conduzida de acordo
com os resultados de p anteriores, e nao de forma iterada, como no procedimento de
treino de redes [SOM] A duracao de cada etapa de varia muito conforme a
convergencia da rede e os valores de p fornecidos. Em média, entretanto, cada etapa
consumiu 15min na maquina de especifica¢oes definidas para o Segundo Experimento na
Segao 4.4

Partindo de uma situagao muito restritiva do fator de vigilancia p, em que todos os
sinais foram agrupados num tnico protétipo, a partir do valor p = 0,7, a rede comeca a
diferenciar os estimulos em novos protoétipos. O algoritmo alcanga o critério de parada de
flutuagao e < 0,05 somente para p = 0, 74, criando 6 diferentes clusters. Desse resultado
decorre a construgao da rede [SOM] 3 x 2 conforme explanado na Subsecao [5.2.2]
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Figura 5.14: Grafico de barras relacionando o valor de vigilancia p adotado com o ntiimero
de clusters consolidados ao final do treinamento da rede ART (linha vermelha) e sua
respectiva flutuacao atingida (barras azuis), indicada também pelo valor no topo de cada
barra.

Tabela 5.17: Matriz de confusao com resultados da validacao da rede ART de 6 classes
utilizando o conjunto dbV al2.dat.

Predito
Classe 1 | Classe 2 | Classe 3 | Classe 4 | Classe 5 | Classe 6
Codificante 918 275 3.702 19.520 56 529
Real Nao
Codificante 5.635 607 455 1.777 16.247 279

Ressalta-se a comparativa facilidade, em relagdo ao método [SOM] de escolha do ni-
mero de classes 6timo para representar o conjunto de treinamento fornecido ao algoritmo
[ART] baseada no critério objetivo de estabilidade da rede.

5.2.5 Validacao da rede ART

Para a validagao da rede[ART], a matriz de confusao dos resultados da predigao do conjunto
dbval2.dat foi construida de forma semelhante a Subsecao O resultado para a rede
[ART de 6 clusters é exibido na Tabela [5.17

E notével a distribuicao mais esparsa dos exemplares pelas diferentes classes. Pode-se
alcancar, entretanto, a seguinte convencao para nomenclatura das classes: Classes 1, 2 e
5, predominantemente nao codantes, e Classes 3, 4 e 6 predominantemente codantes. O
valor de gerror encontrado para a rede[ART]foi de 1, 11, o que indica uma dispersao maior
dos exemplares nas classes. Comparado ao valor obtido para a rede [SOM]| 3 x 2, 0,59, o
aumento expressivo do erro de quantizagao pode ser justificado pela auséncia de uma etapa

de convergéncia dos estimulos no [treinamento] da rede [ART] etapa essa com o propdsito
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Tabela 5.18: Medidas de performance P para a rede ART de 6 classes.

Precisao Recall Especificidade
0,900 0,947 0,904

Acuracia Medida F MCC
0,925 0,923 0,760

Tabela 5.19: Resultados do estudo de caso sobre ncRNAs de 4 organismos filogenetica-
mente distantes da rede ART com 6 classes.

H. . S. A.
. E. coly . ,
sapiens cerevisiae thaliana
Sequeéncias
Nao 130 137 386 415
Codantes
Codantes 2 17 27 0

exclusivo de reduzir o erro de quantizacao da rede[SOM] N&ao obstante essa observagao, as
medidas de performance da rede [ART] treinada, detalhadas na Tabela [5.18] demonstram
o excelente realizado, com 6tima acurdcia e indice MCC bastante elevado.
Novamente, os resultados do [treinamento|[ART] ndo superaram por pequena margem os
resultados obtidos pela rede SOM]

5.2.6 Estudo de caso da rede ART

O estudo de caso para a rede [ART] treinada tem resultados exibidos de forma similar
aos resultados da rede na Subsegao A Tabela [5.19) mostra os resultados da
predigdo do conjunto de ncRNAs pela rede [ART]

O resultado mostra acuracia de 0,958, comparavel aos resultados obtidos pela rede
[SOM] 3 x 2. De fato, a classificagdo obtida foi idéntica & rede [SOM]

Etapa supervisionada usando LVQ

A rede[ART] treinada foi submetida ao nao supervisionado [LVQ] utilizando os
conjuntos dbLvqOptl.dat e dbLvqOpt2.dat. Para o primeiro conjunto, o valor de gerror

calculado foi de 0,28. Para o segundo conjunto, esse valor subiu para 0,36. Apesar da
tendéncia de considerar esse um bom resultado, deve-se ter em mente que o valor é apenas
referéncia para verificar um coerente, mas que, para efeitos de [validagao]
nao pode ser utilizado. Para [validagao] os valores do estudo de caso com ncRNAs dos
4 organismos sao a unica fonte de avaliacao do grau de generalizacao da rede para o
problema de classificacao de ncRNAs. Tais valores sao exibidos na Tabela [5.20]

Os resultados mostram acuracias de 0,847 para o algoritmo treinado com o primeiro
conjunto e 0,882 para o segundo conjunto. A reducao significativa da acuracia, confi-
gurando o pior resultado obtido para o presente estudo de caso, talvez seja decorréncia
da grande dispersao de sequéncias entre as classes criadas, comportamento observado na
Subsecao [5.2.6l Essa dispersao, por sua vez, pode ser consequéncia da adogao do valor de
a = 0,01, que nao garante a busca por um prototipo existente coerente com cada sinal
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Tabela 5.20: Resultados do estudo de caso sobre ncRNAs de 4 organismos filogenetica-
mente distantes da rede ART com 6 classes treinada com etapa supervisionada LVQ.

H. , S. A.
. E. coli - .
sapiens cerevisiae thaliana

Sequéncias
150 Codantes 100 133 348 363
Codantes 33 21 65 52

Nao

Codantes 116 135 356 376
Codantes 17 19 57 39

de entrada recebido. Isso pode criar agrupamentos artificiais dentro do espaco de decisao,
que s@o muito penalizados pelo algoritmo [LVQ)]

Apesar dos baixos valores de acurdcia obtidos, a aplicacdo do método [ART] para en-
contrar um nimero 6timo de classes representativas do espaco de decisao do conjunto de
treinamento foi muito bem sucedida, culminando com a proposi¢ao da rede 3 X2,
que obteve os melhores resultados para os experimentos propostos.

Ja a etapa supervisionada [LVQ)] aplicada ao final da dos métodos propostos
mostrou-se peca fundamental para a critica do espaco de decisao treinado pelas redes, e
para nomeagao mais criteriosa das classes, podendo inclusive ser aplicado para especiali-
zacao de uma ou varias classes em torno de sinais especificos de alguns tipos ou familias

de ncRNAs.

5.2.7 Avaliacao dos atributos usando PCA

As dimensoes do vetor de caracteristicas extraido das sequéncias no Passo 3 do método
proposto nesse trabalho, descrito na Segao [4.1.1] foram analisadas a luz de seus compo-
nentes, utilizando dados conjuntos de autovalores e da matriz de correlacao R. O mapa de
individuos, ou exemplares, do conjunto de treinamento dbT'r2.dat também foi construido,
como forma de ilustrar a variabilidade dos dados e identificar possiveis agrupamentos fa-
voraveis a atuacao das redes neurais de aprendizado nao supervisionado utilizadas. O
método [PCA]inicialmente resolveu a Equagao ordenando em seguida os autovalores
de forma decrescente. Os dados detalhados dos resultados dessa andlise sao fornecidos
como Material Complementar, nas tabelas PCAx_e_y.csv, x e y indicando as variaveis to-
madas como referéncia para as analises. As variaveis 1 e 2 foram tomadas por referéncia,
inicialmente. Nesse trabalho, exibem-se detalhadamente as andlises realizadas para essas
duas varidveis. As outras duas andlises, para as variaveis 3 e 4 e para as variaveis 5 e 6,
retornaram valores idénticos para a selecao das melhores variaveis.

De posse das variaveis de referéncia, o grafico representado pela Figura mostra
a distribuicao dos autovetores de todas as 117 varidveis ¢ com contribui¢cao de variancia
1(q;) relevante para a projecao (¢, qx), onde k = {1,2} as duas varidveis com maior
contribuicao de variancia para o conjunto dbTr2.dat. A relevancia da contribuicao foi
medida pelo valor cos? 7w > 0,1. A nomenclatura utilizada no grafico, em inglés, nomeia
de forma equivalente nt (nucleotideos) como bp (base pair ou pares de bases).
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Figura 5.15: Anélise de Componente Principal para as duas varidveis com maior contri-
buicao de variancia para o conjunto de treinamento db1'r2.dat.

O grafico apresenta trés grandes agrupamentos em que os vetores 1(g;) concordam
entre si, numa situacao de alta correlacao. Os atributos relacionados aos nucleotideos
G e C, formando o agrupamento A, os atributos relacionados aos nucleotideos A e T,
formando o agrupamento B, e os peptideos e atributos relacionados a proteinas, formando
o agrupamento C'.

O agrupamento A, conforme esperado, revela a interacao entre as frequéncias de nu-
cleotideos, dinucleotideos e trinucleotideos que contém majoritariamente as bases G' ou
C em sua composicao. De acordo com o método de extracao desse atributo, descrito na
Subsegao [4.1.1] esse é um resultado esperado. A complementaridade entre bases purinas
e pirimidinas, alvo de exemplo do funcionamento da [PCA] na Subsecao também
¢ resultado esperado para a analise, evidenciado pela correlacao entre os agrupamentos
AeB. E possivel observar, no entanto, algumas varidveis relevantes que interagem de
forma mais proxima com frequéncia de peptideos, outras com projecao proxima de zero.
O interesse dessas variaveis ¢ alvo da andlise da matriz de correlacao R. Por ser muito
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extensa, a matriz é mantida somente como Material Complementar.

O comportamento das variaveis referentes ao atributo 5, tamanho S de sequéncia,
revela uma separacao bastante forte entre sequéncias com menos de 400nt e sequéncias
maiores do que 400nt. Essa distincao é obtida principalmente pela adicao de pequenos
RNAs, em sua maioria ligados a atributos nao codantes. Por isso, o distanciamento de
sequéncias pequenas e sinais caracteristicamente codantes, no grafico, é um resultado
relevante para o entendimento do problema. Outro ponto importante a ser comentado
é a auséncia de varidveis que representam tamanho de [ORF] menor do que 100aa. Esse
resultado, condizendo com o fato de que as varidaveis L < 20aa e 20aa < L < 60aa
nao foram exercitadas no conjunto de treinamento, sao seguidas da variavel 60aa < L <
100aa. Essa variavel, muito visada em véarias discussoes sobre melhores atributos para
identificacdo de ncRNAs (p. ex. nos trabalhos de Eddy, 2001} |Liu et al. 2006), acabou
sendo descartada por causa de sua baixa variabilidade no conjunto. Fazendo uma analise
pontual, descobriu-se que ela atua de forma mais préxima ao agrupamento B, dando
evidéncias de que a presenca de pequenas ORFs pode sim contribuir para a identificagao
de ncRNAs.

O mapa ilustrado na Figura|s.16|mostra as variagoes das dimensoes 1 e 2 tomadas como
referéncia no conjunto de treinamento dbTr2.dat. E notdvel a separacao do conjunto em
trés segmentos bem distintos, e a correspondéncia dbvia a que isso remonta é o resultado
6timo obtido com redes [SOM] e [ART] com classes de miiltiplos de 3, em especial a rede
[SOM] de topologia 3 x 2 retangular. Visualmente, a presenga de poucos outliers, ou seja,
exemplares muito afastados do centro estimado para cada agrupamento, contribui para o
dessas redes nao supervisionadas.

Finalmente, de forma condensada, os autovalores obtidos, ordenados de forma de-
crescente, sdo exibidos na Figura [5.17 A linha horizontal exibe a posi¢ao de autovalor
unitario, considerada ponto de corte suficiente para a redugao de variaveis. Considerando
esse ponto de corte somente, os atributos sao reduzidos de 117 varidveis para somente 24
variaveis mais expressivas. Contudo, levando-se em conta também as correlacoes existen-
tes entre os atributos, de valia fundamental para o conjunto examinado, conforme indicios
visuais explanados na Figura [5.15] o niimero de varidveis do modelo reduzido ¢ fixado em
79.

A Tabela relaciona as 79 variaveis numéricas extraidas de sequéncias no Passo 3
do método proposto. O valor Id refere-se ao identificador dado a cada atributo, conforme
descrigao na Subsecao[f.1.1] O método de extracao nao foi alterado para nenhum atributo,
somente quais varidveis numéricas sao selecionadas. Por exemplo, para o atributo 3,
frequéncia de trinucleotideos, o calculo nao foi alterado, porém, somente os atributos
listados constituem o vetor de caracteristicas.

A redugao final obtida pelo procedimento [PCA] alcangou, utilizando somente informa-
¢ao sobre autovalores, 79, 5% do montante inicial de 117 varidveis, enquanto que, incluindo
informacao sobre o grau de correlagao entre as variaveis estudadas, essa reducao dimen-
sional atingiu 32, 5%.

5.2.8 Reducao de atributos da rede ART

Apés a redugao de atributos realizada pela [PCA] do conjunto dbT'r2.dat, o passo seguinte
consiste em encontrar o melhor ntimero de clusters para o conjunto de dados. Por simpli-
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Figura 5.16: Mapa de variabilidade dos exemplares do conjunto db71'r2.dat em relagao as
duas dimensoes de maior contribuicao de variancia para o conjunto.

Tabela 5.21: Os 79 atributos numéricos mais significativos extraidos de cada sequéncia.

’ Id ‘ Varidveis ‘
1 todos os 4 nucleotideos
2 todos os 16 dinucleotideos

trinucleotideos AAA, AAC, AAG, AAT, ACA, ACG, ACT, AGA, AGC,

AGG, AGT, ATA, ATC, ATT, CAA, CAC, CAG, CAT, CCA, CCC, CCG,

3 | CCT, CGA, CGC, CGG, CGT, CTA, CTC, CTG, CTT, GAA, GAC, GAG,

GAT, GCC, GCT, GGA, GGC, GGG, GTA, GTC, GTC, TAA, TAC, TAT,
TCA, TCG, TGC, TGC, TTA, TTT

4 Aminoacidos C, D, N e O
5 S < 900bp; S > 900bp
6 L < 100aa; L > 100aa

cidade, nomeia-se o conjunto de treinamento com atributos reduzidos da mesma forma,

dbT'r2.dat. O grafico de da rede com esse conjunto é representado pela
Figura [5.18
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Figura 5.17: Autovalores das 117 dimensoes analisadas em relagao ao conjunto dbTr2.dat.
A linha horizontal indica o ponto de autovalor A = 1.

Como era esperado, a rede [ART| ndo conseguiu convergir em todos os valores de vigi-
lancia impostos. O resultado é esperado, dado que a anélise nao incluiu, propositalmente,
nenhuma informagao de correlagao entre variaveis. Por causa dos resultados ruins apre-
sentados no experimento com 24 variaveis, nenhum outro experimento foi conduzido com
esse modelo. Os resultados para a reducao no numero de atributos para 79 variaveis
numéricas é descrito pelo grafico da Figura [5.19]

Observa-se a melhor convergéncia da rede para o valor de p = 0, 66, obtendo um valor
desprezivel para a flutuacao e. Nesse ponto, o algoritmo consolidou duas classes bastante
distintas, como mostra a matriz de confusao da Tabela construida para o conjunto
dbV al2.dat com variaveis reduzidas.

As medidas de performance para a rede [ART]de duas classes é exibida na Tabela [5.23]
Os resultados mostram uma redugao da especificidade em relagao a precisao, proporcio-
nada principalmente pela excisao dos atributos 7, 8 e 9, referentes a proteinas, e grande
redugao do atributo 4, referente a frequéncia de aminoacidos. Ressalta-se novamente, por
esse resultado, o forte sinal codificante distinguivel em conjuntos de treinamento para
classificadores de ncRNAs nao especificos. O valor de gerror da rede, de 0,87, sofreu
reducao, em relacao ao modelo de 6 classes, um comportamento esperado, dado a reducao
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Figura 5.18: Resultados de acuracia do treinamento da rede ART utilizando 24 variaveis
numeéricas com melhor autovalor calculado pela PCA do conjunto db1'r2.dat.
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Figura 5.19: Resultados de acuracia do treinamento da rede ART utilizando 79 variaveis
numeéricas com melhor autovalor e fator de correlagao calculados pela PCA do conjunto
dbT'r2.dat.

de variaveis numéricas e consequente reducao dos possiveis valores assumidos por gerror.

Apesar da reducao expressiva de varidveis numéricas, o método [ART] teve redugao
de acuracia, comparada ao modelo de 6 classes, de 0,088, um resultado inicial bastante
promissor. Com a adicao de novas varidveis referentes a ncRNAs e reducao gradual
da importancia do sinal codificante para classificacao, pode-se construir um classificador
robusto a partir de um conjunto majoritariamente nao codificante.
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Tabela 5.22: Matriz de confusao para a rede ART de 2 clusters usando 79 variaveis.

Predito
Classe 1 Classe 2
Codificante 19520 5480
Real Nio
Codificante 149 19

Tabela 5.23: Medidas de performance P para arede ART de 2 clusters usando 79 variaveis.

Precisao Recall Especificidade
0,893 0,803 0,880

Acuracia Medida F MCC
0,837 0, 846 0,618

Tabela 5.24: Resultados do estudo de caso sobre ncRNAs de 4 organismos filogenetica-
mente distantes da rede ART com 2 classes usando 79 varidveis.

H. . S. A.
) E. cols . )
sapiens cerevisiae thaliana
Sequéncias 133 140 400 415
nao Codantes
Codantes 0 14 13 0

A Tabela lista os resultados obtidos para o estudo de caso usando os ncRNAs
conhecidos. Os resultados alcancam acurédcia de 0,978, mostrando excelente desempenho
da rede com esses dados de teste. Entretanto, devido a resultados passados sobre a quali-
dade da predicao, relacionada com o espaco de decisao criado, nova etapa supervisionada

é executada para a rede de 2 classes.

Etapa supervisionada usando LVQ

A etapa supervisionada obteve valor de gerror = 0,31 para o conjunto dbLvqOptl.dat
e 0,39 para o conjunto dbLvqOpt2.dat. Os dados do estudo de caso condicionado ao
supervisionado sdo exibidos na Tabela [5.25, Novamente, as primeiras
linhas referem-se aos resultados do primeiro conjunto de treinamento, e as subsequentes
linhas sao o resultado do segundo conjunto.

As acurécias obtidas foram idénticas ao método [ART] de 2 classes. Esse resultado
excelente demonstra que o espaco de decisao treinado pelo algoritmo estd bastante con-
solidado, em termos de acuracia e gerror, para o conjunto de testes utilizado.

5.2.9 Reducao de atributos da rede SOM

De posse dos 6timos resultados obtidos para a rede de 2 classes, o ultimo passo
dos experimentos desse trabalho refere-se a constru¢ao de uma rede [SOM] 2 x 1 equiva-

lente. Antes de prosseguir ao da rede [SOM] 2 x 1, entretanto, o grafico na
Figura [5.20] de [treinamento| da rede [SOM] 3 x 1 utilizando somente 24 varidveis é exibido,

para exemplificar uma situacdo de néo convergéncia da rede [SOM]
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Tabela 5.25: Resultados do estudo de caso sobre ncRNAs de 4 organismos filogenetica-
mente distantes da rede ART com 2 classes usando 79 varidveis com treinamento super-
visionado por LVQ.

H. . S. A.
. E. coli . .
sapiens cerevisiae thaliana

Sequencias
150 Codantos 133 140 400 415
Codantes 0 14 13 0

Nao

Codantes 133 140 400 415
Codantes 0 14 13 0

0,55

0,55

0,55

0,55

0,55

0,55

acuracia

0,55
0,55
0,55
0,55

0,54
60 60,460,861,261,6 62 62,462,863,263,6 64 64,464,865,265,6 66 66,466,867,267,6 68 68,468,869,269,6 70 70,470,871,271,6 72 72,472,873,273,6 74 74,474,875,2

épocas x 102

Figura 5.20: Resultados de acuracia do treinamento da rede SOM com topologia 3 x 1
retangular utilizando 24 varidveis numéricas com melhor autovalor calculado pela PCA
do conjunto dbT'r2.dat.

Como era esperado, dados os péssimos resultados de convergéncia obtidos pela rede
[ART] discutidos na Subsegao [5.2.8] a rede nao consegue convergir os valores dos es-
timulos recebidos em classes bem delimitadas. O resultado sao baixos valores de acuracia,
proximos de um classificador aleatdrio de acuracia 50%. Em contrapartida, os resultados
para a rede [SOM] de topologia 2 x 1, conforme divisdo 6tima de classes encontrada para
a rede [ART] apresentaram bom desempenho, ilustrado na Figura [5.21]

A rede treinada teve acuracia estimada de 0,837, com valor de época para a etapa de
ordenagao ajustado para 120.000 [pocas, e para 1.200.000 para a etapa de conver-
géncia. Para efeitos de estudo, outras duas redes [SOM]| foram treinadas, com topologia
2 X 2 e 3 x 2, seguindo portanto o consenso estabelecido pelos experimentos anteriores
realizados com o conjunto de treinamento dbT'r2.dat e todas as 117 variaveis extraidas.
Os resultados desses experimentos nao foram satisfatorios. Durante a [validacao| do [trei-|
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Figura 5.21: Resultados de acuracia do treinamento da rede SOM com topologia 2 x 1
retangular utilizando 79 varidveis numéricas com melhor autovalor e fator de correlagao
calculados pela PCA do conjunto dbT'r2.dat.

respectivamente, 2 e 4 classes das redes treinadas nao foram exercitadas por
quaisquer exemplares do conjunto. Essa presenca de classes nulas indica um exaurimento
da capacidade de discriminacao de classes, para os parametros informados a rede, em
relacao ao conjunto de treinamento. Por um lado, é um resultado esperado, visto que
a tUnica configuragao estdvel para a rede [ART] encontrada conseguiu distinguir somente
duas classes nesse conjunto de treinamento.

As matrizes de confusdo e medidas de performance obtidas para a rede [SOM] 2 x 1
foram idénticas aos valores obtidos para a rede [ART] com 79 varidveis e 2 classes. Ja o
valor de gerror medido para a rede foi de 0,66. A semelhanca entre as redes e [ART]
treinadas é resultado da concentracao dos sinais relevantes para identificagao de ncRNAs
em detrimento de sinais secundarios. Essa reducao auxilia na determinacgao exata de quais
variaveis e atributos sao realmente relevantes para o problema abordado pelo trabalho,
porém deve ser acompanhada, futuramente, de inclusao de varidveis que permitam criar
uma diversidade de classificacao de ncRNAs, caracteristica muito 1til para anotacao de
ncRNAs em projetos.

A u-matriz do modelo[SOM] 2 x 1 é mostrada na Figura[5.22] Novamente, a separagao
entre as classes codificante e nao codificante é bastante ressaltada, em comparagao com a
dispersao dos dois agrupamentos.

O estudo de caso da rede com 79 variaveis retornou resultados idénticos aos
resultados discutidos para a rede [ART] de 79 varidveis.

Etapa supervisionada usando LVQ

O procedimento foi conduzido de igual forma na rede[SOM]2 x 1. O valor de gerror
para a rede é de 0, 32 para o conjunto dbLvgOptl.dat e de 0, 39 para dbLvgOpt2.dat. As u-
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noncoding coding

Figura 5.22: Representagoes por u-matriz da rede SOM 2 x 1 com variaveis reduzidas.

matrizes obtidas nao diferiram da u-matriz para o mapa 2 x 1 apresentada na Figura[5.22|
Os estudos de caso realizados, de igual forma, obtiveram resultado idéntico a rede
de 2 classes.
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Capitulo 6

Conclusao

Nesse capitulo, as principais atividades e resultados obtidos sao recapitulados, para fins de
ordenagao temporal dos trabalhos realizados. Discutem-se também os resultados obtidos
a luz dos objetivos definidos no Capitulo [I Trabalhos e atividades futuras também sao
definidos, bem como o acesso e utilizacao do software desenvolvido no trabalho.

6.1 Sumario das Atividades e Resultados
Os experimentos realizados nesse trabalho, em ordem cronoldgica, sao resumidos abaixo:

e Treinamento de rede SOM]de topologia hexagonal 2 x 2, com fun¢ao de vizinhanga
hj(m) gaussiana, utilizando, na etapa de ordenacao, e = 2.340 , raio de
vizinhanga V/,,(0) = 2 e taxa de aprendizado «(0) = 0, 1, e, na etapa de convergéncia,
e = 23.400, V;,,(0) = 1 e a(0) = 0,01. A acuracia obtida foi de 0, 858;

e Treinamento de rede de topologia retangular 2 x 1, hj(m) gaussiana. Na etapa
de ordenagao, e = 120.000, V;,(0) = 2 e «(0) = 0,5. Na etapa de convergéncia,
e = 1.200.000, V;,,(0) = 1 e a(0) = 0,05. A acurdcia obtida na do
foi de 0, 900;

e Treinamento de rede de topologia retangular 3 x 1, hj(m) gaussiana. Na etapa
de ordenagao, e = 360.000, V,,(0) = 3 e «(0) = 0,5. Na etapa de convergéncia,
e = 3.600.000, V,,(0) = 1 e a(0) = 0,05. O melhor resultado da rede obteve
acurdcia no estudo de caso de 0,971, sem utilizar etapa supervisionada [LVQ}

e Treinamento de rede de topologia retangular 3 x 2, hj(m) gaussiana. Na etapa
de ordenagao, e = 720.000, V;,(0) = 3 e «(0) = 0,5. Na etapa de convergéncia,
e = 7.200.000, V,,(0) = 1 e «(0) = 0,05. O melhor resultado da rede obteve
acuracia no estudo de caso de 0,961, utilizando etapa supervisionada com
7.200 sequéncias de treinamento, a(0) = 0,1 e e = 360.000;

e Treinamento de rede [ART]| com 6 classes, utilizando taxa de aprendizado n = 0, 25,
taxa de pesquisa por protétipos o = 0,01, fator de vigilancia p = 0,74, nimero
maximo de n = 40 e valor maximo de flutuacéo e = 0,05. A acurdcia obtida
no estudo de caso foi de 0,958, sem utilizar supervisionado LVQ}
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e [PCA]sobre o conjunto de 117 atributos numéricos extraidos das sequéncias de RNA]
O Estudo resultou na reducao para 79 variaveis numéricas. O critério de selecao
para boas varidveis escolhido foi seu eigenvalor e seu fator de correlagdo com outras
variaveis, medido através da matriz de correlacao R;

e Treinamento de rede [ART| com 79 varidveis numéricas, utilizando n = 0,25, a =
0,01, p = 0,66, nimero méaximo de n = 40 e valor maximo de flutuacao
e = 0,05. A acuracia obtida no estudo de caso foi de 0,978, utilizando ou nao a
etapa supervisionada [LVQ] aplicada de forma semelhante ao quarto item;

e Treinamento de rede [SOM] com 79 varidveis numéricas, usando topologia retangular
2 x 1, com fungao de vizinhanga hj(m) gaussiana e, na etapa de ordenagao, e =
120.000 [épocas] raio de vizinhanga V,,(0) = 2 e taxa de aprendizado «(0) = 0,1, e,
para a etapa de convergéncia, e = 1.200.000, V,,(0) = 1 e «(0) = 0,01. A acurécia
obtida foi de 0,978, utilizando ou nao a etapa supervisionada [LVQ)] aplicada de
forma idéntica ao sétimo item.

Dos resultados resumidos acima, frisa-se a relevancia das redes[SOM] 3 x 2 utilizando o
procedimento supervisionado [LVQ] cuja criagao foi condicionada pela analise da rede [ART]
de 6 classes correspondente. Os 6timos desempenhos de ambas as redes demonstram que
a utilizagao desse procedimento para inferéncia do niimero étimo de classes em conjuntos
de treinamento bastante heterogéneos é eficaz.

Em geral, os resultados evoluiram consideravelmente, desde os estudos do Primeiro
Experimento, realizado sem o grande auxilio das andlises da rede [ART] do algoritmo [LVQ)]
e do procedimento [PCA] Também é importante ressaltar a influéncia decisiva do novo
conjunto de treinamento, fabricado através de métricas e direcionamentos mais criteriosos,
para alcancar os objetivos propostos.

Os resultados para reducao do ntimero de variaveis mostra, de forma inédita, a capa-
cidade de aplicar o procedimento [PCA] para avaliar, de forma objetiva e precisa, o grau
de contribuicao e relevancia de cada atributo numérico e informacao biolégica extraida
de sequéncias de [RNA] para o problema de identificagao e classificacio de ncRNA] Essa é
uma importante contribuicao, visto que nao existe um consenso formado sobre quais sao
as melhores métricas para solucionar esse problema.

A utilizacao de etapa supervisionada para refinar o espaco de decisao das redes neu-
rais treinadas constréi um entendimento também muito til para o problema de nomeagcao
das classes encontradas. Pode-se incluir informagoes especificas de determinados tipos ou
familias de ncRNAs, incluindo até mesmo informagoes pontuais sobre estruturas secunda-
rias complexas, que de outra forma demandariam vultosos recursos computacionais para
serem identificadas. Essa observacao é especialmente pertinente para pequenas ncRNAs
bem caracterizados, e tem por exemplo a ferramenta DARIO (Fasold et all 2011)), que
utiliza florestas de decisao para identificar e classificar pequenos ncRNAs, especialmente
miRNAs.

A metodologia para [treinamento| e validacaol dos dados é também contribuicao do pre-
sente trabalho. A construcao de um pipeline de anotacao para ncRNAs envolve sempre
a utilizacao de mais de uma ferramenta de andlise. Nesse trabalho, explorou-se a utiliza-
¢ao de uma variedade desses software, desde métodos por [AM] passando por algoritmos
consagrados, como o BLAST (Altschul et al., [1997)), até algoritmos especializados, como
o Infernal (Nawrocki et al., 2009). A ferramenta proposta e aperfeicoada nesse trabalho
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pode ser facilmente integrada a pipelines existentes, por exemplo no sistema multiagente
BioAgents (Ralha et al.| [2008), criado na UnB para anotagao automatizada de sequéncias
codantes ou nao codantes.

A luz dos ob jetivos propostos no Capitulo |1}, o presente trabalho conclui:

A construcao de um novo conjunto de treinamento;

A proposta do método SOM-Portrait para identificar ncRNAs;

A utilizacao bem sucedida de etapa supervisionada, possibilitando a especializagao
de classes da rede [SOM] para classificar grupos especificos de ncRNAs baseados em
informagao estrutural ou sinal codante existente;

e A proposta do método ART-Portrait para escolha étima do ntimero de classes exis-
tente no conjunto de treinamento;

e A utilizacao de atributos relevantes para a identificacao de ncRNAs pelas redes[SOM]
 ART}

e Estudos de caso bem sucedidos utilizando diversos organismos, filogeneticamente
proximos ou nao, mostrando 6timo grau de generalizagao das redes treinadas.

6.2 Trabalhos Futuros

Varias atividades de [validacao| ainda podem ser desenvolvidas, para elucidar questoes
levantadas durante os experimentos:

e Utilizar a informagao de gerror para cada classe, de forma a retornar um valor de
qualidade associado a predicao realizada pela rede. Essa melhoria permite também
avaliar o desempenho de classes intermediarias no espacgo de decisao;

e Inserir novos atributos indicativos de ncRNAs, para reforcar outros tipos de si-
nais. Pode-se citar, como exemplo, concentracoes de ilhas CpG, 2-Score associado
a energia livre de estrutura secundaria do (Hofacker et al., [2002), escore de

similaridade utilizando o software Infernal, entre vérios outros;

e Aprimorar o conjunto de treinamento, incluindo mais informacgoes sobre longos nc-
RNAs nao codantes e ncRNAs sem estrutura secundaria bem caracterizada;

e Construir o portal para utilizacao das ferramentas SOM-Portrait e ART-Portrait;

e Integrar as ferramentas ao sistema BioAgents.

6.3 Acesso e Download
Atualmente a ferramenta estd disponivel somente através de contato com o autor. Um

pacote compactado com a ferramenta e instrugoes de compilacao e execugao é fornecido
como Material Complementar. Em breve, uma versao web sera disponibilizada.
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Anexo 1

Parametros de entrada das
bibliotecas e programas utilizados

O presente anexo serve como consulta mais detalhada aos parametros de entrada das
bibliotecas e ferramentas utilizadas pelo método SOM-Portrait proposto.

I.1 Biblioteca SOM_PAK (Kohonen et al., [1996b)

$ ./randinit -help

mapinit/randinit/lininit - initializes the codebook vectors for
SOM learning

Initialization type is determined from program name (randinit
or lininit) or is selected with the -init option.

Required parameters:

-din filename input data
—-cout filename output codebook filename
-topol type topology type of map, hexa or rect
-neigh type neighborhood type, bubble or gaussian
-xdim integer
-ydim integer dimensions of the map
Optional parameters:
-init type initialization type, rand or lin. Overrides
the type determined from the program name
-rand integer seed for random number generator. O is current
time
-buffer integer buffered reading of data, integer lines at a
time

$ ./vsom -help
vsom - teach self-organizing map
Required parameters:
-cin filename initial codebook file
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-din filename

-cout filename

-rlen integer

—alpha float

-radius float
Optional parameters:

-rand integer

time

-fixed

-weights

-buffer integer

time

—alpha_type type

inverse_t.

-snapfile filename

teaching data

output codebook filename
running length of teaching
initial alpha value

initial radius of neighborhood

seed for random number generator. O is current
use fixed points

use weights

buffered reading of data, integer lines at a

type of alpha decrease, linear (def) or

snapshot filename

-snapinterval integer interval between snapshots

$ ./vcal -help

vcal - sets the labels of entries by the majority voting

Required parameters:
—-cin filename
—-din filename
-cout filename

Optional parameters:
-numlabs integer

-buffer integer

$ ./qerror -help

codebook file
labeling data
labeled output codebook filename

maximum number of labels to assign to a codebook
vector. Default is 1, 0 gives all.
buffered reading of data, integer lines at a time

gerror - calculate quantization error for the data entries

Required parameters:
—-cin filename
-din filename

Optional parameters:
-getype 1
-radius float
-buffer integer

$ ./umat -help

codebook file
test data

another way to calculate the error
radius of neighborhood for alternative above
buffered reading of data, integer lines at a time

umat - produce EPS/PS picture of a SOM

Required options:
-cin

input codebook file
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Optional parameters:

-0 filename output filename (default is stdout)

-eps output EPS file (the default)

-ps output PS file

-portrait output PS picture in portrait mode
-landscape output PS picture in landscape mode
-border draw border around map units

-onlylabs draw only labels

-nolabs don’t draw labels

-W float white treshold

-B float black treshold

-title string set title (default is input codebook name)
-notitle do not print title line on PS picture
-font fontname PS fontname for labels

-fontsize float fontsize relative to the radius of an unit
-paper type select paper size for PS output, A4 (default) or A3
-average average the umatrix

-median median filter the umatrix

-headerfile fname specify alternative postscript header file

$ ./visual -help
visual - find best matching unit for each data sample
Required parameters:

-cin filename codebook file
-din filename input data
-dout filename output filename
Optional parameters:
-noskip do not skip data vectors that have all components
masked off
-buffer integer buffered reading of data, integer lines at a time

I.2 Biblioteca ART distance (Hudik and Zizka, 2011)

$ ./art_distance

ART distance (Adaptive Resonance Theory) -- clustering algorithm.
Copyright Tomas Hudik, Jan Zizka

Contact: xhudik@fi.muni.cz

usage: art_distance [-o -s -b -v -a -e -E] -i input_file
The options mean:

-i (a must!) input_file
-o prefix for output files
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-b beta (learning rate, [0,1]). Default 0.5

-v vigilance ( 0<= vigilance <=1 )

-a alpha ( alpha <= #columns~-0.5)

-d distance measure:

1 euclidean: 1 - sqrt( Sum((x-y)~2)/#dimen )

2 modified euclidean: log(#dimen~2)

- sqrt( Sum((x-y)~2) ) NOT WORKING YET

3 manhattan: 1 - Sum(|x - y|)/#dimen

4 correlation distance: 0.5 +

(x-Xmean) * (y-Ymean) ’ / (2*sqrt ((x-Xmean) (x-Xmean) ’ *

sqrt ((y-Ymean) (y-Ymean)’)))

5 minkowski distance: 1 - (Sum((|lx - y|) p)/#dimen)"(1/p);
set up -p

6 mahalanobis: 1 - sqrt( (x-mean) * C°-1 * (x-mean)’)

NOT WORKING YET

-p x (x is positive integer); it is a power for the minkowski
distance

-s x (x is positive integer) - skip last x columns

-e fluctuation: 7 of examples which are re-assigned

-E integer: maximum number of passes through the input examples

art distance is based on:
http://www.fi.muni.cz/"xhudik/art

Frank, Kraiss, Kuhlen,"Comparative analysis of Fuzzy ART and
ART-2A network clustering performance" and Recognition",
Neural Networks, vol. 9, pp. 544--559, 1998

I.3 Biblioteca LVQ_PAK (Kohonen et al., 1996a)

$ ./olvql -help

lvqtrain/lvql/1vq2/1vg3/olvql - teach codebook with one of the
lvq algorithms

Training algorithm is determined from program name and can be
overridden

with the -type option.
Required parameters:

-cin filename initial codebook file

-din filename teaching data

—-cout filename output codebook filename

-rlen integer running length of teaching

-alpha float initial alpha value (optional with olvql)
-win float (1lvgq2, 1vg3) window width

-epsilon float (1vq3) training epsilon
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Optional parameters:
-type lvqtype select which 1lvq algoritm to use: 1lvql, 1lvq2,
1vg3 or olvql

-rand integer seed for random number generator. O is current

time

-buffer integer buffered reading of data, integer lines at a
time

—alpha_type type type of alpha decrease, linear (def) or
inverse_t.

-snapfile filename snapshot filename
-snapinterval integer interval between snapshots

I.4 Rotinas e scripts da biblioteca FactoMineR (Lé
et al., 2008)

A rotina R descrita nessa Segao deve ser invocada no ambiente grafico Remdr apds
carregamento das seguintes bibliotecas

library(FactoMineR)
library (Rcmdr)
library(fields)

Dentro do ambiente grafico Remdr, a rotina a seguir deve ser copiada, ou simplemente
carregada do arquivo PCAscript. R disponibilizada como Material Complementar.

PCA <- read.table("dbTr.dat", header=TRUE, sep="",

na.strings="NA", dec=".", strip.white=TRUE)
PCA.PCA<-PCA[, c("A", "C", "G", "T", "AA", "AC", "AG", "AT",
+ "CA", "CC", "CG", "CT", "GA", "GC", "GG", "GT", "TA", "TC",
+ "TG", "TT", "AAA", "AAC", "AAG", "AAT", "ACA", "ACC", "ACG",
+ "ACT", "AGA", "AGC", "AGG", "AGT", "ATA", "ATC", "ATG", "ATT",
+ "CAA", "CAC", "CAG", "CAT", "CCA", "CCC", "CCG", "CCT", "CGA",
+ "CcgCc", "cGG", "cGgT", "CTA", "CTC", "CTG", "CTT", "GAA", "GAC",
+ "GAG", "GAT", "GCA", "GCC", "GCG", "GCT", "GGA", "GGC", "GGG",
+ "GGT", "GTA", "GTC", "GTG", "GTT", "TAA", "TAC", "TAG", "TAT",
+ "TCA", "TCC", "TCG", "TCT", "TGA", "TGC", "TGG", "TGT", "TTA",
+ "TTC", "TTG", "TTT", "S900bp", "S400to900bp", "S100to400bp",
+ "SO0to100bp", "L10Oaa", "L60tol0Oaa", "L20to60aa", "LOto20aa",
+ "pepA", "pepC", "pepD", "pepE", "pepF", "pepG", "pepH", "pepl",
+ "pepK", "pepL", "pepM", "pepN", "pep0", "pepP", "pepQ", "pepR",
+ "pepS", "pepT", "pepU", "pepV", "pepW", "pepY", "SOAP", "IEP",
+ "CAST")]

res<-PCA(PCA.PCA , scale.unit=TRUE, ncp=117, graph = FALSE)
plot.PCA(resl, axes=c(1l, 2), choix="ind", new.plot=TRUE,
+ habillage="none", col.ind="black", col.ind.sup="blue",
+ col.quali="magenta", label=c("ind.sup","quali"), title="")
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plot.PCA(res, axes=c(l, 2), choix="var", new.plot=TRUE,

+ col.var="black", col.quanti.sup="blue", label=c("var",

+ "quanti.sup"), lim.cos2.var=0.1, + title="")

write.infile(res$eig, file ="PCAl_e_2.csv",append=FALSE)

write.infile(res$var, file ="PCAl_e_2.csv",append=TRUE)

write.infile(dimdesc(res, axes=c(1, 2)), file ="PCAl_e_2.csv",

+ append=TRUE)

remove (PCA.PCA)

dev.print(pdf, file="PCAl_e_2.pdf", width=10.0, height=10.0,
pointsize=10)

dev.print(pdf, file="Individualsl_e_2.pdf", width=10.0,
height=10.0, pointsize=10)

barplot(res$eig[,1], main = "Eigenvalues",names.arg =
+ paste("Dim", 1l:nrow(res$eig), sep = ""))
yline(1)

1.5 Parametros de entrada e opcoes da ferramenta
ANGLE (Shimizu et al., 2006)

$ ./ANGLE-1inux64DP --help
Usage: ANGLE.exe [OPTION]

OPTIONS:

—-—help: Show this help.

-i: Input filename (default name is sample.txt.)
-d: Paramater directory (default directory is
./param-human)

-w: Display width (default width is 60 bases.)
—-h: Output frame layout to a html file.

-s: Output score of each base to a file.

ex) ANGLE.exe -w 70 -h out.html -s score.cvs -i
inputFasta.txt

REFERENCE:

Shimizu, K., Adachi, J., and Muraoka, Y. (2006) ANGLE:
a sequencing errors resistant program for predicting
protein coding regions in unfinished cDNA.

J Bioinform Comput Biol 4, 649-664

O método SOM-Portrait utiliza os valores padrao da ferramenta.
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1.6 Parametros de entrada e opcoes da ferramenta
CAST (Promponas et al., 2000)

Usage: ./cast SequenceFile [options]

-help ... print this text
-thr t ... set the threshold score for reported
regions

default is 40
t should be an integer number

-stat ... outputs statistics information to file cast.stat
-matrix ... use different mutation matrix (.mat) file
-verbose ... verbose mode prints filtering information to
standard output

-stderr ... verbose mode prints filtering information to

standard error

O método SOM-Portrait utiliza os valores padrao da ferramenta.
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Anexo 11

Configuracao do ambiente de
trabalho

O objetivo desse anexo é detalhar os procedimentos para instagao e execugao do método
numa maquina com configuragoes semelhantes a maquina descrita na Secao ressal-
tando principalmente a instalacao e compilacao das bibliotecas e programas auxiliares
utilizados.

II.1 Instalacao de ferramentas auxiliares

A ferramenta CAST estd disponivel no arquivo compactado, na pasta ezternalLibs. O
binario foi compilado para maquina 32bits. Até a data de confeccao desse documento,
nao era possivel descarregar os arquivos fonte para compilagao correta. Sendo assim, para
executar em ambiente 64bits, a biblioteca de compatibilidade compat-libstdc++-33 deve
ser instalada.

Utilize o método preferido para instalar a biblioteca.

$ yum install compat-libstdc++-33
Transagdo realizada com:

Atualizados rpm-4.9.1.2-1.£c16.x86_64

Instalados yum-3.4.3-7.fcl6.noarch

Instalados yum-metadata-parser-1.1.4-5.fc16.x86_64
Pacotes alterados:

Instalar compat-libstdc++-33-3.2.3-68.1.x86_64

A ferramenta ANGLE possui versoes de 32bits e 64bits. Os autores do software nao
disponibilizaram o cédigo fonte, porém retornaram os binarios compilados com opcao de
ligacao dinamica de bibliotecas. Entretanto, ainda é necessario incluir uma biblioteca
essencial C/C++, libstdc++.50.5.

Utilize o método preferido para instalar a biblioteca.

$ yum install libstdc++.s0.5
Transagdo realizada com:
Atualizados rpm-4.9.1.2-1.£c16.x86_64
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Instalados yum-3.4.3-7.fcl6.noarch

Instalados yum-metadata-parser-1.1.4-5.fc16.x86_64
Pacotes alterados:

Instalar compat-libstdc++-33-3.2.3-68.1.1686

Dep-Install libgcc-4.6.2-1.fc16.1686

II.2 Instalacao das bibliotecas utilizadas

A biblioteca SOM_PAK nao possui configuracoes detalhadas para instalacao. Basta exe-
cutar o comando make, conforme instrucoes no arquivo README fornecido. De forma
similar, a biblioteca ART é compilada com o comando make art.

A biblioteca LVQ_PAK contém uma declaracao conflitante da funcao getline com a
biblioteca de sistema stdio.h. A correcao é feita alterando a assinatura da funcao declarada
no arquivo fileio.h, linha 69:

char *getline(struct file_info *fi);
Para:
char *get_line(struct file_info *fi);

E corrigir as referéncias a essa funcao adequadamente nos modulos fileio.c, linha 282,
datafile.c, linha 125, 160 e 611.

Para a biblioteca dos métodos SOM e ART-Portrait, nomeada “SP”, a versao de perl
utilizada deve ser:

$ perl --version

This is perl 5, version 14, subversion 2 (v5.14.2)

A biblioteca BioPerl (Stajich et al., [2002) versao 1.6.901 deve ser instalada, bem como
o suporte a funcao Switch para Perl, pela instalacao do médulo Switch.pm. Utiliza-se o
aplicativo mpan para instalacao diretamente do repositério CRAN.

$ perl -MCPAN -e shell
cpan>install Bundle::CPAN
cpan>q

$ cpan

cpan>install Module: :Build
cpan>o conf prefer_installer MB
cpan>o conf commit

cpan>q

$ yum install expat

$ cpan
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cpan> d /bioperl/
cpan> force install CJFIELDS/BioPerl-1.6.901.tar.gz
cpan>q

$ yum install perl-Switch.noarch
Transagdo realizada com:

Atualizados rpm-4.9.1.2-1.fc16.x86_64

Instalados yum-3.4.3-7.fcl6.noarch

Instalados yum-metadata-parser-1.1.4-5.fc16.x86_64
Pacotes alterados:

Instalar perl-Switch-2.16-1.fcl6.noarch

A instalacao da biblioteca BioPerl requerera a instalacao de varios médulos auxiliares.
Recomenda-se a instalagao utilizando opgao [all.
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